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Dr. Saúl Domı́nguez por sus revisiones y sugerencias que me ayudaron a mejorar

este trabajo.

Quisiera expresar mi agradecimiento a Jesús Mej́ıa por estar conmigo en cada
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Resumen

La toma de decisiones jerárquica puede observarse en diferentes áreas de in-

vestigación en las que dos niveles anidados definen un problema de optimiza-

ción. Por ejemplo, en un problema de producción y distribución de una cadena

de suministro, dos responsables de la toma de decisiones controlan estos procesos

respectivamente. Es decir, una empresa se dedica únicamente a la distribución de

bienes o productos, y otra organización tiene como objetivo a la producción ópti-

ma de los bienes demandados. Este trabajo trata entonces sobre la solución del

Problema Ruteo de veh́ıculos con múltiples depósitos binivel (Bi-MDVRP, por sus

siglas en inglés), en el cual múltiples depósitos necesitan entregar productos para

cubrir la demanda de múltiples minoristas sujetos a que las plantas de producción

satisfagan la demanda de cada depósito de manera óptima. Este problema mode-

lado como un problema binivel resulta ser altamente complejo de resolver desde

el punto de vista teórico y computacional. En este trabajo se propone un algoritmo

genético h́ıbrido para aproximar soluciones del problema de planificación binivel.

Utilizamos la información disponible sobre dicha problemática para implementar

mecanismos heuŕısticos que mejoren los resultados obtenidos por los algoritmos

más avanzados. Proponemos una representación basada en grupos para la confi-

guración de cada depósito con el fin de satisfacer las restricciones relacionadas la

capacidad de los veh́ıculos, tiempos de carga y otras restricciones en este nivel.
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Luego, para resolver el problema de producción, adoptamos un algoritmo exacto

para resolver óptimamente este proceso. Los resultados experimentales muestran

que la codificación basada en grupos reporta rápidamente soluciones de alta cali-

dad para el conjunto de instancias utilizadas en nuestra experimentación.
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X
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Caṕıtulo 1

Introducción

En optimización y teoŕıa de juegos, es frecuente encontrar situaciones en las

que agentes en conflicto toman acciones de acuerdo con una secuencia prede-

finida (tipo ĺıder-seguidor) de Stackelberg [76]. Al extender este concepto a un

par de problemas de optimización arbitrarios, se obtiene la clase de problemas de

conocidos como optimización binivel, que permiten modelar muchos procesos de

decisión jerárquicos. El término “programación binivel” apareció por primera vez

en un art́ıculo de Candler y Norton [19], quienes consideraron una formulación

multinivel en el contexto de la economı́a medioambiental. A principios de los años

ochenta se introdujo la programación matemática para el modelado de procesos

de decisión jerárquica [64]. Dado que estos problemas de programación binivel,

se definen como un problema de optimización que contiene a otro problema de

optimización anidado, son altamente costosos computacionalmente debido a su

alta dificultad. En dicho trabajo de investigación se centró en resolver problemas

con una función objetivo con propiedades lineales, convexas y bilineales en las

3



Caṕıtulo 1. Introducción

restricciones. Aśı, se ha demostrado que estos problemas son del tipo NP-Duro

[51, 39].

Se ha observado un creciente interés tanto desde el punto de vista teórico co-

mo práctico en el uso de conceptos de optimización binivel, lo que se refleja en el

aumento de problemas modelados de esta manera. Estos problemas tienen diver-

sas aplicaciones en situaciones de la vida real, tales como Economı́a y Finanzas

[82, 85, 76, 81], Economı́a medioambiental [19], Transporte [82, 75, 35], entre

otras áreas [67, 83, 14]. Muchas de estas aplicaciones se desarrollan en espacios

discretos, como los problemas de producción y distribución en cadenas de sumi-

nistro binivel que involucran plantas, centros de distribución y minoristas. Estas

aplicaciones se dividen en:

Producción: se encarga de la fabricación y env́ıo de productos para satisfacer

la demanda de los depósitos.

Distribución y loǵıstica: donde se determina el env́ıo de productos desde el

depósito a los minoristas.

Un factor importante para el manejo de cadenas de suministros son los costos de

transporte, y juegan un papel fundamental en dichos problemas. Estos se clasi-

fican como problemas de ruteo de veh́ıculos (VRP). Tememos que los VRP son

problemas de optimización combinatoria y de programación entera que buscan

dar servicio a un número de clientes con una flota de veh́ıculos. Este proble-

ma inicialmente fue propuesto en 1959 por Dantzig y Ramser [37]. Debido a la

complejidad inherente y las restricciones involucradas en la resolución de tales

problemas, los VRP y sus variantes entran en la categoŕıa de problemas NP-Duros

[57].

Una de las variantes del VRP y que es fundamental en este trabajo es el pro-

blema de ruteo de veh́ıculos con múltiples depósitos (MDVRP, por sus siglas en

inglés) [54]. Esta versión se caracteriza en asignar minoristas a distintos depósi-

tos y asignarlos a una ruta para satisfacer las demandas de los clientes. Otra de las

4



Caṕıtulo 1. Introducción

variantes de los problemas de ruteo de veh́ıculos, son los que involucran veh́ıculos

aéreos no tripulados (UAVs), ya que han demostrado un potencial significativo en

la resolución de problemas de optimización binivel [61, 36]. En estos escenarios,

los UAVs se han utilizado para abordar diversos desaf́ıos en loǵıstica y gestión de

cadenas de suministro [58, 86, 58]. Centrándonos en los procesos de cadenas de

suministro, el VRP y sus variantes se consideraban como sistemas independientes,

es decir, no se involucraban los procesos de producción. En las últimas décadas,

los procesos de producción y distribución se fueron integrando en un mismo pro-

blema [45, 44], siendo modelados como problemas multi-objetivos y resueltos

mediante métodos exactos [8] y heuŕısticos [32, 12],

Recientemente, el problema de planificación de una cadena de suministros se

ha modelado a través de una estructura jerárquica, es decir, utilizando la de-

finición de optimización binivel. Espećıficamente el problema de producción y

distribución binivel es conocido como Bi-MDVRP, por sus siglas en inglés [15].

Dentro del estudio de la literatura en optimización binivel discreta se reporta en

los últimos años un incremento en el interés por resolver esta clase de problemas

[74, 28]. Cabe mencionar que la resolución del problema Bi-MDVRP en su ma-

yoŕıa son abordados por métodos aproximados (metaheuŕısticas) [74, 22, 24] y

métodos h́ıbridos conocidos como mateheuŕısticas para obtener mejores resulta-

dos [17, 18].

1.1 Planteamiento del problema

Los problemas de producción y distribución de una cadena de suministro ge-

neralmente involucran distintos tomadores de decisiones en los que incluyen la

ubicación de las plantas o depósitos, la adquisición de productos, el costo de pro-

ducción, la entrega de productos, entre otros aspectos. Dichas decisiones suelen

estar vinculadas, pero en situaciones prácticas se suelen resolver por separado,

utilizando métodos de optimización mono-objetivo y multi-objetivo. Sin embar-

go, estas tareas involucran tomadores de decisiones en dos niveles distintos, con
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una relación jerárquica entre ellos. Aśı, en el nivel superior del proceso de de-

cisión controla los centros de distribución (conjunto de depósitos) que buscan

minimizar los costos de distribución de productos a los minoristas que los deman-

dan y el costo de adquisición de los productos. En el nivel inferior, cada planta de

fabricación, al recibir el pedido de los centros de distribución, busca minimizar

sus costos de operación y de env́ıo de los productos a los depósitos.

1.2 Propuesta

En este trabajo se propone un algoritmo genético h́ıbrido binivel para la reso-

lución del problema Bi-MDVRP, en donde el nivel superior se resuelve mediante

un algoritmo genético y el nivel inferior a través de un método exacto aplicable.

1.3 Justificación

Los problemas de optimización binivel en espacios discretos están teniendo un

papel fundamental y desafiante para el cómputo evolutivo debido a su estructura

jerárquica y por ser altamente costosos para encontrar una solución óptima. En

el problema Bi-MDVRP nos encontramos con la complejidad propia del problema

MDVRP y al anidar un segundo problema se vuelva aún más complejo.

Si bien la literatura especializada reporta algoritmos enfocados en resolver el

problema Bi-MDVRP, se tiene la particularidad que utilizan métodos exactos pa-

ra resolver diferentes partes del problema, lo que los hace limitados a instancias

de problemas pequeños [18]. Además, los algoritmos metaheuristicos utilizan re-

presentaciones de solución que no toman en cuenta la estructura binivel ni la

información conocida del problema [74, 28]. Por este motivo, se busca propo-

ner un algoritmo genético h́ıbrido binivel que tenga resultados de mejor calidad

en la función objetivo en los conjuntos de instancias de prueba reportados en la

literatura.
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1.4 Hipótesis de la investigación

El diseño de un Algoritmo Genético Hı́brido con una representación basada

en grupos puede ofrecer resultados competitivos en comparación con algoritmos

reportados en la literatura especializada (métodos metaheuŕısticos e h́ıbridos) en

el Problema Bi-MDVRP. La comparación se hará en términos de la precisión (cer-

cańıa al valor óptimo o mejor solución conocida) y del indicador de desempeño

conocido como GAP.

Note que en este trabajo las variables independientes del estudio son los: (1)

componentes del algoritmo: representación de soluciones basada en grupos, ope-

radores de selección, método exacto y (2) parámetros del algoritmo. Las variables

dependientes están dadas por: (1) cercańıa a la mejor solución conocida e (2) in-

dicador de desempeño GAP.

1.5 Objetivos generales

Desarrollar una versión del algoritmo genético h́ıbrido (usando el esquema

anidado) con una representación eficiente para resolver el problema Bi-MDVRP

con resultados competitivos con un menor número de evaluaciones que algorit-

mos evolutivos del estado del arte.

1.6 Objetivos espećıficos

Estudiar las propiedades de los problemas de optimización binivel discreta.

Estudiar las diferentes representaciones de soluciones, por ejemplo, aquellas

basadas en representación de grupos para el problema Bi-MDVRP. Debido a

que no se encontró evidencia de estas representaciones se estén usando en

dicho problema.
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Identificar algoritmos propuestos por otros autores que han mostrado un

buen desempeño al resolver problemas Bi-MDVRP.

Elegir conjuntos de instancias de prueba en la literatura especializada.

Creación de instancias de prueba.

Implementar un nuevo algoritmo que permita tener un desempeño compe-

titivo.

Identificar el costo computacional del algoritmo en términos de complejidad

computacional.

Probar la eficiencia del algoritmo a desarrollar en dicho conjunto de instan-

cias de prueba.

1.7 Metodoloǵıa

En esta sección se describe la metodoloǵıa para la propuesta e implementación

de un algoritmo genético h́ıbrido binivel con representación basada en grupos

para resolver el problema Bi-MDVRP y analizar su desempeño en términos del

promedio del valor de la función objetivo, el número de la función de evaluación

y tiempo de ejecución.

Revisión de la literatura sobre el problema de ruteo de veh́ıculos con múlti-

ples depósitos binivel.

Selección de conjuntos de instancias, las cuales consisten en términos del

tamaño de vértice, estructura topológica de las plantas y depósitos, y capa-

cidad de los veh́ıculos y plantas. Para el problema a atacar, se eligen dos

conjuntos de instancias, el conjunto pr y bipr que se encuentran reportados

en la literatura por Herminia I. Calvete et al. [15] y Francois Legillon et. al.

[55] respectivamente. Estos dos conjuntos de instancias son creados a par-

tir del conjunto de instancia pr proporcionados por Cordeau [33] siguiendo
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el enfoque binivel de Herminia I. Calvete et al. [15]. En la Sección 5.1 se

muestra las diferencias entre el conjunto de instancias pr y bipr.

Creación de instancias de prueba utilizando conjunto p creados a partir de

los proporcionados por Cordeau [33] siguiendo el enfoque binivel de Her-

minia I. Calvete et al. [15] con los parámetros de Francois Legillon et. al.

[55]. En la Sección 5.1 se muestran las diferencias entre los tres conjuntos

de instancias a utilizar (instancias reportadas en la literatura (pr y bipr) y

creadas (p).

Identificación del conjunto de técnicas con buen desempeño para Bi-MDVRP.

Creación del diseño del Algoritmo h́ıbrido binivel con una representación

de soluciones basada en grupos.

Aplicación del algoritmo a las instancias de prueba para obtener los siguien-

tes objetivos: (1) promedio de la función objetivo, (2) número mı́nimo de

evaluaciones, y (3) reducir el tiempo de ejecución.

Análisis del rendimiento mediante experimentos numéricos.

1.8 Estructura de la Tesis

El documento se encuentra organizado de la siguiente manera: En el Caṕıtulo

2 se describen conceptos de optimización binivel y sus métodos de solución. En

el Caṕıtulo 3 se describe el modelado matemático y el trabajo relacionado del

Problema Bi-MDVRP. En el Caṕıtulo 4 se describe el algoritmo genético h́ıbrido

de optimización binivel propuesto. El Caṕıtulo 5 se muestra la experimentación

computacional y se describe el conjunto de instancias de prueba. Finalmente, se

presenta el análisis de los resultados obtenidos. Por último, en el Caṕıtulo 6 se

presentan las conclusiones del trabajo de investigación y trabajo futuro.
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1.9 Contribución

Propuesta de un algoritmo genético h́ıbrido para resolver el problema de pla-

nificación y producción binivel (Bi-MDVRP). Esta propuesta es la primera que

emplea una representación de la solución basada en grupos para establecer una

configuración factible para cada depósito. En consecuencia, se satisfacen las res-

tricciones relacionadas con un depósito.

1.10 Publicaciones

Esta sección contiene las presentaciones y los productos de investigación deri-

vados de este trabajo. Las publicaciones se dividen en dos partes, (1) art́ıculo de

conferencia, (2) caṕıtulo de libro. También se agregan los eventos y foros en los

que se participó.

Art́ıculo en Congreso Internacional

1. Rocio Salinas-Guerra, Efrén Mezura-Montes, Marcela Quiroz-Castellanos,

Jesus-Adolfo Mejia-de-Dios, and Slim Bechikh, A Hybrid Evolutionary Ap-

proach with Group-based Solution Encoding for Solving the Constrai-

ned Bilevel Multi-Depot Vehicle Routing Problem, in Proceedings of the

IEEE Congress on Evolutionary Computation (CEC), Chicago, USA, IEEE

Press, 2023 (accepted).

Caṕıtulo de libro

1. Salinas-Guerra, R., Mej́ıa-Dios, JA., Mezura-Montes, E., Márquez-Grajales,

A. (2023). An Evolutionary Bilevel Optimization Approach for Neuro-

evolution. In: Castillo, O., Melin, P. (eds) Hybrid Intelligent Systems Ba-

sed on Extensions of Fuzzy Logic, Neural Networks and Metaheuristics.

10
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Studies in Computational Intelligence, vol 1096. Springer, Cham. https:

//doi.org/10.1007/978-3-031-28999-6_25.

Presentaciones en foros especializados y de divulgación

1. Roćıo Salinas-Guerra, Efrén Mezura-Montes, Marcela Quiroz-Castellanos,

Héctor-Gabriel Acosta-Mesa, Optimización Binivel Discreta y sus Apli-

caciones, Escuela Nacional de Optimización y Análisis Númerico (ENOAN

2021), Ciudad de Mexico (online).

2. Roćıo Salinas-Guerra, Efrén Mezura-Montes, Un enfoque binivel para la

optimización de redes neuronales convolucionales, Annual Meeting of

the Society for Industrial and Applied Mathematics Mexico Section (Mex-

SIAM 2022), Saltillo Coahuila.

3. Roćıo Salinas-Guerra, Efrén Mezura-Montes, Producción y distribución co-

mo un modelado Binivel, Escuela Nacional de Optimización y Análisis

Númerico (ENOAN 2022), Facultad de Matemáticas UADY Merida Yucatan.

4. Roćıo Salinas-Guerra, Efrén Mezura-Montes, An Evolutionary Bilevel Opti-

mization Approach for Neuroevolution, International Seminar of Compu-

tational Intelligence (ISCI 2022), Tijuana, Mexico (online).
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Caṕıtulo 2

Optimización Binivel

La Optimización Binivel (OB) es un problema de optimización en el que algu-

nas variables están restringidas para ser la solución óptima de otro problema de

optimización. De esta forma, la optimización binivel se puede utilizar para mode-

lar relaciones jerárquicas entre dos tomadores de decisiones. En este caṕıtulo se

presenta una descripción general sobre OB. Además, se describen algunas aplica-

ciones de este tipo de problemas en situaciones de la vida real, donde las variables

están definidas sobre espacios discretos.

2.1 Introducción

Un problema binivel es un caso particular de problema de múltiples niveles.

La optimización multinivel aborda problemas en los que varios (dos o más) toma-

dores de decisiones interactúan jerárquicamente y en cada subnivel hay un toma-
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dor de decisiones que observa las decisiones de los niveles superiores, y actúan

en función a sus propios intereses. A diferencia de los problemas de optimiza-

ción multinivel, en los problemas de optimización binivel (BLOP, por sus siglas en

inglés), hay dos tomadores de decisiones, el ĺıder y seguidor; y se optimiza la es-

trategia del ĺıder, minimizando (maximizando) la función objetivo del ĺıder sobre

el conjunto de estrategias factibles, teniendo en cuenta que el seguidor siempre

reacciona de manera óptima a la decisión del ĺıder.

Desde un punto de vista histórico, la OB está relacionada con los juegos de

Stalckelberg en el campo de teoŕıa de juegos. El cual fue introducido por Von

Stalckelberg con el problema en economı́a [76] que se utilizó para modelar la

interacción entre dos empresas que compiten secuencialmente en la cantidad de

producción. Bracken y McGill introducen formalmente la definición de optimiza-

ción binivel en 1973 [13] y en 1977 las denominaciones binivel y multinivel son

adoptadas [19].

Figura 2.1: Publicaciones de Optimización Binivel [65].
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Al paso de los años, la investigación de los problemas de optimización bini-

vel se ha incrementado tal y como se muestra en la Figura 2.1, habiendo más de

2000 art́ıculos publicados hasta la fecha [65]. Se ha observado que los proble-

mas de optimización binivel en espacios continuos han sido muy estudiados en

comparación con problemas binivel que involucran variables discretas [66]. Por

lo que esto motiva aún más realizar trabajos en este tipo de problemas binivel.

Para obtener una descripción general de OB, existen trabajos relacionados en sus

distintos enfoques mono-objetivo y multi-objetivo se recomiendan los siguientes

art́ıculos [66, 64, 63, 42] y los libros del área encontramos los de Talbi [77], Bard

[10] y Dempe [40, 41].

2.2 Definición

Como se mencionó anteriormente, un problema de optimización binivel es un

problema de optimización en el cual un subconjunto de variables está sujeto a

tomar el valor de una solución óptima de otro problema de optimización dado y

parametrizado por las variables restantes. En términos matemáticos, un problema

de optimización binivel puede ser definido de la siguiente manera [40].

Definition 2.2.1 (Problema de optimización binivel). Supongamos que F : X ×
Y → R y f : X × Y → R son la función objetivo del nivel superior (ĺıder) e

inferior (seguidor), respectivamente.

mı́n{F (x, y) : x ∈ X, y ∈ Y } (2.1)

Sujeto a:

y ∈ argmı́n{f(x, y) : gj(x, y) ≤ 0, j = 1, . . . , J} (2.2)

Gk(x, y) ≤ 0, k = 1, . . . ,K (2.3)

Donde, gj : X × Y → R y Gk : X × Y → R denotan la restricción del nivel

inferior y superior, respectivamente.
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En optimización binivel existen diferentes tipos de problemas según el número

y tipo de objetivos, tipos de restricciones, entre otras propiedades. Anteriormente,

se describió el caso continuo para funciones mono-objetivo.

El número de objetivos manejados por ambos niveles de optimización

Esta clasificación se realiza en función del criterio del número de funciones

objetivo, se derivan dos tipos de BLOPs: (1) optimización binivel mono-

objetivo, estos problemas en ambos niveles únicamente tienen un objetivo

y (2) optimización binivel multi-objetivo, este tipo de problemas aumenta

significativamente la complejidad, ya que las funciones del nivel superior

o inferior podŕıan representar un problema multi-objetivo el cual induce

complejidad tanto teórica como computacional. Muchos problemas reales

modelan de esta manera [84].

El tipo de variables codificadas

Esta clasificación utiliza como criterio el tipo de variables codificadas, (1)

BLOP continuo en el que las funciones objetivo F y f se definen sobre X ⊆
Rn y Y ⊆ Rm con su respectiva imagen en R [9], es decir, las variables del

nivel superior e inferior se codifican con valores reales, (2) BLOP discreto,

en este tipo de problema F y f están definidas sobre X ⊆ Rn1 × Zn2 y

Y ⊆ Rm1×Zm2 con su respectiva imagen en R [80], donde sus variables son

discretas en ambos niveles. Además, se pueden clasificar en BLOP mixtos

que combinan variables de decisión tanto continuas como discretas.

La naturaleza de las funciones objetivo y las restricciones

Esta clasificación tiene en cuenta la naturaleza de las funciones objetivo y

restricciones, es decir, las propiedades matemáticas de las restricciones y las

funciones objetivo. Tales como linealidad, convexidad, si las funciones son

cuadráticas, entre otras propiedades [11, 77].

La relación entre los dos niveles

Su clasificación se basa en la relación entre el nivel superior y el inferior.

Esta relación está determinada por el comportamiento de nivel inferior. (1)
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Optimista, el seguidor le da al ĺıder aquellas soluciones del nivel inferior

que benefician el problema del nivel superior, es decir, si el nivel inferior

contiene múltiples soluciones óptimas, le brinda al ĺıder aquellas soluciones

que minimizan la función objetivo del nivel superior [68, 7], (2) Pesimista,

el problema de nivel superior se optimiza en función del peor caso en el que

el problema de nivel inferior elige una solución que conduce al peor valor de

la función del nivel superior. Es importante señalar que la posición pesimista

es, en general, menos tratable que la optimista, ya que es un problema que

en varios casos no se comporta bien porque introduce funciones no tratables

durante las reformulaciones [59, 60].

Respecto a la complejidad computacional de los problemas binivel, se ha estudia-

do desde los oŕıgenes [47]. La literatura especializada reporta que los problemas

binivel pertenecen a la clase de problemas NP-Duros, ya que no es posible resol-

ver este tipo de problemas mediante una máquina de Turing no determinista en

tiempo polinomial [79].

2.3 Métodos de solución

Los BLOP representan una clase conocida de problemas desafiantes con dos

problemas de optimización anidados [40]. El objetivo principal consiste en op-

timizar el problema de nivel superior que tiene como restricción otro problema

de optimización. Por lo tanto, evaluar cada solución de nivel superior requiere

encontrar una solución óptima del correspondiente problema de nivel inferior, lo

cual implica un alto costo computacional. En el campo de la optimización binivel,

se han desarrollado varios métodos que operan utilizando esta estructura anidada

[77]. Además, se han propuesto métodos de solución no anidados que convierten

el problema binivel en un problema de un solo nivel [78]. Sin embargo, la mayoŕıa

de estos enfoques están limitados a una clase de problemas altamente restrictiva

o son computacionalmente costosos, lo que dificulta su aplicación a BLOPs más

complicados. Esta situación ha llevado a la comunidad de la computación evolu-
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tiva a abordar este tipo de problemas, y recientemente se han propuesto varios

trabajos en este ámbito. Se han identificado los siguientes enfoques para la reso-

lución de problemas bi-nivel mediante el uso de enfoques metaheuŕısticos [66], y

a continuación se enumeran los más relevantes:

1. Reducción a un nivel: Transforman el BLOP en un problema de un solo

nivel para neutralizar el efecto binivel. Estos métodos utilizan una meto-

doloǵıa aproximada para reemplazar el problema de optimización de nivel

inferior [29, 72].

2. Enfoques anidados: Son uno de los métodos conocidos propuestos para

resolver problemas binivel, donde para cada solución de nivel superior se

ejecuta un optimizador de nivel inferior. En esta categoŕıa, los algoritmos de

optimización jerárquica intentan resolver los dos niveles secuencialmente,

mejorando las soluciones en cada nivel para obtener una buena solución

general en ambos niveles [53].

3. Enfoques no anidados: Los enfoques no anidados abordan el problema

de optimización binivel tratándolo como un único nivel y se resuelve utili-

zando metaheuŕısticas, sin considerar la estructura anidada. Estas técnicas

emplean métodos de optimización de un solo nivel y utilizan el conocimien-

to del problema de nivel inferior para evitar optimizaciones expĺıcitas. Se

logra esto al tener en cuenta la relación entre los dos niveles e incorpo-

rar restricciones o información adicional en el problema de nivel superior

[49, 50].

4. Enfoques asistidos por subrogados: Estas aproximaciones utilizan un es-

quema anidado como forma de solucionar problemas. No obstante, el pro-

blema del nivel inferior no se aborda a través de otra metaheuŕıstica, sino

que se utiliza en su lugar una estrategia aproximada para deducir solucio-

nes viables durante el proceso de optimización. Esta estrategia aproximada

resulta especialmente valiosa para reducir el número de evaluaciones de la

función objetivo [46, 38].
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Descripción del problema de

cadenas de suministro binivel

En esta sección, se plantea el problema de estudio y se describe su modelado

matemático binivel y la revisión de la literatura del problema de ruteo de veh́ıcu-

los con múltiples depósitos binivel (Bi-MDVRP, por sus silgas en inglés).

3.1 Bi-MDVRP: Problema de Ruteo de veh́ıculos con múlti-

ples depósitos binivel.

El problema planteado considera una situación en la que dos de empresas

(depósitos y plantas) interactúan entre śı de forma jerárquica dentro de una ca-

dena de suministro, lo cual funciona de la siguiente manera. El depósito adquie-

re y distribuye diferentes tipos de productos sobre un subconjunto seleccionado
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de minoristas; mientras que la planta fabrica los productos demandados por los

depósitos. En este problema, se asume que los depósitos son los que distribuyen

los productos y diseñan rutas para satisfacer al subconjunto seleccionado de mi-

noristas con el objetivo de minimizar el costo de entrega y las plantas son las

encargadas de fabricar los productos buscan minimizar el costo de producción y

envió de los productos a los depósitos.

Consideremos los siguientes parámetros, K, L, R, S son el conjunto de plan-

tas, depósitos, minoristas y veh́ıculos terrestres con sus ı́ndices k, l, r y s respec-

tivamente. Sea E el conjunto de vértices que conectan los depósitos y los mino-

ristas. Además, el parámetro Rl representa si el depósito l sirve a los minoristas

y Rs determina si el veh́ıculo s los visita. Tenemos que Sl representa el conjunto

de veh́ıculos utilizados por cada depósito l, br la demanda del minorista r y Ak la

capacidad de producción de la planta k.

Los parámetros asociados en las funciones objetivo de nivel superior e inferior

vienen dados por: c11jl que es el costo de enviar un art́ıculo de i a j siendo i ∈ E,

c12kl el costo de adquirir un art́ıculo más el costo de descargarlo de la planta k al

almacén l y c22kl el costo de producción de un art́ıculo, que se produce en la planta

k y se env́ıa al almacén l. También necesitamos denotar la capacidad Q de cada

veh́ıculo y los tiempos, de tal forma que, tij es el tiempo de traslado de ir del

origen i al destino j, tτ el tiempo de descarga de un veh́ıculo en el minorista r y

Ts el tiempo ĺımite del veh́ıculo s.

La siguiente formulación plantea el problema Bi-MDVRP [15, 18].

Nivel Superior

mı́n
∑
s∈S

∑
(ij)∈E

c11ij x
s
ij +

∑
k∈K

∑
l∈L

c12k,lykl (3.1)

s.t. {xsij} satisface las restricciones del MDVRP (3.2)
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xsij ∈ {0, 1} (ij) ∈ E, s ∈ S (3.3)∑
s∈S

∑
j∈R∪L

xsij = 1 i ∈ R (3.4)

∑
s∈S

∑
i∈R∪L

xsij = 1 j ∈ R (3.5)

∑
j∈Rl

xsij ≤ 1 s ∈ Sl, i, l ∈ L (3.6)

(3.7)

∑
i∈Rl

xsij ≤ 1 s ∈ Sl, j, l ∈ L (3.8)

∑
j∈L

xsij = 0 s ∈ Sl, i, l ∈ L (3.9)

∑
i∈L

xsij = 0 s ∈ Sl, j, l ∈ L (3.10)

∑
i∈W

∑
j∈W

xsij ≤ |W | − 1 W ⊆ R, 2 ≤ |W | ≤ |R|, s ∈ S (3.11)

∑
i∈Rs

bi
∑
j∈Rs

xsi,j ≤ Q s ∈ S (3.12)

∑
i∈Rs

∑
j∈Rs

(tij + τi)x
s
ij ≤ Ts s ∈ S (3.13)

Las Ecuaciones (3.1-3.13) son el problema ĺıder y las ecuaciones definidas por las

Ecuaciones (3.15-3.17) son el problema seguidor. (3.1) Representa la función ob-

jetivo del ĺıder, el cual busca minimizar el costo de distribución de los productos

de los depósitos a los minoristas más el costo de adquirir un producto desde una

planta hacia los depósitos y el costo de descarga de un producto, (3.2) describe

la variable binaria del ĺıder, (3.3) representa que solo puede salir un veh́ıculo del

minorista l, (3.4) solo puede llegar un veh́ıculo al minorista l, (3.5) y (3.6) esta-

blecen que los depósitos pueden ser o no utilizados, (3.9) nos dice que no puede

salir ningún veh́ıculo de un depósito para conectar con otro depósito, (3.10) indi-

ca que no puede llegar un veh́ıculo a un depósito de otro depósito, es decir, que no

existe conexión entre depósitos. La restricción (3.11) no permite sub-tours dentro
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de un veh́ıculo, i.e., cada veh́ıculo le corresponde a un depósito. En (3.12) nos

indica la capacidad de cada veh́ıculo y en (3.13) el tiempo que no debe exceder el

veh́ıculo en realizar las rutas en donde se debe considerar el tiempo de descarga

y el traslado de un origen a destino.

Figura 3.1: Ilustración del problema Bi-MDVRP [15] e indicación de la solución
del problema de nivel superior (delimitada por la ĺınea continua). Obsérvese que
el nivel inferior consiste en conectar de forma óptima las plantas (triángulos) con
los depósitos (ćırculos).

Nivel Inferior

y ∈ argmı́n
∑
k∈K

∑
l∈L

c22k,lȳk,l (3.14)

s.t.
∑
l∈L

ȳkl ≤ Ak k ∈ K (3.15)

∑
k∈K

ȳkl =
∑
s∈Sl

∑
r∈Rs

br l ∈ L (3.16)

ȳkl ≥ 0 k ∈ K, l ∈ L (3.17)
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La restricción (3.14) representa la función objetivo del seguidor, donde se

busca minimizar el costo de producción y env́ıo de los productos fabricados a los

depósitos, (3.15) indica la capacidad de producción de la planta y la restricción

(3.16) es donde se involucra el nivel inferior con el nivel superior, en esta res-

tricción se busca satisfacer las demandas de los minoristas atendidos por cada

depósito y la restricción (3.17) establece la no negatividad de las variables de

nivel inferior.

Para ilustrar el problema Bi-MDVRP, se visualiza en la Figura 3.1, que incluye

la solución del Bi-MDVRP con dos depósitos, once minoristas y tres plantas.

3.2 Trabajo relacionado

En los últimos años, la optimización binivel discreta ha emergido como un

área importante de investigación en optimización. Aśı, en esta sección se revi-

san los trabajos relacionados con la solución de la optimización bilevel discre-

ta, centrándose en la solución del problema de ruteo de veh́ıculos con múltiples

depósitos binivel (Bi-MDVRP).

En la revisión de la literatura se encuentran distintos enfoques heuŕısticos para

resolver el problema Bi-MDVRP, cabe destacar que cada algoritmo resuelve un

conjunto de instancias distinto [15, 20]. Por otro lado, los conjuntos de instancias

contribuyen al análisis de las bondades y desventajas de los distintos algoritmos y

con esta información la creación de nuevas estrategias que permiten la mejora de

los algoritmos para obtener soluciones de mayor calidad. Si nos centramos en las

publicaciones de los distintos conjuntos de instancias inspirados con el modelado

binivel creado por Hermina et al [15] notemos que desde el 2011 hasta la fecha

ha ido incrementando la investigación sobre el problema Bi-MDVRP y extendido a

problemas multiobjetivo como se muestra en la Figura 3.2. Los cuales se clasifican

de la siguiente manera, siendo un total de 22 publicaciones:

1. Congreso: 11
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Mono-Objetivo: 9 [48, 16, 22, 20, 23, 24, 25, 27, 3]

Multi-Objetivo: 3 [55, 5, 2]

2. Revista: 8

Mono-Objetivo: 7 [15, 18, 74, 26, 28, 21, 4]

Multi-Objetivo: 2 [73, 1]

3. Caṕıtulo de libro: 1

Mono-Objetivo: 0

Multi-Objetivo: 1 [56]

Figura 3.2: Publicaciones por año sobre Bi-MDVRP.

Uno de los primeros algoritmos para el problema Bi-MDVRP fue propuesto en

[15], donde se introdujo el Bilevel Ant Colony System (BACS). BACS se basa en

la estrategia de optimización de colonias de hormigas, pero utiliza un enfoque

Stackelberg para manejar la estructura binivel. La representación de la solución
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utilizada en el enfoque BACS se basa principalmente en cadenas binarias para

representar las conexiones entre minoristas, depósitos y plantas.

Otro trabajo relacionado se presentó como un algoritmo h́ıbrido basado en el

procedimiento de búsqueda dispersa (HSS) [18]. En esta propuesta de solución,

los autores consideran un cierto grado de aleatoriedad en la búsqueda para ge-

nerar soluciones factibles. HSS es una de las propuestas más sofisticadas porque

incorpora técnicas clásicas para generar sub-rutas óptimas. El software comercial

CPLEX resuelve el nivel inferior mediante programación lineal.

En cuanto a los algoritmos evolutivos, en [55] se propuso un método coevo-

lutivo de dos niveles que utiliza algoritmos repetidos (denominado COBRA). Este

algoritmo coevolutivo se basa en la proximidad de los valores óptimos de las va-

riables de nivel superior al valor óptimo de las variables de nivel inferior. COBRA

representa las soluciones de nivel superior mediante una matriz de permutación

que concatena las rutas para cada veh́ıculo y para cada depósito. Esta representa-

ción es útil porque se satisfacen muchas restricciones (por ejemplo, evita visitar a

minoristas repetidos).

Posteriormente, en [22] se propuso un algoritmo coevolutivo diferente basa-

do en la descomposición (COBDA). COBDA pretend́ıa generar una solución ini-

cial prometedora aplicando una estrategia de descomposición en el espacio de

búsqueda. Se presentó una versión actualizada de COBDA con soluciones mejora-

das mediante aprendizaje por transferencia como Algoritmo Evolutivo Memético

(MCOBDA) [24] mejorando las soluciones (representadas como permutaciones)

mediante aprendizaje por transferencia para reducir el esfuerzo computacional.

Otra versión de COBDA fue presentada, introduciendo conceptos sobre reacciones

qúımicas [28]. En ese último trabajo, los autores descompusieron la población de

moléculas en varias subpoblaciones distribuidas evaluadas en una arquitectura

computacional multihilo.

Uno de los algoritmos coevolutivos más recientes (denominado CEMBA) fue

propuesto en [74]. CEMBA utiliza la descomposición binaria de la población en

ambos niveles para reducir el número de evaluaciones de funciones de nivel su-
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perior. Cabe mencionar que CEMBA utiliza dos algoritmos coevolutivos anidados.

Posteriormente, se propuso una versión mejorada de CEMBA para resolver proble-

mas combinatorios multiobjetivo [73]. Los vectores de solución de nivel superior

en esos algoritmos basados en CEMBA se codifican como permutaciones como en

COBRA.

En resumen, la mayoŕıa de las propuestas utilizan una representación basada

en permutaciones para codificar las soluciones del nivel superior en un marco

coevolutivo, principalmente para reducir el costo computacional relacionado con

la evaluación del problema de optimización del nivel inferior.

A diferencia de la propuesta anterior, proponemos un algoritmo genético h́ıbri-

do para resolver el mencionado problema de planificación y producción binivel

(Bi-MDVRP). Utilizamos la información disponible sobre el problema para im-

plementar mecanismos heuŕısticos que mejoren los resultados obtenidos por los

algoritmos más avanzados. n la literatura no se ha reportado el uso de una repre-

sentación de solución basada en grupos. Por lo tanto, esta propuesta es la primera

en utilizar dicha representación para la configuración factible de cada depósito.

Gracias a esta codificación, se satisfacen las restricciones relacionadas con cada

depósito. Los resultados experimentales muestran que la codificación basada en

grupos obtiene rápidamente soluciones de alta calidad para los conjuntos de ins-

tancias.
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Algoritmo Propuesto para

Bi-MDVRP

Antes de presentar nuestra propuesta llamada “Bilevel Hybrid Genetic Algo-

rithm” (ByGA), es importante mencionar que en este caṕıtulo se propone un mar-

co de trabajo y del mismo se establecen dos variantes denotadas por ByGA-S y

ByGA-C. La primera variante ByGA-S del algoritmo, es más sencilla que ByGA-C,

pues tiene una inicialización simple que genera soluciones aleatorias sin sesgo.

Mientras que ByGA-C implementa un proceso de inicialización más sofisticado e

implementa un mecanismo para enrutar óptimamente minoristas asignados a un

depósito.

Antes de describir la propuesta, describamos los componentes del Bi-MDVRP

donde se pueden aplicar estrategias heuŕısticas considerando la información que

se conoce acerca del problema.
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Asignación de minoristas a depósitos: La asignación de los minoristas a

un depósito es una de las tareas más importantes porque puede repercutir

en los costos de distribución o adquisición. Es decir, un minorista puede

aumentar el costo de distribución si se encuentra muy lejos del depósito

asignado, implicando un alto valor en la función objetivo.

Generación de rutas (rutas óptimas) para cada depósito: Una vez que un

minorista se asigna de forma óptima a un depósito, es necesario insertarlo

en la ruta óptima teniendo en cuenta la capacidad y el tiempo del veh́ıculo

asignado.

Optimizador de nivel inferior: Por último, una vez que todos los mino-

ristas han sido asignados a los depósitos, y han sido enrutados de manera

óptima, tenemos que enviar las demandas de los depósitos al optimizador

de nivel inferior, que tiene que minimizar el costo de producción y el costo

relacionado con la entrega a los depósitos, considerando la demanda reque-

rida.

Tomando en cuenta lo anterior, en la siguiente sección se describe cada com-

ponente clave de la propuesta donde se abordan los puntos descritos.

4.1 Componentes Clave

Teniendo en cuenta los puntos anteriores, podemos implementar mecanismos

heuŕısticos para manejar cada componente mencionado.

En primer lugar, para asignar los minoristas al depósito, proponemos un

algoritmo genético de agrupación (GGA, por sus siglas en inglés) conside-

rando cada depósito como un grupo, y utilizando operadores genéticos de

agrupación para generar nuevas soluciones [69].

En segundo lugar, necesitamos generar de forma óptima cada ruta para mi-

nimizar el costo de distribución (esto no afecta al costo de adquisición).
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Aqúı, en una segunda versión del algoritmo, sugerimos utilizar un enruta-

dor basado en un algoritmo genético anidado para generar las rutas óptimas

para cada depósito.

Una de las partes más importantes es elegir el optimizador de nivel inferior

para satisfacer la viabilidad relacionada con el problema de nivel inferior.

Una vez que el algoritmo genético del nivel superior sugiere una solución

(depósitos con rutas de costo mı́nimo), el nivel inferior toma las deman-

das como restricciones para minimizar el costo de producción. Dado que

el espacio de búsqueda del nivel inferior tiene un tamaño igual al número

de depósitos multiplicado por el número de plantas y que la función ob-

jetivo pertenece a un problema de programación lineal, podemos utilizar

un optimizador exacto. Es importante mencionar que si el problema de ni-

vel inferior no tuviera sus caracteŕısticas matemáticas conocidas, entonces

seŕıa necesario utilizar una búsqueda heuŕıstica para aproximar soluciones

en ese nivel.

Considerando los elementos mencionados arriba, proponemos un marco de

trabajo denotado por ByGA y dos variantes con las siguientes caracteŕısticas.

1. ByGA-S: Esta versión del algoritmo se caracteriza por tener la primera pro-

puesta de inicialización descrita en el apartado 4.3.1.

2. ByGA-C: Esta versión del algoritmo es una mejora del ByGA-S la cual se des-

taca por tener como inicialización la segunda propuesta descrita en el apar-

tado 4.3.2 y el algoritmo genético local incorporado para el enrutamiento

óptimo descrito en el apartado 4.5.

Note que ByGA-S y ByGA-C comparten los mismos componentes a excepción

de la inicialización y el generador de sub-rutas óptimas. El marco de trabajo de

nuestra propuesta se describen en el Algoritmo 1 resume cada componente de

la propuesta y cada componente de nuestra propuesta se detalla las siguientes

secciones.
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Algoritmo 1: ByGA

1 Generar población inicial P .
2 mientras no se cumplan los criterios de detención hacer
3 Seleccione dos padre usando un torneo binario (con respecto la

función del nivel superior).
4 Cree un conjunto vaćıo Q = ∅.
5 Cree soluciones candidatas (depósitos configurados) e insértelas en Q.
6 Para cada solución de nivel superior, optimice el problema de nivel

inferior correspondiente.
7 Coloca S como resultado de unir P y Q.
8 Realice un enrutamiento óptimo a una solución aleatoria en S.
9 Establezca P como las mejores soluciones en S.

Algoritmo 2: Inserción de costo mı́nimo.

1 Entrada: Ls = {L1, L2, . . . , L|L|} un conjunto de |L| depósitos, y
minoristas r a asignar.

2 Salida: Ls que contiene al minorista r
3 mientras r no esté asignado a un depósito en Ls hacer
4 Seleccione aleatoriamente un depósito Li de Ls.
5 para cada veh́ıculo v en el depósito Li hacer
6 si insertar r en v no viola ninguna restricción del veh́ıculo. entonces
7 Inserta r en la mejor posición (costo mı́nimo de distribución)

de la ruta del veh́ıculo v que se encuentra en Li.
8 Reporta Ls con el depósito Li que ahora contiene al minorista

r en el veh́ıculo v.

9 Termina y reporta Ls.

4.2 Codificación de la solución

La codificación de soluciones adoptada aqúı se basa en grupos debido a que

Bi-MDVRP puede verse como un problema de agrupación [70, 69]. Aśı, la repre-

sentación de soluciones adoptada se describe a continuación.

Dado que un depósito está asociado a varios minoristas, cada depósito se re-

presenta como un grupo que “contiene” minoristas. Una vez asignados los mino-

ristas a un grupo, podemos aplicar una heuŕıstica adecuada para generar la ruta
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correspondiente para cada veh́ıculo disponible. La Figura 4.1 ilustra dos depósitos

(o grupos) que contienen dos veh́ıculos cada uno.

Es necesario asignar cada minorista a un depósito adecuado de forma que el

costo relacionado con la distribución sea mı́nimo. Para resolver este problema,

proponemos la inserción de un minorista en un depósito con un costo mı́nimo. La

idea principal es elegir un depósito aleatorio y, a continuación, insertar el mino-

rista en una ruta que satisfaga las restricciones de los veh́ıculos. Es decir, a partir

del conjunto de depósitos Ls se actualizará un depósito aleatorio Li insertando el

minorista r en la mejor posición de ruta de un veh́ıculo aleatorio elegido de Li.

El Algoritmo 2 describe esta inserción de costo mı́nimo.

Figura 4.1: Representación de la solución. Se observan dos depósitos (grupos)
con dos veh́ıculos cada uno. Note que cada veh́ıculo tiene asociado una sub-ruta
que inicia y termina en el depósito correspondiente.

La Figura 4.1, nos muestra la representación basada en grupos de una so-

lución, la cual se representa como un conjunto de centros de distribución con

minoristas asignados y rutas de menor costo y se observa de la siguiente manera:

[[1, 15, 4, 12, 8,−, 3, 10, 6], [14, 9, 11, 7,−, 13, 5, 2]]
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4.3 Inicialización de la Población

Se espera que la población inicial sea lo más diversa posible con soluciones

factibles, a continuación, adoptamos una estrategia de muestreo aleatorio para

generar soluciones factibles aleatorias.

Este procedimiento de inicialización se puede utilizar para generar N solucio-

nes factibles al azar. Aśı, la población de soluciones se denota como {(L(i)
s ,yi) :

i = 1, 2, . . . , N}, donde L
(i)
s es un conjunto que contiene sub-rutas para el i-ésimo

depósito, mientras que yi la solución óptima correspondiente al nivel inferior.

4.3.1 Primera variante: Inicialización aleatoria sin sesgo

Inspirándonos en la revisión bibliográfica sobre problemas de agrupación [70],

sugerimos lo siguiente para generar una solución aleatoria.

1. Para i = 1, 2, . . . , N , hacer:

2. Barajar la lista de minoristas y asignarlos a un depósito aleatorio utilizando

la inserción de costo mı́nimo descrita en el Algoritmo 2.

3. Establecer L
(i)
s como el grupo (i-ésimo depósito) que contiene minoristas

enrutados en una sub-ruta factible.

4. Calcular la demanda de cada depósito en L
(i)
s .

5. Utilizar las demandas calculadas para obtener la solución óptima de nivel

inferior yi utilizando el optimizador de nivel inferior descrito en la Sección

4.6.

En esta propuesta, los minoristas son seleccionados de manera aleatoria y

asignados al depósito más cercano, teniendo en cuenta la capacidad y el tiempo

máximo del veh́ıculo para no violar las restricciones del problema.
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4.3.2 Segunda variante: Inicialización aleatoria con sesgo

En el segundo procedimiento de inicialización, se considera igualmente un or-

den aleatorio de los minoristas a ser asignados a un depósito [18]. Sin embargo,

esta vez no se insertan al depósito más cercano, sino “probablemente” al depósi-

to más cercano, es decir, se perturba de manera aleatoria la distancia entre el

minorista a ser insertado y un depósito, esto ayuda a insertarlo a depósitos no

necesariamente más cercanos a los minoristas en general, pero en promedio ese

seŕıa el caso esperado.

1. Para i = 1, 2, . . . , N , hacer:

2. Barajar la lista de minoristas y al depósito con la “distancia aleatoria” mı́ni-

ma definida, es decir, se asigna un minorista r al siguiente depósito l donde

l ∈ argmı́n
l
{d(l, r) + r · d(l, r)}, con r ∈ U([−0.5, 0.5]).

Se puede observar que al minorista se le puede asignar el depósito más

cercano; sin embargo, probablemente se pueda insertar en otro depósito en

la vecindad, introduciendo aśı diversidad a la población.

3. Establecer L
(i)
s como el grupo (i-ésimo depósito) que contiene minoristas

enrutados en una sub-ruta factible.

4. Calcular la demanda de cada depósito en L
(i)
s .

5. Utilizar las demandas calculadas para obtener la solución óptima de nivel

inferior yi utilizando el optimizador de nivel inferior descrito en la Sección

4.6.

4.4 Cruza y Mutación en el Nivel Superior

El operador de cruza es un componente crucial del algoritmo genético, ya que

debe ayudar a explorar y explotar el espacio de búsqueda en el nivel superior.
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Aqúı, seleccionamos N número de padres (solo considerando la solución de nivel

superior denotada como Ls) a través de un torneo binario, que se cruzarán para

generar N soluciones con distribución similar a la de los padres correspondientes.

En este trabajo, proponemos el operador de cruza descrito en los siguientes pasos

y en la Figura 4.2.

1. Para cada minorista en el segundo padre, śı γ < pcr (donde γ es un número

aleatorio uniforme en [0, 1]), entonces ese minorista se elimina del primer

padre.

2. De forma similar, para cada minorista del primer padre, śı γ < pcr, entonces

ese minorista se elimina del segundo padre.

3. Una vez realizado el proceso de eliminación de minoristas, se insertan los

minoristas que faltan mediante la inserción de costo mı́nimo para garantizar

la viabilidad de las soluciones. El primer descendiente se obtiene insertando

en el segundo padre los minoristas eliminados del primero. Del mismo mo-

do, la segunda descendencia se genera mediante la inserción en el primer

padre de los minoristas eliminados del segundo padre.

El operador de variación anterior produce dos soluciones similares con respec-

to al padre seleccionado, pero la información de ambos padres está presente en

las soluciones candidatas. Una vez generados los dos descendientes, procedemos

a aplicar el operador de mutación de la siguiente manera:

1. Dada una solución candidata, seleccionar los minoristas con probabilidad

pm y eliminarlos de la solución.

2. Utilizar el Algoritmo 2 (inserción de costo mı́nimo) para insertar los mino-

ristas eliminados.

Se puede observar que N nuevas soluciones se crean después de los operado-

res de cruza y mutación. Sugerimos insertar las nuevas soluciones en la población
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actual y reducir el tamaño de la población mediante la eliminación de las peores

soluciones (respecto a los valores de la función objetivo de nivel superior) de tal

manera que el tamaño original de la población se mantiene, es decir, se ordenan

Figura 4.2: Operador de Cruza. Observe que se eliminan minoristas en el primer
y segundo padre, y se generan dos descendientes, incorporando los minoristas
faltantes del segundo padre al primer hijo usando la inserción de costo mı́nimo.
Note que se procede de manera análoga en el segundo hijo.
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Figura 4.3: En el operador de mutación se eliminan y se insertan minoristas. Aqúı
se observa que se eliminó el minorista 4 y luego se insertó en el segundo depósito,
en su segunda sub-ruta, usando la inserción de costo mı́nimo.

las soluciones de menor a mayor valor de la función objetivo del nivel superior, y

se eliminan las peores en este ordenamiento.

4.5 Enrutamiento óptimo

Una vez que se asigna un conjunto de minoristas a un depósito, se usa un algo-

ritmo genético local sin parámetros para este propósito [71], es decir, se optimiza

la sub-ruta usando una representación basada en permutaciones para minimizar

el costo de distribución. El algoritmo genético local se ejecuta durante un número

limitado de generaciones (50 generaciones) y se aplica solo a una solución alea-

toria antes de realizar el entorno de selección del algoritmo genético binivel. Esto

se debe a que al agregar un mecanismo local en el nivel superior, el costo compu-

tacional aumenta en el tiempo de ejecución.

A continuación, se detalla este procedimiento:
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1. Seleccione una solución de la población (de manera aleatoria).

2. Por cada depósito L en la solución seleccionada hacer:

a) Cree una población de permutaciones aleatorias de minoristas asigna-

dos al depósito L. Tome como referencia la Figura 4.4 para generar

dichas permutaciones.

b) Use dicha población para ejecutar el algoritmo genético local durante

un número espećıfico de generaciones. Para generar nuevas soluciones,

utilice la cruza “Order Crossover” y mutación basada en el intercambio

de dos minoristas seleccionados de manera aleatoria [71]. Use como

función de aptitud el costo de la ruta.

3. Reemplazar la solución seleccionada por la que se modificó usando el algo-

ritmo genético local.

Sugerimos aplicar este mecanismo solo a una solución para evitar aumentar

el costo computacional.

Cabe mencionar que el enrutamiento óptimo es agregado solo para la variante

que ByGA-C.

4.6 Optimización de Nivel inferior

Este optimizador se aplica en el nivel inferior para hallar la cantidad de pro-

ducción que debe entregarse a los depósitos. Dado que el problema de optimi-

zación de nivel inferior es en realidad un problema de programación lineal, se

adopta el algoritmo śımplex para resolver dicho problema lineal utilizando la bi-

blioteca de código abierto GLPK1 (GNU linear programming kit). Es importante

señalar que este optimizador de nivel inferior puede cambiarse por otro si cam-

bian las condiciones del problema en este nivel.

1Disponible en www.gnu.org/software/glpk
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Figura 4.4: Enrutamiento óptimo. Observe que cada sub-ruta (sub-tour) se repre-
senta como una permutación de los minoristas asociados al depósito dado.

4.7 Complejidad computacional

La complejidad computacional de un algoritmo genético depende de sus com-

ponentes tales como el tamaño de la población, la dimensión del problema, el

número de generaciones y los operadores genéticos del algoritmo (selección, cru-

za y mutación) [30].

En nuestro caso, analizaremos la complejidad computacional del algoritmo

ByGA-C debido a que es la variante que tiene más elementos en su diseño. Aśı,

que lo analizaremos para una generación o iteración de ByGA-C.

Costo de la inicialización: Como se generarán N soluciones y se conside-

rarán nr = |R| minoristas para ser insertados en los depósitos utilizando la

inserción de costo mı́nimo (Algoritmo 2). Este algoritmo inserta cada mino-

rista a cada depósito, por lo que se necesitan O(nrnL) con nL el número de
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depósitos. Aśı, para generar N soluciones iniciales se requieren O(NnrnL)

en el peor de los casos.

La cruza propuesta requiere a lo más nr minoristas, luego se utiliza el algo-

ritmo de costo mı́nimo dada por el Algoritmo 2 que requiere O(nrnL) en el

peor de los casos. Aśı, para generar N descendientes, se necesita O(NnrnL).

Note que la mutación requiere el mismo número de operaciones en el peor

de los casos.

Optimización del nivel inferior requiere tantas operaciones como el opti-

mizador del nivel inferior. Debido a que adoptamos el algoritmo śımplex,

sabemos que el número de operaciones requeridas es O(2nL·nk) [52] debido

a que el nivel de abajo está en función de las demandas de cada depósito y

el número de plantas denotado por nk.

Otro componente incorporado en ByGA-C es el enrutador óptimo que, para

cada depósito, minimiza el costo de cada sub-ruta. Aśı, el costo de aplicar

este mecanismo a una solución es de O(NlocGlocnr), donde Nloc es el

tamaño de la población, Gloc el número de generaciones de este algoritmo

genético local.

Considerando lo anterior, la complejidad computacional para una iteración de

ByGA-C que se obtiene es O(N(nrnL + 2nL·nk)).

Note que la complejidad descrita es una aproximación, ya que puede variar

debido a los múltiples elementos que involucran a nuestra propuesta. Sin em-

bargo, en la sección de resultados y discusión (Caṕıtulo 5) analizamos el tiempo

computacional.
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Caṕıtulo 5

Experimentación y Resultados

Para la validación del rendimiento de ByGA-S y ByGA-C, llevamos a cabo un

estudio experimental entre las versiones de nuestro algoritmo propuesto y los al-

goritmos CEMBA y CEMBA-H descritos en la Sección 5.2. El entorno computacio-

nal utilizado para la experimentación de los algoritmos constó de un equipo Intel

Xeon E5-2603 v3 de dos procesadores con una frecuencia de 1,6 GHz. Además,

de una memoria interna de 64 GB de tipo DDR4-SDRAM con una velocidad de

memoria de 2133 MHz. Este entorno permitió realizar las pruebas y ejecuciones

de los algoritmos en un ambiente de alto rendimiento.

5.1 Instancias del problema

Para la experimentación computacional, los algoritmos se probaron utilizando

los siguientes tres conjuntos de instancias, (1) el conjunto pr [15], (2) conjunto

bipr [55], y (3) el conjunto p (generadas) en donde el nivel superior involucra

datos del Problema de Ruteo de Veh́ıculos con Múltiples Depósitos (MDVRP),
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obtenidos del banco de instancias de [6]. En las Tablas 5.1- 5.2, |K| denota el

número de plantas para el seguidor, |s| es el número de veh́ıculos, |L| es el número

de depósitos, |R| representa el número de minoristas, Ts es el tiempo ĺımite de la

duración de las rutas y |Q| denota la carga máxima de cada veh́ıculo. La diferencia

entre los tres conjuntos de instancias (pr, bipr y p) radica en que en el conjunto de

instancias 3 (p), representado en la Tabla 5.2, no se tiene la restricción del tiempo

ĺımite para la duración de las rutas (|Ts|).

Ahora, para el problema del nivel inferior se tiene un conjunto de datos que

son la ubicación de las plantas y su capacidad de producción. La ubicación de las

plantas se encuentra aleatoriamente en el intervalo de [-200, 200] x [-200, 200]

mientras que la capacidad de las plantas se obtiene con el cociente de
[
D

|K|
, D

]
,

donde D es la Demanda total y |K| número de plantas según una distribución

uniforme. Por otro lado, se supone que los costos c12kl no dependen de la planta

y se generan mediante una distribución uniforme entre [0.5, 1] para el conjunto

de instancias 1 (Tabla 5.1) y [0,36, 5. 36] para el conjunto de instancias 2 y 3

(Tabla 5.1 y Tabla 5.2 respectivamente), y c22kl se obtiene con el producto de dos

términos: el primero es aleatorio entre [2, 5] para el conjunto de instancias 1 y

[1, 4] para el conjunto de instancias 2 y 3. Es importante tener en cuenta que las

instancias se crearon agregando tantas plantas como depósitos que se encuentran

ubicados aleatoriamente en el mapa.
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Tabla 5.1: Descripción de instancias de Bi-MDVRP para los conjuntos de instan-
cias 1 (pr) - 2 (bipr) [15, 55]

Instancia |K| |s| |L| |R| Ts Q

1 4 1 4 48 500 200

2 4 3 4 96 480 195

3 4 3 4 144 460 190

4 4 4 4 192 440 185

5 4 5 4 240 420 180

6 4 6 4 288 400 175

7 6 1 6 72 500 200

8 6 2 6 144 475 190

9 6 3 6 216 450 180

10 6 4 6 288 425 170
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Tabla 5.2: Instancias Bi-MDVRP 2022: conjunto de instancias 3 (p).

Instancia |K| |s| |L| |R| Q

p01 4 4 4 50 80

p02 4 2 4 50 160

p03 5 3 5 75 140

p04 2 8 2 100 100

p05 2 5 2 100 200

p06 3 6 3 100 100

p07 4 4 4 100 100

p08 2 14 2 249 500

p09 3 12 3 249 500

p10 4 8 4 249 500

p11 5 6 5 249 500

p12 2 5 2 80 60

p13 2 5 2 80 60

p14 2 5 2 80 60

p15 4 5 4 160 60

p16 4 5 4 160 60

p17 4 5 4 160 60

p18 6 5 6 240 60

p19 6 5 6 240 60

p20 6 5 6 240 60

p21 9 5 9 360 60

p22 9 5 9 360 60

p23 9 5 9 360 60
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5.2 Algoritmos bajo comparación

Para la validación del rendimiento de ByGA-S y ByGA-C, llevamos a cabo un

estudio experimental entre las versiones de nuestro algoritmo propuesto y otros

dos algoritmos que se propusieron para resolver los conjuntos de instancias utili-

zadas. Los algoritmos utilizados se describen como:

5.2.1 Algoritmo coevolutivo con esquema de migración: CEMBA

El algoritmo CEMBA propuesto por Rihab Said [74] es un algoritmo coevo-

lutivo que utiliza dos poblaciones en cada nivel y un esquema de migración;

con el objetivo de minimizar considerablemente el número de Evaluaciones de

la Función objetivo (FE, por sus siglas en inglés) mientras se asegura una buena

convergencia hacia el óptimo global del nivel superior. Este algoritmo se destaca

en su inicialización en ambos niveles utilizando el Método de descomposición de

espacio discreto (DSDM por sus siglas en inglés) propuesto por Chaabani et al

[22].

5.2.2 Algoritmo coevolutivo con esquema de migración h́ıbrido:

CEMBA-H

Se realizó una modificación en el algoritmo CEMBA incorporando un optimi-

zador exacto en el nivel inferior. El algoritmo CEMBA es conocido por ser coevo-

lutivo, utilizando dos poblaciones y un esquema de migración en ambos niveles

(nivel superior e inferior). Sin embargo, en esta propuesta de CEMBA-H, se deci-

dió mantener únicamente el esquema coevolutivo con esquema de migración en

el nivel superior. Mientras que en el nivel inferior se resuelve de manera exacta

utilizando el optimizador mencionado en la Sección 4.6.
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5.3 Configuración de parámetros y metodoloǵıa de prue-

ba estad́ıstica

Para proporcionar una comparación justa, los algoritmos han sido codificados

en el lenguaje de programación Julia en su versión 1.7.2 y se ajustaron los respec-

tivos parámetros utilizando la herramienta de ajuste de parámetros IRACE [62].

Para cada algoritmo se utilizó un tiempo de parada de 168 horas con un número

máximo de 100 generaciones y se seleccionaron 19 instancias para el ajuste de

parámetros (lo mismo para configurar los cuatro enfoques). A continuación se

muestra la mejor configuración obtenida para cada algoritmo.

1. ByGA-S

Población P: 100

Cruza: 1

Mutación: 0.0199

Generaciones: 100

2. ByGA-C

Población P: 40

Cruza: 0.6

Mutación: 0.0343

Parámetros para el enrutamiento óptimos:

• Población: 100

• Criterio de paro: 50 generaciones

• Cruza: Order crossover (no requiere parámetros)

• Mutación: Mutación simple (swap de dos minoristas, no requiere

parámetros)

Generaciones: 100

3. CEMBA
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Población Superior: UP1 = 100, UP2 = 100,

Población Inferior: LP1 = 60, LP2 = 60,

Generación superior e inferior: UG = 100, LG = 100.

Cruza RBX: 0.3

Mutación uniforme: 0.2388

Esquema de migración α: 10

4. CEMBA-H

Población Superior: UP1 = 100, UP2 = 100,

Generación superior: UG = 100.

Cruza RBX: 0.9

Mutación uniforme: 0.0121

Esquema de migración α: 6

Indicador de Desempeño
Como indicador de desempeño se utiliza el valor del GAP [15, 18], calculado

con la solución reportada por nuestras propuestas (ByGA-S y ByGA-C) en las ins-

tancias inspiradas en el mundo real descritas anteriormente. Sea F kn el valor

conocido y F fv el valor encontrado, se define como en la Ecuación 5.1

GAP =
F kn − F fv

F kn
· 100 (5.1)

El GAP indica el porcentaje de error con respecto a algún valor conocido del

valor de la función objetivo de nivel superior. En este caso, los valores conocidos

son los obtenidos por los algoritmos en comparación a la propuesta. Obsérvese

que se obtiene un GAP negativo si nuestra propuesta informa de un mejor valor

de la función objetivo de nivel superior con respecto al algoritmo comparado.
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5.4 Resultados

Se tiene que una prueba estad́ıstica permite la toma de decisiones cuantita-

tivas con respecto a un proceso al determinar si hay suficiente evidencia para

rechazar una hipótesis sobre el proceso. La prueba de rangos Wilcoxon es un

análisis que compara y evalúa dos muestras en busca de diferencias significativas

[43]. En este estudio, utilizamos la prueba de Wilcoxon por pares para determinar

las estad́ısticas entre los resultados. Para esto, es necesario determinar un tamaño

de muestra aceptable. En la literatura especializada se ha ido estudiando el mı́ni-

mo requerido y se sugiere un tamaño de muestra de 30 para pruebas estad́ısticas

[31]. Los resultados mostrados en las Tablas y Figuras siguientes son las obtenidas

del promedio de las 31 ejecuciones independientes.

Esta sección muestra los resultados obtenidos por la propuesta ByGA-S, ByGA-

C y la comparación contra los algoritmos CEMBA y CEMBA-H.

5.4.1 Resultados obtenidos por ByGA-S

Las Tablas 5.3-5.5 muestran los resultados estad́ısticos obtenidos de 31 eje-

cuciones independientes de los algoritmos dados en cada columna, en los cua-

les se utilizó la prueba de suma de rangos de Wilcoxon (nivel de confianza de

95 %) para determinar las diferencias significativas y se encontró que ByGA-S ob-

tuvo mejores resultados que CEMBA y CEMBA-H en los 3 conjuntos de instancias.

Además, el GAP se da como un indicador para comparar el desempeño de ByGA-S

respecto a CEMBA y CEMBA-H. En las Tablas 5.6-5.8, el GAP negativo nos indi-

ca que ByGA-S obtuvo un mejor valor en la función objetivo en el nivel superior

respecto a los algoritmos en comparación.
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Tabla 5.3: Promedio de la función objetivo ByGA-S y valor GAP con respecto a
CEMBA y CEMBA-H de 31 ejecuciones independientes (conjunto de instancias 1).

Instancias ByGA-S CEMBA CEMBA-H GAP: ByGA-S vs CEMBA GAP: ByGA-S vs CEMBA-H

pr1 1,424.12 3,087.69 2,403.13 -116.81 -68.75

pr2 2,427.07 6,556.70 4,940.90 -170.15 -103.57

pr3 3,970.31 12,806.36 10,019.35 -222.55 -152.36

pr4 5,636.37 16,123.74 13,880.13 -186.07 -146.26

pr5 6,585.38 17,554.02 17,038.17 -166.56 -158.73

pr6 7,590.11 23,475.98 22,281.11 -209.30 -193.55

pr7 1,851.95 8,563.35 3,967.63 -362.40 -114.24

pr8 3,782.94 14,921.06 10,168.96 -294.43 -168.81

pr9 5,061.91 21,902.65 16,363.79 -332.70 -223.27

pr10 8,843.87 27,952.52 24,239.99 -216.07 -174.09

Tabla 5.4: Promedio de la función objetivo ByGA-S y valor GAP con respecto a
CEMBA y CEMBA-H de 31 ejecuciones independientes (conjunto de instancias 2).

Instancias ByGA-S CEMBA CEMBA-H GAP: ByGA-S vs CEMBA GAP: ByGA-S vs CEMBA-H

bipr1 1,401.63 3,116.06 2,350.70 -122.32 -67.71

bipr2 2,353.76 6,732.26 4,853.61 -186.02 -106.21

bipr3 3,848.00 12,848.86 9,854.99 -233.91 -156.11

bipr4 4,889.27 15,595.73 13,006.95 -218.98 -166.03

bipr5 6,454.91 17,731.17 16,680.43 -174.69 -158.41

bipr6 8,294.76 22,974.69 23,160.09 -176.98 -179.21

bipr7 1,841.41 9,151.67 3,956.84 -396.99 -114.88

bipr8 3,911.46 16,447.90 10,234.04 -320.51 -161.64

bipr9 5,298.08 24,781.15 16,722.80 -367.74 -215.64

bipr10 8,439.10 30,140.57 23,974.68 -257.15 -184.09
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Tabla 5.5: Promedio de la función objetivo ByGA-S y valor GAP con respecto a
CEMBA y CEMBA-H de 31 ejecuciones independientes (conjunto de instancias 3).

Instancias ByGA-S CEMBA CEMBA-H GAP: ByGA-S vs CEMBA GAP: ByGA-S vs CEMBA-H

p1 1,396.48 2,576.92 1,891.25 -84.53 -35.43

p2 1,061.86 2,151.15 1,513.18 -102.58 -42.50

p3 1,987.88 4,617.63 2,993.77 -132.29 -50.60

p4 2,834.84 5,098.71 4,641.25 -79.86 -63.72

p5 2,397.03 4,461.35 3,615.55 -86.12 -50.83

p6 2,332.29 4,932.95 4,192.44 -111.51 -79.76

p7 2,460.70 5,120.19 4,679.09 -108.08 -90.15

p8 18,560.89 36,151.51 35,979.67 -94.77 -93.85

p9 15,982.04 37,122.03 33,575.74 -132.27 -110.08

p10 16,974.39 38,080.10 36,266.92 -124.34 -113.66

p11 16,607.50 38,700.37 37,359.72 -133.03 -124.96

p12 2,391.90 6,671.39 4,695.17 -178.92 -96.29

p13 2,506.79 6,722.93 4,814.23 -168.19 -92.05

p14 2,410.16 6,624.82 4,714.06 -174.87 -95.59

p15 5,212.70 20,744.48 16,068.51 -297.96 -208.26

p16 5,419.16 20,657.75 16,274.97 -281.20 -200.32

p17 5,304.33 20,597.17 16,160.14 -288.31 -204.66

p18 8,159.37 40,696.68 34,801.37 -398.77 -326.52

p19 8,341.87 40,901.91 34,979.58 -390.32 -319.33

p20 8,340.48 41,159.12 34,978.20 -393.49 -319.38

p21 12,452.85 100,731.74 67,722.79 -708.91 -443.83

p22 13,012.29 99,488.38 68,282.24 -664.57 -424.75

p23 12,491.81 97,672.70 67,761.76 -681.89 -442.45
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5.4.2 Resultados Obtenidos por ByGA-C

Las Tablas 5.6-5.8 muestran los resultados estad́ısticos obtenidos de 31 ejecu-

ciones independientes de los algoritmos dados en cada columna, en los cuales se

utilizó la prueba de suma de rangos de Wilcoxon para determinar las diferencias

significativas y se encontró que ByGA-C obtuvo mejores resultados que ByGA-S,

CEMBA y CEMBA-H en los 3 conjuntos de instancias. Además, el GAP se da como

un indicador para comparar el desempeño de ByGA-C respecto a ByGA-S, CEMBA

y CEMBA-H. En las Tablas 5.6-5.8, el GAP negativo nos indica que ByGA-C obtuvo

un mejor valor en la función objetivo en el nivel superior respecto a los algoritmos

en comparación.

Tabla 5.6: Promedio de la función objetivo ByGA-C y valor GAP con respecto
a ByGA-S, CEMBA y CEMBA-H de 31 ejecuciones independientes (conjunto de
instancias 1).

Instancias ByGA-C ByGA-S CEMBA CEMBA-H GAP: ByGA-C vs ByGA-S GAP: ByGA-S vs CEMBA GAP: ByGA-S vs CEMBA-H

pr1 1,466.72 1,424.12 3,087.69 2,403.13 2.90 -110.52 -63.84

pr2 2,351.35 2,427.07 6,556.70 4,940.90 -3.22 -178.85 -110.13

pr3 3,354.79 3,970.31 12,806.36 10,019.35 -18.35 -281.73 -198.66

pr4 5,048.45 5,636.37 16,123.74 13,880.13 -11.65 -219.38 -174.94

pr5 5,811.11 6,585.38 17,554.02 17,038.17 -13.32 -202.08 -193.20

pr6 6,383.43 7,590.11 23,475.98 22,281.11 -18.90 -267.76 -249.05

pr7 1,911.20 1,851.95 8,563.35 3,967.63 3.10 -348.06 -107.60

pr8 3,640.41 3,782.94 14,921.06 10,168.96 -3.92 -309.87 -179.34

pr9 4,818.80 5,061.91 21,902.65 16,363.79 -5.05 -354.53 -239.58

pr10 8,369.80 8,843.87 27,952.52 24,239.99 -5.66 -233.97 -189.61

Tabla 5.7: Promedio de la función objetivo ByGA-C y valor GAP con respecto
a ByGA-S, CEMBA y CEMBA-H de 31 ejecuciones independientes (conjunto de
instancias 2).

Instancias ByGA-C ByGA-S CEMBA CEMBA-H GAP: ByGA-C – ByGA-S GAP: ByGA-S – CEMBA GAP: ByGA-S – CEMBA-H

bipr1 1,449.64 1,401.63 3,116.06 2,350.70 3.31 -114.95 -62.16

bipr2 2,245.31 2,353.76 6,732.26 4,853.61 -4.83 -199.84 -116.17

bipr3 3,252.34 3,848.00 12,848.86 9,854.99 -18.31 -295.06 -203.01

bipr4 4,277.37 4,889.27 15,595.73 13,006.95 -14.31 -264.61 -204.09

bipr5 5,615.46 6,454.91 17,731.17 16,680.43 -14.95 -215.76 -197.05

bipr6 7,165.17 8,294.76 22,974.69 23,160.09 -15.77 -220.64 -223.23

bipr7 1,911.46 1,841.41 9,151.67 3,956.84 3.66 -378.78 -107.01

bipr8 3,786.60 3,911.46 16,447.90 10,234.04 -3.30 -334.37 -170.27

bipr9 5,038.45 5,298.08 24,781.15 16,722.80 -5.15 -391.84 -231.90

bipr10 7,960.56 8,439.10 30,140.57 23,974.68 -6.01 -278.62 -201.17
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Tabla 5.8: Promedio de la función objetivo ByGA-C y valor GAP con respecto
a ByGA-S, CEMBA y CEMBA-H de 31 ejecuciones independientes (conjunto de
instancias 3).

Instancias ByGA-C ByGA-S CEMBA CEMBA-H GAP: ByGA-C vs ByGA-S GAP: ByGA-S vs CEMBA GAP: ByGA-S vs CEMBA-H

p1 1,333.62 1,396.48 2,576.92 1,891.25 -4.71 -93.23 -41.81

p2 1,016.56 1,061.86 2,151.15 1,513.18 -4.46 -111.61 -48.85

p3 1,894.24 1,987.88 4,617.63 2,993.77 -4.94 -143.77 -58.05

p4 2,543.89 2,834.84 5,098.71 4,641.25 -11.44 -100.43 -82.45

p5 2,041.89 2,397.03 4,461.35 3,615.55 -17.39 -118.49 -77.07

p6 2,066.05 2,332.29 4,932.95 4,192.44 -12.89 -138.76 -102.92

p7 2,326.12 2,460.70 5,120.19 4,679.09 -5.79 -120.12 -101.15

p8 15,423.91 18,560.89 36,151.51 35,979.67 -20.34 -134.39 -133.27

p9 12,456.29 15,982.04 37,122.03 33,575.74 -28.30 -198.02 -169.55

p10 14,059.58 16,974.39 38,080.10 36,266.92 -20.73 -170.85 -157.95

p11 14,544.58 16,607.50 38,700.37 37,359.72 -14.18 -166.08 -156.86

p12 1,711.26 2,391.90 6,671.39 4,695.17 -39.77 -289.85 -174.37

p13 1,830.33 2,506.79 6,722.93 4,814.23 -36.96 -267.31 -163.03

p14 1,730.15 2,410.16 6,624.82 4,714.06 -39.30 -282.90 -172.46

p15 3,521.49 5,212.70 20,744.48 16,068.51 -48.03 -489.08 -356.30

p16 3,727.95 5,419.16 20,657.75 16,274.97 -45.37 -454.13 -336.57

p17 3,613.12 5,304.33 20,597.17 16,160.14 -46.81 -470.07 -347.26

p18 5,409.52 8,159.37 40,696.68 34,801.37 -50.83 -652.32 -543.34

p19 5,587.73 8,341.87 40,901.91 34,979.58 -49.29 -632.00 -526.01

p20 5,586.35 8,340.48 41,159.12 34,978.20 -49.30 -636.78 -526.14

p21 7,976.76 12,452.85 100,731.74 67,722.79 -56.11 -1,162.81 -749.00

p22 8,536.20 13,012.29 99,488.38 68,282.24 -52.44 -1,065.49 -699.91

p23 8,015.73 12,491.81 97,672.70 67,761.76 -55.84 -1,118.51 -745.36
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5.4.3 Número de evaluaciones y tiempo de ejecución

En este apartado mostramos los valores del promedio de 31 corridas inde-

pendientes respecto al número de evaluaciones de la función objetivo del nivel

superior e inferior, y el tiempo de ejecución de cada propuesta analizada en este

trabajo en las Tablas 5.9-5.11. Los resultados en negritas nos indica el algoritmo

que obtuvo mejores resultados en dicha instancia.

Tabla 5.9: Número de FEs (nivel superior e inferior) y tiempo computacional (se-
gundos) requerido por los algoritmos comparados en Bi-MDVRP (conjunto de
instancias 1).

ByGA-S ByGA-C CEMBA CEMBA-H

Instancia FEU FEL T FEU FEL T FEU FEL T FEU FEL T

pr1 1.75E+04 3.51E+04 72.726737 9.80E+03 1.91E+04 49.186653 3.20E+05 7.68E+08 2,085.660565 1.60E+06 3.20E+06 385.105840

pr2 4.99E+04 9.98E+04 288.394857 1.98E+04 3.85E+04 975.612322 3.20E+05 7.68E+08 2,345.605512 1.60E+06 3.20E+06 399.978968

pr3 5.01E+04 1.00E+05 344.908034 2.05E+04 4.01E+04 1,832.967452 3.20E+05 7.68E+08 2,682.502779 1.60E+06 3.20E+06 412.462628

pr4 5.01E+04 1.00E+05 394.265138 2.05E+04 4.01E+04 3,101.952792 3.20E+05 7.68E+08 2,952.499167 1.60E+06 3.20E+06 422.075867

pr5 5.01E+04 1.00E+05 441.135210 2.05E+04 4.01E+04 4,152.038785 3.20E+05 7.68E+08 3,111.263141 1.60E+06 3.20E+06 449.568176

pr6 5.01E+04 1.00E+05 490.437395 2.05E+04 4.01E+04 5,454.436522 3.20E+05 7.68E+08 3,340.186985 1.60E+06 3.20E+06 460.459482

pr7 3.18E+04 6.36E+04 194.970417 1.62E+04 3.15E+04 109.364362 3.20E+05 7.68E+08 2,689.717595 1.60E+06 3.20E+06 464.077207

pr8 5.01E+04 1.00E+05 387.714855 2.05E+04 4.01E+04 1,336.270476 3.20E+05 7.68E+08 3,072.830692 1.60E+06 3.20E+06 486.771284

pr9 5.01E+04 1.00E+05 459.956516 2.05E+04 4.01E+04 2,708.712664 3.20E+05 7.68E+08 3,387.539281 1.60E+06 3.20E+06 501.943280

pr10 5.01E+04 1.00E+05 516.329736 2.05E+04 4.00E+04 4,089.847188 3.20E+05 7.68E+08 3,696.422287 1.60E+06 3.20E+06 514.810424

Tabla 5.10: Número de FEs (nivel superior e inferior) y tiempo computacional
(segundos) requerido por los algoritmos comparados en Bi-MDVRP (conjunto de
instancias 2).

ByGA-S ByGA-C CEMBA CEMBA-H

Instancia FEU FEL T FEU FEL T FEU FEL T FEU FEL T

bipr1 1.78E+04 3.55E+04 53.880001 1.01E+04 1.97E+04 36.456936 3.20E+05 7.68E+08 2,353.960655 1.60E+06 3.20E+06 451.341742

bipr2 4.97E+04 9.95E+04 237.790826 1.98E+04 3.86E+04 1,235.975444 3.20E+05 7.68E+08 2,632.789538 1.60E+06 3.20E+06 347.749937

bipr3 5.01E+04 1.00E+05 293.532766 2.05E+04 4.01E+04 2,098.049879 3.20E+05 7.68E+08 2,916.088579 1.60E+06 3.20E+06 371.766211

bipr4 5.01E+04 1.00E+05 342.487776 2.05E+04 4.01E+04 3,398.419011 3.20E+05 7.68E+08 3,134.739228 1.60E+06 3.20E+06 381.895823

bipr5 5.01E+04 1.00E+05 395.496187 2.05E+04 4.01E+04 4,421.978438 3.20E+05 7.68E+08 3,400.588175 1.60E+06 3.20E+06 407.248788

bipr6 5.01E+04 1.00E+05 426.503885 2.05E+04 4.01E+04 5,750.485889 3.20E+05 7.68E+08 3,705.045277 1.60E+06 3.20E+06 403.442698

bipr7 3.57E+04 7.13E+04 171.602574 1.50E+04 2.92E+04 79.181129 3.20E+05 7.68E+08 2,976.971277 1.60E+06 3.20E+06 417.383520

bipr8 5.01E+04 1.00E+05 334.180320 2.05E+04 4.01E+04 1,668.399847 3.20E+05 7.68E+08 3,284.374987 1.60E+06 3.20E+06 422.457849

bipr9 5.01E+04 1.00E+05 404.394975 2.05E+04 4.01E+04 2,988.912285 3.20E+05 7.68E+08 3,602.193734 1.60E+06 3.20E+06 443.319946

bipr10 5.01E+04 1.00E+05 458.914348 2.05E+04 4.01E+04 4,400.667007 3.20E+05 7.68E+08 3,903.079160 1.60E+06 3.20E+06 459.761404
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Tabla 5.11: Número de FEs (nivel superior e inferior) y tiempo computacional
(segundos) requerido por los algoritmos comparados en Bi-MDVRP (conjunto de
instancias 3).

ByGA-C ByGA-S CEMBA CEMBA-H

Instancia FEU FEL T FEU FEL T FEU FEL T FEU FEL T

p1 4.18E+04 8.36E+04 147.487586 1.38E+04 2.70E+04 663.348315 3.20E+05 7.68E+08 7,074.792603 1.60E+06 3.20E+06 304.742824

p2 3.84E+04 7.69E+04 130.602113 1.40E+04 2.73E+04 449.521823 3.20E+05 7.68E+08 4,322.335686 1.60E+06 3.20E+06 473.513452

p3 4.90E+04 9.79E+04 196.625755 2.02E+04 3.94E+04 1,130.850505 3.20E+05 7.68E+08 4,650.370201 1.60E+06 3.20E+06 487.557001

p4 4.96E+04 9.93E+04 153.722101 1.98E+04 3.87E+04 3,763.262468 3.20E+05 7.01E+08 2,615.398663 1.60E+06 3.20E+06 342.830150

p5 5.01E+04 1.00E+05 136.880137 2.05E+04 4.01E+04 3,111.758906 3.20E+05 7.34E+08 2,879.541179 1.60E+06 3.20E+06 343.911649

p6 5.01E+04 1.00E+05 137.463618 2.05E+04 4.01E+04 2,442.437300 3.20E+05 7.68E+08 4,410.625490 1.60E+06 3.20E+06 397.940158

p7 4.98E+04 9.96E+04 213.697704 1.99E+04 3.87E+04 2,223.317256 3.20E+05 7.68E+08 5,856.498836 1.60E+06 3.20E+06 322.833977

p8 5.01E+04 1.00E+05 298.146842 2.05E+04 4.01E+04 13,353.093454 3.20E+05 7.52E+08 6,097.942068 1.60E+06 3.20E+06 490.804706

p9 5.01E+04 1.00E+05 294.528882 2.05E+04 4.01E+04 13,913.148212 3.20E+05 7.68E+08 8,924.213736 1.60E+06 3.20E+06 352.978206

p10 5.01E+04 1.00E+05 286.143934 2.05E+04 4.01E+04 9,359.872966 3.20E+05 7.68E+08 6,686.682374 1.60E+06 3.20E+06 574.874437

p11 5.01E+04 1.00E+05 339.566193 2.05E+04 4.01E+04 9,334.064459 3.20E+05 7.68E+08 8,858.448373 1.60E+06 3.20E+06 433.081417

p12 5.01E+04 1.00E+05 166.026189 1.99E+04 3.89E+04 1,526.959114 3.20E+05 7.17E+08 3,185.192969 1.60E+06 3.20E+06 407.408653

p13 5.01E+04 1.00E+05 163.712280 1.99E+04 3.89E+04 1,788.879687 3.20E+05 6.88E+08 3,898.410600 1.60E+06 3.20E+06 258.943832

p14 5.01E+04 1.00E+05 166.035618 1.99E+04 3.89E+04 1,644.868184 3.20E+05 6.98E+08 3,566.104186 1.60E+06 3.20E+06 379.615072

p15 5.01E+04 1.00E+05 259.410535 2.05E+04 4.01E+04 3,753.716048 3.20E+05 7.68E+08 6,620.626937 1.60E+06 3.20E+06 336.739950

p16 5.01E+04 1.00E+05 248.634833 2.05E+04 4.01E+04 3,570.646515 3.20E+05 7.68E+08 5,750.833458 1.60E+06 3.20E+06 522.294919

p17 5.01E+04 1.00E+05 243.315235 2.05E+04 4.01E+04 3,745.682423 3.20E+05 7.68E+08 6,810.544320 1.60E+06 3.20E+06 336.960630

p18 5.01E+04 1.00E+05 314.445513 2.05E+04 4.01E+04 5,265.510065 3.20E+05 7.68E+08 8,120.196037 1.60E+06 3.20E+06 653.921853

p19 5.01E+04 1.00E+05 347.633648 2.05E+04 4.01E+04 5,502.564954 3.20E+05 7.68E+08 9,673.618252 1.60E+06 3.20E+06 475.422408

p20 5.01E+04 1.00E+05 298.467208 2.05E+04 4.01E+04 5,271.477029 3.20E+05 7.68E+08 7,047.893672 1.60E+06 3.20E+06 657.678029

p21 5.01E+04 1.00E+05 488.290929 2.05E+04 4.01E+04 8,400.814669 3.20E+05 7.68E+08 14,602.310914 1.60E+06 3.20E+06 843.920170

p22 5.01E+04 1.00E+05 372.947026 2.05E+04 4.01E+04 6,949.624929 3.20E+05 7.68E+08 11,950.977247 1.60E+06 3.20E+06 929.005119

p23 5.01E+04 1.00E+05 507.536106 2.05E+04 4.01E+04 8,414.589014 3.20E+05 7.68E+08 15,362.391153 1.60E+06 3.20E+06 844.803838

5.4.4 Comparación por número de generaciones

Ahora, nos centraremos en el comportamiento de los algoritmos ByGA-S, ByGA-

C, CEMBA y CEMBA-H con distintos números de generaciones.

Este estudio se realizó para la evaluación del rendimiento de los algoritmos

en función al número de generaciones, ya que permite una comparación justa y

estandarizada entre las diferentes instancias del problema. Esto nos permite ana-

lizar el comportamiento de los algoritmos respecto al número evaluaciones de la

función objetivo y el tiempo requerido para encontrar el óptimo o una solución

factible. Al centrarnos en el número de generaciones, nos enfocamos en la efi-

ciencia y eficacia de los algoritmos para encontrar resultados satisfactorios en un

número limitado de iteraciones y con un costo computacional menor.

Para estas experimentaciones, se realizó un ajuste de parámetros automático,

y fue realizado por IRACE [62], Para cada algoritmo se utilizó un tiempo de paro

de 168 horas y se seleccionaron 19 instancias para el ajuste de parámetros (lo
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mismo para configurar los cuatro enfoques) con un número máximo de 40, 100,

500 y 1000 generaciones en 31 corridas independientes.

Experimentación con 40 generaciones

Tabla 5.12: Parámetros obtenidos por IRACE con un número máximo de 40 gene-
raciones.

Algoritmo Parámetros

Población P: 100

ByGA-S Cruza: 1.0

Mutación: 0.0311

Generaciones: 40

Población P: 80

Cruza: 0.6

Mutación: 0.0089

ByGA-C Enrutamiento óptimo:

- Población: 100

- Criterio de paro: 50

- Cruza: Order crossover (no requiere parametros)

- Mutación: Mutacion simple (swap de dos minoristas, no requiere parametros)

Generaciones: 40

Población Superior size: UP1 = 100 , UP2 = 100

Población Inferior size: LP1 = 60 , LP2 = 60

Generación superior e inferior: UG = 40, LG = 40

CEMBA Cruza RBX: 0.2

Mutación uniforme: 0.2351

Esquema de migración α: 4

Población Superior size: UP1 = 100, UP2 = 100

Generación superior: UG = 40

CEMBA-H Cruza RBX: 0.9

Mutación uniforme: 0.0274

Esquema de migración α: 10
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Figura 5.1: Conjunto de instancias 1: Promedio de la función objetivo del nivel
superior en 40 generaciones con 31 corridas.

Tabla 5.13: Promedio del número de FEs (nivel superior e inferior) y tiem-
po computacional (segundos) requerido por los algoritmos comparados en Bi-
MDVRP (conjunto de instancias 1) en 31 corridas independientes.

ByGA-S ByGA-C CEMBA CEMBA-H

Instancia FEU FEL T FEU FEL T FEU FEL T FEU FEL T

pr1 4.10E+03 8.20E+03 20.27226863 3.32E+03 6.56E+03 21.04275887 1.28E+05 3.07E+08 1560.57736 1.28E+05 2.56E+05 11.58698756

pr2 4.10E+03 8.20E+03 25.60281423 3.32E+03 6.56E+03 230.8036867 1.28E+05 3.07E+08 1884.535252 1.28E+05 2.56E+05 25.5270135

pr3 4.10E+03 8.20E+03 29.28500794 3.32E+03 6.56E+03 557.9956063 1.28E+05 3.07E+08 2219.72528 1.28E+05 2.56E+05 27.44052127

pr4 4.10E+03 8.20E+03 34.53940919 3.32E+03 6.56E+03 815.125557 1.28E+05 3.07E+08 2551.587757 1.28E+05 2.56E+05 28.05595643

pr5 4.10E+03 8.20E+03 40.64238601 3.32E+03 6.56E+03 928.6183642 1.28E+05 3.07E+08 2769.243667 1.28E+05 2.56E+05 31.44320532

pr6 4.10E+03 8.20E+03 43.39756571 3.32E+03 6.56E+03 1065.955407 1.28E+05 3.07E+08 2998.510947 1.28E+05 2.56E+05 33.29242833

pr7 4.10E+03 8.20E+03 26.94463388 3.32E+03 6.56E+03 26.12883685 1.28E+05 3.07E+08 2201.019044 1.28E+05 2.56E+05 33.31327708

pr8 4.10E+03 8.20E+03 33.8773682 3.32E+03 6.56E+03 316.1395419 1.28E+05 3.07E+08 2618.872412 1.28E+05 2.56E+05 36.17396299

pr9 4.10E+03 8.20E+03 39.49339652 3.32E+03 6.56E+03 798.775704 1.28E+05 3.07E+08 3035.314402 1.28E+05 2.56E+05 38.36857935

pr10 4.10E+03 8.20E+03 44.74672671 3.32E+03 6.55E+03 1057.760713 1.28E+05 3.07E+08 3418.259768 1.28E+05 2.56E+05 41.12298205
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Figura 5.2: Promedio de la función objetivo del nivel superior en 40 generaciones
con 31 corridas (conjunto de instancias 2).

Tabla 5.14: Promedio del número de FEs (nivel superior e inferior) y tiem-
po computacional (segundos) requerido por los algoritmos comparados en Bi-
MDVRP (conjunto de instancias 2) en 31 corridas independientes.

ByGA-S ByGA-C CEMBA CEMBA-H

Instancia FEU FEL T FEU FEL T FEU FEL T FEU FEL T

bipr1 4.10E+03 8.20E+03 21.42115839 3.32E+03 6.56E+03 14.19349204 1.28E+05 3.07E+08 1587.795795 1.28E+05 2.56E+05 32.49163141

bipr2 4.10E+03 8.20E+03 27.16974052 3.32E+03 6.56E+03 189.447731 1.28E+05 3.07E+08 1915.115741 1.28E+05 2.56E+05 34.99023747

bipr3 4.10E+03 8.20E+03 31.27299586 3.32E+03 6.56E+03 433.8154183 1.28E+05 3.07E+08 2236.747072 1.28E+05 2.56E+05 35.92127234

bipr4 4.10E+03 8.20E+03 35.65150565 3.32E+03 6.56E+03 669.3400954 1.28E+05 3.07E+08 2548.04959 1.28E+05 2.56E+05 37.72371681

bipr5 4.10E+03 8.20E+03 40.9280571 3.32E+03 6.56E+03 772.0003774 1.28E+05 3.07E+08 2775.392814 1.28E+05 2.56E+05 41.87629466

bipr6 4.10E+03 8.20E+03 47.2218498 3.32E+03 6.56E+03 896.8734331 1.28E+05 3.07E+08 2996.646715 1.28E+05 2.56E+05 40.03518357

bipr7 4.10E+03 8.20E+03 28.22396 3.32E+03 6.56E+03 20.1453263 1.28E+05 3.07E+08 2169.634322 1.28E+05 2.56E+05 40.20397115

bipr8 4.10E+03 8.20E+03 34.05030042 3.32E+03 6.56E+03 252.157585 1.28E+05 3.07E+08 2665.072514 1.28E+05 2.56E+05 43.62082256

bipr9 4.10E+03 8.20E+03 41.57225018 3.32E+03 6.56E+03 619.5941157 1.28E+05 3.07E+08 2941.821711 1.28E+05 2.56E+05 48.96125726

bipr10 4.10E+03 8.20E+03 46.40650327 3.32E+03 6.55E+03 908.193741 1.28E+05 3.07E+08 3333.427157 1.28E+05 2.56E+05 48.36579907
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Figura 5.3: Promedio de la función objetivo del nivel superior en 40 generaciones
con 31 corridas (conjunto de instancias 3).

Tabla 5.15: Promedio del número de FEs (nivel superior e inferior) y tiem-
po computacional (segundos) requerido por los algoritmos comparados en Bi-
MDVRP (conjunto de instancias 3) en 31 corridas independientes.

ByGA-S ByGA-C CEMBA CEMBA-H

Instancia FEU FEL T FEU FEL T FEU FEL T FEU FEL T

p1 4.10E+03 8.20E+03 22.39079892 3.32E+03 6.56E+03 80.83070542 1.28E+05 3.07E+08 2729.988952 1.28E+05 2.56E+05 33.22773963

p2 4.10E+03 8.20E+03 17.27686049 3.32E+03 6.56E+03 55.14847987 1.28E+05 3.07E+08 1117.809033 1.28E+05 2.56E+05 37.21473534

p3 4.10E+03 8.20E+03 17.39740019 3.32E+03 6.56E+03 111.3095866 1.28E+05 3.07E+08 1192.880119 1.28E+05 2.56E+05 39.11133712

p4 4.01E+03 8.02E+03 11.73043559 2.89E+03 5.69E+03 390.9914315 1.28E+05 2.86E+08 711.4877436 1.28E+05 2.56E+05 27.57947273

p5 4.10E+03 8.20E+03 11.98162176 3.32E+03 6.56E+03 287.6358101 1.28E+05 2.96E+08 612.8598906 1.28E+05 2.56E+05 26.82540591

p6 4.10E+03 8.20E+03 12.0116216 3.32E+03 6.56E+03 217.357819 1.28E+05 3.07E+08 824.678215 1.28E+05 2.56E+05 30.68175981

p7 4.01E+03 8.03E+03 25.95569498 2.92E+03 5.76E+03 277.3778194 1.28E+05 3.07E+08 2541.450548 1.28E+05 2.56E+05 38.00591874

p8 4.10E+03 8.20E+03 29.97414118 3.32E+03 6.56E+03 678.3113322 1.28E+05 3.02E+08 1648.551228 1.28E+05 2.56E+05 42.01548553

p9 4.10E+03 8.20E+03 35.97720875 3.32E+03 6.56E+03 862.2725516 1.28E+05 3.07E+08 3294.574416 1.28E+05 2.56E+05 38.17196345

p10 4.10E+03 8.20E+03 26.52364509 3.32E+03 6.56E+03 504.4030476 1.28E+05 3.07E+08 1754.410055 1.28E+05 2.56E+05 46.06099963

p11 4.10E+03 8.20E+03 38.98034963 3.32E+03 6.56E+03 886.2950671 1.28E+05 3.07E+08 3407.311276 1.28E+05 2.56E+05 48.39168976

p12 4.10E+03 8.20E+03 14.95513283 3.32E+03 6.56E+03 165.2802532 1.28E+05 2.90E+08 811.8078574 1.28E+05 2.56E+05 34.15917895

p13 4.10E+03 8.20E+03 22.22631658 3.32E+03 6.56E+03 279.1071408 1.28E+05 2.80E+08 1571.090945 1.28E+05 2.56E+05 30.64270005

p14 4.10E+03 8.20E+03 17.66482299 3.32E+03 6.56E+03 244.5900959 1.28E+05 2.84E+08 1327.550137 1.28E+05 2.56E+05 34.12222193

p15 4.10E+03 8.20E+03 29.62082232 3.32E+03 6.56E+03 516.9863777 1.28E+05 3.07E+08 2740.613379 1.28E+05 2.56E+05 36.33309753

p16 4.10E+03 8.20E+03 21.9960441 3.32E+03 6.56E+03 406.4301092 1.28E+05 3.07E+08 1551.302189 1.28E+05 2.56E+05 41.41209976

p17 4.10E+03 8.20E+03 29.77305697 3.32E+03 6.56E+03 499.1316343 1.28E+05 3.07E+08 2763.505542 1.28E+05 2.56E+05 40.53409648

p18 4.10E+03 8.20E+03 28.46973835 3.32E+03 6.56E+03 583.6394105 1.28E+05 3.07E+08 2110.441075 1.28E+05 2.56E+05 54.35676799

p19 4.10E+03 8.20E+03 39.09582866 3.32E+03 6.56E+03 759.5122479 1.28E+05 3.07E+08 3523.38867 1.28E+05 2.56E+05 50.48606795

p20 4.10E+03 8.20E+03 26.60203064 3.32E+03 6.56E+03 465.4419149 1.28E+05 3.07E+08 1864.025538 1.28E+05 2.56E+05 52.89828244

p21 4.10E+03 8.20E+03 54.66344728 3.32E+03 6.56E+03 1032.865388 1.28E+05 3.07E+08 4794.6907 1.28E+05 2.56E+05 83.09598331

p22 4.10E+03 8.20E+03 33.68767669 3.32E+03 6.56E+03 558.0745595 1.28E+05 3.07E+08 2218.6834 1.28E+05 2.56E+05 72.26589848

p23 4.10E+03 8.20E+03 54.6086271 3.32E+03 6.56E+03 1019.16839 1.28E+05 3.07E+08 4126.199621 1.28E+05 2.56E+05 78.12212823
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Caṕıtulo 5. Experimentación y Resultados

Experimentación con 100 generaciones

Tabla 5.16: Parámetros obtenidos por IRACE con un número máximo de 100 ge-
neraciones.

Algoritmo Parámetros

Población P: 100

ByGA-S Cruza: 1

Mutación: 0.0199

Generaciones: 100

Población P: 40

Cruza: 0.6

Mutación: 0.0343

ByGA-C Enrutamiento óptimo:

- Población: 100

- Criterio de paro: 50

- Cruza: Order crossover (no requiere parametros)

- Mutación: Mutacion simple (swap de dos minoristas, no requiere parametros)

Población Superior size: UP1 = 100, UP2 = 100

Población Inferior size: LP1 = 60, LP2 = 60

Generación superior e inferior: UG = 100, LG = 100

CEMBA Cruza RBX: 0.3

Mutación uniforme: 0.2388

Esquema de migración α: 10

Población Superior size: UP1 = 100, UP2 = 100

Generación superior: UG = 100

CEMBA-H Cruza RBX: 0.9

Mutación uniforme: 0.0121

Esquema de migración α: 6

59
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Figura 5.4: Promedio de la función objetivo del nivel superior en 100 generacio-
nes con 31 corridas (conjunto de instancias 1).

Tabla 5.17: Promedio del número de FEs (nivel superior e inferior) y tiem-
po computacional (segundos) requerido por los algoritmos comparados en Bi-
MDVRP (conjunto de instancias 1) en 31 corridas independientes.

ByGA-S ByGA-C CEMBA CEMBA-H

Instancia FEU FEL T FEU FEL T FEU FEL T FEU FEL T

pr1 1.75E+04 3.51E+04 72.726737 9.80E+03 1.91E+04 49.186653 3.20E+05 7.68E+08 2,085.660565 1.60E+06 3.20E+06 385.105840

pr2 4.99E+04 9.98E+04 288.394857 1.98E+04 3.85E+04 975.612322 3.20E+05 7.68E+08 2,345.605512 1.60E+06 3.20E+06 399.978968

pr3 5.01E+04 1.00E+05 344.908034 2.05E+04 4.01E+04 1,832.967452 3.20E+05 7.68E+08 2,682.502779 1.60E+06 3.20E+06 412.462628

pr4 5.01E+04 1.00E+05 394.265138 2.05E+04 4.01E+04 3,101.952792 3.20E+05 7.68E+08 2,952.499167 1.60E+06 3.20E+06 422.075867

pr5 5.01E+04 1.00E+05 441.135210 2.05E+04 4.01E+04 4,152.038785 3.20E+05 7.68E+08 3,111.263141 1.60E+06 3.20E+06 449.568176

pr6 5.01E+04 1.00E+05 490.437395 2.05E+04 4.01E+04 5,454.436522 3.20E+05 7.68E+08 3,340.186985 1.60E+06 3.20E+06 460.459482

pr7 3.18E+04 6.36E+04 194.970417 1.62E+04 3.15E+04 109.364362 3.20E+05 7.68E+08 2,689.717595 1.60E+06 3.20E+06 464.077207

pr8 5.01E+04 1.00E+05 387.714855 2.05E+04 4.01E+04 1,336.270476 3.20E+05 7.68E+08 3,072.830692 1.60E+06 3.20E+06 486.771284

pr9 5.01E+04 1.00E+05 459.956516 2.05E+04 4.01E+04 2,708.712664 3.20E+05 7.68E+08 3,387.539281 1.60E+06 3.20E+06 501.943280

pr10 5.01E+04 1.00E+05 516.329736 2.05E+04 4.00E+04 4,089.847188 3.20E+05 7.68E+08 3,696.422287 1.60E+06 3.20E+06 514.810424
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Figura 5.5: Conjunto de instancias 2: Promedio de la función objetivo del nivel
superior en 100 generaciones con 31 corridas.

Tabla 5.18: Promedio del número de FEs (nivel superior e inferior) y tiem-
po computacional (segundos) requerido por los algoritmos comparados en Bi-
MDVRP (conjunto de instancias 2) en 31 corridas independientes.

ByGA-S ByGA-C CEMBA CEMBA-H

Instancia FEU FEL T FEU FEL T FEU FEL T FEU FEL T

bipr1 1.78E+04 3.55E+04 53.880001 1.01E+04 1.97E+04 36.456936 3.20E+05 7.68E+08 2,353.960655 1.60E+06 3.20E+06 451.341742

bipr2 4.97E+04 9.95E+04 237.790826 1.98E+04 3.86E+04 1,235.975444 3.20E+05 7.68E+08 2,632.789538 1.60E+06 3.20E+06 347.749937

bipr3 5.01E+04 1.00E+05 293.532766 2.05E+04 4.01E+04 2,098.049879 3.20E+05 7.68E+08 2,916.088579 1.60E+06 3.20E+06 371.766211

bipr4 5.01E+04 1.00E+05 342.487776 2.05E+04 4.01E+04 3,398.419011 3.20E+05 7.68E+08 3,134.739228 1.60E+06 3.20E+06 381.895823

bipr5 5.01E+04 1.00E+05 395.496187 2.05E+04 4.01E+04 4,421.978438 3.20E+05 7.68E+08 3,400.588175 1.60E+06 3.20E+06 407.248788

bipr6 5.01E+04 1.00E+05 426.503885 2.05E+04 4.01E+04 5,750.485889 3.20E+05 7.68E+08 3,705.045277 1.60E+06 3.20E+06 403.442698

bipr7 3.57E+04 7.13E+04 171.602574 1.50E+04 2.92E+04 79.181129 3.20E+05 7.68E+08 2,976.971277 1.60E+06 3.20E+06 417.383520

bipr8 5.01E+04 1.00E+05 334.180320 2.05E+04 4.01E+04 1,668.399847 3.20E+05 7.68E+08 3,284.374987 1.60E+06 3.20E+06 422.457849

bipr9 5.01E+04 1.00E+05 404.394975 2.05E+04 4.01E+04 2,988.912285 3.20E+05 7.68E+08 3,602.193734 1.60E+06 3.20E+06 443.319946

bipr10 5.01E+04 1.00E+05 458.914348 2.05E+04 4.01E+04 4,400.667007 3.20E+05 7.68E+08 3,903.079160 1.60E+06 3.20E+06 459.761404
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Figura 5.6: Promedio de la función objetivo del nivel superior en 100 generacio-
nes con 31 corridas (conjunto de instancias 3).

Tabla 5.19: Promedio del número de FEs (nivel superior e inferior) y tiem-
po computacional (segundos) requerido por los algoritmos comparados en Bi-
MDVRP (conjunto de instancias 3) en 31 corridas independientes.

ByGA-S ByGA-C CEMBA CEMBA-H

Instancia FEU FEL T FEU FEL T FEU FEL T FEU FEL T

p1 4.18E+04 8.36E+04 147.487586 1.38E+04 2.70E+04 663.348315 3.20E+05 7.68E+08 7,074.792603 1.60E+06 3.20E+06 304.742824

p2 3.84E+04 7.69E+04 130.602113 1.40E+04 2.73E+04 449.521823 3.20E+05 7.68E+08 4,322.335686 1.60E+06 3.20E+06 473.513452

p3 4.90E+04 9.79E+04 196.625755 2.02E+04 3.94E+04 1,130.850505 3.20E+05 7.68E+08 4,650.370201 1.60E+06 3.20E+06 487.557001

p4 4.96E+04 9.93E+04 153.722101 1.98E+04 3.87E+04 3,763.262468 3.20E+05 7.01E+08 2,615.398663 1.60E+06 3.20E+06 342.830150

p5 5.01E+04 1.00E+05 136.880137 2.05E+04 4.01E+04 3,111.758906 3.20E+05 7.34E+08 2,879.541179 1.60E+06 3.20E+06 343.911649

p6 5.01E+04 1.00E+05 137.463618 2.05E+04 4.01E+04 2,442.437300 3.20E+05 7.68E+08 4,410.625490 1.60E+06 3.20E+06 397.940158

p7 4.98E+04 9.96E+04 213.697704 1.99E+04 3.87E+04 2,223.317256 3.20E+05 7.68E+08 5,856.498836 1.60E+06 3.20E+06 322.833977

p8 5.01E+04 1.00E+05 298.146842 2.05E+04 4.01E+04 13,353.093454 3.20E+05 7.52E+08 6,097.942068 1.60E+06 3.20E+06 490.804706

p9 5.01E+04 1.00E+05 294.528882 2.05E+04 4.01E+04 13,913.148212 3.20E+05 7.68E+08 8,924.213736 1.60E+06 3.20E+06 352.978206

p10 5.01E+04 1.00E+05 286.143934 2.05E+04 4.01E+04 9,359.872966 3.20E+05 7.68E+08 6,686.682374 1.60E+06 3.20E+06 574.874437

p11 5.01E+04 1.00E+05 339.566193 2.05E+04 4.01E+04 9,334.064459 3.20E+05 7.68E+08 8,858.448373 1.60E+06 3.20E+06 433.081417

p12 5.01E+04 1.00E+05 166.026189 1.99E+04 3.89E+04 1,526.959114 3.20E+05 7.17E+08 3,185.192969 1.60E+06 3.20E+06 407.408653

p13 5.01E+04 1.00E+05 163.712280 1.99E+04 3.89E+04 1,788.879687 3.20E+05 6.88E+08 3,898.410600 1.60E+06 3.20E+06 258.943832

p14 5.01E+04 1.00E+05 166.035618 1.99E+04 3.89E+04 1,644.868184 3.20E+05 6.98E+08 3,566.104186 1.60E+06 3.20E+06 379.615072

p15 5.01E+04 1.00E+05 259.410535 2.05E+04 4.01E+04 3,753.716048 3.20E+05 7.68E+08 6,620.626937 1.60E+06 3.20E+06 336.739950

p16 5.01E+04 1.00E+05 248.634833 2.05E+04 4.01E+04 3,570.646515 3.20E+05 7.68E+08 5,750.833458 1.60E+06 3.20E+06 522.294919

p17 5.01E+04 1.00E+05 243.315235 2.05E+04 4.01E+04 3,745.682423 3.20E+05 7.68E+08 6,810.544320 1.60E+06 3.20E+06 336.960630

p18 5.01E+04 1.00E+05 314.445513 2.05E+04 4.01E+04 5,265.510065 3.20E+05 7.68E+08 8,120.196037 1.60E+06 3.20E+06 653.921853

p19 5.01E+04 1.00E+05 347.633648 2.05E+04 4.01E+04 5,502.564954 3.20E+05 7.68E+08 9,673.618252 1.60E+06 3.20E+06 475.422408

p20 5.01E+04 1.00E+05 298.467208 2.05E+04 4.01E+04 5,271.477029 3.20E+05 7.68E+08 7,047.893672 1.60E+06 3.20E+06 657.678029

p21 5.01E+04 1.00E+05 488.290929 2.05E+04 4.01E+04 8,400.814669 3.20E+05 7.68E+08 14,602.310914 1.60E+06 3.20E+06 843.920170

p22 5.01E+04 1.00E+05 372.947026 2.05E+04 4.01E+04 6,949.624929 3.20E+05 7.68E+08 11,950.977247 1.60E+06 3.20E+06 929.005119

p23 5.01E+04 1.00E+05 507.536106 2.05E+04 4.01E+04 8,414.589014 3.20E+05 7.68E+08 15,362.391153 1.60E+06 3.20E+06 844.803838
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Experimentación con 500 generaciones

Tabla 5.20: Parámetros obtenidos por IRACE con un número máximo de 40 gene-
raciones.

Algoritmo Parámetros

Población P: 100

ByGA-S Cruza: 1.0

Mutación: 0.0215

Generaciones: 500

Población P: 40

Cruza: 1.0

Mutación: 0.0581

ByGA-C Enrutamiento óptimo:

- Población: 100

- Criterio de paro: 50

- Cruza: Order crossover (no requiere parametros)

- Mutación: Mutacion simple (swap de dos minoristas, no requiere parametros)

Población Superior size: UP1 = 20 , UP2 = 20

Población Inferior size: LP1 = 60, LP2 = 60

Generación superior e inferior: UG = 500, LG = 500

CEMBA Cruza RBX: 0.3

Mutación uniforme: 0.0446

Esquema de migración α: 10

Población Superior size: UP1 = 100, UP2 = 100

Generación superior: UG = 500

CEMBA-H Cruza RBX: 0.1

Mutación uniforme: 0.0060

Esquema de migración α: 9
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Figura 5.7: Promedio de la función objetivo del nivel superior en 500 generacio-
nes con 31 corridas (conjunto de instancias 1).

Tabla 5.21: Promedio del número de FEs (nivel superior e inferior) y tiem-
po computacional (segundos) requerido por los algoritmos comparados en Bi-
MDVRP (conjunto de instancias 1) en 31 corridas independientes.

ByGA-S ByGA-C CEMBA CEMBA-H

Instancia FEU FEL T FEU FEL T FEU FEL T FEU FEL T

pr1 1.75E+04 3.51E+04 72.726737 9.80E+03 1.91E+04 49.186653 3.20E+05 7.68E+08 2,085.660565 1.60E+06 3.20E+06 385.105840

pr2 4.99E+04 9.98E+04 288.394857 1.98E+04 3.85E+04 975.612322 3.20E+05 7.68E+08 2,345.605512 1.60E+06 3.20E+06 399.978968

pr3 5.01E+04 1.00E+05 344.908034 2.05E+04 4.01E+04 1,832.967452 3.20E+05 7.68E+08 2,682.502779 1.60E+06 3.20E+06 412.462628

pr4 5.01E+04 1.00E+05 394.265138 2.05E+04 4.01E+04 3,101.952792 3.20E+05 7.68E+08 2,952.499167 1.60E+06 3.20E+06 422.075867

pr5 5.01E+04 1.00E+05 441.135210 2.05E+04 4.01E+04 4,152.038785 3.20E+05 7.68E+08 3,111.263141 1.60E+06 3.20E+06 449.568176

pr6 5.01E+04 1.00E+05 490.437395 2.05E+04 4.01E+04 5,454.436522 3.20E+05 7.68E+08 3,340.186985 1.60E+06 3.20E+06 460.459482

pr7 3.18E+04 6.36E+04 194.970417 1.62E+04 3.15E+04 109.364362 3.20E+05 7.68E+08 2,689.717595 1.60E+06 3.20E+06 464.077207

pr8 5.01E+04 1.00E+05 387.714855 2.05E+04 4.01E+04 1,336.270476 3.20E+05 7.68E+08 3,072.830692 1.60E+06 3.20E+06 486.771284

pr9 5.01E+04 1.00E+05 459.956516 2.05E+04 4.01E+04 2,708.712664 3.20E+05 7.68E+08 3,387.539281 1.60E+06 3.20E+06 501.943280

pr10 5.01E+04 1.00E+05 516.329736 2.05E+04 4.00E+04 4,089.847188 3.20E+05 7.68E+08 3,696.422287 1.60E+06 3.20E+06 514.810424
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Figura 5.8: Promedio de la función objetivo del nivel superior en 500 generacio-
nes con 31 corridas (conjunto de instancias 2).

Tabla 5.22: Promedio del número de FEs (nivel superior e inferior) y tiem-
po computacional (segundos) requerido por los algoritmos comparados en Bi-
MDVRP (conjunto de instancias 2) en 31 corridas independientes.

ByGA-S ByGA-C CEMBA CEMBA-H

Instancia FEU FEL T FEU FEL T FEU FEL T FEU FEL T

bipr1 1.78E+04 3.55E+04 53.880001 1.01E+04 1.97E+04 36.456936 3.20E+05 7.68E+08 2,353.960655 1.60E+06 3.20E+06 451.341742

bipr2 4.97E+04 9.95E+04 237.790826 1.98E+04 3.86E+04 1,235.975444 3.20E+05 7.68E+08 2,632.789538 1.60E+06 3.20E+06 347.749937

bipr3 5.01E+04 1.00E+05 293.532766 2.05E+04 4.01E+04 2,098.049879 3.20E+05 7.68E+08 2,916.088579 1.60E+06 3.20E+06 371.766211

bipr4 5.01E+04 1.00E+05 342.487776 2.05E+04 4.01E+04 3,398.419011 3.20E+05 7.68E+08 3,134.739228 1.60E+06 3.20E+06 381.895823

bipr5 5.01E+04 1.00E+05 395.496187 2.05E+04 4.01E+04 4,421.978438 3.20E+05 7.68E+08 3,400.588175 1.60E+06 3.20E+06 407.248788

bipr6 5.01E+04 1.00E+05 426.503885 2.05E+04 4.01E+04 5,750.485889 3.20E+05 7.68E+08 3,705.045277 1.60E+06 3.20E+06 403.442698

bipr7 3.57E+04 7.13E+04 171.602574 1.50E+04 2.92E+04 79.181129 3.20E+05 7.68E+08 2,976.971277 1.60E+06 3.20E+06 417.383520

bipr8 5.01E+04 1.00E+05 334.180320 2.05E+04 4.01E+04 1,668.399847 3.20E+05 7.68E+08 3,284.374987 1.60E+06 3.20E+06 422.457849

bipr9 5.01E+04 1.00E+05 404.394975 2.05E+04 4.01E+04 2,988.912285 3.20E+05 7.68E+08 3,602.193734 1.60E+06 3.20E+06 443.319946

bipr10 5.01E+04 1.00E+05 458.914348 2.05E+04 4.01E+04 4,400.667007 3.20E+05 7.68E+08 3,903.079160 1.60E+06 3.20E+06 459.761404
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Figura 5.9: Promedio de la función objetivo del nivel superior en 500 generacio-
nes con 31 corridas (conjunto de instancias 3).

Tabla 5.23: Promedio del número de FEs (nivel superior e inferior) y tiem-
po computacional (segundos) requerido por los algoritmos comparados en Bi-
MDVRP (conjunto de instancias 3) en 31 corridas independientes.

ByGA-S ByGA-C CEMBA CEMBA-H

Instancia FEU FEL T FEU FEL T FEU FEL T FEU FEL T

p1 4.18E+04 8.36E+04 147.487586 1.38E+04 2.70E+04 663.348315 3.20E+05 7.68E+08 7,074.792603 1.60E+06 3.20E+06 304.742824

p2 3.84E+04 7.69E+04 130.602113 1.40E+04 2.73E+04 449.521823 3.20E+05 7.68E+08 4,322.335686 1.60E+06 3.20E+06 473.513452

p3 4.90E+04 9.79E+04 196.625755 2.02E+04 3.94E+04 1,130.850505 3.20E+05 7.68E+08 4,650.370201 1.60E+06 3.20E+06 487.557001

p4 4.96E+04 9.93E+04 153.722101 1.98E+04 3.87E+04 3,763.262468 3.20E+05 7.01E+08 2,615.398663 1.60E+06 3.20E+06 342.830150

p5 5.01E+04 1.00E+05 136.880137 2.05E+04 4.01E+04 3,111.758906 3.20E+05 7.34E+08 2,879.541179 1.60E+06 3.20E+06 343.911649

p6 5.01E+04 1.00E+05 137.463618 2.05E+04 4.01E+04 2,442.437300 3.20E+05 7.68E+08 4,410.625490 1.60E+06 3.20E+06 397.940158

p7 4.98E+04 9.96E+04 213.697704 1.99E+04 3.87E+04 2,223.317256 3.20E+05 7.68E+08 5,856.498836 1.60E+06 3.20E+06 322.833977

p8 5.01E+04 1.00E+05 298.146842 2.05E+04 4.01E+04 13,353.093454 3.20E+05 7.52E+08 6,097.942068 1.60E+06 3.20E+06 490.804706

p9 5.01E+04 1.00E+05 294.528882 2.05E+04 4.01E+04 13,913.148212 3.20E+05 7.68E+08 8,924.213736 1.60E+06 3.20E+06 352.978206

p10 5.01E+04 1.00E+05 286.143934 2.05E+04 4.01E+04 9,359.872966 3.20E+05 7.68E+08 6,686.682374 1.60E+06 3.20E+06 574.874437

p11 5.01E+04 1.00E+05 339.566193 2.05E+04 4.01E+04 9,334.064459 3.20E+05 7.68E+08 8,858.448373 1.60E+06 3.20E+06 433.081417

p12 5.01E+04 1.00E+05 166.026189 1.99E+04 3.89E+04 1,526.959114 3.20E+05 7.17E+08 3,185.192969 1.60E+06 3.20E+06 407.408653

p13 5.01E+04 1.00E+05 163.712280 1.99E+04 3.89E+04 1,788.879687 3.20E+05 6.88E+08 3,898.410600 1.60E+06 3.20E+06 258.943832

p14 5.01E+04 1.00E+05 166.035618 1.99E+04 3.89E+04 1,644.868184 3.20E+05 6.98E+08 3,566.104186 1.60E+06 3.20E+06 379.615072

p15 5.01E+04 1.00E+05 259.410535 2.05E+04 4.01E+04 3,753.716048 3.20E+05 7.68E+08 6,620.626937 1.60E+06 3.20E+06 336.739950

p16 5.01E+04 1.00E+05 248.634833 2.05E+04 4.01E+04 3,570.646515 3.20E+05 7.68E+08 5,750.833458 1.60E+06 3.20E+06 522.294919

p17 5.01E+04 1.00E+05 243.315235 2.05E+04 4.01E+04 3,745.682423 3.20E+05 7.68E+08 6,810.544320 1.60E+06 3.20E+06 336.960630

p18 5.01E+04 1.00E+05 314.445513 2.05E+04 4.01E+04 5,265.510065 3.20E+05 7.68E+08 8,120.196037 1.60E+06 3.20E+06 653.921853

p19 5.01E+04 1.00E+05 347.633648 2.05E+04 4.01E+04 5,502.564954 3.20E+05 7.68E+08 9,673.618252 1.60E+06 3.20E+06 475.422408

p20 5.01E+04 1.00E+05 298.467208 2.05E+04 4.01E+04 5,271.477029 3.20E+05 7.68E+08 7,047.893672 1.60E+06 3.20E+06 657.678029

p21 5.01E+04 1.00E+05 488.290929 2.05E+04 4.01E+04 8,400.814669 3.20E+05 7.68E+08 14,602.310914 1.60E+06 3.20E+06 843.920170

p22 5.01E+04 1.00E+05 372.947026 2.05E+04 4.01E+04 6,949.624929 3.20E+05 7.68E+08 11,950.977247 1.60E+06 3.20E+06 929.005119

p23 5.01E+04 1.00E+05 507.536106 2.05E+04 4.01E+04 8,414.589014 3.20E+05 7.68E+08 15,362.391153 1.60E+06 3.20E+06 844.803838
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5.4.5 Visualización de la sub-rutas obtenidas

Las Figuras 5.10-5.14 muestran los resultados obtenidos de la mejor ejecución

de ByGA-C respecto a la función objetivo de nivel superior. Se puede observar que

nuestra propuesta puede reportar sub-rutas adecuadas sujetas al nivel inferior

que pueden abastecer óptimamente las demandas del nivel superior. Nótese que

solo por fines de visualización estamos mostrando los resultados de las instan-

cias impares de los problemas pr. Sin embargo, se pueden observar propiedades

similares en las demás instancias.

Minorista
Depósito

pr1

Figura 5.10: Visualizando los resultados cuando ByGA-S resolvió la instancia pr1.
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Minorista
Depósito

pr3

Figura 5.11: Visualizando los resultados cuando ByGA-S resolvió la instancia pr3.
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Minorista
Depósito

pr5

Figura 5.12: Visualizando los resultados cuando ByGA-S resolvió la instancia pr5.
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   Minorista
Depósito

pr7

Figura 5.13: Visualizando los resultados cuando ByGA-S resolvió la instancia pr7.
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Minorista
Depósito

pr9

Figura 5.14: Visualizando los resultados cuando ByGA-S resolvió la instancia pr9.
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5.5 Discusión

De la experimentación detallada anteriormente, podemos discutir los resulta-

dos en tres partes. La primera parte discute los resultados de la primera propuesta

ByGA-S. La segunda parte discute los resultados obtenidos por la propuesta ByGA-

C. Finalmente se discuten los resultados comparando ByGA-S y ByGA-C.

5.5.1 Discusión sobre ByGA-S

De los resultados obtenidos (Tablas 5.3-5.8) podemos observar que el GAP ob-

tenido por nuestra propuesta es significativamente mejor que CEMBA y CEMBA-

H. Además, cuando CEMBA adopta un optimizador exacto en el nivel inferior,

entonces muestra un mejor desempeño al reportar valores más altos de GAP. Sin

embargo, es suficiente para reportar mejores soluciones que las reportadas por

ByGA-S. ByGA-S muestra mejor desempeño debido a que la representación de las

soluciones ayuda a generar soluciones factibles, permitiendo a los operadores de

mutación y cruza explorar y explotar mejores regiones del espacio de búsqueda.

Note que el despeño de esta ByGA-S es superior en los conjuntos de instancias

adoptados en la experimentación.

Respecto al costo computacional, podemos observar que ByGA-S mantiene

valores bajos en el número de evaluaciones de la función objetivo en comparación

con CEMBA y CEMBA-H. Lo cual nos indica que, en la mayoŕıa de los casos, en

los tres conjuntos de instancias; nuestra propuesta menos costosa en este punto.

Lo anterior particularmente útil cuando se quiera resolver algún problema de este

tipo, pero donde la función objetivo sea más costosa de computar.

5.5.2 Discusión sobre ByGA-C

Notemos que ByGA-C, al ser una variante de ByGA-S, obtiene valores del GAP

superiores a los reportados por CEMBA y su variante h́ıbrida, CEMBA-H. Por lo

que nos centraremos en discutir los resultados cuando se compara respecto a la
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variante ByGA-S.

La experimentación observamos que ByGA-C es significativamente mejor en

el 80 % de los casos que ByGA-S para el conjunto de instancias pr. Las instancias

con un peor valor de GAP fueron pr1 y pr7. Estas instancias tienen una canti-

dad no tan grande de minoristas que deben ser asignados, es decir, el espacio

de búsqueda del nivel superior no es tan grande con el resto de instancias para

el conjunto de instancias pr. Lo que no podŕıa ocurrir es que el nivel de arriba

puede tener varios óptimos locales, induciendo a la propuesta converger a dichos

valores. Además, esta segunda propuesta mantiene valores superiores de GAP a

los producidos por CEMBA y CEMBA-H. Note que este fenómeno se observa en el

conjunto de instancias 3.

Finalmente, para el Conjunto de instancias 3 se aprecia que ByGA-C es supe-

rior a ByGA-S en todo el conjunto de instancias. Lo cual no indica que eviden-

temente ByGA-C mejora de despeño de la primera versión de nuestro algoritmo

genético binivel.

5.5.3 Discusión sobre ambos algoritmos

Notemos que cada algoritmo tiene sus ventajas particulares. En primer lugar,

destaca que el algoritmo ByGA-C muestra un rendimiento superior en términos

del promedio de la función objetivo en el nivel superior, aśı como en el número

de evaluaciones en comparación con los otros algoritmos. Por otro lado, si nos

centramos en el algoritmo ByGA-S, observamos una mejora progresiva a medida

que avanzan las generaciones, lo que conlleva a una disminución del porcentaje

del GAP en comparación con ByGA-C. Las principales ventajas de ByGA-S radican

en su menor costo en relación con el tiempo requerido, mientras que ByGA-C

requiere un mayor tiempo de ejecución, pero sus resultados son superiores a los

reportados por ByGA-S como se puede visualizar en las Tablas 5.13 - 5.23 y las

Figuras 5.1 - 5.9.

Dado lo anterior, podemos asegurar que el diseño de nuestras variantes que
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utilizan una representación basada en grupos ofrecen resultados competitivos y

con significancia estad́ıstica en comparación con los algoritmos CEMBA y CEMBA-

H cuando se resolvieron los tres conjuntos de instancias. Por lo que se acepta la

hipótesis de investigación dada en la Subsección 1.4.
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Conclusiones y Trabajo a Futuro

Después de presentar los resultados de la experimentación, las conclusiones y

el trabajo futuro se presentan en este caṕıtulo.

6.1 Conclusiones

En este trabajo propusimos un algoritmo genético binivel identificado como

ByGA para resolver el problema Bi-MDVRP, mismo que es un problema combina-

torio binivel que tiene como objetivo planificar de manera óptima la producción

y distribución de bienes o productos.

Nuestra propuesta de solución ByGA cuenta con dos variantes con las siguien-

tes caracteŕısticas diferenciadoras.

1. ByGA-S: Este algoritmo se caracteriza por tener un mecanismo de iniciali-
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zación de soluciones que funciona de la siguiente manera: una solución se

genera ingresando de manera aleatoria minoristas a depósitos y luego se

ingresa a la sub-ruta asegurándose de que cumpla con las restricciones del

problema. La cruza consiste en transmitir minoristas de un depósito a otro

de otra solución, seleccionados a partir de un torneo binario. El operador

de mutación elimina una cantidad pequeña de minoristas en sus respectivas

rutas, y luego se ingresan en otras rutas de manera aleatoria.

2. ByGA-C: Esta versión del algoritmo es una mejora del ByGA-S la cual se

destaca por tener como inicialización una estrategia que permite generar

una mayor diversidad de soluciones. Además, los operadores genéticos in-

corporan mecanismos de enrutamiento heuŕısticos para mejorar los costos

de distribución por cada ruta en cada depósito.

Se realizó una extensa experimentación para determinar el desempeño de

nuestras propuestas de solución para resolver el problema Bi-MDVRP. Se conside-

raron dos conjuntos de instancias del estado del arte y un conjunto de instancias

generadas que en total suman 43 instancias inspiradas en problemas del mun-

do real. Comparamos nuestros resultados con un algoritmo del estado del arte

competitivo identificado como CEMBA y su variante h́ıbrida CEMBA-H.

Los resultados obtenidos sugieren que el GAP obtenido por nuestra primer

variante ByGA-S es significativamente mejor que CEMBA y CEMBA-H. Además,

cuando CEMBA adopta un optimizador exacto en el nivel inferior (CEMBA-H),

entonces muestra un mejor desempeño al reportar valores más altos de GAP. Sin

embargo, CEMBA-H, no es suficiente para reportar mejores soluciones que las re-

portadas por ByGA-S. Se observó que ByGA-S ha sido superior respecto a CEMBA

y CEMBA-H. Adicionalmente, encontramos que ByGA-C, al ser una variante de

ByGA-S, obtuvo valores competitivos en comparación con CEMBA, CEMBA-H y

ByGA-S.

Respecto al costo computacional, podemos observar que ByGA-C mantiene va-

lores bajos en el número de evaluaciones de la función objetivo en comparación

con ByGA-S, CEMBA y CEMBA-H. Esto indica que, en la mayoŕıa de los casos y
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para los tres conjuntos de instancias, nuestra propuesta es la menos costosa en

este punto. Lo anterior es particularmente útil cuando se quiera resolver algún

problema de este tipo, pero donde la función objetivo sea más costosa de compu-

tar.

Los principales hallazgos respecto al diseño algoŕıtmico se describe a conti-

nuación. La representación de una solución es parte muy importante para que un

algoritmo heuŕıstico pueda explorar mejor el espacio de búsqueda factible, una

vez que la representación adecuada es adoptada, el proceso de inicialización de-

be proveer de soluciones diversas entre śı para evitar la convergencia en óptimos

locales. Además, la cruza y mutación deben mantener un buen compromiso entre

exploración y mutación para evitar converger en óptimos locales.

Finalmente, conocer información acerca del problema de optimización binivel

que se está resolviendo es muy importante para proponer mecanismos heuŕısticos

que permitan encontrar soluciones factibles de manera rápida.

6.2 Trabajo a Futuro

Extensión de nuestras propuestas de algoritmos al caso dinámico del pro-

blema Bi-MDVRP, ya que el transporte y la producción suelen ser proce-

sos/entornos que dependen del tiempo. En este caso se generaŕıan un nue-

vo conjunto de instancias utilizando el conjunto de datos de Problema de

Ruteo de Veh́ıculos con Múltiples Depósitos y Ventanas de Tiempo [34].

Adaptación de las variantes de ByGA a través de Aprendizaje por Transfe-

rencia e incorporación de Memes para satisfacer las restricciones y la acele-

ración de búsqueda en el nivel superior.

Aplicar los algoritmos propuestos en las rutas de drones podŕıa potenciar la

eficiencia y efectividad de las entregas, al considerar restricciones loǵısticas

y técnicas, como la duración de la bateŕıa y la altitud máxima permitida

para los drones.
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