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RESUMEN

Las series de tiempo son una clase especial de datos temporales que representan una
colección de observaciones realizadas cronológicamente en sucesivos periodos de tiempo.
Este tipo de datos se pueden encontrar en diversas aplicaciones como: análisis de mercado
de valores, mediciones de fenómenos naturales, tratamientos médicos, entre otras.

La minería de datos de series de tiempo revela diversas etapas de complejidad. Dentro de
los problemas más destacados se presenta la alta dimensionalidad que caracteriza a las series
de tiempo, así como la dificultad de definir una forma de similitud basada en la percepción
humana. Esto dificulta el procesamiento de las series de tiempo a traves de los métodos tra-
dicionales Minería de Datos, produciendo un bajo rendimiento.

Se han propuesto una gran variedad de métodos para el procesamiento de series de tiem-
po que se enfocan principalmente en tres actividades: pre-procesamiento, representación y
aprendizaje supervisado.

La selección de cualquier tipo de método así como el ajuste de sus parámetros resultan
ser tareas poco triviales para usuarios poco expertos. En la literatura se han reportado estu-
dios que se enfocan en la tarea de seleccionar un algoritmo para una tarea en particular o de
trabajar en el ajuste de parámetros de un método en especial.

En este trabajo se presenta una propuesta para tratar con el problema de Selección de
Modelo Completo en bases de datos temporales. Este problema consiste en encontrar una
combinación adecuada de métodos y la optimización de sus hiperparámetros que mejor pre-
digan a un conjunto de datos.

El trabajo se acota a la búsqueda de modelos completos que incluyan la combinación
adecuada de un sub-conjunto de métodos y la optimización de sus hiperparámetros para
llevar a cabo cuatro tareas que son: suavizado de ruido, reducción de dimensionalidad (re-
presentación de series de tiempo), selección de instancias y clasificación de series de tiempo.
Las metaheurísticas, en especial aquellas que están inspirada en la naturaleza, representan
una atractiva alternativa como herramienta de búsqueda de modelos completos.

Este trabajo se divide en tres estudios principalmente. El primero es un estudio compa-
rativo de variantes micro de la metaheurística de Evolución Diferencial, denominada en este
trabajo como µ-DEMS. El segundo estudio se centra en la comparación entre metaheurís-
ticas basadas en población y metaheurísticas basadas en trayectoria de una sola solución.
Para el caso de las variantes de metaheurísticas basadas en trayectoria se explora la codifi-
cación mixta y la codificación binaria de las soluciones. Finalmente, en el tercer estudio se
plantea una propuesta basada en una metaheurística para la optimización multi-objetivo,
denominada como N2FMS. Se propone la optimización de dos objetivos, uno que optimiza
el rendimiento basado en la tasa de error del modelo y otro que optimiza el tiempo que con-
sume un modelo durante la etapa de entrenamiento. Además se proponen cuatro estrategias
para la selección de una solución del conjunto de soluciones óptimas de Pareto.
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INTRODUCCIÓN

Antes de convencer al intelecto, es
imprescindible tocar y predisponer el
corazón.

—B. Pascal

1.1. MOTIVACIÓN
De unos años a la fecha, el incremento en la generación y uso de datos temporales, es-

pecialmente, series de tiempo [7, 29, 186], ha motivado el desarrollo de nuevas formas para
la extracción de conocimiento útil a través del proceso de descubrimiento de conocimiento
(KDD, Knowledge Discovery in Databases) y técnicas de minería de datos (DM, Data Mining).

Las series de tiempo, son una clase de datos temporales que representan una colección
de valores obtenidos a partir de mediciones secuenciales realizadas a lo largo del tiempo [50].
Las principales características de las series de tiempo son la alta dimensionalidad, presencia
de ruido aleatorio y la fuerte dependencia de sus variables [60].

En el área de quimiometría, las series de tiempo suelen ser útiles para representar infor-
mación que es obtenida a partir de espectrometria infrarroja para clasificar alimentos. En la
Figura 1.1 se muestran dos series de tiempo que son el resultado de un análisis de la compo-
sición química de los granos de café molido de dos especies (Robusta y Arábiga). Los valores
que forman a las series de tiempo, son valores numéricos que equivalen a niveles de absor-
bancia de los espectros obtenidos de un grano de café de una especie determinada en un
intervalo del espectro.

Por lo tanto, una serie de tiempo se define por su naturaleza numérica y continua, y a
menudo es considerada como un todo en lugar de atributos numéricos independientes como
en las bases de datos estáticas (bases de datos instantáneas, ver Sección 3.2), donde puede
existir uno o varios atributos que muestran una vista en el tiempo y no en instantes de tiempo
como en las series de tiempo.

La mayoría de métodos que se han propuesto para el procesamiento y análisis de datos,
están hechos para tratar con datos no dependientes. Cuando estas técnicas son aplicadas a

2
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Figura 1.1: Ejemplo de dos series de tiempo que representa el espectro de una variedad diferente de café.

series de tiempo, el resultado puede ser deficiente o inadecuado [62]. En el área de DM sur-
ge una sub-área que se denomina minería de datos temporal (TDM, Temporal Data Mining)
que involucra una gran variedad de métodos para llevar a cabo diferentes tareas con series de
tiempo como: pre-procesamiento, consulta por contenido, segmentación, agrupación, clasi-
ficación, entre otras [7, 108].

Cuando las series de tiempo son involucradas en un proceso de minería de datos, la ca-
lidad de los patrones minados puede depender de dos cuestiones importantes; la primera
es la elección del método apropiado para una determinada tarea [197], mientras que la se-
gunda es la selección adecuada de hiperparámetros 1 que puedan producir un rendimiento
relativamente bueno.

La selección de un método para resolver una determinada tarea es conocida como se-
lección del algoritmo (AS, Algorithm Selection) [144], mientras que a la selección del modelo
se refiere al problema de involucrar un conjunto de datos para seleccionar un modelo (con
sus hiperparámetros) a partir de una lista de modelos candidatos (MS, Model selection) [181].
Encontrar

De acuerdo al Teorema del No-Free-Lunch [187], no existe un algoritmo de aprendizaje
universal. Por lo tanto, la tarea de encontrar el mejor método y sus respectivos hiperparáme-
tros que funcionen para cualquier conjunto de datos resulta ser una tarea muy compleja.

En la literatura relacionada, para resolver los problemas de AS y MS, se han propuesto re-
glas generales, copiar métodos y configuraciones que han funcionado para otros problemas
o buscar la mejor opción a través de prueba y error. En la mayoría de los casos, ambos proble-

1Un hiperparámetro es una configuración externa al modelo de aprendizaje y cuyo valor no puede estimarse a
partir de los datos de entrenamiento [67]. Por ejemplo el tipo de kernel en máquinas de soporte vectorial, el
valor de K en vecinos más cercanos o la profundidad del árbol en un árbol de decisión.
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mas se han tratado de forma separada. Sin embargo, pueden ser tratados de manera simultá-
nea a través del concepto de selección del modelo completo (FMS, Full Model Selection) [45].
FMS se puede definir como un problema que consiste en encontrar una combinación ade-
cuada de métodos y su respectiva configuración de hiperparámetros para tratar un conjunto
de datos en particular, donde diferentes tareas de KDD y DM pueden estar involucradas.

Motivados por lo anterior, en este trabajo se presenta un enfoque que se clasifica dentro
de la categoría de Envoltorio Evolutivo, descrita en el Capítulo 2, para dar solución al proble-
ma de FMS en bases de datos temporales. Se explora el uso de metaheurísticas de optimiza-
ción global mono-objetivo a través de metaheurísticas tanto poblacionales como de un solo
punto. Además se extiende la propuesta para la optimización de dos objetivos a través del al-
goritmo NSGA-II. Tanto el enfoque mono-objetivo como el multi-objetivo involucran cuatro
tareas importantes dentro de la TDM que son: la reducción de ruido por medio de métodos
de suavizado, la reducción de dimensionalidad de las series de tiempo, reducción de nume-
rosidad y el aprendizaje automático por medio de la tarea de clasificación. Se busca aportar
una herramienta eficiente para la selección de modelos completos para el tratamiento de da-
tos temporales así como la configuración automática de los hiperparámetros relacionados.

1.2. PLANTEAMIENTO DEL PROBLEMA
El problema de FMS es un término propuesto por Escalante [45], que consiste en selec-

cionar una combinación de métodos adecuados que pueden realizar diferentes tareas de mi-
nería de datos, además de la optimización automática de los hiperparámetros relacionados.
El problema de FMS en bases de datos temporales puede ser tratado como un problema de
optimización mono-objetivo o multi-objetivo, donde en ambos enfoques se buscan modelos
completos que involucren una combinación adecuada de métodos de suavizado de ruido,
reducción de la dimensionalidad de las series de tiempo, reducción de numerosidad y cla-
sificación, además de la automática configuración de cada uno de los hiperparámetros. La
Figura 1.2 representa de manera gráfica el problema de FMS en bases de datos temporales,
donde existe una base de datos temporales que entra a un proceso formado de cuatro tareas
(suavizado, representación, reducción de datos y clasificación) en el que existe un subcon-
junto de métodos con sus respectivos hiperparámetros. La salida del proceso es una solución
o varias que posea una combinación adecuada de métodos y sus hiperparámetros optimiza-
dos.

Una instancia del problema de FMS en bases de datos temporales se presenta en la Ta-
bla 7.1, donde se presentan los métodos de TDM utilizados para el tratamiento de datos tem-
porales.

1.3. OBJETIVOS

1.3.1. OBJETIVO GENERAL

Diseñar e implementar un asistente de búsqueda de modelos completos útiles y com-
petitivos, de extremo-a-extremo2, que involucre simultáneamente la optimización de hiper-
parámetros y la selección apropiada de un conjunto de métodos para el procesamiento y

2Modelos de aprendizaje que involucran diversas tareas que son llevadas a cabo una después de la otra, colo-
quialmente conocidas como soluciones de tubería.
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Figura 1.2: Representación gráfica del problema de FMS.

clasificación de datos temporales, a través de metaheurísticas poblacionales y de trayectoria.
Para lograr el objetivo general se define una serie de objetivos específicos que se muestran

a continuación:

1.3.2. OBJETIVOS ESPECÍFICOS

1. Revisar y conocer el estado del arte sobre el problema de FMS.

2. Explorar qué algoritmos de optimización global y multi-objetivo han sido utilizados
para resolver el problema de FMS.

3. Establecer las tareas primordiales que pueden ser incluidas como parte de un modelo
completo para bases de datos temporales.

4. Diseñar, implementar y evaluar un enfoque evolutivo de un solo objetivo que resuelva
el problema de FMS para bases de datos temporales.

5. Diseñar, implementar y evaluar un enfoque evolutivo multi-objetivo que resuelva el
problema de FMS para bases de datos temporales.

6. Proponer estrategias de selección de preferencias para elegir una solución de entre un
conjunto de soluciones proporcionadas por el enfoque multi-objetivo propuesto.

1.4. HIPÓTESIS
La principal hipótesis que persigue este trabajo se describe a continuación:

La selección automática de un modelo completo para clasificar bases de datos temporales
logrará un desempeño competitivo mediante la asistencia de metaheuristicas poblaciona-
les y de trayectoria, con la finalidad de minimizar la tasa de error en clasificación y el costo
de ejecución derivado de la cantidad de híperparámetros a optimizar.
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1.5. JUSTIFICACIÓN
Este trabajo de investigación se centra en tres aspectos que sustentan el desarrollo del

enfoque propuesto, que son: (1) minería de datos libre de parámetros, (2) asistencia en la
mejora de la calidad del conocimiento de expertos humanos y (3) supervivencia del conoci-
miento obtenido. Estos aspectos se describen a continuación.

1. Minería de datos libre de parámetros. La mayoría de los métodos propuestos para el mi-
nado de datos suelen tener un conjunto de parámetros que requieren ser ajustados. En
minería de datos temporales surge el paradigma de minería de datos libre de paráme-
tros [83], donde la idea principal es el diseño de algoritmos que no tienen parámetros y
que son universalmente aplicables en todas las áreas. Con la elaboración de este traba-
jo de investigación se propone el uso de metaheurísticas para la selección automática
de una serie de métodos adecuados, con sus hiperparámetros relacionados, para múl-
tiples tareas de minería de datos temporal. A partir de dicha contribución, ofrecer un
nuevo panorama a la comunidad de minería de datos temporal sobre la forma de ajuste
de los métodos, a través de una herramienta basada en una metaheurística, sin necesi-
dad de quitar los hiperparámetros originales de los métodos, además de poder obtener
un modelo que involucre múltiples tareas.

2. Asistir en la mejora de la calidad del conocimiento de expertos humanos. En este punto
se pretende ofrecer soporte a expertos humanos para construir conocimiento útil. En la
mayoría de los dominios, el proceso de adquisición de conocimiento suele ser costoso
debido a que los ingenieros del conocimiento no poseen los mismos conocimientos
que el experto, por lo que la comunicación entre experto e ingeniero suele ser lenta.
Por lo tanto, el experto humano con el uso de herramientas automáticas que faciliten el
minado de datos, se entrena en el uso de herramientas asistentes para obtener modelos
con características que él espera.

3. Conseguir la supervivencia del conocimiento. Se dice que la transformación de las so-
ciedades modernas en sociedades del conocimiento representa uno de los principales
cambios en la estructura de las economías de los países avanzados y en desarrollo. Ya
que la fuente del crecimiento económico y las actividades que aportan valor, se ba-
san cada vez más en el conocimiento [165]. El conocimiento puede ser producido por
diferentes agentes humanos como gerentes empresariales, investigadores, estudiantes
y/o individuos proactivos. La adquisición del conocimiento lleva tiempo y a menu-
do se basa en capacidades y habilidades cognitivas intermedias [185]. Se dice que el
conocimiento científico y técnico es especialmente importante en los sistemas socia-
les modernos por el soporte a la toma de decisiones [165]. Por lo tanto la superviven-
cia y conservación del conocimiento es un aspecto de gran importancia. En ausencia
del personal especializado en algún dominio, surge la necesidad de contar con algu-
na herramienta que facilite la tarea de obtener conocimiento útil sin la necesidad de
tener presente físicamente al experto, ayudando en la supervivencia del conocimien-
to [116, 174]. Cabe aclarar que no se pretende desplazar a los expertos, más bien se
pretende aportar una herramienta que sirva de apoyo en la obtención de información
valiosa a partir de un conjunto de datos donde un experto puede o no estar presente.
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1.6. CONTRIBUCIONES
• Una herramienta de búsqueda de modelos completos para bases de datos temporales,

basada en una variante de micro-Evolución Diferencial (µ-DE, Differential Evolution),
capaz de encontrar soluciones competitivas en un número reducido de generaciones.

• Una herramienta de búsqueda de modelos completos libre de parámetros, basada en
la estructura de un buscador local con representación mixta o binaria.

• Una herramienta de búsqueda basada en un enfoque multi-objetivo, capaz de encon-
trar modelos completos con un costo computacional bajo y un rendimiento competiti-
vo, además de proporcionar de forma visual el resultado del mejor modelo encontrado
para un conjunto de datos en particular.

Como resultado de la realización de este trabajo de tesis, se derivan algunas publicacio-
nes que se listan a continuación:

• Congresos

– Pérez-Castro, N., Acosta-Mesa, H.G., Mezura-Montes, E., & Cruz-Ramírez, N., 2015.
Towards the Full Model Selection in Temporal Databases by Using Micro-Differential
Evolution, An Empirical Study. En Power, Electronics and Computing (ROPEC),
2015 IEEE International Autumn Meeting on. IEEE, 2015. p. 1-6.

– Pérez-Castro, N., Acosta-Mesa, H. G., Mezura-Montes, E., & Escalante, H. J. (2016,
November). Multi-objective Full Model Selection in temporal databases: Optimi-
zing time and performance. En Power, Electronics and Computing (ROPEC), 2016
IEEE International Autumn Meeting on (pp. 1-6). IEEE.

– Pérez-Castro, N., Márquez-Grajales, A., Acosta-Mesa, H. G., & Mezura-Montes, E.
(2017, June). Full Model Selection issue in temporal data through evolutionary al-
gorithms: A brief review. En Evolutionary Computation (CEC), 2017 IEEE Congress
on (pp. 2451-2457). IEEE.

• Revista

– Pérez-Castro, N., Acosta-Mesa, H.G., Mezura-Montes, E., Cruz-Ramírez, N., 2020.
Full Model Selection Problem in Temporal Databases: contrasting population-based
and single point search metaheuristics. Revista Ingeniería e Investigación Univer-
sidad Nacional de Colombia. Estatus: Sometido.

– Pérez-Castro, N., Acosta-Mesa, H.G., 2020. Towards a Transfer Learning Strategy in
Full Model Selection Algorithm for Temporal Data Mining. Research in Computing
Science, 149 (2020): 65-73.

1.7. ESTRUCTURA DEL DOCUMENTO
Este documento está estructurado en cuatro partes, incluida la parte introductoria. Cada

una de las partes con sus respectivos capítulos se describen de forma general a continuación.

• Parte I, corresponde a la parte introductoria de este documento.
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– Capítulo 1: Hace una breve introducción hacia el tema en cuestión, así como la
definición de hipótesis, objetivos y justificación.

– Capítulo 2: Se presenta la revisión de la literatura.

• Parte II, se compone de tres capítulos que definen conceptos básicos así como la des-
cripción de los métodos utilizados:

– Capítulo 3: Describe los conceptos básicos sobre la minería de datos temporal.

– Capítulo 4: Muestra un marco teórico acerca del aprendizaje automático, espe-
cialmente de la tarea de clasificación.

– Capítulo 5: Proporciona un marco de referencia sobre los conceptos de optimiza-
ción global y multi-objetivo.

• Parte III, se compone de 3 capítulos que proporcionan la descripción de las contribu-
ciones realizadas a partir de este trabajo de tesis.

– Capitulo 6: Presenta un estudio empírico donde se comparan diferentes variantes
del algoritmo de evolución diferencial en su versión micro para resolver el proble-
ma de FMS en bases de datos temporales.

– Capítulo 7: Presenta la comparación de un enfoque basado en una metaheurística
basada en población y una metaheurística basada en un solo punto para resolver
el problema de FMS en bases de datos temporales.

– Capítulo 8: Presenta la evaluación de un enfoque multi-objetivo para resolver el
problema de FMS en bases de datos temporales, donde se usan como funciones
objetivo el error de clasificación del modelo y el tiempo de ejecución que tarda
dicho modelo en ser generado.

• Parte IV, describe las conclusiones finales así como el trabajo futuro.



2
REVISIÓN DE LA LITERATURA

La educación genera confianza. La
confianza genera esperanza. La
esperanza genera paz.

—Confucio

En este capítulo se describen algunos trabajos relevantes que aportan información útil
sobre la forma en que se le ha dado solución al problema de FMS. La revisión presentada se
divide en tres categorías que muestran de qué manera se ha tratado de resolver el problema
de FMS y sus sub-problemas (AS y MS).

(1) Propuestas basadas en meta-aprendizaje (MT, Meta-Learning).

(2) Las propuestas basadas en un método embebido (EM, Embedded Method).

(3) Enfoques de envoltorio evolutivo (EW, Evolutionary Wrapper).

2.1. PROPUESTAS BASADAS EN META-APRENDIZAJE (MT)
Los primeros intentos por seleccionar el algoritmo más adecuado para determinadas ta-

reas, fue a través del concepto de meta-aprendizaje. El término de MT comienza a ser utiliza-
do dentro de la comunidad de aprendizaje automático y tiene el objetivo de descubrir formas
de buscar dinámicamente la mejor estrategia de aprendizaje a medida que aumenta la can-
tidad de tareas [178]. A continuación se listan y se describen algunos trabajos relevantes.

• Uno de los primeros esfuerzos de caracterizar un problema donde se involucra la tarea
de clasificación y así poder examinar su impacto en el comportamiento de un conjunto
de algoritmos, fue el trabajo de Rendell y Chao (1990) [142]. En esta propuesta los auto-
res mencionan que la visualización de conceptos como funciones sobre el espacio de
las instancias de un conjunto de datos conduce a la formación de características geo-
métricas como la proporción de instancias positivas o la concentración. De acuerdo a
sus experimentos ellos muestran que algunas de las caracterizaciones encontradas en
los datos afectan drásticamente la precisión del aprendizaje conceptual.

9
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• Las ideas de Rendel y Cho fueron extendidas por Aha (1992) [1], quien presenta un
estudio empírico donde propone la creación de reglas que sean capaces de describir
cuándo ciertos algoritmos superan significativamente a los demás en algunas medi-
das dependientes. Las características que fueron consideradas en este enfoque son:
número de clases, número de instancias, prototipo por clases, número de atributos re-
levantes e irrelevantes y el rango de la distribución tanto de las instancias como de los
prototipos.

• Posteriormente, Brodley (1993) [18] se basa en las ideas de Aha y sugiere una búsqueda
más dinámica para seleccionar el mejor algoritmo. Este autor propone el uso de reglas
para reconocer cuándo un algoritmo no está funcionando correctamente y así selec-
cionar una mejor opción durante la etapa de ejecución.

• Un trabajo importante fue el de StatLog (1995) [84], que consistió en un conjunto de
pruebas comparativas de aprendizaje estadístico y lógico para tareas de clasificación.
El principal objetivo de StatLog fue proporcionar una evaluación objetiva de las forta-
lezas y debilidades de diversos enfoques de clasificación. El análisis de los resultados
obtenidos de esta prueba aportan información relevante acerca de la relación que exis-
te entre el rendimiento de los algoritmos y la caracterización de los conjuntos de datos.
En esta evaluación fue posible evaluar el comportamiento de 23 algoritmos de apren-
dizaje automático y se usaron 22 bases de datos estáticas, donde fue posible sacar 17
características diferentes de cada base de datos.

• Después de StatLog, otra propuesta importante fue la denominada como NOEMON
(1999) [77], donde se propone el uso de algoritmos en pares para la creación de mode-
los de meta-aprendizaje. El par de algoritmos era capaz de recomendar un algoritmo
sobre el otro o declarar un empate basado en pruebas estadísticas significativas. Cada
algoritmo aprendiz tenía la tarea de personalizar la caracterización de los datos para
garantizar la relevancia del par de algoritmos, y posteriormente obtener una recomen-
dación donde se combinaban los resultados de los meta-datos individuales.

• Las propuestas anteriores presentaban el problema de que en la mayoría de las veces el
esfuerzo en el cálculo de la caracterización de los datos era mayor que la ejecución de
un algoritmo simple. Posteriormente se plantea una nueva dirección basada en saber
predecir el rendimiento de diferentes algoritmos en relación al rendimiento de los mis-
mos. Esta nueva dirección fue denominada como enfoque Landmarking (2000) [124].
Este enfoque intenta determinar la ubicación de un problema de aprendizaje específi-
co en el espacio de todos los problemas de aprendizaje a través de la medición directa
del rendimiento de los algoritmos. Los autores de este enfoque muestran cómo el uso
de los valores históricos pueden ayudar a distinguir áreas del espacio de aprendizaje
que favorecen a diferentes algoritmos aprendices.

• De acuerdo a las ideas del proyecto StatLog y al enfoque Landmarking, surge un nue-
vo proyecto denominado como METAL (2013) [64]. Dicho proyecto es concebido como
un asistente de meta-aprendizaje para brindar soporte a usuarios de aprendizaje au-
tomático y minería de datos. Este asistente incluyó la tarea de regresión además de la
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clasificación, teniendo como principal objetivo el desarrollo de métodos para la selec-
ción del modelo así como la combinación de métodos a través de un entorno en línea.

• Después de StatLog y METAL, se observa una serie de estudios regidos por las ideas de
estos enfoques, donde sólo se realizan extensiones en el número de algoritmos y bases
de datos, como el caso de Lim (2000) [94] y Smith (2002) [163] o agregando nuevos
elementos de caracterización o medidas de desempeño [129]. Después de esta ola de
propuestas surgen otras que se enfocan en una sola clase de algoritmos de clasificación
con el propósito de ajustar sus parámetros y/o hiperparámetros. Tal es el caso de Ali y
Smith-Miles (2006) [3], quienes se enfocan en encontrar la mejor función kernel para
ser usada por máquinas de soporte vectorial.

• En relación al uso de datos temporales, es posible encontrar algunos enfoques que ex-
tienden las ideas de StatLog o METAL, que se enfocan en el dominio de forecasting. Tal
es el caso de Arinze (1997) [5], quien se basa en StatLog para la generación de reglas
para la selección de métodos de forecasting.

• Venkatachalam y Sohl (1999) [176], propusieron un enfoque basado en una red neu-
ronal de dos etapas, donde en la primera etapa se determina cual de los 9 métodos
disponibles, agrupados en tres grupos, es el más indicado para los datos. Una vez que
se determina qué grupo es el más adecuado para una serie de tiempo, se aplica la se-
gunda red neuronal para determinar cual de los 3 algoritmos dentro de un grupo es
probable que produzca el error de pronóstico más pequeño.

• En el caso de Prudêncio y Ludermir (2004) [131] hicieron uso del enfoque de NOEMON,
evaluaron diferentes series de tiempo y usaron 3 algoritmos para forecasting1.

2.2. PROPUESTAS BASADAS EN MÉTODOS EMBEBIDOS (EM)
En esta categoría se sitúan propuestas que se enfocan en la selección del modelo para una

determinada clase de algoritmos de aprendizaje. Los enfoques basados en EM requieren de
una estrategia de búsqueda y de una función de evaluación. La principal característica de este
tipo de propuestas es que logran explotar las características específicas de la arquitectura del
algoritmo de aprendizaje para realizar inferencias de varios niveles, por lo tanto se requiere
conocer a detalle la naturaleza y estructura del algoritmo que se va a tratar [67]. Los enfoques
EM han llamado la atención dentro de la comunidad de aprendizaje automático debido a la
elegancia matemática de algunos de los métodos propuestos. A continuación se describen
algunos trabajos representativos:

• Uno de los enfoques más utilizados en esta categoría es la inferencia multi-nivel. És-
ta se puede definir como un problema de aprendizaje organizado en una jerarquía de
problemas de aprendizaje. Tal es el caso de la propuesta de Bennet (2006) [9], quien
propuso un enfoque de programación bi-nivel para máquinas de soporte vectorial con
el objetivo de hacer regresión. El autor divide un determinado conjunto de datos en
conjuntos de entrenamiento y prueba, y posteriormente se busca un conjunto de hi-
perparámetros. En el primer nivel se trata de resolver el problema de entrenamiento

1Tarea para llevar acabo pronósticos basados en el análisis de tendencias.
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óptimo para cada grupo de entrenamiento, mientras que en el segundo nivel se inten-
ta reducir la pérdida sobre los conjuntos de datos de prueba. El problema de optimi-
zación resultante es un programa de dos niveles, donde cada función de aprendizaje
es optimizada en su problema de entrenamiento correspondiente con determinados
hiperparámetros.

• En el contexto bayesiano, se han propuesto enfoques embebidos donde el muestreo de
hiperparámetros se maneja de forma matemática. Sin embargo, resulta complejo en-
contrar métodos que puedan tratar este tipo de formulaciones. Una de las principales
aportaciones que se destacan en este ámbito es el trabajo de Boullé (2007) [13], quien
propuso métodos de selección del modelo para clasificación y regresión que se carac-
terizan por ser completamente bayesianos, pero hacen uso de los antecedentes previos
dependientes de los datos.

• Kunapul y otros (2008) [90] proponen la integración de la búsqueda de hiperparáme-
tros en un programa de optimización de múltiples niveles. Este enfoque fue propuesto
especialmente para la selección del modelo en máquinas de soporte vectorial.

2.3. ENFOQUES DE ENVOLTORIO EVOLUTIVO (EW )
A diferencia de las dos categorías anteriores, los enfoques de envoltorio consideran a los

algoritmos de aprendizaje como cajas negras donde es posible ajustar internamente los hi-
perparámetros a partir de la entrada de un determinado conjunto de datos. En este tipo de
enfoques no es necesario tener conocimiento de la arquitectura de los métodos o de los da-
tos. Al igual que los enfoques embebidos, los envoltorios necesitan de alguna estrategia de
búsqueda para explorar el espacio de los hiperparámetros. Sin embargo, en los enfoques de
envoltorio es posible hacer una selección de una combinación de métodos para diversas ta-
reas al mismo tiempo que se van optimizando sus hiperparámetros. Algunas de las estrate-
gias de búsqueda que se han utilizado en este tipo de propuestas son los algoritmos evolu-
tivos (EAs, Evolutionary Algorithms) y los algoritmos de inteligencia colectiva (SIAs, Swarm
Intelligence Algorithms), si se tiene una sola función de evaluación. Se han reportado enfo-
ques donde se manejan dos funciones de evaluación, donde es posible utilizar algoritmos de
optimización multi-objetivo como NSGA-II o MOEA/D.

• Uno de los primeros esfuerzos de investigación y del cual emerge el concepto de FMS,
es el trabajo presentado por Escalante (2009) [45]. El autor sugiere el uso del algorit-
mo de cúmulo de partículas (PSO) como herramienta de búsqueda para la selección
del modelo, el enfoque es nombrado PSMS (Particle Swarm Model Selection). En este
enfoque cada modelo candidato es codificado como una partícula donde es posible
integrar diversos métodos para realizar tareas como preprocesamiento, selección de
características y algoritmos de aprendizaje; la selección del modelo incluye la selec-
ción de los hiperpámetros relacionados. El autor hace hincapié en el uso de PSO en
lugar de EAs debido a la simplicidad, rápida convergencia y generalidad para aplicar-
lo. A pesar de que la propuesta está limitada a trabajar con bases de datos estáticas
binarias, el enfoque reporta resultados competitivos con bases de datos de referencia
(benchmark) [44], así como en la solución de problemas como la verificación de autoría
de textos [43, 46] y detección de enfermedades como la leucemia [48].



2.3. ENFOQUES DE ENVOLTORIO EVOLUTIVO (EW ) 13

• A partir de la primera versión de PSMS, Escalante (2010) [47] incorpora la construcción
de ensambles de clasificación binaria a través de modelos obtenidos de PSMS. Se men-
ciona que muchos de los modelos que son potencialmente útiles, para el problema de
clasificación, no son considerados para la construcción del modelo final. Por lo tan-
to, se propone aprovechar la variedad de modelos evaluados por PSMS para construir
ensambles de clasificación que sean capaces de superar la mejor solución encontrada
por PSMS original. El autor explora tres formulaciones para construir ensambles a par-
tir de soluciones intermedias de PSMS, donde la mejor estrategia para la construcción
del ensamble fue considerar la colección de modelos que obtuvieron el mejor rendi-
miento en cada iteración, sin importar si superaban o no a la mejor solución global.

• Inicialmente la propuesta de PSMS estaba limitada a problemas de clasificación bina-
ria, posteriormente Escalante ( 2012) presenta una extensión del enfoque para la cla-
sificación multi-clase con el propósito de dar solución al problema de anotación au-
tomática de imágenes [49]. En esta extensión del enfoque se incorpora la estrategia de
uno contra todos (OVA, one-vs-all), dicha estrategia es capaz de convertir un problema
multi-clase en un conjunto de problemas de clasificación binaria.

• Otro trabajo representativo es el propuesto por Sun (2013) [168], donde se presenta un
marco de referencia para el diseño de algoritmos que resuelvan el problema de FMS.
Los autores proponen un enfoque basado en la combinación de un algoritmo genético
(GA, Genetic Algorithm) y el algoritmo PSO, dicha combinación es nombrada como GPS
en la cual el GA es utilizado para buscar la estructura óptima de una solución de mi-
nería de datos, mientras que PSO es usado para buscar los hiperparámetros óptimos
para una solución en particular. Dentro de las tareas que se consideran en esta pro-
puesta son el muestreo de datos, limpieza de datos, transformación se características y
selección de características para bases de datos estáticas.

• Dentro de los enfoques multi-objetivo se sitúa el trabajo de Rosales-Pérez (2014) [147],
quien aborda el problema de FMS como un problema multi-objetivo para la tarea de
clasificación de bases de datos estáticas. El error de entrenamiento y la complejidad
del modelo (formulada a través de la dimensión de Vapnik-Chervonenkis) son adop-
tados como las funciones de evaluación. El algoritmo de búsqueda utilizado fue el al-
goritmo evolutivo multi-objetivo basado en descomposición (MOEA/D, Multiobjective
Evolutionary Algorithm Based on Decomposition). Los resultados experimentales en los
conjuntos de datos indican la efectividad del enfoque propuesto. Además, un estudio
comparativo muestra que los modelos obtenidos son altamente competitivos, en tér-
minos de rendimiento de generalización.

Como se puede observar, la pluralidad de las propuestas ha generado la dificultad de una
comparación justa entre los diversos enfoques. Recientemente, Shang et al. [159] muestran
evidencia de dicho problema de comparación y proponen un punto de partida para futuros
desarrollos a través de la democratización de las propuestas, es decir, establecer criterios en
cuanto al tipo de procesos a considerar así como el tipo de medidas de evaluación.

En este capítulo se pudo analizar el panorama actual del problema se selección del mode-
lo completo; se encontraron nichos de investigación como: proponer una herramienta para
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la selección del modelo completo para bases de datos de series de tiempo, explorar alterna-
tivas para medir la complejidad de modelos, evaluar diferentes formas de representación de
las soluciones.
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3
MINERÍA DE DATOS TEMPORAL

Los que se enamoran de la práctica sin
la teoría son como los pilotos sin timón
ni brújula, que nunca podrán saber a
donde van.

—Leonardo Da Vinci

En este capítulo se presentan los conceptos básicos relacionados con minería de datos,
aprendizaje automático y bases de datos temporales.

3.1. MINERÍA DE DATOS Y DESCUBRIMIENTO DE CONOCIMIENTO
La era actual de la información se caracteriza por el constante crecimiento de los datos

que se generan en múltiples áreas [130]. Dicho crecimiento ha ocasionado una gran demanda
de nuevas y poderosas herramientas para convertir datos en conocimiento útil, orientado a
tareas [167].

Con el fin de cubrir dicha necesidad, los investigadores y profesionales han estado explo-
rando ideas y métodos desarrollados en áreas como: el aprendizaje automático, el reconoci-
miento de patrones, análisis de datos estadísticos, visualización de datos e imágenes, entre
otras. Todas estas áreas han llevado a la integración de dos importantes áreas de investiga-
ción que son la minería de datos (DM, Data Mining) y el descubrimiento de conocimientos
en datos (KDD, Knowledge Discovery in Data).

Con frecuencia, KDD y DM son considerados como la misma cosa [63, 167], sin embargo,
la principal diferencia entre KDD y DM es que, KDD se refiere al proceso general de descubrir
conocimiento en datos, mientras que DM se refiere a la aplicación de algoritmos para extraer
patrones de los datos sin los pasos adicionales del proceso de KDD.

En la Figura 3.1 se muestra de forma gráfica el proceso de KDD, que se compone de cinco
etapas: selección de los datos, pre-procesamiento, transformación de los datos, minería de
datos e interpretación/evaluación. El objetivo del proceso de KDD es obtener conocimiento
útil a partir de los datos que se proporcionen como entrada.

La DM clásica puede ser definida como una etapa del proceso de KDD que consiste en

16
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Figura 3.1: Proceso de descubrimiento de conocimiento en datos [53].

la búsqueda de patrones en los datos a partir del uso y aplicación de diferentes algoritmos
[68]. A partir del área de DM se desprende otra importante área conocida como minería de
datos temporal (TDM, Temporal Data Mining) que se refiere a la extracción de datos de gran-
des conjuntos de datos secuenciales que incorporan la variable tiempo [78, 155]. TDM tiene
la capacidad de detectar actividades en lugar de sólo estados, es decir, permite encontrar
aspectos de comportamientos en lugar de simplemente describir sus estados en un determi-
nado momento. Se puede decir que TDM es más reciente que la clásica DM, por lo tanto sus
restricciones y objetivos son diferentes. Entre las diferencias más importantes que se pueden
encontrar entre DM y TDM se describen a continuación:

• Una diferencia importante radica en el tamaño y la naturaleza de los conjuntos de da-
tos y la forma en que éstos son recolectados.

• La segunda gran diferencia radica en el tipo de información que se desea estimar u
obtener de los datos. El alcance de TDM se extiende más allá del pronóstico estándar o
el análisis de series de tiempo.

• Además, los parámetros exactos de un modelo final, pueden ser de poco interés en el
contexto de DM clásica.

3.2. BASES DE DATOS TEMPORALES
Las bases de datos temporales son una clase de base de datos que se caracterizan por

tener un sello de tiempo (time-stamping), que es usualmente aplicado a cada instancia o a
cada atributo [108]. El sello de tiempo se puede realizar de la siguiente manera:

• Con tiempo válido, que es el momento en el cual la información del elemento es ver-
dadera en el mundo real. Por ejemplo, el cliente fue atendido el 19 de Febrero de 2017 a
las 4:30 pm.

• Con un tiempo de transacción, que es el momento en que la información del elemento
es ingresada en la base de datos.

• Bi-temporal, hace referencia a la unión de las dos primeras, es decir, con un tiempo
válido y un tiempo de transacción.
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Las bases de datos que soportan tiempo pueden ser divididas en cuatro categorías:

• Base de datos instantáneas (snapshot): Guardan la versión más reciente de los datos,
las bases de datos tradicionales entran en esta categoría.

• Bases de datos de reversión (rollback): Este tipo de base de datos solo soportan el con-
cepto de tiempo de transacción.

• Bases de datos históricas (historical): Sólo soportan el concepto de tiempo válido.

• Bases de datos temporales (temporal): Soportan ambos conceptos, tiempo válido y de
transacción.

De acuerdo con Mitsa [108], los datos temporales pueden ser clasificados en tres catego-
rías: a) secuencias temporales, b) datos temporales semánticos y c) series de tiempo; siendo
las últimas a las que se hará referencia en este documento.

3.2.1. SERIES DE TIEMPO

Las series de tiempo son una clase importante de objetos temporales, que pueden ser
obtenidos de diversas fuentes y representan mediciones ordenadas de valores numéricos,
usualmente reales, obtenidos en intervalos regulares de tiempo [50, 60].

Definición 1 Una serie de tiempo t es una secuencia ordenada de valores reales representada
a través de un vector j -dimensional [50], ver Ecuación 3.1.

t = (t1, t2, ..., t j ) (3.1)

donde cada t j denota el j-ésimo elemento de la serie de tiempo t.

Resultando en un proceso subyacente en el cual se obtienen los valores de las mediciones
realizadas en instantes de tiempo uniformemente espaciadas y de acuerdo con una tasa de
muestreo determinada. Entonces, una serie de tiempo puede definirse como un conjunto de
instantes de tiempo contiguos [8].

Sea T el conjunto de todas las series de tiempo consideradas, donde ti ∈ T . A partir de
T se pueden formar subconjuntos masivos de series de tiempo que se pueden almacenar en
bases de datos etiquetadas, es decir, que contienen subgrupos denominados clases.

Definición 2 Una base de datos etiquetada D = {(ti ,ci )} se define como un conjunto desorde-
nado de n series de tiempo junto con sus etiquetas de clase ci [50].

Las series de tiempo pueden ser multivariadas o univariadas. Una serie multivariada se
forma de varias series que abarcan simultáneamente múltiples dimensiones dentro del mis-
mo rango de tiempo, mientras que una serie univariada es considerada como una sola va-
riable subyacente [108]. Las series de tiempo resultan ser muy utilizadas en muchas aplica-
ciones como: análisis del mercado de valores, pronósticos económicos y de ventas, análisis
presupuestarios, proyecciones de utilidades, proceso y control de calidad, observación de fe-
nómenos naturales (atmosféricos, temperatura, viento, terremotos, etc.), experimentos cien-
tíficos e ingenieriles, tratamientos médicos, entre otras [60, 108, 135].
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3.3. PRE-PROCESAMIENTO DE DATOS TEMPORALES
Se dice que para que el proceso de minería de datos pueda producir resultados signi-

ficativos, los datos deben ser pre-procesados apropiadamente para limpiarlos [78, 91, 108].
Dicho proceso de limpieza puede dirigirse hacia dos aspectos: el manejo de datos faltantes
o la reducción de ruido. La presencia de ruido en las series de tiempo limita severamente la
capacidad de extraer información útil [88]. El ruido se define como un error aleatorio que
puede ocasionarse por varios factores como equipos de medición defectuosos y/o factores
ambientales.

3.3.1. REDUCCIÓN DE RUIDO

La reducción de ruido es un término amplio donde el objetivo es eliminar de una serie
de tiempo algún componente no deseado que a su vez puede estar compuesto por ruido
[52, 108]. De una forma más precisa, sea ti una serie de tiempo ruidosa, se asume que ésta
puede descomponerse como en la Ecuación 3.2.

ti = yi +εi (3.2)

Donde yi es la parte deseada de la serie de tiempo y εi es el ruido que se desea elimi-
nar. Existe una gran diversidad de métodos para la reducción de ruido en series de tiempo,
dichos métodos se pueden clasificar en cuatro categorías: graduación, predicción, filtrado y
suavizado [92].

• Graduación. Supone que la señal ha finalizado, permitiendo así el uso de todos los da-
tos que se utilizarán para reducir el ruido.

• Predicción. La predicción implica estimar los futuros valores libres de ruido usando
datos antiguos.

• Filtrado. Los filtros estiman el ruido actual usando toda la información disponible.

• Suavizado. Los métodos de suavizado son idénticos a los filtros, con la excepción de un
retraso adicional.

A continuación se describen los métodos de reducción de ruido que fueron utilizados en
este trabajo.

PROMEDIOS MÓVILES

El método de promedios móviles (MV, Moving Average) corresponde a la categoría de los
filtros de respuesta al impulso finito (FIR) [112]. Un filtro de promedio móvil, funciona pro-
mediando un número de puntos de una señal de entrada para generar cada punto en la señal
de salida [66]. Dicho procedimiento se repite de tal manera que se hace uso de un intervalo
o ventana de m puntos para calcular el promedio del conjunto de datos. MV es expresado en
la Ecuación 3.3.

yi =


m∑

j=1
(ti , j )

m Si i > 0∧ i < n −m

0 de otra manera

(3.3)
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Donde ti , j es cada punto de una serie de tiempo de entrada, yi es una serie de tiempo
de salida, m es el número de puntos en la ventana y n es el total de puntos. La idea básica es
que al promediar los valores de forma local, las componentes de frecuencia alta de la entrada
serán promediadas y las variaciones de frecuencia baja serán mantenidas.

FILTRO SAVITZKY-GOLAY

El filtro de Savitzky-Golay (SG), también conocido como suavizado polinómico o filtro
de mínimos cuadrados, es la generalización de promedios móviles [154]. Este filtro es capaz
de preservar de una mejor manera el contenido de alta frecuencia de la señal deseada, a ex-
pensas de no eliminar tanto ruido como el método basado en promedios. El funcionamiento
del filtro SG se basa en una convolución1 de mínimos cuadrados simplificada para suavizar
y calcular derivadas de un conjunto de valores consecutivos. Matemáticamente, la convolu-
ción puede ser expresada como en la Ecuación 3.4

( f ∗ g )(t ) =
∫ ∞

−∞
f (τ)g (t −τ)dτ (3.4)

Los autores del filtro SG desmostraron que a partir de conjunto de números enteros se
pueden obtener coeficientes de ponderación para llevar a cabo el proceso de suavizado. El
uso de estos coeficientes de ponderación, conocidos como enteros de convolución, resulta
ser exactamente equivalente a ajustar subconjuntos de datos sucesivos de puntos de datos
adyacentes con un polinomio de bajo grado, que es computacionalmente más eficaz y rápido
[175]. La convolución se puede entender como un filtro de promedio móvil ponderado, don-
de la ponderación está dada como un polinomio de cierto grado. La Ecuación 3.5 muestra la
forma general de la convolución simplificada de mínimos cuadrados.

yi =

m∑
n=−m

cn yi , j+n

N
(3.5)

Donde yi es el valor resultante de la combinación lineal para el j-ésimo punto de datos, cn es
el coeficiente para j-ésimo valor del filtro, N es el número de enteros que se combinan y que
son iguales a la ventana de suavizado (2m +1), donde m es el ancho medio de la ventana de
suavizado.

La idea del filtrado de Savitzky-Golay es aproximar la función subyacente dentro de la
ventana móvil no por una constante (cuya estimación es el promedio), sino por un polinomio
de orden superior, típicamente cuadrático o cuártico.

REGRESIÓN LOCAL: LOESS Y LOWESS

Dado un conjunto de datos que consta de varias variables y múltiples observaciones, el
principal objetivo de un método de suavizado es construir una relación funcional entre las
variables [96]. La regresión local es uno de los métodos más comunes para llevar a cabo un
proceso de suavizado, donde se supone que las observaciones disponibles tienen la forma
que muestra la Ecuación 3.6.

{(ti , j , yi , j ); i = 1, ...,n}, (3.6)

1Una convolución es un operador matemático que transforma dos funciones f y g en una tercera función que
en cierto sentido representa la magnitud en la que se superponen f y una versión invertida y desplazada en un
tiempo τ de g.
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donde ti , j es una medida de la variable predictora (o independiente), y yi , j es la respuesta
correspondiente. Por lo tanto, un modelo funcional que relaciona las variables toma la forma
que se muestra en la Ecuación 3.7.

yi , j = g (ti , j )+εi , j , (3.7)

donde g es la función de regresión y εi , j es un error aleatorio, la idea básica de la regresión
local es que en un predictor ti , j , la función de regresión g (ti , j ) puede aproximarse localmen-
te por el valor de una función en una clase paramétrica especificada. Dicha aproximación
local se obtiene ajustando una superficie de regresión a los puntos de datos dentro de un
vecindario elegido para el punto ti , j .

Loess y Lowess son dos métodos representativos de la regresión local, sus nombres son
derivados de locally weighted scatter plot smooth [28, 109]. Ambos métodos utilizan regre-
sión lineal ponderada para llevar a cabo el proceso de suavizado de los datos. El proceso de
suavizado se considera local porque, al igual que el método de promedio móvil, cada valor
suavizado se determina mediante puntos de datos vecinos definidos dentro de un intervalo
o ventana. El proceso se pondera porque se define una función de ponderación de regresión
para los puntos de datos contenidos dentro de la ventana. Además de la función de peso de
regresión, puede usar una función de peso robusta, que hace que el proceso sea resistente a
valores atípicos. Los métodos se diferencian por el modelo utilizado en la regresión: lowess
usa un polinomio lineal, mientras que loess usa un polinomio cuadrático [99].

A continuación se se describen los pasos que sigue el proceso de regresión local aplicado
a cada punto.

1. Calcular los pesos de regresión para cada punto de datos en la ventana, dichos pesos
están dados por la Ecuación 3.8.

wi =
(
1−

∣∣∣∣ x −xi

d(x)

∣∣∣∣)3

(3.8)

donde x es el predictor asociado con el valor de respuesta a ser suavizado, xi son los
vecinos más cercanos de x definidos por la ventana, y d(x) es la distancia a lo largo de
la abscisa desde x hasta el valor del predictor más distante dentro de la ventana.

2. Se realiza una regresión lineal ponderada de mínimos cuadrados. Para lowess, la re-
gresión usa un polinomio de primer grado, mientras que loess usa un polinomio de
segundo grado.

3. El valor suavizado es obtenido por la regresión ponderada al valor predictivo de interés.

Finalmente, se puede decir que si el cálculo del suavizado involucra el mismo número
de puntos de datos vecinos en cualquier lado (adyacente derecho o adyacente izquierdo)
del punto de interés, la función de ponderación es simétrica, de lo contrario se dice que es
asimétrica.

3.4. MEDIDAS DE SIMILITUD DE SERIES DE TIEMPO
Un problema importante al momento de trabajar con series de tiempo es determinar su

similitud entre pares, es decir, el grado en que una serie de tiempo es parecida a otra. Para la
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comparación entre pares de series de tiempo existen las medidas de similitud (o disimilitud)
que representan una pieza fundamental para muchas tareas como la clasificación de series
de tiempo.

Definición 3 Sea X un conjunto no vacío de elementos denominados como puntos. Una mé-
trica en X es una función de distancia d(p, q) asociada a cada par de elementos del conjunto
que cumpla las siguientes características [160]:

a) d(p, q) ≥ 0 para todo p, q ∈ X, y d(p, q) = 0 si y solo si p = q .

b) d(p, q) = d(q, p) para todo p, q ∈ X.

c) d(p, z) ≤ d(p, q)+d(q, z) para todo p, q, z ∈ X

Entonces el par (X,d) es denominado espacio métrico, y d es conocida como métrica o
medida. Existen diversas formas de medir la distancia entre dos elementos, y elegir la mé-
trica adecuada es crucial para obtener resultados competitivos en cualquier aplicación. Con
frecuencia se utilizan funciones que miden la similitud.

Definición 4 Una medida de similitud d es una función matemática que asocia un valor nu-
mérico a un par de descriptores. Dadas dos series de tiempo q y p como entrada y calcula la
distancia entre ellas, d(q,p) [180].

Dentro de la literatura se han reportado diversas medidas de similitud que han sido cla-
sificadas en cuatro categorías [180]:

• De paso cerrado (lock-step). Medidas que comparan el j-ésimo punto de una serie de
tiempo con el j-ésimo punto de otra.

• Elásticas. Son medidas de distancia que calculan la similitud en ciertas variaciones
no lineales en la dimensión de las series de tiempo. Ésto se lleva a cabo mediante la
comparación de uno-a-muchos o uno-a-ninguno.

• Basadas en umbrales. La idea principal de esta categoría es el uso de un parámetro de
umbral τ para el cálculo de la similitud.

• Basadas en patrones. Este tipo de medidas se basa en encontrar segmentos (patrones)
que coincidan dentro de la serie de tiempo completa, permitiendo desplazamientos y
escalas tanto en la dimensión temporal como en la de amplitud.

A continuación se describen algunas medidas de similitud que fueron consideradas en
este trabajo de tesis.

3.4.1. DISTANCIA EUCLIDIANA (NORMA L2)
La distancia Euclidiana (ED, Euclidean Distance), es la medida de similitud más utilizada

[51], también conocida como norma L2. Esta medida de distancia es catalogada como una
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(a) ED (b) DTW

Figura 3.2: Representación gráfica de la distancia Euclideana y DTW, imágenes tomadas de la fuente Keogh and
Ratanamahatana [81].

función de distancia métrica, ya que obedece a las tres propiedades métricas fundamenta-
les: no-negatividad, simetría y desigualdad triangular [21]. La ED es expresada a través de la
Ecuación 3.9, donde p y q son dos series de tiempo y n es la dimensión de las series.

ED(p,q) =
√√√√ n∑

j=1
(p j −q j )2 (3.9)

La Figura 3.2(a) muestra un ejemplo de dos series de tiempo que tienen una forma simi-
lar pero que no están alineadas en el eje del tiempo. La ED, asume que el punto medio de
una secuencia está alineado con el punto medio de la otra, produciendo una medición de
disimilitud pesimista. Por otro lado, la Figura 3.2(b), muestra como la medida DTW permite
calcular una medida de similitud más intuitiva.

3.4.2. DISTANCIA MANHATTAN (NORMA L1)
La distancia de Manhattan (MD, Manhattan Distance) es una métrica también conocida

como norma L1, que es utilizada como medida de similitud entre dos series de tiempo. En es-
ta métrica, la distancia entre dos puntos es la suma de las diferencias absolutas de los valores
de presentes en cada serie de tiempo. La Ecuación 3.10 expresa la distancia MD.

MD(p,q) =
n∑

j=1
| (p j −q j ) | (3.10)

3.4.3. DISTANCIA CHEBYSHEV (NORMA L∞)
La distancia de Chebyshev (CD, Chebyshev Distance), también se denomina métrica má-

xima o métrica L∞. La distancia de Chebyshev entre dos series de tiempo es la mayor dife-
rencia absoluta en los valores por cada serie. En la Ecuación 3.11 se expresa la CD.

C D(p,q) = máx
0< j≤n

| (p j −q j ) | (3.11)

3.4.4. ALINEACIÓN DINÁMICA TEMPORAL

La Alineación Dinámica Temporal (DTW, Dynamic Time Warping) es una técnica utili-
zada para encontrar una alineación óptima entre dos secuencias dadas (dependientes del
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tiempo) bajo ciertas restricciones [111]. Fue propuesta por Hiroaki Sakoe y Seibi Chiba con
el objetivo de dar solución a problemas vinculados al reconocimiento de voz [152].

DEFINICIÓN DE DTW
Suponga que se tienen dos series de tiempo, una serie p de longitud I , y una serie q de

tamaño J , de acuerdo a Ecuación 3.12.

p = p1, p2, ..., p j , ..., p J

q = q1, q2, ..., qi , ..., qI
(3.12)

Para llevar a cabo la alineación de dos series de tiempo usando DTW, primero se debe
construir una matriz de I × J donde el elemento (i , j ) de la matriz corresponde a la distancia
cuadrada, d(pi , q j ) = (pi −q j )2, que es la alineación entre los puntos pi y q j .

La Figura 3.3 muestra como se puede construir una matriz a partir de dos series de tiempo
p y q, que se establecen a lo largo del eje i y el eje j respectivamente. El plano de la matriz se
puede condicionar para explorar las múltiples rutas de alineación entre las series de tiempo.

Para encontrar la mejor alineación entre dos series de tiempo se calcula una ruta o trayec-
toria a través de la matriz que minimiza la distancia total acumulada entre ellas. Se dice que
la trayectoria optima es aquella que logra minimizar el costo de la deformación, mostrado en
la Ecuación 3.13.

DT W (p,q) = mı́n
c

{√√√√ K∑
k=1

ck

}
(3.13)

Donde ck representa la matriz de elementos (i , j )k que también pertenece al k elemento de
una trayectoria de deformación C , un conjunto contiguo de elementos de matriz que repre-
sentan un mapeo entre p y q. La trayectoria de deformación puede ser encontrada mediante
el uso de programación dinámica para evaluar la recurrencia expresada en la Ecuación 3.14.

γ(i , j ) = d(pi , q j )+mı́n{γ(i −1, j −1),γ(i −1, j ),γ(i , j −1)} (3.14)

Donde d(pi , q j ) representa la distancia calculada en la actual celda de la matriz, y γ(i , j ) es
la distancia acumulada de d(pi , q j ) y la mínima distancia acumulada de las tres celdas adya-
centes.

Durante el cálculo de DTW se pueden generar múltiples trayectorias, para disminuir el
número de trayectorias consideradas se han propuesto diversas restricciones que tienen que
ser tomadas en cuenta y que se describen a continuación.

1. Condición de borde: c1 = (1,1) y ck = (I , J ). Los puntos de inicio y fin de la trayectoria
de deformación deben ser el primero y el último de las series de tiempo alineadas.

2. Condición de monotonicidad: ik−1 ≤ ik y jk−1 ≤ jk . Esta condición preserva el orden
del tiempo en cada punto.

3. Condición de continuidad: ik − ik−1 ≤ 1 y jk − jk−1 ≤ 1. Como resultado de esta con-
dición y la de monotonicidad, la relación expresada en la Ecuación 3.15 se mantiene
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Figura 3.3: Definición de trayectoria de deformación y ajuste de ventana de tamaño r para la alineación de dos
series de tiempo, imagen tomada de la fuente Sakoe and Chiba [152].

entre dos puntos consecutivos.

ck−1 =


(ik , jk −1)
(ik −1, jk −1)
o (ik −1, jk )

(3.15)

4. Condición de la ventana de ajuste: ik − jk es menor que o aproximadamente igual a r ,
donde r es un entero positivo denominado como longitud de ventana. Esta condición
corresponde al hecho de que la fluctuación del eje de tiempo en casos normales nunca
causa una diferencia de tiempo excesiva, ver Figura 3.3.

5. Condición de la restricción de la pendiente: esta condición controla el comporta-
miento de la trayectoria de deformación, ya que no se debe permitir un gradiente de-
masiado empinado ni demasiado suave, con el objetivo de impedir que un segmento
corto de una de las series corresponda con un segmento largo de la otra. La condición
consiste en que, si el punto ck se mueve m-veces de forma consecutiva en dirección
del eje i (o j ), entonces el punto ck no puede dar un paso más en la misma dirección
antes de avanzar al menos n-veces en la dirección diagonal. La intensidad efectiva de
la restricción de la pendiente puede ser evaluada a través de la expresión mostrada en
la Ecuación 3.16.

P = n

m
(3.16)

Cuanto mayor es la medida P , mayor es la restricción para la pendiente. Si P = 0 significa
que no hay restricción (peor de los casos) y si P =∞ la trayectoria está restringida a moverse
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(a) (b)

Figura 3.4: Ejemplos de restricciones de la pendiente para P = 2
3 , donde 3 movimientos del punto ck en la direc-

ción del eje vertical u horizontal, obliga a efectuar al menos dos movimientos en la dirección de la diagonal. (a)
Pendiente máxima y (b) pendiente mínima, imágenes tomadas de la fuente Sakoe and Chiba [152].

sobre la diagonal, es decir que no permite deformación alguna. En la Figura 3.4 se muestran
dos ejemplos de restricción de la pendiente, donde de forma concreta se puede decir que,
si el punto ck avanza en dirección del eje i (o j ) m veces consecutivas, entonces el punto
ck no puede dar un paso más en la misma dirección antes de visitar al menos n veces en la
dirección diagonal.

Además de las restricciones para la trayectoria de deformación, DTW ofrece la posibili-
dad de limitar la trayectoria de deformación de una forma global al restringir la distancia que
puede desviarse de la diagonal. A este subconjunto restringido de la matriz que la trayec-
toria es capaz de visitar es denominado como ventana (warping). Las restricciones globales
más utilizadas son la banda de Sakoe-Chiba [152] y el paralelogramo de Itakura [76], en la
Figura 3.5 se muestra un ejemplo de estas restricciones globales. El objetivo de usar la res-
tricción global es acelerar ligeramente el cálculo de la distancia DTW. Sin embargo, la razón
más importante es la prevención de deformaciones patológicas2, es decir, donde una sección
relativamente pequeña de una serie de tiempo se asigna a una sección relativamente grande
de otra.

3.4.5. LÍMITE INFERIOR DE KEOGH (LB_KEOGH)
Una de las grandes desventajas de la medida DTW es el alto consumo de tiempo en CPU.

Por lo tanto una de las formas para abordar dicho problema es el uso de una función de
límite inferior (lower bound) para ayudar a eliminar secuencias que podrían no ser la mejor
opción. LB_Keogh es una función de límite inferior propuesta por Keogh [81], conocida como
la primera función no-trivial de límite inferior para DTW.

De forma general, en el Algoritmo 1 se muestra cómo la función de límite inferior es in-

2Adjetivo que se encuentra en la literatura, que hace referencia a rutas extrañas de alineación que se pueden
producir entre dos series temporales.
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(a) Sakoe-Shiba (b) Itakura

Figura 3.5: Representación gráfica de las restricciones globales de (a) Sakoe-Chiba y (b) Itakura. El área azul mues-
tra el alcance de la trayectoria de deformación, imagen tomada de la fuente Ratanamahatana and Keogh [137].

corporada en el procedimiento del cálculo de similitud de series de tempo a través de DTW.

Algoritmo 1 Límite_Inferior_Secuencial

Entrada: Q
1: me j or _hast a_momento = infinity;
2: for (todas las series de tiempo en la base de datos) do
3: LB_distancia = LB_KEOGH(Pi ,Q);
4: if LB_distancia < me j or _hast a_momento then
5: distancia_real = DTW(Pi ,Q)
6: if distancia_real < me j or _hast a_momento then
7: me j or _hast a_momento = distancia_real;
8: i ndi ce_me j or _encontr ado = i;
9: end if

10: end if
11: end for

Una restricción global o local de DTW se pueden ver como una restricción de los índices
de la trayectoria de deformación ck = (i , j )k tal que j−r ≤ i ≤ j+r , donde r es un término que
define el alcance o rango permitido de deformación para un determinado punto dado de una
serie de tiempo. En el caso de la banda de Sakoe-Chiba, r es independiente de i , mientras que
para el paralelogramo de Itakura, r es una función de i . Para el caso de LB_Keogh es necesario
definir dos nuevas series de tiempo, u y l como se muestra en la Ecuación 3.17.

ui = máx(qi−r : qi+r )
li = mı́n(qi−r : qi+r )

(3.17)

u y l representan el límite superior e inferior, respectivamente. Ambas series forman una
banda envolvente sobre la serie de tiempo q, como se puede observar en la Figura 3.6. Por lo
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Figura 3.6: Representación gráfica del envoltorio producido por LB_Keogh para una serie donde se usa (a) Sakoe-
Chiba e (b) Itakura, imágenes tomadas de la fuente Keogh and Ratanamahatana [81].

tanto, una obvia e importante propiedad de u y q es la que se expresa en la Ecuación 3.18.

∀ui ≥ qi ≥ li (3.18)

Una vez definidas u y l, éstas son usadas para calcular la medida de límite inferior para
DTW, expresada en la Ecuación 3.19. Esta función se puede visualizar como la distancia Eu-
clidiana entre cada parte de la serie de tiempo que no se encuentra dentro de la envolvente y
la sección correspondiente más cercana a la envoltura.

LB_K eog h(p,q) =

√√√√√√ n∑
i=1


(qi −ui )2 si qi > ui

(qi − li )2 si qi < li

0 si no
(3.19)

3.5. REPRESENTACIÓN DE SERIES DE TIEMPO
Las series de tiempo se caracterizan por ser datos de alta dimensión, por tal motivo tra-

bajar con estos datos en su formato real sin procesar resulta ser muy costoso en términos de
costo de procesamiento y almacenamiento. Por lo tanto, se vuelve indispensable desarrollar
métodos de representación que sean capaces de reducir la dimensionalidad de las series de
tiempo sin perder las características fundamentales de un conjunto de datos en particular
[180, 186].

Definición 5 Una representación de una serie de tiempo t de longitud n es un modelo t̂ de
dimensionalidad m, donde (m ¿ n) tal que t̂ se aproxima a t [186].
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Figura 3.7: Representación PAA, reducción de una serie de tiempo de 128 de longitud a 8 dimensiones, imagen
tomada de la fuente Lin et al. [95].

Se han propuesto diferentes métodos para la representación de series de tiempo con di-
mensionalidad reducida, por ejemplo: Transformación Discreta de Fourier (DFT) [51], Trans-
formación Discreta de Wavelet (DWT) [24], Aproximación Agregada de Piezas (PAA) [82],
Aproximación Simbólica de Piezas (SAX) [95], Análisis de Componentes Principales (PCA)
[161], Descomposición de Valor Único (SVD) [51], entre otras. A continuación se describen
tres métodos de representación de series de tiempo que son utilizados en este trabajo.

3.5.1. APROXIMACIÓN AGREGADA DE PIEZAS (PAA)
PAA es un método simple de representación de series de tiempo basada en piezas [82].

En el método PAA, una serie de tiempo q de longitud n puede representarse en un espacio
w-dimensional por un vector q = q1, q2, ..., qw , donde cada qi se calcula de acuerdo a la Ecua-
ción 3.20.

qi = w

n

w
n i∑

j= w
n (i−1)+1

q j (3.20)

Se dice que para reducir una serie de tiempo de n dimensiones a w dimensiones, los
datos se dividen en w marcos o ventanas del mismo tamaño. Se calcula el valor medio de
los datos que caen dentro de una ventana y un vector de estos valores se convierte en la
representación de datos reducidos. La Figura 3.7 muestra la representación de PAA y cómo
busca aproximar una serie de tiempo Q a través de la combinación lineal de funciones básicas
de caja. En este ejemplo, una serie de tiempo de longitud 128 es reducida a 8 dimensiones que
son representados como líneas horizontales en la serie de tiempo Q̄.

3.5.2. APROXIMACIÓN SIMBÓLICA DE PIEZAS (SAX)
SAX es un método de representación de series de tiempo propuesto en [95]. Este método

está basado en el método PAA, heredando la simplicidad y la baja complejidad computacio-
nal mientras provee sensibilidad y selectividad satisfactorias en el procesamiento de consulta
de un rango. SAX transforma una serie de tiempo q de longitud n en otra representada me-
diante una cadena de longitud w , donde w ¿ n, usando un alfabeto A de tamaño a ≥ 2. El
método SAX consta de dos pasos principalmente:
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Figura 3.8: Serie de tiempo representada mediante SAX, con n = 128, w = 8 y a = 3, imagen tomada de la fuente
Lin et al. [95].

1. Reducción de dimensionalidad a través de PAA. Durante el primer paso se transforma
la serie de tiempo original en una representación PAA.

2. Discretización de PAA. Una vez que se tiene una representación PAA, se procede a apli-
car una transformación adicional para obtener una representación discreta. Es desea-
ble usar una técnica de discretización capaz de producir símbolos con equiprobabi-
lidad. Ésto se logra fácilmente ya que las series normalizadas tienen una distribución
Gaussiana. A partir de la curva Gaussiana se determinan los puntos de corte que pro-
ducirán a áreas de igual tamaño. Todos los coeficientes PAA que se encuentran por
debajo del punto de corte más pequeño se les asigna el símbolo a, todos los coeficien-
tes mayores que o igual al punto de corte más pequeño y menor al segundo punto de
corte más pequeño se les asigna el símbolo b y así sucesivamente.

A partir de los dos pasos principales de SAX es necesario definir dos conceptos:

• Puntos de corte. Los puntos de corte son una lista ordenada de números B =β1, ...,βa−1,
tal que el área bajo una curva Gaussiana de βi a βi+1 es igual a 1/a (β0 y βa son defini-
das como −∞ y +∞ respectivamente).

• Palabra. Una subsecuencia q de tamaño n puede ser representada como una palabra
q̂ = q̂1, ..., q̂w de la siguiente forma. Sea αi el i-ésimo elemento del alfabeto, es decir,
α1 =a y α2 =b. Entonces la transformación de una aproximación PAA q a una palabra
q̂ es obtenida mediante la Ecuación 3.21.

q̂i =α j ⇐⇒ β j−1 ≤ ~qi <β j (3.21)

En la Figura 3.8 se muestra un ejemplo de una representación discreta de una serie de
tiempo obtenida mediante SAX. La serie de tiempo del ejemplo tiene una longitud de 128 y
es reducida a 8 segmentos.
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3.5.3. ANÁLISIS DE COMPONENTES PRINCIPALES (PCA)
PCA es un método estadístico efectivo para la síntesis de información, o reducción de la

dimensión, bajo la premisa de la pérdida escasa o nula de la información en bruto[93]. PCA
busca reducir la cantidad de variables, donde las nuevas variables son consideradas compo-
nentes principales o factores que serán la combinación lineal de las variables originales, y
además serán independientes entre sí.

Se asume que X es una matriz con p variables y n muestras o instancias, donde x es un
vector de datos x1, x2, ..., xp del que se desea obtener un vector reducido z de nuevas n varia-
bles z1, z2, ..., zn , conocido como componente principal.

Cada componente principal zi se obtiene por la combinación lineal de las variables ori-
ginales. La primera componente de un grupo de variables x1, x2, ..., xp es la combinación nor-
malizada de dichas variables con la mayor varianza, como se muestra en la Ecuación 3.22.

z1 = a11x1 +a12x2 + ...a1p xp (3.22)

Donde los términos a11, ..., a1p representan el peso o la importancia que tiene cada varia-
ble en cada componente y, por lo tanto, ayudan a conocer la calidad de la información que
representa cada componente.

Debido a que la primer componente principal se calcula de manera que represente la
mayor variación posible en el conjunto de datos, se podría hacer que la varianza de z1 sea lo
más grande posible eligiendo valores grandes para los pesos a11, a12, ...a1p . Para evitar esto,
los pesos se calculan con la restricción de que su suma de cuadrados sea 1, como se expresa
en la Ecuación 3.23.

a2
11 +a2

12 + ...+a2
1p = 1 (3.23)

Dada una matriz de datos X, el proceso a seguir para calcular la primera componente
principal es:

• Normalización de las variables, se resta a cada valor la media de la variable a la que
pertenece. Con esto se logra que todas las variables tengan una media cero.

• Encontrar el valor adecuado de los pesos con los que se maximiza la varianza. Ésto se
resuelve mediante un problema de optimización donde se calculan los valores y vecto-
res propios de la matriz de covarianza S de los datos originales.

El proceso se repite de forma iterativa hasta encontrar todas las posibles componentes.

3.6. REDUCCIÓN DE DATOS
La reducción de datos (NR, Numerosity Reduction) es la tarea de reducir el número de

instancias en una base de datos mientras conserva algunas propiedades esenciales [188].
También es conocida como selección de prototipos, selección de instancias, condensación
o edición de datos [173]. La mayor parte de los métodos de NR se han propuesto en el con-
texto de la clasificación de vecinos más cercanos con el objetivo de acelerar el proceso de
clasificación [114]. Los métodos de NR construyen un pequeño grupo representativo de los
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datos de entrenamiento inicial, este conjunto es denominado como conjunto de condensa-
ción y posee los beneficios de un bajo costo computacional y almacenamiento, manteniendo
la precisión en niveles altos. En la literatura relacionada, se ha propuesto clasificar a los mé-
todos NR, en dos categorías: (1) Selección de prototipos (PS) y (2) Abstracción de prototipos
(PA) [119]. Ambas categorías persiguen el mismo objetivo que es la reducción de datos. La
diferencia entre estas dos categorías es que los métodos PS seleccionan algunos elementos
de entrenamiento y son utilizados como elementos representantes, mientras que los méto-
dos PA generan nuevos representantes a partir de una muestra de elementos similares en
el conjunto de entrenamiento. Partiendo de esta clasificación, se describen a continuación
dos métodos representativos de la categoría PS para la reducción de datos en bases de datos
temporales.

3.6.1. MONTE CARLO 1
Monte Carlo 1 (MC1) es un método simple de muestreo repetido del conjunto de datos,

donde el muestreo se realiza con reemplazo. El método MC1 trabaja en conjunto con el cla-
sificador k-vecinos más cercanos. Los parámetros considerados por MC1 son k (número de
k vecinos), m (la cantidad de prototipos, que es el tamaño de la muestra) y n (la cantidad de
muestras tomadas) [162]. El funcionamiento de MC1 se puede resumir de la siguiente mane-
ra. Suponiendo que el conjunto de datos ha sido dividido en un conjunto de entrenamiento
y de prueba.

• Seleccionar n muestras aleatorias, cada muestra es seleccionada con reemplazo de m
instancias del conjunto de entrenamiento.

• Por cada muestra, se calcula la precisión (accuracy) de clasificación en el conjunto de
entrenamiento a través del algoritmo 1-vecino más cercano.

• Seleccionar la muestra con la precisión de clasificación más alta en el conjunto de en-
trenamiento.

Este método es simple de aplicar, sin embargo puede resultar altamente costoso al mo-
mento de calcular la precisión de clasificación de cada una de las muestras establecidas.

3.6.2. INSIGHT
INSIGHT es un método propuesto para la selección de instancias en bases de datos de

series de tiempo, basado en la cobertura de grafos y el concepto de hubness [19]. INSIGHT
realiza la selección de instancias asignando una puntuación a cada instancia del conjunto de
entrenamiento y posteriormente selecciona las instancias con las puntuaciones más altas.
Para el manejo de las puntuaciones, INSIGHT hace uso de una función de puntuación basa-
da en la propiedad hubness. Esta propiedad indica que, para datos con alta dimensionalidad
(intrínseca), como la mayoría de las series de tiempo, algunos objetos tienden a convertirse
en vecinos más cercanos con mucha más frecuencia que otros. Para expresar la propiedad
hubness, para un conjunto de datos D se definen k-ocurrencias de una instancia x ∈ D , de-
notadas como f k

N (x), que es el número de instancias de D que tienen a x entre sus k vecinos.
En presencia de datos etiquetados, se puede diferenciar buen-hubness y mal-hubness.

Se dice que la instancia y es un buen (mal) k-vecino más cercano de la instancia x si:
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1. y es uno de los k-vecinos más cercanos de x,

2. ambas tienen el mismo (diferente) etiqueta de clase.

En el contexto de series de tiempo, se puede definir una buena (mala) k-ocurrencia de
una serie de tiempo x como f k

G (x) y f k
B (x) respectivamente, que es el número de otras series

de tiempo que tienen a x como uno de sus buen (mal) k-vecinos más cercanos.
El método INSIGHT propone tres funciones de puntuación, sin embargo una de las tres

presenta mejores resultados que las otras. La función que reporta los mejores resultados toma
en cuenta la buena 1-ocurrencia de una instancia x expresada en la Ecuación 3.24.

fG (x) = f 1
G (x) (3.24)

El método INSIGHT trabaja en función de la clasificación a través del algoritmo de k-
vecinos más cercanos y el uso de la función de puntuación, en el Algoritmo 2 se resume su
funcionamiento.

Algoritmo 2 Método INSIGHT

Entrada: Base de datos de series de tiempo D , Función de puntuación, Número de instan-
cias a seleccionar (N )

Salida: Conjunto de instancias seleccionadas D ′

1: Calcular función de puntuación Ecuación 3.24 para todo x ∈ D
2: Ordenar todas las series de tiempo en D de acuerdo a sus puntuaciones
3: Seleccionar las N mejores instancias



4
APRENDIZAJE AUTOMÁTICO

La verdadera señal de inteligencia no es
el conocimiento sino la imaginación.

—Albert Einstein

Se dice que la capacidad de aprender es una de las características distintivas del compor-
tamiento inteligente. En un contexto general, se puede decir que el proceso de aprendizaje
incluye la adquisición de nuevos conocimientos declarativos, el desarrollo de habilidades a
través de instrucciones o de la práctica y el descubrimiento de nuevos hechos y teorías a tra-
vés de la observación y la experimentación [22]. En ciencias de la computación se encuentra
en concepto de aprendizaje automático (ML, Machine Learning) que es el estudio y el mo-
delado del proceso de aprendizaje en sus múltiples manifestaciones [26, 107]. De acuerdo
con Camastra [22], una de las categorías en las que se divide el ML es el aprendizaje basado
en ejemplos, donde dado un conjunto de ejemplos de un cierto dominio, un aprendiz (al-
goritmo) induce una descripción general del dominio que mejor describa a los ejemplos. El
aprendizaje basado en ejemplos se subdivide en cuatro familias: aprendizaje supervisado,
aprendizaje no supervisado, aprendizaje por refuerzo y aprendizaje semi-supervisado. Este
documento se enfoca en la familia de aprendizaje supervisado que se describe a continua-
ción.

4.1. APRENDIZAJE SUPERVISADO: CLASIFICACIÓN
En el aprendizaje supervisado, los datos son una muestra de patrones de entrada-salida,

donde los datos que se consideran ya están asociados con un determinado valor objetivo,
por ejemplo, clases y valores reales [68]. Una de las tareas más populares del aprendizaje
supervisado es la clasificación que consiste en encontrar un modelo o función que describa
y distinga clases de datos u objetos, con el propósito de poder usar el modelo para predecir
la clase de objetos cuya etiqueta de clase es desconocida. El modelo derivado se basa en el
análisis de un conjunto de datos de entrenamiento (es decir, objetos de datos cuya etiqueta
de clase es conocida) [170].

34
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Definición 6 La clasificación es la tarea de aprender una función objetivo f que asigna a una
instancia de datos x una de las etiquetas de clase predefinidas ci ∈ C . Informalmente, la fun-
ción objetivo es conocida como modelo de clasificación [170].

La clasificación se puede resumir en dos principales etapas que son:

1. En la primera etapa, se construye un modelo a través de un algoritmo de clasificación
(clasificador) que describa un conjunto predeterminado de clases de datos o concep-
tos. Esta fase es denominada como fase de aprendizaje (o de entrenamiento), donde
un clasificador analiza un conjunto de datos de entrenamiento D tr ai n , compuesto por
instancias y sus etiquetas de clase asociadas.

2. La segunda etapa, el modelo construido durante la etapa de entrenamiento, es utili-
zado para clasificación. En esta etapa se hace uso de un conjunto de datos de prue-
ba D test , compuesto por sus instancias de prueba y sus respectivas etiquetas de cla-
se asociadas a cada instancia. El conjunto de prueba es totalmente independiente del
conjunto de entrenamiento, por lo tanto permite validar qué tan bueno o malo es el
modelo para llevar a cabo la tarea de clasificación.

Dentro de la literatura especializada, se han reportado diversos enfoques de algoritmos
de clasificación. A continuación se describen algunos clasificadores que fueron utilizados en
este trabajo.

4.1.1. K-VECINOS MÁS CERCANOS

El método de k-vecinos más cercanos (k-NN, por sus siglas en inglés) se describe por pri-
mera vez a principios de la década de 1950 [68]. k-NN se basa en el aprendizaje por analogía,
es decir, compara una instancia de prueba con instancias de entrenamiento que son simi-
lares a ella. k-NN representa cada instancia como un punto en un espacio p-dimensional,
donde p es el número de atributos o variables. Dada una instancia de prueba, se calcula su
proximidad al resto de los puntos en el conjunto de entrenamiento, utilizando alguna medida
de distancia o similitud descritas en la Sección 3.4.

Se dice que los k vecinos más cercanos de una instancia dada z se refiere a los k puntos
más cercanos a z. Cada punto se clasifica de acuerdo a las etiquetas de clase de sus vecinos.
En el caso donde los vecinos tienen más de una etiqueta, el punto se asigna a la clase mayo-
ritaria de sus vecinos. En el caso donde se presenta un empate entre clases se puede elegir
aleatoriamente una de ellas para clasificar el punto. La asignación de la clase para un punto
dado subraya la importancia de elegir adecuadamente el valor para k, ya que si k es demasia-
do pequeño, entonces el clasificador puede ser susceptible al sobreajuste (overfitting) [170].
Por otro lado, si k es demasiado grande, el clasificador puede clasificar erróneamente la ins-
tancia de prueba.

En la Figura 4.1, se muestra un ejemplo de un conjunto de datos categorizados por la
clase (+) y la clase (-). Se observa una instancia desconocida representada como (x). Para po-
der clasificar la instancia desconocida, k-NN necesita calcular la distancia que existe entre la
instancia desconocida (x) y cada instancia del conjunto de datos disponible. Posteriormente,
k-NN debe seleccionar los k vecinos más cercanos, en el caso de la Figura 4.1 el valor de k es
muy amplio, ya que considera un radio de 21 vecinos cercanos. En este ejemplo, la instancia
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Figura 4.1: Ejemplo de k-NN con un valor de k amplio [170].

desconocida será clasificada como clase (-) por ser la clase con mayor número de miembros
dentro del radio de los vecinos más cercanos. Si el valor de k es muy amplio, el vecindario
puede incluir instancias de otras clases y dando como resultado una clasificación incorrecta.

El procedimiento del clasificador k-NN es presentado en el Algoritmo 3, donde se calcula
la distancia entre cada instancia z = (x′,c ′) y todas las instancias de entrenamiento (x,c) ∈
D tr ai n para determinar el conjunto de sus vecinos más cercanos D z .

Algoritmo 3 Clasificador k-NN

Entrada: k número de vecinos, D tr ai n conjunto de entrenamiento
1: for cada instancia de prueba z = (x′,c ′) do
2: Calcular d(x′,x), la distancia entre z y cada instancia (x,c) ∈ D tr ai n

3: Seleccionar D z ⊆ D , el conjunto de k instancias de entrenamiento cercanas a z
4: c ′ = máxv

∑
(xi ,ci )∈D I (v = ci )

5: end for

Una vez que se obtiene el conjunto de vecinos más cercanos, la instancia de prueba es
clasificada basada en una votación de la clase mayoritaria de sus vecinos, de acuerdo a la
Ecuación 4.1. Donde v es una etiqueta de clase, c ′ es la etiqueta de clase para uno de los
vecinos más cercanos e I (·) es un indicador de función que devuelve 1 si su argumento es
verdadero y 0 de lo contrario.

Votación Mayoritaria: c ′ = máx
v

∑
(xi ,ci )∈Dz

I (v = ci ) (4.1)

4.1.2. CLASIFICADOR BAYESIANO

Existe una gama de clasificadores conocidos como clasificadores bayesianos que son ca-
paces de predecir las probabilidades de pertenencia de la clase, es decir, la probabilidad de
que una instancia determinada pertenezca a una clase en particular. La clasificación baye-
siana se basa en el teorema de Bayes que se describe a continuación:
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TEOREMA DE BAYES

El teorema de Bayes lleva el nombre de Thomas Bayes, un clérigo inglés que realizó traba-
jos tempranos en la probabilidad y la teoría de la decisión durante el sigo XVIII [68]. Sea x una
instancia de datos de n atributos, en términos bayesianos x es considerada como evidencia.
Sea h una hipótesis, como que la instancia de datos x pertenece a una clase c específica. Para
problemas de clasificación se desea determinar P (h | x), la probabilidad de que la instancia
x pertenezca a la clase c, dado que se conoce la descripción de atributos de x. P (h | x), es
la probabilidad a posteriori de h condicionada en x, en contraste P (h) es la probabilidad a
priori de h y P (x) es la probabilidad a priori de x. Estas probabilidades pueden ser calculadas
a través del teorema de Bayes que se expresa en la Ecuación 4.2.

P (h | x) = P (x | h)P (h)

P (x)
(4.2)

NAÏVE BAYES

El clasificador Naïve Bayes (NB) se basa en el teorema de Bayes para llevar a cabo la tarea
de clasificación de acuerdo a los siguientes pasos:

1. Sea D tr ai n un conjunto de datos de entrenamiento con sus respectivas etiquetas de
clase, donde cada instancia es representada por un vector n-dimensional de atributos
x = x1, x2, ..., xn .

2. Suponga que hay m clases, c1,c2, ...,cm . Dada una instancia x el clasificador debe pre-
decir que x pertenece a la clase que tiene la mayor probabilidad a posteriori, condicio-
nada en x. Es decir, NB predice que la instancia x pertenece a la clase ci si y solo si la
Ecuación 4.3.

P (ci | x) > P (c j | x) para i ≤ j ≤ m, j 6= i (4.3)

La clase ci para la cual P (ci | x) se maximiza es llamada hipótesis máxima a posteriori.
De acuerdo al teorema de Bayes se expresa la Ecuación 4.4.

P (ci | x) = P (x | ci )P (ci )

P (x)
(4.4)

3. Como P (x) es constante para todas las clases, solo P (x | ci )P (ci ) necesita ser maximi-
zada. Si no se conocen las probabilidades a priori de la clase, entonces se asume que
las clases son igualmente probables P (ci ) = P (c2) = ... = P (cm) y entonces se maximiza
P (x | ci ), de otro modo se maximiza P (x | ci )P (ci ). Debe tomarse en cuenta que las pro-
babilidades a priori pueden ser estimadas a través de la Ecuación 4.5, donde | ci ,D | es
el número de instancias de entrenamiento de la clase ci en D tr ai n .

P (ci ) = | ci ,D tr ai n |
D tr ai n

(4.5)

4. En conjuntos de datos donde las instancias pueden ser de alta dimensionalidad, como
el caso de las series de tiempo, sería computacionalmente costoso calcular P (x | ci ).
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Para reducir este cálculo, el clasificador NB realiza la suposición ingenua de la inde-
pendencia condicional de clase, ésto expresado en la Ecuación 4.6.

P (x | ci ) =
n∏

k=1
P (xk | ci )

= P (x1 | ci )×P (x2 | ci )× ...×P (xn | ci )
(4.6)

Las probabilidades P (x1 | ci ),P (x2 | ci ), ...,P (xn | ci ) de las instancias de entrenamiento
se pueden estimar fácilmente. Considere que xk se refiere al valor de atributo Ak para
la instancia x. Por cada atributo se debe revisar si es categórico o de valor continuo,
para el cálculo de P (x | ci ) se consideran los siguientes casos:

a) Si Ak es categórico, entonces P (xk | ci ) es el número de instancias de la clase ci en
D tr ai n donde se presenta el valor xk para Ak , dividido por | ci ,D tr ai n |, el número
de instancias de la clase ci en D

b) Si Ak es un valor continuo, se supone que un atributo de valor continuo tiene una
distribución Gaussiana con una media µ y una desviación estándar δ, definidas
en la Ecuación 4.7.

g (x,µ,δ) = 1p
2πδ

e−
(x−µ)2

2δ2 (4.7)

De modo que se expresa la Ecuación 4.8,

P (xk | ci ) = g (xk ,µci ,δci ) (4.8)

5. Finalmente, para predecir la etiqueta de clase de x, P (x | ci )P (ci ) se evalúa para cada
clase ci . El clasificador predice que la etiqueta de la instancia x es la clase ci si y solo si
se cumple la Ecuación 4.9.

P (x | ci )P (ci ) > P (x | c j )P (c j ) para 1 ≤ j ≤ m, j 6= i (4.9)

4.1.3. ÁRBOL DE DECISIÓN

Un árbol de decisión (DT, Decision Tree) consiste en una estructura compuesta de nodos
y ramas que conectan a dichos nodos. Los nodos en la parte inferior del árbol se denominan
hojas y hacen referencia a clases de un conjunto de datos.

El nodo superior del árbol, llamado raíz, contiene todas las instancias de entrenamiento
que se dividirán en clases. Todos los nodos excepto las hojas, son llamados nodos de deci-
sión, ya que especifican la decisión que se debe realizar en ese nodo en función de un único
atributo.

Cada nodo de decisión posee una cantidad de nodos secundarios, igual al número de va-
lores que tiene un atributo determinado. La Figura 4.2 muestra un ejemplo de un DT [27]. Se
dice que, en principio, existe una cantidad exponencial de árboles de decisión que se pueden
construir a partir de un conjunto de atributos.

Algunos árboles pueden ser más precisos que otros, encontrar el árbol óptimo resulta
computacionalmente complejo debido al gran tamaño espacio de búsqueda. Sin embargo
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Figura 4.2: Ejemplo de un DT que determina si un cliente comprará una computadora [68].

se han propuesto algoritmos eficientes para inducir un árbol de decisión razonablemente
preciso, que no es precisamente el óptimo pero es construido en un tiempo considerable
[10, 170].

Estos algoritmos usualmente están basados en el algoritmo fundamental de Hunt de
aprendizaje conceptual [75]. Este algoritmo incorpora un método utilizado por el ser humano
cuando aprende conceptos simples, es decir, encontrar características claves distintivas en-
tre dos categorías, representadas por instancias de entrenamiento positivas y negativas. El
algoritmo de Hunt se basa en la estrategia de divide y vencerás, la tarea es dividir el conjunto
D que consta de n instancias que pertenecen a c clases, en subconjuntos disjuntos que crean
una partición de los datos en subconjuntos que contienen instancias de una sola clase. En el
Algoritmo 4 se resume el algoritmo de Hunt.

Algoritmo 4 Algoritmo de Hunt

Entrada: D conjunto de entrenamiento
Salida: Árbol de decisión

1: Seleccionar el atributo más significativo
2: Ubicado en el atributo raíz, dividir todo el subconjunto D , en subconjuntos a través de

una función seleccionada.
3: De forma recursiva, se busca el atributo más significativo para cada subconjunto genera-

do en el paso 2 y luego dividir de arriba hacia abajo en subconjuntos. Si cada subconjunto
contiene instancias que pertenecen a una sola clase (nodo hoja), detener, de lo contrario,
ir al paso 3.

Algoritmos como ID3 [132], C4.5 [153] y CART [16] se basan en la idea del algoritmo de
Hunt para construir un DT. Una parte fundamental para la construcción de los árboles es el
criterio de división que mejor separe un conjunto de datos dado. Se han propuesto diver-
sas medidas de selección. Estas medidas proporcionan una puntuación para cada atributo
que describe las instancias del conjunto de entrenamiento [170]. El atributo que tiene la me-
jor puntuación de acuerdo a determinada medida, es elegido como atributo de división. Las
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medidas de división más utilizadas son: entropía, razón de ganancia, clasificación errónea e
índice de Gini.

4.1.4. MÁQUINAS DE SOPORTE VECTORIAL

Las Máquinas de Soporte Vectorial (SVMs, Support Vector Machines) son algoritmos de
aprendizaje supervisado, propuestos por Vladimir Vapnik [32]. Las SVMs tienen sus orígenes
en la teoría del aprendizaje estadístico y han mostrado resultados empíricos prometedores
en muchas aplicaciones prácticas, además de trabajar muy bien con datos de alta dimensio-
nalidad [170].

El objetivo de un algoritmo SVM es utilizar un mapeo no lineal para transformar los datos
de entrenamiento originales en una dimensión más alta. Dentro de esta nueva dimensión,
busca el hiperplano de separación óptimo lineal (límite de decisión) separando las instancias
de una clase de la otra. Con un mapeo no lineal apropiado a una dimensión suficientemente
alta, los datos de dos clases pueden estar separados por un hiperplano [72].

Considere un problema de clasificación binario, dado un conjunto de entrenamiento de
pares de tipo instancia-etiqueta (xi ,ci ), i = 1, ...,n donde X ∈Rn y ci ∈ {1,−1}. En una forma
simple, SVM busca el hiperplano que separe los datos de entrenamiento con el margen más
amplio. Las instancias de entrenamiento que se encuentren más cerca al hiperplano se de-
nominan vectores de soporte. En una forma más general, SVM permite proyectar los datos de
entrenamiento en el espacio X a un espacio de características de mayor dimensión a través
de un operador denominado como kernel de Mercer K .

Un algoritmo SVM requiere obtener la solución a la Ecuación 4.10, que representa a un
hiperplano que divida dicho conjunto de entrenamiento, donde las instancias con la misma
etiqueta queden al mismo lado del hiperplano.

mı́nw,b,ξ
1
2 wT w +C

l∑
i=1

ξi

sujeto a: yi (wTφ(xi )+b) ≥ 1−ξi ,
ξi ≥ 0

(4.10)

Donde el vector xi es transformado en un espacio de dimensión más alta (quizás infinita) por
la función φ. SVM encuentra un hiperplano de separación lineal con el margen máximo de
este espacio de dimensión superior con un costo de error C > 0.

La mayoría de los problemas de la vida real suelen ser más complejos y un algoritmo SVM
debe tratar con más de dos variables, curvas no lineales de separación, datos que pueden ser
no separables y/o clasificación con más de dos etiquetas de clase. Por lo tanto la diversifica-
ción de las funciones kernel resulta ser pieza importante en los algoritmos SVM. Algunas de
las funciones kernel que más se utilizan son:

1. Lineal: K (xi , x j ) = xT
i x j .

2. Polinomial: K (xi , x j ) = (γxT
i x j + r )d ,γ> 0.

3. Función de base radial (RFB): K (xi , x j ) = exp(−γ ∥ xi −x j ∥2),γ> 0.

4. Sigmoidal: K (xi , x j ) = t anh(γxT
i , x j + r )

Donde, γ,r y d son parámetros propios de las funciones kernel.
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Figura 4.3: Representación lógica del método de aprendizaje por ensambles [170].

4.1.5. ENSAMBLE

Un ensamble para clasificación se puede definir como un modelo predictivo compuesto
por una combinación ponderada de múltiples modelos de clasificación [170, 193]. En la lite-
ratura relacionada se citan diversas formas para construir un ensamble. Sin embargo una de
las más utilizadas es a través de la manipulación del conjunto de entrenamiento [68]. El pro-
cedimiento general para construir un ensamble se describe a continuación, donde el primer
paso es crear un conjunto de entrenamiento a partir de los datos originales D tr ai n .

Dependiendo del método utilizado para el ensamble, los conjuntos de entrenamiento
pueden ser idénticos o ligeras modificaciones de D tr ai n . Posteriormente se construye un
clasificador base Mi , por cada conjunto de entrenamiento D i y finalmente cada instancia
del conjunto de prueba es clasificada mediante la combinación de las predicciones hechas
por cada clasificador o modelo. La etiqueta de clase es obtenida a través de un voto mayorita-
rio en las predicciones individuales de cada clasificador base. El procedimiento general para
la construcción de un ensamble de forma secuencial se resume en el Algoritmo 5, así como
en la Figura 4.3 se muestra la representación lógica.
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Figura 4.4: Matriz de confusión para un problema de clasificación binario. Se muestran las instancias positivas
correctamente predichas (VP), las instancias positivas incorrectamente predichas (FN), las instancias negativas
incorrectamente predichas (FP) y las instancias negativas correctamente predichas (VN).

Algoritmo 5 Procedimiento general de un ensamble

Entrada: Dt r ai n conjunto de entrenamiento original, k número de clasificadores base, D test

conjunto de prueba
1: for i = 1 hasta k do
2: Crear un conjunto de entrenamiento, D i de D tr ai n

3: Construir un clasificador base Mi para D i

4: end for
5: for cada instancia de prueba x ∈ D test do
6: M∗(x) = voto(M1(x), M2(x), ..., Mk (x))
7: end for

Bagging [15] y Boosting [56] son los métodos más representativos para la construcción de
un ensamble de clasificación. En este trabajo se hizo uso de dos algoritmos de tipo Boosting
que son de la familia de algoritmos AdaBoost [157]: AdaBoostM1 [58, 59] que construye en-
sambles para problemas de clasificación binaria y AdaBoostM2 [57] que es una extensión del
primero para problemas de clasificación de múltiples clases.

4.2. MEDIDAS DE EVALUACIÓN Y VALIDACIÓN

Antes de describir las medidas para evaluar un modelo construido a partir de un conjunto
de datos, es necesario definir lo que es un modelo. Un modelo se puede definir como una
descripción de las relaciones causales entre las variables de entrada y salida [27]. Cuando se
genera un modelo siempre existe un valor de error asociado a éste. El error del modelo se
calcula como la diferencia entre el valor verdadero observado y el valor de salida del modelo.
En términos de clasificación, la evaluación del rendimiento de un modelo de clasificación
se basa en la cantidad de instancias de prueba correcta e incorrectamente predichas por el
modelo [170]. Estas cantidades se tabulan en una tabla conocida como matriz de confusión.
La Figura 4.4 muestra una matriz de confusión para un problema de clasificación binaria.
A partir de la matriz de confusión se puede calcular un solo valor numérico por medio de
algunas medidas de rendimiento como la exactitud (AC) y el error de clasificación (ER) que
se describen en las Ecuaciones 4.11 y 4.12.
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Figura 4.5: Validación cruzada con k = 4 para un solo modelo de clasificación.

AC = No. de predicciones correctas

Total de predicciones
= V P +V N

V P +F N +F P +V N
(4.11)

ER = No. predicciones incorrectas

Total de predicciones
= F N +F P

V P +F N +F P +V N
(4.12)

Cuando se genera un modelo de datos, se dice que el modelo se ajusta a los datos. Sin
embargo, además de ajustar el modelo a los datos también se busca que dicho modelo sirva
para la predicción de futuras instancias desconocidas. Cuando se generan varios modelos es
necesario validarlos, no sólo por su bondad de ajuste, sino también por su bondad de predic-
ción. En la literatura sobre aprendizaje automático, a la bondad de predicción de un modelo
se le denomina error de generalización. Uno de los métodos de validación más simple y pro-
bablemente más utilizado para estimar el error de predicción de un modelo es la validación
cruzada (CV, Cross Validation), que se describe en el siguiente apartado.

4.2.1. VALIDACIÓN CRUZADA

La validación cruzada es un método de validación que divide un conjunto de datos en dos
grupos, uno utilizado para entrenar un modelo y el otro para validar el modelo [141]. Uno de
los tipos de validación cruzada que más se utiliza es el de k iteraciones, en la Figura 4.5 se
presenta un ejemplo del funcionamiento de CV.

La validación cruzada (CV, Cross Validation) de k iteraciones funciona de acuerdo al si-
guiente procedimiento:

1. Dado un conjunto de entrenamiento D tr ai n de n instancias, dividir el conjunto de en-
trenamiento D tr ai n en k muestras separadas de aproximadamente el mismo tamaño,
D1,D2, ...,Dk .
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2. Por cada muestra D i de tamaño n
k , se construye un clasificador Mi usando los datos

restantes D l = ∪ j 6=i D j . Después, cada clasificador es evaluado en el subconjunto ac-
tual, dicho resultado es almacenado para calcular el riesgo empírico. La Ecuación 4.13,
representa la función del riesgo empírico que se construye sobre el conjunto o subcon-
junto de entrenamiento compuesto de n instancias, donde L es una función de coste
o pérdida (el error de clasificación puede ser usada como función de pérdida), w es
un conjunto de parámetros del clasificador que se está entrenando y xi los datos que
predicen la variable yi .

E(w) = 1

n

n∑
i=1

L(yi , f (xi , w)) (4.13)

3. Calcular la estimación de la predicción final, promediando las sumas del riesgo empí-
rico E(w) para D1,D2, ...,Dk , mediante la Ecuación 4.14.

CV = 1

k

k∑
i=1

E(w) (4.14)
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OPTIMIZACIÓN

Si buscas resultados distintos, no hagas
siempre lo mismo.

—Albert Einstein

La optimización es considerada como una herramienta en el área de la toma de decisio-
nes y en el análisis de sistemas físicos. La optimización es útil para resolver diversos proble-
mas de la vida real, por ejemplo un inversionista busca crear portafolios que eviten el riesgo
excesivo mientras logra una tasa alta de rendimiento, un fabricante desea lograr la máxima
eficiencia en el diseño y operación de sus procesos, un ingeniero ajusta los parámetros pa-
ra optimizar el rendimiento de sus diseños, entre otros [115]. Para llevar a cabo un proceso
de optimización, es necesario identificar una función objetivo y una medida cuantitativa del
rendimiento del sistema en estudio. La función objetivo depende de ciertas características
del sistema, conocidas como variables. La meta principal de la optimización, es encontrar
valores para dichas variables (a menudo restringidas) que optimicen la función objetivo esta-
blecida. El proceso de identificación de objetivos, variables y restricciones para un problema
dado se le conoce como modelado. Dentro de la literatura relacionada se dice que se pueden
encontrar tres clases de problemas de optimización que son:

1. Problemas de optimización combinatoria. Son problemas que se definen en un espa-
cio discreto finito (o infinito), un ejemplo muy conocido de este tipo es el problema del
agente viajero.

2. Problemas de optimización numérica. Son problemas que se definen en espacios com-
plejos que son subespacios de espacios numéricos como los vectores reales (x ∈Rn) o
complejos (x ∈Cn). Problemas numéricos definidos sobre Rn (o cualquier tipo de es-
pacio que lo contenga) son llamados problemas de optimización continua. Funciones
de optimización numérica restringida [38, 125], optimización de problemas de inge-
niería [4, 120], tareas de clasificación y minería de datos [127] son considerados como
problemas comunes de optimización continua.

45
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3. Problemas mixtos. Los problemas mixtos son conocidos como programación lineal
entera mixta, donde los problemas son modelados en espacios discretos y continuos.

En este documento se hace referencia a problemas de optimización numérica que tien-
den a ser tratados como problemas de programación lineal entera mixta, de acuerdo al algo-
ritmo de búsqueda que se utilice. En el contexto de la función objetivo, cuando un problema
de optimización que modela algún sistema físico involucra sólo una función objetivo, la ta-
rea de encontrar la solución óptima se conoce como optimización mono-objetivo. Por otro
lado, cuando un problema de optimización involucra más de una función objetivo, la tarea
de encontrar una o más soluciones óptimas es conocida como optimización multi-objetivo.

5.1. OPTIMIZACIÓN GLOBAL
La optimización global es una área importante de las matemáticas aplicadas y el análi-

sis numérico que se enfoca en encontrar el mejor conjunto de condiciones admisibles para
lograr un objetivo. Asumiendo que se resolverán problemas de optimización numérica, en
términos matemáticos, la optimización global se define a continuación [182].

Definición 7 La optimización global es la minimización o maximización de una función su-
jeta a restricciones en sus variables, formulada en las Ecuaciones 5.1- 5.4.

Minimizar/Maximizar f (x) (5.1)

Sujeta a:
li ≤ xi ≤ ui (5.2)

g j (x) ≤ 0, j = 1, ..., J , (5.3)

hk (x) = 0, k = 1, ...,K (5.4)

Donde x = [x1, x2, ..., xn]T ∈Rn representa un vector solución y f (x) es la función objetivo.
La Ecuación 5.2 representa la restricción del límite de los valores que puede tomar una varia-
ble, donde cada variable xi es limitada por un límite inferior y un límite superior que define el
espacio de las variables de decisión D. Respecto a las Ecuaciones 5.3 y 5.4 se refieren a las restric-
ciones relacionadas a la función objetivo, donde g j (x) es la j-ésima restricción de desigualdad
y hk (x) es la k-ésima restricción de igualdad. Generalmente, las restricciones de igualdad son
transformadas en restricciones de desigualdad de la siguiente manera: | hk (x) | −ε≤ 0, donde ε
es un valor de tolerancia permitido [149].

5.1.1. ALGORITMOS PARA OPTIMIZACIÓN GLOBAL

Generalmente, los algoritmos de optimización global se pueden dividir en dos clases bá-
sicas: (1) algoritmos deterministas y (2) probabilistas. Los primeros, para los mismos datos
de entrada siempre producirán los mismos resultados. Suelen encontrar una solución ópti-
ma para un determinado problema, pero tienen el grave inconveniente de que en problemas
reales (que suelen ser NP-duros, en la mayoría de los casos) resulta complejo poderlos aplicar
debido a la dificultad de obtener una solución en un tiempo polinomial.
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Figura 5.1: Taxonomía de algoritmos de optimización global.

Además, suelen requerir información que no siempre está disponible, por ejemplo algu-
nos requieren la primera o segunda derivada de la función objetivo y en algunos problemas
la función no es diferenciable o no se encuentra disponible en forma explicita. Por otro la-
do, los algoritmos probabilistas, que son considerados algoritmos estocásticos y por ende
aproximados, no aseguran obtener la solución óptima global pero sí son capaces de obtener
soluciones de alta calidad en un tiempo razonable. Presentan el inconveniente de no ser de-
terministas, es decir, que pueden producir resultados diferentes en cada ejecución incluso
para la misma entrada. Sin embargo, con los algoritmos probabilistas se pueden resolver di-
versos problemas de la vida real [183]. En la Figura 5.1 se muestra una clasificación general
de los algoritmos para resolver problemas de optimización global. Este trabajo se enfoca en
el uso de algoritmos de la clase probabilista.

Dentro del enfoque probabilista se sitúan las metaheurísticas, que son esquemas gene-
rales que permiten abordar una amplia variedad de problemas adaptándose a las caracterís-
ticas de cada uno de ellos. Las metaheurísticas son formalmente definidas como un proceso
de generación iterativo que guía a una heurística1 subordinada, combinando de manera in-
teligente diferentes conceptos para explorar y explotar el espacio de búsqueda con el objeto
de encontrar eficientemente soluciones cercanas al óptimo [118].

Al diseñar una metaheurística, se deben tener en cuenta dos criterios: 1) exploración del
espacio de búsqueda (diversificación) y 2) explotación de las mejores soluciones encontra-
das (intensificación). Una región prometedora está determinada por las buenas soluciones
obtenidas. En la intensificación, las regiones prometedoras son explotadas más a fondo con
la esperanza de encontrar mejores soluciones, mientras que en la diversificación, se deben

1El término heurística proviene del griego heuriskein que significa encontrar o descubrir. La heurística en opti-
mización es una función que califica la utilidad de un elemento y proporciona apoyo para la toma de decisiones.
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visitar las regiones no exploradas para asegurar que todas las regiones del espacio de búsque-
da se exploren de manera uniforme y que la búsqueda no se limite a un número reducido de
regiones.

Existen muchos criterios para clasificar a las metaheurísticas [14, 40], por ejemplo se pue-
den clasificar respecto al tipo de ruta que siguen durante la búsqueda, el uso de memoria, el
tipo de exploración de vecindarios que utilizan o el número de soluciones actuales que son
llevadas de una iteración a otra. Sin embargo, una clasificación formal que se considera es
dividir a las metaheurísticas en dos categorias que son: las metaheurísticas basadas en una
única solución (basadas en trayectoria) y las metaheurísticas basadas en la población [169].
Las metaheurísticas basadas en una sola solución manipulan y transforman una única solu-
ción durante la búsqueda, mientras que las basadas en la población se enfocan en ir modi-
ficando una población completa de soluciones. Estas dos categorías poseen características
complementarias, las metaheurísticas basadas en una única solución están orientadas a la
explotación, es decir que tienen el poder de intensificar la búsqueda en regiones locales. Las
metaheuristicas basadas en la población están orientadas a la exploración, ya que permiten
una mejor diversificación en todo el espacio de búsqueda.

METAHEURÍSTICAS BASADAS EN TRAYECTORIA

Las metaheurísticas basadas en trayectoria aplican iterativamente los procedimientos de
generación y reemplazo de la única solución actual. En la fase de generación, se genera un
conjunto de soluciones candidatas a partir de la solución actual s. Este conjunto S(s) se obtie-
ne generalmente a través de transformaciones locales de la solución. En la fase de reemplazo,
se selecciona una solución del conjunto de soluciones s′ ∈ S(s) que reemplazará a la solución
actual. Este proceso se repite hasta satisfacer un determinado criterio, en el Algoritmo 6 se
presenta el procedimiento general que sigue una metaheurística basada en trayectoria.

Algoritmo 6 Procedimiento general de una metaheurística basada en trayectoría.

Entrada: Solución inicial s0

Salida: Mejor solución encontrada
1: t = 0
2: repeat
3: Generar C (st ) /* Generar soluciones candidatas de st */
4: st+1 = Sel ecci onar (C (st )) /* Seleccionar la solución que reemplazará la solución actual

*/
5: t = t +1
6: until Se satisface un criterio de paro

Los conceptos comunes para todas las metaheuristicas basadas en trayectoria son la de-
finición del vecindario de soluciones candidatas y la generación de la solución inicial. Un
vecindario se compone por un conjunto de soluciones candidatas s′ ∈ N (S), cada solución
candidata es denominada como solución vecina que es generada por la aplicación de un
operador de movimientos m que realiza una pequeña perturbación a la solución actual s. Un
vecindario se caracteriza por tener la propiedad de localidad, dicha propiedad es el efecto
sobre la solución al momento de realizar el movimiento de perturbación en la representa-
ción. Cuando se realizan cambios en la representación se visualizan dos casos. El primero es
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cuando se aplican un cambio pequeño, entonces se dice que el vecindario posee una locali-
dad fuerte. El segundo, cuando se realiza un cambio grande, se dice que el vecindario tiene
una localidad débil. La definición del vecindario depende en gran parte de la representación
asociada al problema a solucionar. La búsqueda local, búsqueda local guiada, búsqueda lo-
cal iterada, búsqueda tabú, recocido simulado, entre otros, son ejemplos de metaheurísticas
basadas en trayectoria que han sido utilizadas para solucionar múltiples problemas.

METAHEURÍSTICAS BASADAS EN LA POBLACIÓN

Las metaheurísticas basadas en la población comienzan con un conjunto inicial de solu-
ciones. Luego, aplican iterativamente la generación de una nueva población y el reemplazo
de la población actual. En la fase de generación, se crear una nueva población de soluciones
a partir de la aplicación de diversos operadores. En la fase de reemplazo, se lleva a cabo una
selección entre la población actual y la nueva. Este proceso itera hasta que se satisface un
determinado criterio de paro. El Algoritmo 7 ilustra el procedimiento general que siguen las
metaheurísticas basadas en la población.

Algoritmo 7 Procedimiento general de una metaheurística basada en la población.

Entrada: P = P 0 /* Generación de la población inicial */
1: t = 0

Salida: Mejor solución encontrada
2: repeat
3: Generar(P ′

t ) /* Generación de la nueva población */
4: P t+1 = Seleccionar-Población(P t ∪P ′

t ) /* Seleccionar una nueva población */
5: t = t +1
6: until Se satisface un criterio de paro

Las metaheurísticas basadas en población se encuentran clasificadas dos familias impor-
tantes de algoritmos: Algoritmos Evolutivos (EAs, Evolutionary Algorithms) y Algoritmos de
Inteligencia Colectiva (SIAs, Swarm Intelligence Algorithms). Ambas familias de algoritmos
pertenecen al área de Cómputo Inteligente inspirado en la naturaleza. Los EAs, son algorit-
mos estocásticos que han sido ampliamente aplicados para resolver una gran cantidad de
problemas.

Representan una clase de algoritmos de optimización que emulan la evolución de las
especies. Algunos de los algoritmos representativos son: el Algoritmo Genético (GA, Gene-
tic Algorithm) [65], Programación Evolutiva (EP, Evolutionary Programming) [54], Estrategias
Evolutivas (ES, Evolution Strategies) [11], Programación Genética (GP, Genetic Programming)
[89], Algoritmos de Estimación de Distribución (EDAs, Estimation of Distribution Algorithms)
y Algoritmo de Evolución Diferencial (DE, Differential Evolution) [128, 166]. Los SIAs estan
inspirados en el comportamiento de sistemas de cúmulos naturales. Un cúmulo es una gran
cantidad de agentes simples y homogéneos que interactúan localmente entre ellos y su en-
torno para lograr tareas de forma cooperativa. Ejemplos de SIAs son: Optimización basada en
Colonia de Hormigas (ACO, Ant Colony Optmization) [41], Optimización por Cúmulo de Par-
tículas (PSO, Particle Swarm Optimization) [80], Colonia Artificial de Abejas (ABC, Artficial
Bee Colony) [79], Forrajeo de Bacterias (BF, Bacterial Foraging) [122], entre otros.
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5.2. OPTIMIZACIÓN MULTI-OBJETIVO
Existen diversos dominios (p.e. la ingeniería, bioinformática, logística, transporte, tele-

comunicaciones, medio ambiente, aeronáutica o finanzas) que se enfrentan a problemas
complejos de optimización que pueden implicar diversos criterios, denominados como pro-
blemas de optimización multi-objetivo (MOPs, Multi-Objective Optimization Problems) [35,
194]. Esta clase de problemas son tratados por el área de la optimización multi-objetivo, di-
cha área tiene sus orígenes durante el siglo XIX con el trabajo de Edgeworth y Pareto en eco-
nomía. A lo largo de los años, la optimización multi-objetivo se ha convertido en un área
importante dentro de la ciencia y la ingeniería.

En esta sección se describen los conceptos básicos acerca de la optimización multi-objetivo
además de la descripción general de los algoritmos que se han propuesto para dar solución a
los MOPs.

5.2.1. CONCEPTOS BÁSICOS

La optimización multi-objetivo, a diferencia de la optimización global, se enfoca en en-
contrar un conjunto de soluciones denominadas como soluciones óptimas de Pareto. Este
conjunto de soluciones óptimas representan el compromiso entre los diferentes objetivos
en conflicto. Por lo tanto, el principal objetivo al solucionar un MOP es obtener el conjunto
óptimo de Pareto y, en consecuencia, el frente de Pareto. A continuación se describen los con-
ceptos principales relacionados con la optimización multi-objetivo, como la dominancia, la
optimalidad de Pareto y el frente de Pareto. En estas descripciones, se asume minimización
en todos los objetivos involucrados. A continuación se presentan algunas definiciones im-
portantes para comprender el concepto optimización multi-objetivo [35].

Definición 8 Un MOP involucra n variables de decisión y una serie de m funciones objetivo,
en la Ecuación 5.5 se expresa un MOP en su forma general.

Minimizar f(x) = [ f1(x), f2(x), ..., fm(x)]T

sujeto a: x ∈ S
(5.5)

Donde m(m ≥ 2) es el número de objetivos, x = [x1, x2, ..., xn]T es el vector de las variables
de decisión, S representa el conjunto de soluciones factibles con restricciones de igualdad y
desigualdad y límites explícitos y f(x) es el vector de objetivos a ser optimizados.

El espacio de búsqueda S es conocido como espacio de decisión del MOP, mientras que
el espacio al que pertenece el vector de objetivos es denominado como espacio objetivo. Por
cada solución x en el espacio de decisiones, existe un punto (vector de objetivos correspon-
dientes) z ∈ Rm en el espacio objetivo, denotado por f(x) = z = z1, z2, ..., zm]T , ver Figura 5.2.

En optimización multi-objetivo no existe una solución óptima única, sino más bien un
conjunto de soluciones alternativas. Las soluciones óptimas se pueden definir a partir de un
concepto matemático de ordenamiento parcial, donde el término de dominancia de Pareto
es utilizado para dicho propósito.

Definición 9 Dominancia de Pareto. Una solución x(1) domina a otra solución x(2), denotado
por (x(1) ¹ x(2)) si se cumplen las siguientes condiciones:
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Figura 5.2: Representación del espacio de decisión y el objetivo correspondiente [38].

1. Si la solución x(1) no es peor que x(2) en todos los objetivos.

2. Si la solución x(1) es estrictamente mejor que x(2) en al menos un objetivo.

La dominancia de Pareto de puede resumir en la Ecuación 5.6.

∀i∈{1,...,m} : fi (x(1)) ≤ fi (x(2))∧∃i∈{1,...,m} : fi (x(1)) < fi (x(2)) (5.6)

Se dice que estas soluciones son óptimas en el sentido más amplio ya que ninguna otra
solución, en el espacio de búsqueda, es superior a ellas cuando se consideran todos los obje-
tivos en conflicto, estas soluciones son conocidas como soluciones óptimas de Pareto.

Definición 10 Optimalidad de Pareto. Una solución x∗ ∈ S es denominada como óptima de
Pareto si y solo si no existe otra solución en S que domine a x∗, tal como se expresa en la Ecua-
ción 5.7.

6 ∃x′ ∈ S : x′ ¹ x∗ (5.7)

Al resolver un MOP se pueden encontrar un conjunto de soluciones, conocido como el
conjunto óptimo de Pareto. Gráficamente, este conjunto en el espacio objetivo se conoce
como el frente de Pareto, por ejemplo el que se muestra en la Figura 5.3.

Definición 11 Conjunto óptimo de Pareto. Para un determinado problema multi-objetivo, el
conjunto óptimo de Pareto es definido como P∗.

Definición 12 Frente de Pareto. Para un determinado problema multi-objetivo y su conjunto
óptimo de Pareto P∗, el frente de Pareto es definido como P F∗ = {f(x) : x ∈ P∗}

Un frente de Pareto obtenido mediante una búsqueda debe contener al menos solucio-
nes, que deben estar lo más cerca posible al frente de Pareto verdadero, así como también
deben estar uniformemente localizadas sobre el frente de Pareto. De otro modo, la aproxi-
mación del frente obtenido puede resultar poco útil para un tomador de decisiones. Cuando
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Figura 5.3: Ejemplo de un frente de Pareto.

se resuelve un MOP existen algunas soluciones especiales que son consideradas por algunos
algoritmos de búsqueda, estas soluciones especiales son: el vector ideal, el punto de referen-
cia y punto nadir.

Definición 13 Vector ideal. Un punto y∗ = (y∗
1 , y∗

2 , ..., y∗
m) es considerado como un vector ideal

si minimiza cada función objetivo fi en f(x), y∗ = mı́n( fi (x)),x ∈ S, i ∈ [1,m].

Generalmente, el vector ideal es una solución utópica, ya que no es una solución factible
en el espacio de decisión. En algunos casos, el encargado de tomar decisiones, define un
vector de referencia que representa el objetivo a alcanzar por cada objetivo involucrado. Se
pueden especificar niveles de aspiración zi , i ∈ [1,m] por cada función objetivo.

Definición 14 Punto de referencia. Un punto de referencia z∗ = [z1, z2, ..., zm], es un vector
que define el nivel de aspiración zi a alcanzar por cada objetivo fi .

Definición 15 Punto nadir. El punto nadir znad representa una solución no deseada que re-
presenta el límite máximo de cada objetivo en el conjunto óptimo de Pareto completo.

El punto ideal y el punto nadir proporcionan información acerca de los rangos del frente
óptimo de Pareto, como se puede observar en la Figura 5.4.

5.2.2. BÚSQUEDA Y TOMA DE DECISIONES

El principal objetivo al solucionar un determinado problema multi-objetivo es ayudar al
responsable de la toma de decisiones a encontrar una solución de Pareto que logre cubrir
sus expectativas y preferencias. Uno de los aspectos fundamentales en la resolución del MOP
está relacionado con la interacción entre el método de búsqueda (p.e., la metaheurística) y
el tomador de decisiones. Para esta interacción, se han propuesto diferentes enfoques, tal es
el caso de los propuestos por Hwang y Masud [101], quienes proponen las siguientes cuatro
categorías:
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Figura 5.4: Representación gráfica del punto ideal y punto nadir.

1. Métodos sin preferencias. Esta clase de métodos no asume ningún tipo de información
acerca de la importancia de los objetivos. Usualmente, se utiliza una heurística para
encontrar una solución única y óptima.

2. Métodos a priori. En este enfoque, el encargado de la toma de decisiones proporciona
información de sus preferencias antes del proceso de optimización. Existen diferentes
métodos para la formulación de las preferencias, algunos métodos sugieren combinar
las diferentes funciones objetivo de acuerdo a alguna función de utilidad v , con el pro-
pósito de obtener, solamente, una función objetivo a ser optimizada.

3. Métodos a posteriori. En esta categoría, el proceso de búsqueda determina un conjun-
to de soluciones óptimas de Pareto. Este conjunto de soluciones ayuda al tomador de
decisiones a tener un conocimiento completo del frente de Pareto. De cierta manera, el
frente de Pareto constituye la adquisición de conocimiento acerca del problema que se
esté resolviendo. Posteriormente, se tendrá que seleccionar una solución del conjunto
de soluciones proporcionadas por el algoritmo de búsqueda.

4. Métodos interactivos. En esta clase de métodos, existe una interacción progresiva en-
tre el algoritmo de búsqueda y el tomador de decisiones. A partir de la información
obtenida durante la resolución del problema, el que toma las decisiones define sus
preferencias de una manera comprensible, por ejemplo, la selección de un punto de
referencia, una dirección de referencia, de acuerdo a una tasa de retorno, entre otras.
El algoritmo de búsqueda toma en cuenta la definición de las preferencias en la resolu-
ción del problema y el proceso itera durante un determinado número de etapas hasta
obtener un frente de Pareto que representa un compromiso aceptable para el que toma
las decisiones.

5.2.3. ALGORITMOS PARA OPTIMIZACIÓN MULTI-OBJETIVO

En la literatura especializada se pueden encontrar un gran número de algoritmos que re-
suelven problemas multi-objetivo. En esta sección se presenta una clasificación de dichos
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Figura 5.5: Taxonomía de métodos de optimización multi-objetivo.

algoritmos. Los problemas que se resuelven en optimización multi-objetivo se dividen en
dos categorías: a) problemas numéricos, donde las soluciones son codificadas con variables
reales, también conocidas como variables continuas y b) problemas combinatorios en los
que las soluciones son codificadas mediante el uso de variables discretas. Estas dos catego-
rías de problemas pueden presentar o carecer de algún tipo de restricción. A partir de esta
división se desglosan dos clases de métodos de optimización multi-objetivo que son: a) los
métodos clásicos y b) los métodos probabilísticos, ver Figura 5.5.

Antes de describir las dos clases de métodos multi-objetivo, se presentan a continuación,
tres aspectos importantes que se deben de considerar en el proceso de búsqueda de cualquier
algoritmo multi-objetivo.

• Asignación de aptitud. Representa una tarea importante que guía la búsqueda del al-
goritmo hacia soluciones óptimas de Pareto. En general, la asignación de aptitud se
puede llevar a cabo mediante agregación, basada en criterios y basada en el frente de
Pareto.

• Preservación de la diversidad. El principal objetivo de este aspecto, es generar un con-
junto diverso de soluciones de Pareto en el espacio objetivo.

• Elitismo. En términos generales, el elitismo consiste en conservar las mejores solucio-
nes generadas durante la búsqueda.

MÉTODOS CLÁSICOS

Los métodos clásicos se caracterizan por transformar un problema multi-objetivo en un
problema mono-objetivo o en un conjunto de problemas mono-objetivo. Esta clase de mé-
todos requieren que el tomador de decisiones posea conocimiento del problema que se esté
resolviendo. Algunos métodos representativos se describen a continuación:
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• Método de suma ponderada. Este método es uno de los primeros y mayormente usa-
dos para la generación de soluciones óptimas de Pareto. La idea general de este método
es asociar un peso wi a cada función objetivo fi y minimizar la suma ponderada de los
M objetivos, por tal motivo, se dice que este método transforma un problema multi-
objetivo en uno mono-objetivo, mediante la combinación de varias funciones objetivo
fi en una función objetivo única f , tal como se expresa en la Ecuación 5.8. Una de las
principales desventajas del método de suma ponderada, es la dificultad de encontrar
soluciones en regiones no-convexas del frente de Pareto [191].

mı́n
x∈X

M∑
i=1

wi fi (x) (5.8)

• Método de la restricción ε. Este método surge para tratar la desventaja de trabajar con
frentes no convexos que presenta el método de suma ponderada. El método de la res-
tricción ε consiste en mantener un solo objetivo y restringir el resto de los objetivos
a un valor ε. En este caso, un problema multi-objetivo es convertido a un problema
mono-objetivo. Una posible desventaja de este método es la selección del valor de ε,
ya que se tiene que asegurar que dicho valor se encuentre dentro del valor mínimo o
máximo de las funciones objetivo individuales [189].

• Programación por metas. En este método se definen puntos de referencia zi (niveles de
aspiración) por cada función objetivo, que son denominados como metas. Posterior-
mente, se establece un orden de prioridad entre los objetivos. Para resolver el problema
de optimización es necesario incorporar las variables de desviación, dos por cada ob-
jetivo, una de ellas es con signo negativo que indica la cantidad que se requiere para
llegar a la meta propuesta, mientras que la otra variable tiene un signo positivo que in-
dica la cantidad que se ha excedido respecto a la meta establecida. También presenta
problemas para identificar soluciones factibles en regiones no convexas del frente de
Pareto [6].

• Método lexicográfico. Este método asume que los objetivos pueden ser ordenados por
importancia. Dicho método consiste en ir resolviendo una serie de problemas mono-
objetivo secuencialmente, iniciando por el objetivo que tiene la prioridad más alta has-
ta el objetivo con la prioridad menor. En cada iteración, el valor óptimo encontrado
para cada objetivo es considerado como restricción en los problemas subsecuentes. A
través de este procedimiento se puede ir preservando el valor óptimo de los objetivos
con mayor prioridad. Los inconvenientes que puede presentar este método es resol-
ver múltiples problemas para obtener una solución además de que los sub-problemas
pueden ser difíciles de resolver debido a las restricciones que se van incorporando [6].

Como se puede ver, algunos métodos clásicos de optimización multi-objetivo necesitan
de parámetros o conocimiento del rango de los objetivos para ser evaluados, además de ser
ejecutados múltiples veces para encontrar un conjunto de soluciones en el frente de Pareto.
Ante las limitaciones de los métodos clásicos surgen los métodos alternativos que se descri-
ben en la siguiente sección.
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MÉTODOS ALTERNATIVOS

Los métodos alternativos surgen ante la necesidad de enfrentar las desventajas que po-
seen los métodos clásicos, ya que la mayoría de ellos requieren llevar a cabo una transforma-
ción del problema multi-objetivo en una serie de sub-problemas mono-objetivo, establecer
puntos metas y/o seleccionar límites (inferior y superior) por cada objetivo para poder lograr
una solución competitiva. Dentro de la categoría de los métodos alternativos, se sitúan los
métodos bio-inpirados, los cuales se basan en emular el comportamiento de sistemas na-
turales para el desarrollo y diseño de meta-heurísticas para la búsqueda de soluciones de un
determinado problema. Para la optimización multi-objetivo, se desglosan dos sub-categorías
a partir de los métodos bio-inspirados, que son: a) los Algoritmos Evolutivos Multi-objetivo
(MOEAs, Multi-objective Evolutionary Algorithms) y b) algoritmos de inteligencia Colectiva
para optimización multi-objetivo.

a) Algoritmos Evolutivos Multi-objetivo. Este grupo de algoritmos conjugan los concep-
tos básicos de dominancia con las características generales de los EAs. Los MOEAs son
capaces de tratar con espacios no continuos, no convexos y/o no lineales, así como
con problemas donde no se conocen explicitamente sus funciones objetivo [35, 97]. En
la literatura especializada es posible encontrar diferentes algoritmos de este tipo. Sin
embargo, la primera iniciativa de algoritmo evolutivo para resolver problemas multi-
objetivo fue el algoritmo VEGA (Vector Evaluated Genetic Algorithm) propuesto por
Shaffer [156]. Algunos algoritmos representativos de esta categoría son: MOGA (Multi-
Objective Genetic Algorithm) [55], NPGA (Niched Pareto Genetic Algorithm) [71], PESA
(Pareto-envelope Based Selection Algorithm) [30] y PESA-II [31], SPEA (Strength Pareto
Evolutionary Algorithm) [195] y su versión mejorada SPEA2 [196], PAES (Pareto Archi-
ved Evolution Strategy) [85], NSGA (Non-dominated Sorting Genetic Algorithm) [164] y
NSGA-II [37] y MOEA/D (Multi-Objective Evolutionary Algorithm based on Decomposi-
tion) [192].

b) Inteligencia Colectiva para optimización multi-objetivo. Los algoritmos de Inteligen-
cia Colectiva tratan de emular el comportamiento de un cúmulo de agentes descen-
tralizados y auto-organizados. El término cúmulo es utilizado para hacer referencia a
cualquier colección restringida de agentes o individuos interactuantes, por ejemplo cú-
mulo de hormigas, pájaros o abejas [106]. De acuerdo con Millonas [102], existen cinco
principios que debe seguir un cúmulo para ser útil en cualquier problema de optimi-
zación:

1. Proximidad. El cúmulo debe ser capaz de hacer cálculos simples de espacio y
tiempo, para comprender y conceptualizar la información de forma rápida.

2. Calidad. El cúmulo deberá responder a los factores de calidad del entorno, como
la calidad de los alimentos o la seguridad del lugar.

3. Respuesta diversa. El cúmulo de debe asignar todos sus recursos en una región es-
trecha. La distribución debe diseñarse de manera que cada agente esté protegido
frente a cambios ambientales.

4. Estabilidad. El cúmulo no debe cambiar su modo de comportamiento ante cada
cambio ambiental.
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5. Adaptabilidad. El cúmulo debe poder cambiar su comportamiento cuando la in-
versión de energía vale el costo computacional.

Estos principios pueden ser aplicados tanto para optimización mono-objetivo como
para multi-objetivo. Dentro de la categoría de los algoritmos de Inteligencia Colecti-
va para optimización multi-objetivo, se pueden mencionar algunos de los algoritmos
más populares como son: MOPSO (Multi-objective Particle Swarm Optimization) [143],
MOACO(Multi-Objective Ant Colony Optimization) [133], MOBC (Multi-objective Opti-
mization Bee Colony) [98].

Recientemente se han propuesto nuevos algoritmos de Inteligencia Colectiva para re-
solver problemas multi-objetivo: MOFA (Multi-Objective Firefly Algorithm) [190], MOC-
SO (Multi-Objective Cat Swarm Optimization) [12], MOBA (Multi-Objective Bat Algo-
rithm) [172], MOGWO (Multi-Objective Grey Wolf Optimizer) [104], MOALO (Multi-
Objective Ant Lion Optimizer) [105], MOMFO (Multi-Objective Moth Flame Optimiza-
tion) [177] y MODA (Multi-Objective Dragonfly Algorithm) [103].
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6
HACIA LA SELECCIÓN DEL MODELO

COMPLETO EN BASES DE DATOS

TEMPORALES MEDIANTE

MICRO-EVOLUCIÓN DIFERENCIAL

Lo importante en la ciencia no es tanto
obtener nuevos datos, sino descubrir
nuevas formas de pensar sobre ellos.

—William Lawrence Bragg

En este capítulo se describe un enfoque propuesto para dar solución al problema de FMS
en bases de datos temporales a través del conocido algoritmo de Evolución Diferencial (DE,
Differential Evolution) [166], en su versión micro.

6.1. ANTECEDENTES
DE es uno de los EAs, cuyo desempeño en la resolución de problemas de diferentes do-

minios ha sido notable [113]. DE es clasificado dentro de las metaheurísticas poblacionales,
ya que a partir de un conjunto de soluciones, usualmente generadas de forma aleatoria, van
evolucionando durante un determinado número de ciclos. Dentro de la literatura relaciona-
da es posible encontrar una gama especial de algoritmos poblacionales que se caracterizan
por trabajar con poblaciones pequeñas, estos algoritmos son conocidos como micro algorit-
mos evolutivos, denotados por el prefijo µ [121]. Se dice que los µ-EAs fueron creados para
solucionar problemas muy simples y con propósitos educativos. Sin embargo se han hecho
diversos esfuerzos por usarlos en aplicaciones más completas y exigentes. Por ejemplo Kop-
pen [86], propuso el uso de un µ-GA para resolver problemas de procesamiento de imágenes.
Por otro lado se ha propuesto el uso de µ-PSO para tratar con problemas de alta dimensiona-
lidad [74] o problemas multi-objetivo [20]. Versiones de µ-DE se han propuesto para encon-
trar el umbral de una imagen durante su pre-procesamiento [134]. De acuerdo con Caraffini
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[23], los algoritmos con poblaciones pequeñas se caracterizan por llevar a cabo más explota-
ción que los algoritmos con poblaciones más grandes. Por lo tanto, los µ-EAs son capaces de
encontrar rápidamente soluciones prometedoras en las primeras etapas de proceso de opti-
mización. De acuerdo a ésto, en este capítulo se presenta una propuesta donde se utiliza un
µ-DE para resolver el problema de FMS en bases de datos temporales donde la evaluación de
la función de aptitud es computacionalmente costosa de calcular. Cuatro diferentes variantes
de DE son evaluadas con el µ-DE utilizado.

6.2. PROPUESTA: µ-DE PARA LA SELECCIÓN DEL MODELO (µ−DE MS)
µ-DEMS es un enfoque basado en el comportamiento estándar del tradicional algoritmo

de DE propuesto por Storn y Price [166]. El algoritmo estándar de DE consta de tres opera-
dores: mutación, cruza y selección, además de un factor de escalamiento (F), la tasa de cruza
(CR) y el tamaño de la población (NP), que son los tres principales parámetros de control del
algoritmo. A continuación se describen las etapas del DE estándar:

• Creación de la población inicial. Se crea una población inicial de vectores N Pg =
[x1,g ,x2,g , ...,xN P,g ] en la generación g , donde cada xi ,g = [x1

i ,g , ..., xD
i ,g ]T tiene D elemen-

tos que son generados aleatoriamente entre los límites inferior y superior predefinidos
L j ≤ xi ≤U j .

• Operación de mutación. Por cada vector xi ,g en la población (conocido como vector
objetivo), se crea un nuevo vector denominado como vector mutante vi ,g mediante la
Ecuación 6.1.

vi ,g = xr3,g +F · (xr1,g −xr2,g ) (6.1)

Donde tres vectores denotados como r1,r2 and r3 son seleccionados al azar de la po-
blación actual como r1 6= r2 6= r3 6= i .
xr3,g es el vector base, cuya posición define la ubicación de inicio para definir una di-
rección de búsqueda (xr1,g −xr2,g ). El factor F > 0 es un número real que escala el vector
de diferencia (xr1,g −xr2,g ) que define la dirección de búsqueda a partir del vector base.

• Operación de cruza. Tras la mutación se realiza una operación de recombinación sobre
cada vector objetivo xi ,g y su vector mutante, para generar un vector descendiente ui ,g ,
que es generado a partir de la Ecuación 6.2.

u j
i ,g =

{
v j

i ,g if r and j (0,1) ≤C R or j = jr and

x j
i ,g otherwise

(6.2)

donde j = 1, ...,D , C R ∈ [0,1] es un valor definido por el usuario, dicho valor controla el
parecido entre el vector descendiente respecto al vector mutante, r and j genera un nú-
mero aleatorio entre 0 y 1 con una distribución uniforme y jr and es un número entero
elegido al azar ∈ [1, . . . ,D] para garantizar que no se duplique el vector objetivo.

• Selección. Finalmente, el operador de selección decide de acuerdo a la función de ap-
titud, si el vector descendiente ui ,g es elegido y reemplaza al vector objetivo xi ,g , o por
el contrario, el vector descendiente es rechazado y prevalece el vector objetivo para la
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siguiente generación. Suponiendo minimización, el operador de selección se rige bajo
la expresión presentada en la Ecuación 6.3.

xi ,g+1 =
{

ui ,g if f (ui ,g ) ≤ f (xi ,g )

xi ,g otherwise
(6.3)

En esta propuesta hace uso de un µ-DE, donde la estructura y operaciones siguen sien-
do las mismas que el DE clásico. Sin embargo µ-DE hace uso de una población pequeña y
un mecanismo de reinicio para actualizar la población que converge rápidamente. El Algo-
ritmo 8 muestra los pasos del µ-DE, propuesto en[121], que es utilizado como algoritmo de
búsqueda en la solución del problema de FMS en bases de datos temporales.

Algoritmo 8 µ-DE
Entrada: N P ∈ [3,6] (Tamaño de población), C R ∈ [0,1] (Tasa de cruza), F > 0 (Factor de escalamiento), N ∈ N (Número de

soluciones a reiniciar), R ∈N (Generación a reemplazar).
1: Set G = M axEval /N P % Número de generaciones
2: Set Cont = 1
3: Generar de forma aleatoria una población inicial N P0 = [x1,0,x2,0, ...,xN P,0]T

4: for g = 1 to G do
5: if Cont==R then
6: Reinicialización de N peores individuos
7: Cont = 1
8: end if
9: for i=1 to NP do

10: Set r1 6= r2 6= r3,∈ [1, N P ], j r and ∈ [1,D] aleatoriamente
11: for j=1 to D do
12: if (r and j [0,1] <C R or j == j r and) then

13: u
j
i ,g = x

j
r3 ,g +F · (x

j
r1 ,g −x

j
r2 ,g )

14: else
15: u

j
i ,g = x

j
i ,g

16: end if
17: end for
18: if ( f (ui ,g ) < f (xi , g )) then
19: xi ,g+1 = ui ,g
20: else
21: xi ,g+1 = xi ,g
22: end if
23: end for
24: Cont =Cont +1
25: g = g +1
26: end for

El algoritmo que se propone en este trabajo esµ-DEMS, que toma como base el algoritmo
presentado en el Algoritmo 8. Diversad variantes son evaluadas para resolver una instancia
del problema de FMS presentada en la Tabla 6.1. Donde dos métodos de suavizados, tres
métodos de representación de series de tiempo y el clasificador k-NN con cuatro diferen-
tes medidas de similitud son incluidos en el grupo de métodos disponibles para sugerir un
modelo completo en una base de datos determinada.

6.2.1. CODIFICACIÓN DE LA SOLUCIÓN

Cada solución candidata es codificada mediante un vector de once variables como el que
se muestra en la Figura 6.1. La variable x1 puede tomar solo dos posibles valores (1 o 2) que
identifica el método de suavizado seleccionado. Las variables x2 a x4 representan los valores
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Tabla 6.1: Descripción de métodos incluidos en el espacio de búsqueda explorado por µ−DE MS. TLS significa
longitud de serie de tiempo, S: suavizado, R: representación y C: clasificación.

ID Método Tipo Hiperparámetros ∈R Descripción

1 SG S
k ∈ [1,T SL],

f ∈ [1,5]
Orden polinomial ,
Tamaño de ventana.

2
Promedio

Móvil
S span ∈ [2,T SL] Tamaño de ventana.

1 SAX R
w ∈ [2,T SL/2],

a ∈ [2,20]
# de segmentos,
Tamaño de alfabeto.

2 PAA R ns ∈ [2,T SL/2] # de segmentos.
3 PCA R red ∈ [0.2 , 0.9] Tamaño de reducción.

1 KNN-ED C k ∈ [1,15] # de vecinos.

2 KNN-DTW C
k ∈ [1,15] ,

r ∈ [1,T SL· 0.1]
# de vecinos,
Tamaño ventana.

3 KNN-MD C k ∈ [1,15] # de vecinos.
4 KNN-CD C k ∈ [1,15] # de vecinos.

Hiper-parámetros de métodos de 

suavizados

Hiper-parámetros de

métodos de suavizado

Hiper-parámetros de

clasificación

Hiper-parámetros de

métodos de representación

ID Métodos de suavizado (ID_S)

ID Métodos de representación (ID_R)

ID Clasificador-Medidas de Similitud (ID_C)

Figura 6.1: Codificación de una solución en µ-DEMS.

que pueden tomar los hiperparámetros de los métodos de suavizado (x2 y x3 pertenecen a
ID_S = 1, mientras que x4 pertenece a ID_S = 2). La variable x5 codifica el identificador del
método de representación seleccionado (ID_R) y puede tomar tres diferentes valores. Las
variables x6, x7 y x8 codifican los hiperparámetros de los métodos de representación, donde
x6 es una variable compartida por los métodos de representación ID_R = 1 y ID_R = 2, debido
a que el hiperparámetro denominado como número de segmentos es ocupado tanto por el
método SAX como por PAA, y está definido en el mismo rango. La variable x9 representa el
identificador de la combinación del clasificador k-NN con una medida de similitud diferente.
Las variables x10 y x11 codifican los hiperparámetros restantes que corresponden a la tarea
de clasificación.

El algoritmo estándar de DE codifica las soluciones en un esquema de representación de
números reales. Por lo tanto, cada variable de un vector solución en µ-DEMS es inicializa-
do con un valor aleatorio distribuido uniformemente dentro de un rango que establece los



6.2. PROPUESTA: µ-DE PARA LA SELECCIÓN DEL MODELO (µ−DE MS) 63

Figura 6.2: Decodificación de una solución en µ-DEMS.

límites de cada hiperparámetro (ver Tabla 6.1). En la Ecuación 6.4 se expresa la forma de ini-
cializar cada variable del vector solución en µ-DEMS, donde L representa el límite inferior de
la variable, U el límite superior y r and j representa un número aleatorio.

x j
i ,0 = b j

L + r and j (0,1) · (b j
U −b j

L) (6.4)

6.2.2. DECODIFICACIÓN DE LA SOLUCIÓN

Para poder evaluar una solución dentro de µ-DEMS es necesario llevar a cabo un proceso
de decodificación, que consiste en transformar un vector de valores reales a valores discretos
como se muestra en la Figura 6.2.

La mayoría de las variables del vector son transformadas en el valor discreto más cercano
usando una función de redondeo, donde a una variable real se le asigna el entero más cer-
cano, si la primera cifra decimal es mayor o igual a 5 el redondeo se hace por exceso, es decir,
el valor se redondea desde cero al entero de mayor magnitud, si no se toma exclusivamente
la parte entera. Dentro del vector codificado como en la Figura 6.1, existen algunas variables
que requieren obligatoriamente un valor impar. Para estos casos se hace uso de las funciones
de piso() y techo() para localizar el valor impar más cercano.

6.2.3. FUNCIÓN DE APTITUD

La calidad de las soluciones generadas por µ-DEMS es evaluada mediante la tasa de error
(ER) que se expresa en la Ecuación 6.5.

ER = a

b
(6.5)

donde a representa la porción de instancias de la base de datos temporal que fueron clasi-
ficados incorrectamente mientras que b es el número total de instancias en dicha base de
datos. Con el objetivo de validar los modelos y evitar el sobre-ajuste (overfitting), se hace uso
del método de validación cruzada de k iteraciones [69, 141], ver Ecuación 6.6.

CV ER = 1

k

k∑
i=1

(
a

b
)i (6.6)

Decidir el valor de k para la validación cruzada puede resultar otro problema de decisión.
Sin embargo, dentro de la literatura relacionada en FMS se sugiere utilizar un valor de 5 [45].
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6.2.4. FUNCIÓN DE RESTRICCIÓN DEL LÍMITE

Durante la etapa de mutación dentro de µ-DEMS, así como en otros algoritmos de opti-
mización, puede darse el caso de que algunas variables del vector solución se salgan de los
límites establecidos para dichas variables. Por lo tanto, dentro de la literatura se sugiere el uso
de algún método para el manejo de restricciones de límite. En este trabajo se usa el método
de reflexión [145] que se encarga de mantener dentro de los límites a las vectores intermedios
que violan las restricciones del límite, en la Ecuación 6.7 se resume el método de reflexión.

u j
i ,g =

{
2 ·b j

L −u j
i ,g siu j

i ,g < b j
L

2 ·b j
U −u j

i ,g siu j
i ,g > b j

U

(6.7)

6.2.5. VARIANTES

Existen diversas variantes de DE, con µ-DEMS se compara el comportamiento de cua-
tro variantes que funcionan bajo el procedimiento presentado en el Algoritmo 8. Los únicos
componentes que varían son el tipo de cruza y el tipo de vector base utilizado en el cálcu-
lo del vector mutante (pasos 12-16 en el Algoritmo 8). Las variantes se nombran siguiendo
la nomenclatura DE/x/y/z, donde DE son las siglas en inglés para referirse al algoritmo de
evolución diferencial, x indica la forma en que se selecciona al vector base que interviene en
el cálculo de valores de la mutación, y es el número de vectores de diferencia y z el tipo de
operador de cruza [128].

A través del operador de cruza se crea un descendiente, el cual se componente de la mez-
cla del vector actual y el vector generado por la mutación. Usualmente en DE se utilizan dos
opciones de cruza que son: la cruza binomial (bin) y la exponencial (exp). Para ambas op-
ciones de cruza, el proceso de mezcla está controlado por una probabilidad de cruza, gene-
ralmente indicada por CR. La principal diferencia entre estas dos opciones de cruza es que
para la cruza binomial cada variable del vector descendiente es tomado en cada momento
de uno de los dos vectores padres en función de CR. Por otro lado, en la cruza exponencial
cada variable del vector descendiente se toma del primer vector padre hasta que un número
aleatorio supera el valor de CR, a partir de este punto, todas las variables del vector descen-
diente serán tomadas del segundo vector padre [100]. En la Tabla 6.2 se detallan las variantes
evaluadas con µ-DEMS.

6.3. EXPERIMENTOS Y RESULTADOS
En esta sección se describen los experimentos llevados a cabo con el objetivo de evaluar

el funcionamiento de µ-DEMS. El diseño experimental está enfocado en comparar el rendi-
miento de µ-DEMS usando cuatro diferentes variantes de evolución diferencial evaluadas en
conjuntos de datos temporales.

6.3.1. CONFIGURACIÓN EXPERIMENTAL

Para esta etapa de experimentos se ha usado un sub-conjunto de bases de datos tempo-
rales que se derivan de un importante benchmark de bases de datos de series de tiempo [25],
que han sido ampliamente utilizados en diversos estudios relacionados con minería de datos
temporal [73, 123, 180]. En la Tabla 6.3 se presentan las características de las bases de datos
usadas para los experimentos.
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Tabla 6.2: Variantes de DE usadas en los experimentos, r and j ∈ [0,1] es un número real aleatorio, jr and ∈ [1,D]
es un número entero aleatorio .~xbest ,g es el mejor vector de la generación g .

Nomenclatura Variante

rand/1/bin u j
i ,g =

{
x j

r3,g +F · (x j
r1,g −x j

r2,g ) if r and j [0,1] <C R or j = jr and

x j
i ,g otherwise

rand/1/exp u j
i ,g =

{
x j

r3,g +F · (x j
r1,g −x j

r2,g ) while r and j [0,1] <C R or j = jr and

x j
i ,g otherwise

best/1/bin u j
i ,g =

{
x j

best ,g +F · (x j
r1,g −x j

r2,g ) if r and j [0,1] <C R or j = jr and

x j
i ,g otherwise

best/1/exp u j
i ,g =

{
x j

best ,g +F · (x j
r1,g −x j

r2,g ) while r and j [0,1] <C R or j = jr and

x j
i ,g otherwise

Tabla 6.3: Características de las bases de datos de series de tiempo utilizadas en experimentos con µ-DEMS.

No. Nombre # Clases # Instancias Longitud de serie de tiempo
1. Beef 5 60 470
2. Coffee 2 56 286
3. ECG200 2 200 96
4. OliveOil 4 60 570
5. FaceFour 4 112 350
6. GunPoint 2 200 150

Los parámetros utilizados por µ-DEMS, independientemente de la variante, se presen-
tan en la Tabla 6.5, esta configuración se basa en los valores sugeridos por Viveros Jiménez
et al. [179], quienes comparan diferentes algoritmos en su versión micro para optimización
numérica. El único valor que fue ajustado fue la frecuencia de reemplazo (R), ya que Vive-
ros Jiménez et al. [179] sugiere reemplazar cada 100 generaciones y en este trabajo se usa 10
con el objetivo de no perder diversidad.

Todos los experimentos se llevaron a cabo en equipos de cómputo con la configuración
que se muestra en la Tabla 8.2.

Tabla 6.4: Configuración del equipo de cómputo utilizado en cada experimento.

Sistema Operativo Windows 7 Pro
CPU Intel® Xeon® E3-1200 v3
RAM 16 GB

Debido a lo costoso que resulta calcular la función de aptitud y siguiendo las sugeren-
cias mencionadas por Escalante [45], cinco ejecuciones independientes fueron llevadas a ca-
bo por cada variante de µ-DEMS. En cada ejecución el criterio de paro utilizado fue el de
1500 evaluaciones. Los resultados de los experimentos se dividen en tres partes: (1) la com-
paración estadística de los resultados numéricos, (2) la convergencia de las variantes y (3) el
análisis de la mejor solución obtenida.
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Tabla 6.5: Configuración de parámetros utilizada por µ-DEMS.

Parámetros Valor
NP 6
CR 0.1
F 0.9
N 2
R 10

6.3.2. EXPERIMENTO 1: COMPARACIÓN ESTADÍSTICA DE RESULTADOS NUMÉRICOS

A partir de las ejecuciones realizadas por cada variante deµ-DEMS en cada base de datos,
se obtienen los resultados numéricos que se presentan en la Tabla 6.6, donde por cada base
de datos se muestra el mejor, la media, el peor y la desviación estándar de CVER obtenido
por cada variante del algoritmo. La prueba no-paramétrica denominada como Kruskal-Wallis
con un 95% de confianza fue aplicada para llevar a cabo la comparación estadística de los
valores finales reportados por cada variante de µ-DEMS. Con base en la prueba estadística
no se observó diferencia significativa entre las variantes propuestas. Sin embargo, se puede
notar que los valores de CVER que fueron obtenidos por la variante best/1/bin, son los más
bajos en la mayoría de las bases de datos utilizadas. En un contexto global, se puede decir
que la variante rand/1/bin fue la variante menos competitiva.

Es importante mencionar que un CVER bajo representa que el modelo tiene un nivel alto
de predicción mientras que un CVER alto significa una mala predicción.

Para mejorar la validación estadística como se sugiere en [39], se aplicó la prueba post
hoc de Bonferroni, donde se hizo uso de los mejores valores y los valores de las medianas para
comparar el rendimiento general de las cuatro variantes de µ-DEMS. La Figura 6.3 muestra
los resultados de la prueba de Bonferroni, donde el eje x representa el intervalo de confianza
de rangos medios (proporcionados por Bonferroni) y el eje y muestra el nombre de las cuatro
variantes involucradas en la prueba. De acuerdo con la prueba post hoc, se confirma que
no existe diferencia significativa entre las variantes, ya que gráficamente en la Figura 6.3 se
observa un traslape entre los intervalos de confianza de cada variante. Tanto en el valor de las
medianas como de los mejores valores se puede ver que la variante best/1/bin tiene los rangos
medios más bajos en comparación con el resto de las variantes. Si se consideran los mejores
valores, la variante rand/1/bin resultó tener el peor rendimiento general, mientras que por el
lado de los valores de la mediana, la variante best/1/exp es la que tiene los peores valores.

A partir del análisis estadístico se puede concluir que el rendimiento de las cuatro varian-
tes de µ-DEMS es muy similar, sin embargo la variante que destaca por encontrar un CVER
menor es la variante best/1/bin, en la que el mejor vector es utilizado como vector base para
el operador de cruza.

6.3.3. EXPERIMENTO 2: ANÁLISIS DE CONVERGENCIA

Complemento al análisis estadístico, se presenta el análisis de convergencia de cada una
de las variantes de µ-DEMS para cada base de datos utilizada. Para graficar la convergen-
cia de cada variante se tomó la ejecución localizada en la mediana de las cinco ejecuciones
independientes hechas por cada variante en cada base de datos. En las Figuras 6.4- 6.6 se
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Tabla 6.6: Resultados estadísticos de CVER (B: mejor, M: media, W: peor, SD: Desviación estándar, p: p-valor)
obtenidos por cada variante de µ-DEMS. Los valores en negritas representan los mejores valores encontrados.

Base de datos Stad. rand/1/bin rand/1/exp best/1/bin best/1/exp

Beef

B 0.3667 0.3667 0.3333 0.3667
M 0.3800 0.3900 0.3700 0.3833
W 0.4000 0.4167 0.4000 0.4000
SD 0.0139 0.0224 0.0298 0.0167
p 0.6751

Coffee

B 0.0000 0.0000 0.0000 0.0000
M 0.0000 0.0100 0.0067 0.0100
W 0.0000 0.0333 0.0167 0.0167
SD 0.0000 0.0149 0.0091 0.0091
p 0.2945

ECG200

B 0.0650 0.0600 0.0600 0.0600
M 0.0670 0.0630 0.0610 0.0650
W 0.0700 0.0650 0.0650 0.0700
SD 0.0027 0.0027 0.0022 0.0050
p 0.0637

OliveOil

B 0.0667 0.0500 0.0667 0.0833
M 0.0670 0.0630 0.0610 0.0650
W 0.0700 0.0650 0.0650 0.0700
SD 0.0027 0.0027 0.0022 0.0050
p 0.4670

FaceFour

B 0.0265 0.0265 0.0261 0.0261
M 0.0353 0.0338 0.0261 0.0265
W 0.0704 0.0447 0.0261 0.0269
SD 0.0196 0.0076 0.0000 0.0003
p 0.1021

GunPoint

B 0.0050 0.0100 0.0000 0.0050
M 0.0100 0.0100 0.0030 0.0100
W 0.0150 0.0100 0.0050 0.0150
SD 0.0035 0.0000 0.0027 0.0071
p 0.0712
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(a) (b)

Figura 6.3: Prueba post-hoc de Bonferroni utilizando (a) los mejores valores y (b) los valores de las medianas del
conjunto de bases de datos.

muestran las gráficas de convergencia de las cuatro variantes por cada base de datos.

A partir de las gráficas de convergencia, es interesante ver como la variante best/1/bin es
capaz de alcanzar resultados más competitivos evitando óptimos locales en las bases de da-
tos Beef, ECG200 y GunPoint. En las bases de datos OliveOil y FaceFour es posible ver cómo
la variante best/1/bin también logra alcanzar un resultado competitivo además de lograr con-
verger más rápido, en comparación con rand/1/exp y best/1/exp. En el caso de la base de datos
Coffee, la variante rand/1/bin fue capaz de converger más rápido hacia un mejor resultado.
Es importante mencionar que la variante rand/1/exp presenta una notable mejora numérica
en la función de evaluación durante las primeras generaciones en las bases de datos ECG200,
OliveOil, FaceFour y GunPoint. Sin embargo, en el transcurso de las generaciones queda atra-
pada en soluciones óptimas locales.

Para esta etapa experimental, donde se consideró el sub-conjunto de métodos presenta-
dos en la Tabla 6.1 como opciones para la formación de modelos completos, se sugiere que
µ-DEMS con la variante best/1/bin representa la mejor opción de herramienta de búsque-
da que tiene la capacidad de evitar óptimos locales. Por otro lado, si se desea obtener una
solución rápida en un menor número de evaluaciones, se sugiere el uso de µ-DEMS con la
variante rand/1/exp con la alta posibilidad de converger hacia óptimos locales.

6.3.4. EXPERIMENTO 3. ANÁLISIS DE LA SOLUCIÓN FINAL

En esta parte de los experimentos, se presenta el análisis de las soluciones finales sugeri-
das por cada una de las variantes deµ-DEMS para cada una de las bases de datos. La Tabla 6.7
resume los mejores modelos encontrados por cada variante, la primera columna muestra el
nombre de la base de datos involucrada, la segunda columna muestra el nombre de la varian-
te utilizada, en la tercera columna se detalla el modelo final sugerido, en la cuarta columna
se muestra el valor de CVER obtenido para dicho modelo y en la quinta columna se muestra
el tiempo promedio, en minutos, de la ejecución de una corrida de cada variante.
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(1) Beef

(2) Coffee

Figura 6.4: Gráficas de convergencia para las bases de datos Beef y Coffee.
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(3) ECG200

(4) Face Four

Figura 6.5: Gráficas de convergencia para las bases de datos ECG200 y FaceFour.
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(5) Gun Point

(6) OliveOil

Figura 6.6: Gráficas de convergencia para las bases de datos Gun Point y OlieOil.
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A pesar de la variedad de soluciones sugeridas, se pueden observar algunas similitudes
interesantes. En relación al proceso de suavizado de las series de tiempo, el método SG, que
corresponde al filtro de Savitzky-Golay, fue el algoritmo más seleccionado. Se destaca que
para el caso del hiperparámetro relacionado con el tamaño de la ventana, se sugiere utilizar
un tamaño que oscila entre un 5 al 20% respecto de la longitud de la serie de tiempo.

Respecto a la representación de series de tiempo, los métodos PCA y SAX fueron los méto-
dos de representación más populares. En el caso del método PCA se puede considerar que sin
importar las características intrínsecas de las series de tiempo, el hiperparámetro encargado
del porcentaje de la reducción de dimensionalidad de la serie se ajusta a un 60%, es decir,
que es la capacidad promedio de reducción en la mayoría de las bases de datos donde se
utiliza este método. El método SAX fue sugerido principalmente para dos bases de datos en
particular, Coffee y FaceFour que se caracterizan por tener series de tiempo de longitud inter-
media. En relación al proceso de clasificación, el clasificador k-NN con distancia euclidiana
fue la combinación mayormente preferida, donde se observa que el valor del hiperparámetro
k, usualmente es sugerido en un rango de 1 a 3 vecinos.

Hablando de los tiempos de ejecución, se observa que varían considerablemente debido
a diferentes aspectos como son: las características propias de las bases de datos (cantidad
de clases, cantidad de instancias de entrenamiento, longitud de las series de tiempo), la va-
riedad de métodos evaluados y sus hiperparámetros relacionados. Considerando los tiempos
promedios que se presentan en la quinta columna de la Tabla 6.7, se puede notar que la ejecu-
ción con un menor costo (119 minutos) fue obtenida por la variante rand/1/exp en el contexto
de la base de datos Coffee, mientras que la ejecución más cara (6870 minutos) fue realizada
por la variante best/1/bin con la base de datos GunPoint.

Finalmente, a partir de los mejores modelos encontrados para cada una de las variantes
en cada base de datos, en las Figuras 6.7 y 6.8 se muestran dos ejemplos gráficos del mode-
lo sugerido para las bases de datos FaceFour y Beef. En estos ejemplos se muestra el com-
portamiento promedio de los datos originales, posteriormente se muestra el resultado al ser
aplicado el método de suavizado y finalmente se observa el resultado de los datos reducidos.

El resto de las representaciones gráficas de las soluciones pueden ser consultadas en el
Anexo 10.

6.4. CONCLUSIONES
En este capítulo se presentó la propuesta del algoritmo denominado como µ-DEMS, a

partir del cual se realizó una comparación empírica de cuatro variantes de evolución diferen-
cial: rand/1/bin, rand/1/exp, best/1/bin y best/1/exp para resolver una instancia del problema
de selección del modelo completo en bases de datos temporales. La comparación se centró
en analizar el efecto de la cruza y el tipo de vector base cuando se resuelve el problema de
FMS en bases de datos temporales. Cada variante de µ-DEMS fue evaluada en seis bases de
datos temporales, donde el análisis experimental se dividió en el análisis estadístico de los
resultados numéricos, el comportamiento de convergencia y el análisis del tipo de solución
final encontrada.

La evaluación general sugiere que µ-DEMS representa una opción viable para encontrar
modelos completos. Por otro lado, se encontró que el uso del mejor vector de la población
actual como vector base junto con una cruza binaria es una buena opción para alcanzar me-
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Tabla 6.7: Modelos sugeridos por cada variante de µ-DEMS.
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Figura 6.7: Representación gráfica del modelo sugerido por la variante best/1/exp para la base de datos Beef. (1)
Comparación entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prue-
ba con los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de representación.
(3) La media del conjunto de datos de prueba después del cambio de representación y selección de instancias.

jores resultados numéricos. Por el contrario, si se tiene una base de datos que requiera un
mayor tiempo computacional para la búsqueda y evaluación de sus modelos, se recomienda
que en lugar de usar el mejor vector base puede elegirse uno al azar con una cruza binaria
para obtener resultados competitivos en un menor número de evaluaciones.

A partir del análisis del comportamiento de convergencia, se observó que en un rango
de 150 a 200 generaciones era posible lograr resultados competitivos a través del uso de las
variantes rand, es decir, aquellas variantes donde el vector base utiliza un vector de la pobla-
ción actual seleccionado al azar. Además, si el número de generaciones excedía a 200, se notó
que la variante best/1/bin era capaz de lograr mejores resultados finales.

Finalmente, en el análisis de las soluciones finales encontrados se muestra que los méto-
dos SG, SAX, PCA y KNN con distancia euclidiana fueron los métodos mayormente sugeridos
por las variantes de µ-DEMS para llevar a cabo las tareas de suavizado, representación de
series de tiempo y clasificación respectivamente. Algunos hallazgos importantes fueron en-
contrados a partir del análisis de los modelos finales, por ejemplo:

• Para el uso del método de suavizado SG, el valor del hiperparámetro correspondiente
a la ventana puede tomar valores en un rango del 5 al 20% respecto a la longitud de la
serie de tiempo que se esté procesando.

• El método PCA, tiene una capacidad promedio de reducción de dimensionalidad de
una serie de tiempo del 60%.
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Figura 6.8: Representación gráfica del modelo sugerido por la variante best/1/bin para la base de datos FaceFour.
(1) Comparación entre la media del conjunto de datos originales de prueba y la media del conjunto de datos
de prueba con los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de repre-
sentación. (3) La media del conjunto de datos de prueba después del cambio de representación y selección de
instancias.

• El valor más común para el hiperparámetro k del clasificador KNN oscila entre 1 a 3.

En el siguiente capítulo se presenta una extensión de la instancia del problema de FMS,
donde se incorporan nuevos métodos de suavizado, se incorpora la tarea de reducción de
instancias y se agregan nuevos métodos de clasificación.
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FMS EN BASES DE DATOS TEMPORALES:

COMPARACIÓN DE METAHEURÍSTICAS

BASADA EN POBLACIÓN Y BASADA EN UN

SOLO PUNTO

La ciencia es un cementerio de ideas
muertas, aunque de ellas puede salir la
vida.

—Miguel de Unamuno

7.1. ANTECEDENTES
En este capítulo se presenta una extensión del análisis descrito en el Capítulo 6. Se in-

corporan nuevos métodos de suavizado, se agregan dos métodos para la tarea de reducción
de datos a nivel de tuplas, así como la incorporación de nuevos métodos de clasificación. A
partir de esta nueva instancia del problema de FMS, se comparan dos enfoques de búsqueda,
el primero basado en metaheurísticas poblacionales (PM, Population-based Metaheuristic) y
el segundo en metaheurísticas de un solo punto de búsqueda (SM, Single-point-based search
Metaheuristic).

El enfoque PM funciona bajo el concepto del algoritmo µ-DEMS presentado en el ca-
pítulo anterior, en el que cuatro diferentes variantes son evaluadas. En este capítulo, dichas
variantes son denominadas como P-DEMS1, P-DEMS2, P-DEMS3 y P-DEMS4, las cuales usan
una codificación con números reales de las soluciones. Respecto al enfoque SM, se presentan
dos versiones basadas en una simple búsqueda local (LS, Local Search). La primera versión
usa una codificación binaria y es denominada como S-LSMS1, mientras que la segunda ver-
sión utiliza una codificación mixta y es denominada como S-LSMS2.

76
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7.2. DESCRIPCIÓN DE LA PROPUESTA
La metodología que se adoptó para la evaluación de los enfoques PM y SM se presenta en

la Figura 7.1. Los datos de entrada se dividen en un conjunto de entrenamiento y un conjunto
de prueba. El conjunto de entrenamiento se utiliza en el proceso de búsqueda para evaluar
cada modelo candidato, donde cada modelo está compuesto por la combinación de un mé-
todo de suavizado, de representación de series de tiempo, de reducción de numerosidad y de
un clasificador con los hiper-parámetros relacionados a cada método. Al final del proceso de
búsqueda, se obtiene el mejor modelo que se evalúa en el conjunto de prueba. A continua-
ción se describen las codificaciones utilizadas por las soluciones, la función de aptitud y los
enfoques de búsqueda.

Figura 7.1: Metodología general del enfoque de FMS para bases de datos temporales.

7.2.1. CODIFICACIÓN DE LA SOLUCIÓN

CODIFICACIÓN REAL

En el enfoque PM, cada solución potencial es codificada como un vector de números
reales que es formado como se muestra en la Ecuación 7.1. Donde j representa cada posi-
ción dentro de un vector en particular, x j ,s ∈ [1,4], x j ,r ∈ [1,3], x j ,n ∈ [1,2] y x j ,c ∈ [1,6] re-
presentan el identificador (ID) del método seleccionado para las tareas de suavizado, repre-
sentación de series de tiempo, reducción de numerosidad y clasificación respectivamente.
h j ,1,...,ns , h j ,1,...,nr , h j ,1,...,nn y h j ,1,...,nc codifica cada conjunto de hiper-parámetros correspon-
dientes a cada método seleccionado, donde ns, nr , nn y nc representan el número total de
hiper-parámetros que poseen diferentes rangos, de los límites (límite inferior, lb y límite su-
perior, ub) por cada subconjunto de métodos de suavizado, representación, reducción de
numerosidad y clasificación. Por lo tanto, la dimensión D de cada vector solución es calcula-
da mediante la Ecuación 7.2.

En este capítulo, cada solución candidata generada por el enfoque PM posee 24 dimen-
siones (variables) que toman valores de acuerdo a los límites de cada hiper-parámetro pre-
sentados en la Tabla 7.1. La Figura 7.2 muestra una representación gráfica del vector solución.

xi = [x j ,s ,h j ,1,...,ns , x j ,r ,h j ,1,...,nr , x j ,n ,h j ,1,...,nn , x j ,c ,h j ,1,...,nc ] (7.1)
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Tabla 7.1: Descripción de los métodos considerados y los hiperparámetros utilizados. TLS significa la longitud de
la serie de tiempo.

ID Método Tipo Hiperparámetros ∈R Descripción

1 SG - Filtro Savitzky-Golay S
k [1,5]

f [1,TSL]
Orden polinomial
Tamaño ventana

2 MA - Promedio Móvil S span [2,TSL] Tamaño de ventana
3 LRw - Regresión Local (lowess) S %span [0.1,1] Porcentaje de tamaño ventana
4 LRe - Regresión Local (loess) S %span [0.1,1] Porcentaje de tamaño ventana

1 SAX - Symbolic Aggregate Approxima-
tion

R
nseg [2,TSL/2]

a [2,20]
Número de segmentos

Alfabeto

2 PAA - Piecewise Aggregate Approxi-
mation

R nseg [2,TSL/2] Número de segmentos

3 PCA - Análisis de Componentes Prin-
cipales

R %red [0.20,0.90] Porcentaje de reducción

1 INSIGTH I %ins [0.5,1] Porcentaje de instancias

2 MC1 - Monte Carlo 1 I
%ins [0.5,1]

nitera [1,500]
Porcentaje de instancias
Número de iteraciones

1 KNN-ED - K-vecinos más cercanos -
Distancia Euclidiana

C k [1,7] Número de vecinos

2
KNN-LBDTW - K-vecinos
más cercanos - Lower Bounding
Dynamic Time Warping

C
k [1,7]

r [0.0,0.05]
Número de vecinos

Porcentaje de warping

3 NB - Naive Bayes C tk [1,4]
Tipo de kernel, 1= normal, 2 = box,

3 = epanechnikov y 4 = triangle

4 TD - Árbol de decisión C
tsc [1,3]

maxCat [2,20]

Criterio de división, 1 = gdi,
2 = twoing y 3 = deviance

Máximo de niveles
5 AB - AdaBoost C nTD [2,500] Número de aprendices

6 SVM - Support Vector Machine C

-t [0,3]

-d [1,50]
-g [1.0,100.0]
-r [0.0,100.00]
-c [1.0,1000.0]

Tipo de kernel, 0 = lineal, 1 = polinomial,
2 = radial y 3 = sigmoidal

Grado de la función kernel
Gamma en función kernel

Coef0 en función kernel
Cost

D = s +ns + r +nr +n +nn + c +nc (7.2)

CODIFICACIÓN BINARIA

La codificación binaria es el esquema tradicional para la representación de soluciones
usado por los algoritmos genéticos. Algunas de las razones por las que se ha utilizado la repre-
sentación binaria se remonta al trabajo de Holland [70], que comparó dos representaciones
diferentes (binaria y decimal) que tuvieran aproximadamente la misma capacidad de acarreo
de información.

Holland argumentó que la representación binaria da pie a un grado más elevado de pa-
ralelismo implícito porque permite mayor número de esquemas que la representación de-
cimal. Un esquema se puede definir como una plantilla que describe un sub-conjunto de
cadenas que comparten ciertas similitudes en algunas posiciones a lo largo de su longitud
[65].

Por lo tanto, el hecho de contar con más esquemas favorece la diversidad e incrementa la
probabilidad de formar mejores soluciones que vayan mejorando en cada generación.
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Figura 7.2: Representación gráfica de un vector solución usado en la codificación real y mixta.

La representación binaria es utilizada para evaluar el enfoque SM, donde cada vector
solución xi está formado por cadenas binarias. Cada cadena binaria posee una longitud en
particular l j , calculada a partir de la Ecuación 7.3, donde se consideran los límites de cada
variable (hiper-parámetro) así como un valor de precisión p. Para esta instancia del proble-
ma, el valor de p fue establecido a 0 cuando se requería codificar valores discretos, mientras
que para codificar valores reales se usó un valor de p = 4. La longitud total del vector svl , es
el resultado de la concatenación de cada cadena que corresponde a una determinada varia-
ble, la Ecuación 7.4 muestra la forma de calcular la longitud total de un vector solución. En la
Figura 7.3 se muestra un ejemplo de una solución codificada en representación binaria.

l j = int[log2[(ub j − lb j ) ·10p ]+0,9] (7.3)

svl =
D∑

j=1
l j (7.4)

Para el cálculo de la función de aptitud de cada solución, se requiere de un proceso de
decodificación. Dicho proceso es aplicado por cada cadena que forma el vector completo a
través de la Ecuación 7.5.

xi j = lb j +
xi nt (ub j − lb j )

2l j −1
(7.5)

Figura 7.3: Representación gráfica de la codificación binaria.
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CODIFICACIÓN MIXTA

La codificación mixta consiste en un vector D-dimensional, donde D se calcula mediante
la Ecuación 7.2. Cada variable del vector se genera dentro de sus límites establecidos, ver
Tabla 7.1. En esta codificación, se permiten tanto valores reales como discretos.

7.2.2. FUNCIÓN DE APTITUD

El problema de FMS es tratado como un problema de optimización global (mono-objetivo).
Tanto en el enfoque PM como en el SM, la tasa de error (ver Ecuación 6.5) de un modelo es
considerada como la función de aptitud fx . Al igual que en el capítulo anterior, se adopta
el método de validación cruzada (ver Ecuación 6.6) con el objetivo de hacer frente al sobre-
ajuste de los modelos. Por lo tanto, la función de aptitud puede expresarse como en la Ecua-
ción 7.6.

f (x) =CV ER (7.6)

7.2.3. METAHEURÍSTICAS PARA EL PROCESO DE BÚSQUEDA

En esta sección se describen los dos enfoques que se van a comparar, que son el basado
en una metaheurística poblacional y el basado en una metaheurística de un solo punto de
búsqueda.

ENFOQUE PM
El enfoque poblacional está basado en la propuesta presentada en el Capítulo 6, donde

se propone el uso de la versión micro del algoritmo de evolución diferencial, ver Algoritmo 8.
Se evalúan las cuatro variantes que son: rand/1/bin, rand/1/exp, best/1/bin y best/1/exp.

ENFOQUE SM
El enfoque SM esta basado en la idea básica de la búsqueda local, que es considerada

como el método metaheurístico más antiguo y simple [169]. En cada iteración de LS, una so-
lución s es reemplazada por una solución vecina siempre que se mejore la función de aptitud;
de lo contrario, la solución original es conservada. Alguno de los criterios de paro es detener
la búsqueda cuando todas las soluciones vecinas resultan ser peores que la solución actual.
En este trabajo se estableció como criterio de paro un número máximo de iteraciones.

Algoritmo 9 LS
Entrada: Nk (Tamaño vecindario), i ter (Máximo número de iteraciones)

1: Set i = 0
2: s0; /* Generar una solución inicial */
3: while i < i ter do
4: s = s0
5: Generar (N (s)); /* Generar vecinos candidatos/
6: if existe un mejor vecino then
7: s = s′; /* Seleccionar un mejor vecino s′ ∈ N (s)*/
8: end if
9: end while

10: i = i +1
Salida: Solución final encontrada(óptimo local)

Dos aspectos importantes que definen a la LS es la forma en que se generan las soluciones
vecinas (estocástica o determinista) y la estrategia para seleccionar la solución vecina. En la
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1 0 0 1 1 0

nvar = 3

0 1 0 0 1 0

vecino 1

Figura 7.4: Ejemplo de vecino generado por el operador de LS en codificación binaria.

literatura, se han propuesto diversas estrategias que pueden ser aplicadas para la selección
de la solución vecina, a continuación se describen brevemente algunas de estas estrategias
[169].

• Estrategia de la mejora más competitiva. En esta estrategia, se selecciona el mejor
vecino (es decir, el mejor vecino que mejora la función de aptitud). El vecindario es
evaluado de forma determinista. Por lo tanto, la exploración se lleva a cabo de forma
exhaustiva y se tratan todos los posibles movimientos de una solución con el objetivo
de seleccionar la mejor solución vecina.

• Estrategia de la primera mejora. En esta estrategia, se elige el primer vecino que sea
mejor que la solución actual. Por lo tanto, si se encuentra un vecino que mejora es
seleccionado de forma inmediata. En el mejor de los casos, esta estrategia implica una
evaluación parcial del vecindario.

• Estrategia aleatoria. En esta estrategia, se aplica una selección aleatoria a los vecinos
que logre mejorar la solución actual.

En esta sección se propone un operador para la generación estocástica de soluciones ve-
cinas, considerando dos enfoques de codificación (binaria y mixta). Para la selección de la
solución vecina que pasa a la siguiente iteración, se propone el uso de la estrategia de la me-
jora más competitiva. En el paso cinco del Algoritmo 9 se señala el llamado a dicho operador.
Se proponen dos versiones de LS, basadas en el Algoritmo 9, donde el operador del vecinda-
rio varía ligeramente dependiendo del tipo de codificación utilizada para representar a una
solución.

Si se utiliza la codificación binaria, se seleccionan nvar posiciones aleatoriamente, don-
de nvar ∈ [1, svl ]. Las posiciones seleccionadas son cambiadas mediante una función de
intercambio, es decir, 0 por 1 o viceversa. Cuando todas las nvar posiciones han sido modi-
ficadas, se puede decir que se tiene una nueva solución vecina, ver ejemplo en la Figura 7.4.

Por otro lado, se plantea una versión donde la solución actual utiliza una representación
mixta. Para dicha versión también se seleccionan de manera aleatoria nvar posiciones de la
solución actual. Sin embargo, es esta versión cada posición es cambiada por un nuevo valor
que se encuentre en los límites de las variables correspondientes, ver ejemplo en la Figura 7.5.

7.3. EXPERIMENTOS Y RESULTADOS
En esta sección se describen los experimentos llevados a cabo en los que se compara el

comportamiento de las metaheurísticas anteriormente descritas (basadas en la población y
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2 3.5 0.7 1 1025 0.1

nvar = 3

2 5.2 0.3 1 1025 0.8

vecino 1

Figura 7.5: Ejemplos de vecino generado por el operador de LS en codificación mixta.

basadas en un único punto), para resolver el problema de FMS en bases de datos temporales.
Se usaron diez bases de datos de series de tiempo, las cuales se describen en la Tabla 7.2.

Las características de las bases de datos que se presentan son: el nombre de la base de
datos (columna 2), el número de clases (columna 3), el número de instancias que posee el
conjunto de entrenamiento (columna 4), el número de instancias del conjunto de prueba
(columna 5), la longitud de las series de tiempo (columna 6) y el tipo (columna 7).

En las columnas de la 8 a la 10, se incorporan tres características que son el resultado de
un análisis visual presentado en [140]. A partir de este análisis se obtiene la característica de
la separación entre clases (columna 8) que determina la facilidad de separar series de tiempo
por clases, donde un valor de 1 significa no separable y un valor de 3 significa fácilmente
separable. El nivel de ruido (columna 9) también es analizado, donde se establece un criterio
de 1 a 5 en el que 1 significa un nivel bajo de ruido mientras que 5 significa un nivel alto
de ruido en las series de tiempo. La similitud entre el conjunto de entrenamiento y el de
prueba también es analizada, para esta característica se establece un rango de 1 a 3, donde 1
representa una baja similitud y 3 significa una alta similitud entre los conjuntos de datos.

De acuerdo con el análisis de estas tres últimas características en las bases de datos, se es-
pera obtener un mejor resultado en aquellas bases de datos donde la separación entre clases
es alta, el nivel de ruido es bajo y existe una alta similitud entre los conjuntos de entrena-
miento y de prueba.

7.3.1. CONFIGURACIÓN EXPERIMENTAL

Cada enfoque metaheurístico fue evaluado en diez bases de datos, descritas en la Ta-
bla 7.2. El conjunto de bases de datos fue seleccionado de acuerdo a su dimensionalidad
vertical y horizontal, factibles de ser procesadas para obtener resultados en un tiempo de
ejecución considerable. Se llevaron a cabo cinco ejecuciones independientes de las versio-
nes del enfoque PM y de las versiones del enfoque SM. Se usaron 3000 evaluaciones como
criterio de paro. La configuración usada por cada enfoque se describe en la Tabla 7.3.
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Tabla 7.2: Descripción de bases de datos. CS significa separación entre clases, NL significa nivel de ruido y SBS
significa similitud entre el conjunto de entrenamiento y prueba.
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Tabla 7.3: Configuración de parámetros de las metaheurísticas. I significa iteraciones, N P es el tamaño de la
población, C R es la taza de cruza, F es el factor de escalamiento, N es el número de soluciones a reiniciar, R es la
frecuencia de reemplazos y Nk es el tamaño del vecindario.

Metaheurísticas Algoritmo Configuración de parámetros
PM µ-DE versions I = 500, NP = 6, CR = 0.1, F = 0:9, N = 2,

R = 10
SM LS versions I = 500, Nk =6

Todos los experimentos se llevaron a cabo en equipos de cómputo con la configuración
que se muestra en la Tabla 7.4.

Tabla 7.4: Configuración del equipo de cómputo utilizado en cada experimento.

Sistema Operativo Windows 7 Pro
CPU Intel® Xeon® E3-1200 v3
RAM 16 GB

7.3.2. EXPERIMENTO 1. RESULTADOS ESTADÍSTICOS

A partir de las cinco ejecuciones realizadas por cada enfoque, en la Tabla 7.5 se muestran
los resultados finales de CVER obtenidos por las seis metaheurísticas. Los valores que se re-
portan corresponden al promedio de los modelos finales (mejor modelo obtenido en cada
ejecución de una metaheurística) evaluados en el conjunto de prueba de cada base de datos.

Se llevó a cabo una comparación múltiple no-paramétrica mediante la prueba de Fried-
man [61]. Dado que las metaheurísticas fueron evaluadas a través de los mismos conjuntos
de datos, la prueba de Friedman considera que la hipótesis nula que se prueba es que todas
las versiones de metaheurísticas obtienen resultados similares con diferencias no significa-
tivas. Por lo tanto, clasifica las metaheurísticas para cada problema por separado, donde la
metaheurística que muestra un mejor rendimiento debería tener el rango 1, la segunda me-
jor rango 2, etc., como se presenta en la Tabla 7.6. Cuando se presentan vínculos o empates,
se calculan los rangos promedios.

Con las seis metaheurísticas comparadas y las diez bases de datos utilizadas, el p-valor
calculado mediante la prueba de Friedman fue de 0.183, aceptando así la hipótesis nula. Por
lo tanto, no se encontraron diferencias significativas entre las metaheurísticas comparadas
usando la prueba de Friedman. Sin embargo, de acuerdo con el rango promedio que se mues-
tra en la Tabla 7.6, la metaheurística denominada como S-LSMS1 (SM con codificación bina-
ria) fue la mejor ponderada en la mayoría de las bases de datos, seguida por P-DEMS1 (PM
basada en µ-DE, donde el vector base es seleccionado al azar y se usa una cruza binomial).

Con el objetivo de validar los resultados estadísticos, se aplicó la prueba post hoc de Tu-
key basada en los resultados de la prueba de Friedman, donde se utilizaron los mejores valo-
res y los valores de las medianas obtenidos de las cinco ejecuciones independientes de cada
metaheurística para el conjunto de las diez bases de datos (resumidos en la Tabla 7.5). Los re-
sultados de la prueba post hoc de Tukey se muestran en la Figura 7.6, donde el eje x presenta
el intervalo de confianza en los rangos medios (proporcionado por la prueba de Friedman)
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2 2.5 3 3.5 4 4.5 5 5.5

S-LSMS2

S-LSMS1

P-DEMS4

P-DEMS3

P-DEMS2

P-DEMS1

1.5 2 2.5 3 3.5 4 4.5 5

S-LSMS2

S-LSMS1

P-DEMS4

P-DEMS3

P-DEMS2

P-DEMS1

(a) (b)

Figura 7.6: Prueba post hoc de Tukey utilizando (1) los mejores valores y (2) los valores en las medianas sobre
todo el conjunto de bases de datos.

y el eje y muestra el nombre de cada metaheurística comparada. Utilizando los mejores va-
lores, la prueba arrojó un p-valor de 0.005, mientras que para los valores de las medianas el
p-valor fue de 0.250. En el caso de la Figura 7.6(a), se observa una diferencia significativa en-
tre S-LSMS1 y P-DEMS4, siendo S-LSMS1 la metaheurística que reporta los más bajos valores
de CVER. En la Figura 7.6(b) no se observan diferencias significativas entre las metaheurísti-
cas comparadas.

Finalmente, como parte del análisis de resultados numéricos se realizó una comparación
a pares para determinar cuál de las metaheurísticas muestra un rendimiento diferente en
comparación con una metaherística de control seleccionada. La metaheurística que fue con-
siderada como de control fue S-LSMS1, debido a que fue la mejor ponderada por la mayoría
de las bases de datos en la prueba de Friedman. Se aplicó la prueba de suma de rangos de
Wilcoxon con un 95% de confianza, para dicha prueba se utilizaron los resultados numéricos
obtenidos por cada metaheurística en cada una de las bases de datos. La Tabla 7.6 mues-
tra los resultados numéricos de la comparación por pares, donde las metaheurísticas están
ordenadas de acuerdo con el rango promedio proporcionado por la prueba de Friedman.

Los resultados presentados en la Tabla 7.7 muestran que la metaheurística S-LSMS1 fue
capaz de obtener resultados más competitivos en la mayoría de las bases de datos en com-
paración con las otras metaheurísticas. S-LSMS1 superó significativamente a P-DEMS1 en
dos bases de datos que son Lightning-7 y Trace, mientras que S-LSMS1 fue superada por
P-DEMS1 en las bases de datos Coffee y GunPoint y en seis de las bases de datos el compor-
tamiento entre S-LSMS1 y P-DEMS1 fue similar ya que no se presentaron diferencias signifi-
cativas. En la comparación entre S-LSMS1 y P-DEMS2, S-LSMS1 logró superar a P-DEMS2 en
cuatro bases de datos (Beef, ECG200, Lightning-7 y Trace), mientras que P-DEMS2 fue me-
jor solo en la base de datos Coffee y en 5 de las 10 fueron iguales. Cuando se compararon
S-LSMS1 y S-LSMS2, S-LSMS1 fue significativamente mejor en Beef y Lightning-7 y fue peor
en la base de datos Coffee, mientras que en siete de las diez bases de datos no presentaron di-
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Tabla 7.5: Mejores valores y medianas de cada metaheurística. Donde B: significa mejor valor y M: significa valor
de la mediana.

Base de datos Stat. P-DEMS1 P-DEMS2 P-DEMS3 P-DEMS4 S-LSMS1 S-LSMS2

Beef
B 0.000 0.033 0.000 0.100 0.000 0.033
M 0.000 0.100 0.000 0.167 0.000 0.367

CBF
B 0.000 0.000 0.000 0.000 0.000 0.000
M 0.000 0.000 0.000 0.000 0.000 0.049

Coffee
B 0.000 0.000 0.000 0.000 0.000 0.000
M 0.000 0.000 0.000 0.000 0.307 0.000

ECG200
B 0.000 0.000 1.000 1.000 0.000 0.000
M 0.000 1.000 1.000 1.000 0.000 0.000

FaceFour
B 0.000 0.000 0.000 0.000 0.000 0.000
M 0.000 0.000 0.000 0.000 0.000 0.000

Gun_Point
B 0.000 0.000 0.493 0.493 0.000 0.000
M 0.000 0.493 0.493 0.493 0.480 0.087

Lightning-2
B 0.000 0.000 0.000 0.000 0.000 0.000
M 0.000 0.000 0.000 0.000 0.000 0.000

Lightning-7
B 0.737 0.729 0.766 0.739 0.000 0.000
M 0.766 0.768 0.794 0.766 0.027 0.095

OliveOil
B 0.000 0.000 0.000 0.000 0.000 0.000
M 0.000 0.000 0.000 0.000 0.000 0.200

Trace
B 0.000 0.000 1.000 1.000 0.000 0.000
M 1.000 1.000 1.000 1.000 0.000 0.000

ferencias significativas. S-LSMS1 superó a P-DEMS4 en cuatro bases de datos (Beef, ECG200,
Lightning-7 y Trace) y fue superada solo en la base de datos Coffee mientras que en las otras
cinco bases de datos no se presentaron diferencias significativas. Finalmente, P-DEMS3 fue
superada por S-LSMS1 en tres bases de datos (ECG200, Lightning-7 y Trace) y logró superar
a S-LSMS1 en Coffee. En resumen, se puede observar que S-LSMS1 fue capaz de obtener va-
lores competitivos en ocho de diez bases de datos, dichas bases de datos fueron Beef, CBF,
ECG200, FaceFour, Lightning-2, Lightning-7, OliveOil y Trace.

A partir del análisis estadístico de los resultados numéricos, se puede decir que entre
las dos versiones de las metaheurísticas basadas en un solo punto, la versión donde se uti-
lizó una codificación binaria (S-LSMS1) fue la que reportó mejores resultados numéricos,
especialmente en bases de datos que poseen una alta dimensionalidad, el nivel de ruido es
alto y el número de clases es mayor a dos. En el caso de las versiones de las metaheurísti-
cas poblacionales, la que logra reportar resultados competitivos en comparación con el resto
de las versiones poblacionales es P-DEMS1 que usa la codificación real y utiliza la variante
rand/1/bin. Es importante remarcar que P-DEMS1 reporta resultados competitivos en bases
de datos binarias y donde el nivel de ruido es moderado o bajo.

7.3.3. EXPERIMENTO 2. ANÁLISIS DE CONVERGENCIA

Para llevar a cabo el análisis de convergencia de las metaheurísticas, se consideró el com-
portamiento promedio de las cinco ejecuciones independientes de cada metaheurística. En
las Figuras 7.7-7.11 se muestran las gráficas de convergencia de las bases de datos que fueron
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Tabla 7.6: Comparación múltiple del rendimiento promedio de las seis versiones de metaheurísticas por cada ba-
se de datos. Los valores a la derecha del símbolo ± representa la desviación estándar y los valores entre paréntesis
representan los rangos calculados por la prueba de Friedman. Los valores en negritas representan los valores más
bajos encontrados o el mejor ranking.
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Tabla 7.7: Comparación por pares entre la metaheurística de control S-LSMS1 y el resto de las metaheurísticas.
(-) significa que se presentó una diferencia significativa a favor de la metaheurística de control. (+) implica que
hubo una diferencia significativa a favor de la metaheurística comparada. (=) significa que no presentó diferen-
cia significativa entre las metaheurísticas comparadas. Los valores en negritas representan los mejores valores
encontrados.

D
at

ab
as

e
S-

L
SM

S1
1◦

(C
o

n
tr

o
l)

P
-D

E
M

S1
2◦

P
-D

E
M

S2
3◦

S-
L

SM
S2

4◦
P

-D
E

M
S4

5◦
P

-D
E

M
S3

6◦

B
ee

f
0.

00
0±

0.
00

0
0.

05
3±

0.
10

2
(=

)
0.

08
7±

0.
03

8
(-

)
0.

36
7±

0.
22

7
(-

)
0.

16
0±

0.
06

0
(-

)
0.

00
0±

0.
00

0
(=

)
C

B
F

0.
00

0±
0.

00
0

0.
00

0±
0.

00
0

(=
)

0.
00

0±
0.

00
0

(=
)

0.
03

0±
0.

02
7

(=
)

0.
00

0±
0.

00
0

(=
)

0.
00

0±
0.

00
0

(=
)

C
o

ff
ee

0.
26

8±
0.

15
7

0.
00

0±
0.

00
0

(+
)

0.
00

0±
0.

00
0

(+
)

0.
00

0±
0.

00
0

(+
)

0.
00

0±
0.

00
0

(+
)

0.
00

0±
0.

00
0

(+
)

E
C

G
20

0
0.

00
0±

0.
00

0
0.

00
0±

0.
00

0
(=

)
0.

80
0±

0.
44

7
(-

)
0.

00
0±

0.
00

0
(=

)
1.

00
0±

0.
00

0
(-

)
1.

00
0±

0.
00

0
(-

)
Fa

ce
Fo

u
r

0.
00

0±
0.

00
0

0.
00

0±
0.

00
0

(=
)

0.
00

0±
0.

00
0

(=
)

0.
00

0±
0.

00
0

(=
)

0.
00

0±
0.

00
0

(=
)

0.
00

0±
0.

00
0

(=
)

G
u

n
P

o
in

t
0.

38
8±

0.
21

7
0.

00
0±

0.
00

0
(+

)
0.

39
5±

0.
22

1
(=

)
0.

21
2±

0.
25

3
(=

)
0.

49
3±

0.
00

0
(=

)
0.

49
3±

0.
00

0
(=

)
L

ig
h

tn
in

g-
2

0.
00

0±
0.

00
0

0.
00

0±
0.

00
0

(=
)

0.
00

0±
0.

00
0

(=
)

0.
06

9±
0.

15
4

(=
)

0.
00

0±
0.

00
0

(=
)

0.
00

0±
0.

00
0

(=
)

L
ig

h
tn

in
g-

7
0.

01
9±

0.
01

9
0.

76
6±

0.
03

5
(-

)
0.

76
2±

0.
02

8
(-

)
0.

08
2±

0.
04

6
(-

)
0.

76
1±

0.
01

2
(-

)
0.

78
6±

0.
01

9
(-

)
O

li
ve

O
il

0.
00

0±
0.

00
0

0.
01

3±
0.

03
0

(=
)

0.
03

3±
0.

04
7

(=
)

0.
13

3±
0.

12
2

(=
)

0.
01

3±
0.

01
8

(=
)

0.
02

7±
0.

04
3

(=
)

Tr
ac

e
0.

00
0±

0.
00

0
0.

80
0±

0.
44

7
(-

)
0.

80
0±

0.
44

7
(-

)
0.

00
0±

0.
00

0
(=

)
1.

00
0±

0.
00

0
(-

)
1.

00
0±

0.
00

0
(-

)
N

ú
m

er
o

d
e

(-
)

2
4

2
4

3
N

ú
m

er
o

d
e

(+
)

2
1

1
1

1
N

ú
m

er
o

d
e

(=
)

6
5

7
5

6



7.3. EXPERIMENTOS Y RESULTADOS 89

consideradas. El eje x representa el número de iteraciones realizadas por cada metaheurística
y el eje y muestra el valor de la función objetivo obtenido en cada iteración. El eje x es presen-
tado en una escala logarítmica para una mejor visión de los resultados. A partir de las gráficas
de convergencia, se puede observar que para el caso del enfoque poblacional se sugiere el uso
de P-DEMS1. Sin embargo, en algunos casos como la base de datos Trace, P-DEMS1 quedó
atrapada en un óptimo local. Respecto a los enfoques SM, la opción de S-LSMS2 (que usa
representación mixta) logró una convergencia más rápida respecto a S-LSMS1 (que usa re-
presentación binaria), pero se observó un mayor estancamiento en óptimos locales en bases
de datos como Beef, CBF, Lightning-2 o OliveOil, mientras que S-LSMS2 logra encontrar va-
lores más prometedores conforme avanza el número de iteraciones. Un hallazgo importante
fue que P-DEMS1 fue capaz de obtener una mejora significativa en el valor de la función de
aptitud en iteraciones tempranas, es decir, antes de las 100 iteraciones, en la mayoría de las
bases de datos consideradas en la experimentación. Sin embargo S-LSMS1 fue capaz de con-
seguir resultados competitivos al final del proceso de búsqueda.
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Figura 7.7: Gráficas de convergencia para las bases de datos Beef y CBF.
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Figura 7.8: Gráficas de convergencia para las bases de datos Coffee y ECG200.
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Figura 7.9: Gráficas de convergencia para las bases de datos FaceFour y GunPoint.
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Figura 7.10: Gráficas de convergencia para las bases de datos Lightning2 y Lightning7.
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Figura 7.11: Gráficas de convergencia para las bases de datos OliveOil y Trace.
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7.3.4. EXPERIMENTO 3. ANÁLISIS DE DIVERSIDAD EN EL ENFOQUE PM
En esta sección se muestra un breve análisis de la diversidad de la población en los enfo-

ques PM. La medida de diversidad utilizada en estos experimentos está basada en el trabajo
de Morrison, et al. [110]. Dicha medida se centra en la extensión del concepto del momento
de la inercia donde se pretende realizar la medición de la distribución de la masa en espacios
que pueden ser clasificados como espacios de alta dimensionalidad para la medición de la di-
versidad de la población. Esta medida de diversidad calcula el centroide C = (c1,c2,c3, ...,cn)
de los puntos o vectores P en un espacio de dimensión N , donde cada ci es calculado a través
de la Ecuación 7.7.

ci =
∑ j=P

j=1 xi j

P
(7.7)

donde xi j ∈ R representa el i -ésimo valor de un vector. Esta medida es aplicada por cada
vector de la población actual y es definida por la Ecuación 7.8. Posteriormente, se calcula la
desviación estándar σ del conjunto I .

I =
i=N∑
i=1

j=P∑
j=1

(xi j − ci )2 (7.8)

Durante cada ejecución independiente de cada variante del algoritmo P-DEMS1, por ca-
da base de datos, se fue midiendo la diversidad de la soluciones. Como resultado de esta me-
dición se obtuvo la grafica que se muestra en la Figura 7.12 que muestra el comportamiento
global de la diversidad de las soluciones para cada una de las variantes de P-DEMS.

Se puede observar que la variante P-DEMS1, cuyo vector base es seleccionado de forma
aleatoria y hace uso de la cruza binomial, reporta mejores valores en la medida de diversi-
dad. Dado que la medida de diversidad está basada en la distribución de las soluciones, los
resultados mostrados se pueden traducir como: a mayores valores de la medida de diversidad
existe una mayor área entre las soluciones y son menos parecidas unas entre otras.

Por otro lado, la variante P-DEMS3, que usa el esquema best/1/bin, reporta los peores va-
lores en la medida de diversidad a nivel global. Por lo tanto se puede decir que en la búsqueda
de modelos completos donde están involucradas bases de datos temporales se prefiere el es-
quema rand/1/bin para obtener una mejor diversidad de las soluciones durante la búsqueda.

7.3.5. EXPERIMENTO 4. ANÁLISIS DE LOS MODELOS FINALES

A partir de la ejecución de los enfoques propuestos, en la Tabla 7.8 y la Tabla 7.9 se presen-
tan los mejores modelos encontrados por cada enfoque y por cada una de las bases de datos.
En la tercera columna se detalla el modelo obtenido, la cuarta y quinta columna muestran
el CVER durante el entrenamiento y prueba respectivamente. La sexta columna muestra el
tiempo de ejecución, en minutos, que se requirió para obtener el modelo durante una ejecu-
ción, mientras que la última columna muestra el tiempo de ejecución cuando el modelo es
evaluado en la base de datos de prueba de cada base de datos.

Se puede observar que el método de suavizado mayormente sugerido fue el de promedio
móvil. Respecto a la representación de las series de tiempo o reducción de dimensionali-
dad, el método PAA fue el más sugerido por los enfoques de búsqueda. En relación con la
reducción pero en términos de instancias, denominado como reducción de numerosidad, el
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Figura 7.12: Gráfica de diversidad global, donde se promedió cada una de las iteraciones de todas las bases de
datos.

método INSIGHT fue el método más popular. Referente a la tarea de clasificación, el árbol de
decisión y AdaBooost fueron los métodos más sugeridos.

A partir de los modelos finales, se puede observar que existen diferentes opciones con va-
lores similares en CVER para determinadas bases de datos. Estas bases de datos fueron iden-
tificadas como problemas multi-modales, es decir, que pueden presentar múltiples opciones
de soluciones. Tal es el caso de Beef, Coffee, Gun_Point y Lightning-7, las cuales muestran
más diversificación en la estructura de sus respectivos modelos finales y en el valor de sus
hiper-parámetros.

El tiempo de ejecución de los modelos varía considerablemente debido a las característi-
cas de las bases de datos y los métodos seleccionados para llevar a cabo una sub-tarea espe-
cífica. En general, P-DEMS3 muestra el tiempo de ejecución más bajo, mientras que S-LSMS1
fue el enfoque más costoso. Para el caso de P-DEMS3 resulta ser el enfoque poblacional más
barato, computacionalmente hablando, pero se caracteriza por tener una baja diversidad y
tiende a quedarse en óptimos locales tal y como se puede ver en las gráficas de convergencia
anteriormente presentadas. Por otro lado, S-LSMS1 es el enfoque basado en una solución,
que usa una codificación binaria, que resulta ser el enfoque más costoso. Sin embargo, S-
LSMS1 reporta los valores más bajos para CVER durante la etapa de entrenamiento y resul-
tados competitivos en la fase de prueba. La representación gráfica de cada modelo final se
puede visualizar en al Anexo 11.
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Tabla 7.8: Mejores modelos finales de las bases de datos Beef, CBF, Coffee, ECG200 y FaceFour obtenidos por cada
meta-heurística.
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7. FMS EN BASES DE DATOS TEMPORALES: COMPARACIÓN DE METAHEURÍSTICAS BASADA EN

POBLACIÓN Y BASADA EN UN SOLO PUNTO

Tabla 7.9: Mejores modelos finales de las bases de datos Gun_Point, Lightning-2, Lightning-7, OliveOIl y Trace.
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7.3.6. EXPERIMENTO 5. ANÁLISIS DE FRECUENCIA DEL USO DE LOS MÉTODOS

Con el fin de enriquecer el análisis de las soluciones que fueron mayormente seleccio-
nadas, a continuación se presenta un análisis de la frecuencia de cada uno de los diferentes
métodos que fueron considerados para construir y sugerir modelos completos, mediante el
proceso de búsqueda realizado por las variantes del enfoque poblacional y el enfoque basado
en un solo punto. La Figura 7.13 muestra la frecuencia promedio de selección de cada uno de
los métodos. La frecuencia fue calculada a partir de las cinco ejecuciones independientes de
cada metaheurística (P-DEMS y S-LSMS) sobre cada una de las diez bases de datos usadas pa-
ra la experimentación. Durante el proceso de búsqueda, cada método tenía un contador que
se iba incrementando cada vez que dicho método era seleccionado para formar una solución
candidata de modelo completo. Los valores de la frecuencia de selección donde se usaron las
variantes de P-DEMS se basaron en 601,200 modelos evaluados, mientras que las variantes
de S-LSMS se basaron en 300,600 modelos. Respecto a las opciones de suavizado, S2, que
corresponde al método de Promedio Móvil fue el método más sugerido por el enfoque PM,
mientras que S1 (Sgolay) fue seleccionado por el enfoque SM. En el caso de los métodos para
la representación de las series de tiempo, R2 (que corresponde al método PAA) fue el método
más preferido por ambos enfoques de las metaherísticas. Para el tratamiento de la reducción
de la numerosidad de las bases de datos, INSIGHT fue el método que se presentó con mayor
frecuencia. En la etapa de clasificación, el método C5 que corresponde al ensamble fue el
más frecuente en ambos enfoques de búsqueda.

7.4. CONCLUSIONES
En este capítulo se presentó una comparación entre dos enfoques de metaheurísticas pa-

ra tratar con el problema de selección de modelo completo en bases de datos temporales. El
primer enfoque se basa en la versión micro del algoritmo poblacional Evolución Diferencial,
denominado en este trabajo como µ-DEMS, del cual se evaluaron cuatro variantes basadas
en rand/1/bin (P-DEMS1), rand/1/exp (P-DEMS2), best/1/bin (P-DEMS3) y best/1/exp (P-
DEMS4). El segundo enfoque se centra en evaluar el comportamiento de una de las metaheu-
rísticas más simples basadas en una solución, el buscador local, del cual se generó una ver-
sión para codificación binaria (S-LSMS1) y otra versión para codificación mixta (s-LSMS2).

En total se evaluaron seis opciones de búsqueda de modelos completos, de las cuales 4
son las variantes de P-DEMS y dos de S-LSMS. Cada una de las variantes fue evaluada en diez
bases de datos temporales diferentes que cuentan con un conjunto de datos para el entrena-
miento y otro para la prueba. El conjunto de experimentos que se llevaron a cabo se dividió
en cinco partes que son: el análisis estadístico de los resultados numéricos, el análisis de las
gráficas de convergencia, un análisis de diversidad enfocada solo en las variantes poblacio-
nales, el análisis de los modelos finales y el análisis de frecuencia de selección de los métodos
involucrados para formar un modelo completo.

A partir de estos experimentos se listan a continuación algunas conclusiones y hallazgos
importantes:

• El análisis estadístico sugiere que S-LSMS1 (variante con codificación binaria) es la me-
jor opción cuando se trabaja con bases de datos temporales que poseen una dimen-
sionalidad alta, son ruidosas y el número de clases es mayor a dos. S-LSMS1 posee la
ventaja de ser simple en su estructura además de ser libre de parámetros. Sin embargo
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Figura 7.13: Análisis de frecuencia de los métodos que fueron considerados en el proceso de búsqueda de las
metaherísticas. Donde S1-S4 representan los métodos de suavizado, R1-R3 corresponde a los métodos de repre-
sentación de series de tiempo, NR1-NR2 son los métodos de reducción de numerosidad y C1-C6 representan los
clasificadores.
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tiene la desventaja de tener un costo computacional alto.

• Por otro lado, si la base de datos es dicotómica, el ruido es moderado y su dimensio-
nalidad se encuentra por debajo de un valor aproximado de 350, entonces la variante
poblacional P-DEMS1 que se basa en rand/1/bin resulta ser la mejor opción, además de
lograr resultados competitivos antes de 100 iteraciones.

• Se logró observar que en presencia de un esquema 4/4/2, donde existen cuatro tareas
diferentes con un número promedio de cuatro métodos alternativos por tarea, de los
cuales se están optimizando por lo menos dos hiper-parámetros con diferentes límites
de las variables, la variante rand/1/bin aporta una mejor diversidad de modelos com-
pletos.

• En relación a los modelos finales, se puede ver que para la mayoría de las bases de
datos se encontró un modelo completo que contiene los métodos más simple para las
tareas de suavizado, reducción de dimensionalidad y reducción de numerosidad. Estos
métodos son Promedio móvil, PAA e INSIGHT respectivamente. Por el lado de la tarea
de clasificación, Adaboost fue el método más frecuente.

• Un importante hallazgo fue encontrar diferentes configuraciones de modelos comple-
tos con un desempeño similar para una base de datos en particular. Ésto sugiere que
algunas bases de datos temporales puedan verse como un problema multi-modal.
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SELECCIÓN DEL MODELO COMPLETO

MULTI-OBJETIVO EN BASES DE DATOS

TEMPORALES: OPTIMIZANDO TIEMPO Y

RENDIMIENTO

Lo que sabemos es una gota de agua; lo
que ignoramos es el océano.

—Isaac Newton

8.1. ANTECEDENTES
En este capítulo se presenta una extensión de la propuesta presentada en los Capítulo 6

y 7, dicha extensión consiste en tratar el problema de FMS desde un enfoque multi-objetivo.
Dentro de la revisión de la literatura se pudo observar que existen algunas propuestas multi-
objetivo para la solución del problema FMS, tal es el caso del uso de MOEA/D, donde se
optimizan el error de clasificación durante el entrenamiento y la complejidad a través de la
dimensión de Vapnik-Chervonenkis [147].

Otra propuesta es donde se muestra un enfoque multi-objetivo donde se utilizó el sesgo y
la varianza como funciones objetivo para regular la complejidad de los modelos finales [146].
Recientemente, se propuso en la literatura un enfoque multi-objetivo donde se incorpora la
reducción de instancias que enfoca la búsqueda en dos objetivos que son la tasa de error del
modelo y la tasa de reducción del conjunto de entrenamiento [87, 139].

Sin embargo, se pudo observar que estos enfoques multi-objetivo están dedicados a tra-
tar con bases de datos estáticas, en las cuales las variables (atributos) no son dependientes
entre si y en conjunto no poseen una alta dimensionalidad. En la propuesta que se presenta
en este capítulo se trabaja con bases de datos temporales que, dada su naturaleza continua y
su alta dimensión a nivel columna, resulta costoso evaluar un modelo completo que implique

102
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Base de datos

Conjunto de
entrenamiento

NSGA-II

Conjunto óptimo
de Pareto

Manejador de
preferencias Modelo

Evaluación de
desempeño

Conjunto de
prueba

Figura 8.1: Representación gráfica del enfoque multi-objetivo N2SFMS.

múltiples sub-tareas. Por lo tanto, se propone un enfoque multi-objetivo que encuentre solu-
ciones competitivas que posean un compromiso entre un error de clasificación y un tiempo
de ejecución bajos.

8.2. DESCRIPCIÓN DE LA PROPUESTA
En esta sección se presenta el enfoque multi-objetivo para resolver el problema FMS en

bases de datos temporales, dicha propuesta usa como herramienta de búsqueda al conocido
algoritmo NSGA-II [37]. Las funciones objetivo que son consideradas durante la optimización
son: a) el error de clasificación y b) el tiempo de ejecución que invierte cada solución sobre
un conjunto de datos. En la Figura 8.1 se muestra gráficamente la propuesta multi-objetivo
que es denominada como N2FMS.

Las bases de datos temporales que se utilizan para evaluar este enfoque se muestran en
la Tabla 8.1. Cada base de datos se encuentra dividida en un conjunto de entrenamiento y
un conjunto de prueba. El conjunto de entrenamiento se utiliza durante el proceso de opti-
mización de N2SFMS, donde cada solución que es evaluada representa un modelo completo
que contiene una combinación de métodos con sus respectivos hiperparámetros para llevar
a cabo las tareas de suavizado, reducción de dimensionalidad, reducción de numerosidad y
clasificación de las series de tiempo. En la Tabla 7.1 se presentan los métodos e hiperparáme-
tros que son considerados para sugerir un modelo completo.

Los modelos completos son evaluados en función del error de clasificación y el tiempo de
ejecución que invierte cada solución. Cuando finaliza el proceso de optimización, se obtiene
como resultado un frente de Pareto formado por un conjunto de soluciones candidatas.

A partir del frente de Pareto se procede a seleccionar una solución del frente a través de
una estrategia para el manejo de preferencias. En este trabajo, se prueban cuatro estrategias
para seleccionar una solución del frente y serán descritas más adelante. Una vez seleccionada
la solución del frente, se procede a evaluar la calidad de la solución, pero esta vez se hace
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sobre el conjunto de prueba de la base de datos.

Tabla 8.1: Descripción de las bases de datos usadas en los experimentos del enfoque multi-objetivo.

No. Nombre Clases Entrenamiento Prueba Longitud de la serie de tiempo
1. Beef 5 30 30 470
2. CBF 3 30 900 128
3. GunPoint 2 50 150 150
4. Lightning-2 2 60 61 637
5. Lightning-7 7 70 73 319
6. OliveOil 4 30 30 570
7. Synthetic_control 6 300 300 60
8. Trace 4 100 100 275

8.2.1. NSGA-II PARA RESOLVER EL PROBLEMA FMS (N2FMS)
NSGA-II es un algoritmo evolutivo multi-objetivo propuesto por Kalyanmoy Deb y sus

estudiantes. Es una versión mejorada del NSGA ya que utiliza un operador de apilamiento
(crowding) en vez de nichos. A continuación se describe cómo trabaja el algoritmo NSGA-II
que fue utilizado como herramienta de búsqueda de modelos completos para bases de datos
temporales.

1. Población inicial. Se genera aleatoriamente una población de individuos P0 de tama-
ño N . Cada solución fue codificada de acuerdo a la forma presentada en el Capitulo 7
a través de la Ecuación 7.1, que corresponde a una codificación real.

2. Evaluar funciones objetivo. Por cada individuo de la población se calculan los valores
de aptitud de cada función objetivo. Para el caso de las soluciones que representan
modelos completos, se consideró el error de clasificación con validación cruzada f1 y
el tiempo de ejecución acumulado f2 que requirió cada solución para ser evaluada.

La Ecuación 8.1 expresa el primer objetivo f1, donde a representa la porción de instan-
cias que fueron incorrectamente clasificadas y b el total de instancias de un determi-
nado conjunto de datos.

f1 =CV ER = 1

k

k∑
i=1

(
a

b
)i (8.1)

Por otra parte, la Ecuación 8.2 muestra cómo se calcula el segundo objetivo f2, donde
t si representa el tiempo de ejecución ocupado por el método de suavizado sugerido en
el modelo, tri es el tiempo de ejecución ocupado por el método de representación, tnri

el tiempo empleado para la reducción de numerosidad y tci el tiempo que se emplea
para la tarea de clasificación.

f2 = RT = 1

k

k∑
i=1

(t si + tri + tnri + tci ) (8.2)

En ambas funciones se ocupa el valor de k que representa el número de particiones
generadas por la validación cruzada sobre el conjunto de entrenamiento.
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3. Ordenamiento no-dominado. Esta tarea consiste en ordenar la población con base en
un rango de dominancia, donde los valores de las funciones objetivo de cada individuo
son comparados contra los valores de los demás individuos de la población. Posterior-
mente los individuos son clasificados en diferentes frentes de acuerdo a sus rangos de
dominancia.

4. Ordenamiento basado en distancia de crowding. Después del ordenamiento basado
en la dominancia, a cada individuo se le asigna un valor de distancia de crowding. Esta
medida se encarga de medir la densidad de soluciones dentro de un vecindario en el
espacio de las funciones objetivo, es decir, mide el espacio alrededor de una solución i
que no está ocupado por otra solución en la población. Con el ordenamiento basado en
esta medida se asegura que la población mantenga una buena diversidad de soluciones
en el espacio de las funciones objetivo. La distancia de crowding d para cada solución
i es calculada a través de la Ecuación 8.3.

di =
M∑

m=1

∣∣∣∣∣ f
(I m

i+1)
m − f

(I m
i−1)

m

f max
m − f mi n

m

∣∣∣∣∣ (8.3)

Donde I m representa un vector que indica la alternativa de solución vecina a la solu-
ción i , f max

m y f mi n
m son los valores máximos y mínimos sobre todo el espacio de la

función objetivo m y M representa el número de funciones objetivo optimizadas.

5. Selección, cruza y mutación. Para generar la próxima generación, son necesarias las
operaciones de selección, cruza y mutación. Cada solución de la población cuenta con
un rango de dominancia (ri ) asociado y una distancia de crowding (di ). Para el proce-
so de selección se llevan a cabo torneos binarios donde participan N parejas que son
generadas aleatoriamente de la población actual.

Los ganadores de cada torneo son aquellas soluciones que tengan un ri de mejor cali-
dad. Si ambas soluciones tienen el mismo rango, entonces se preferirá la solución que
porte un mayor grado de diversidad a la población en construcción, es decir, la que
tenga una distancia di alta. Los vencedores de cada torneo son los únicos que podrán
generar descendencia mediante los operadores de cruza y mutación.

El NSGA-II clásico usa el operador de cruza binaria simulada (SBX, Simulated Binary
Crossover) que simula la cruza binaria de un solo punto pero para espacios continuos.
SBX genera dos nuevos descendientes c1 y c2 a partir de dos padres p1 y p2, cada des-
cendiente es generado mediante la Ecuación 8.4.

{
c1 = 0,5[(1+β)p1 + (1−β)p2]
c2 = 0,5[(1−β)p1 + (1+β)p2]

(8.4)

Donde β se conoce como factor de dispersión, el cual puede tomar valores menores
o igual a uno (si β es igual a uno los descendientes son una copia de los padres). β
usa la distribución de probabilidad polinomial expresada en la Ecuación 8.5, donde
ηn es el índice de la distribución que toma valores positivos, si los valores que toma
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son cercanos a cero, entonces los descendientes serán menos parecidos a sus padres,
mientras que con valores altos, los descendientes serán más parecidos a los padres.

β=
{

(2× r and)
1

1+ηc si r and ≤ 0,50
1

2−2×r and

1
1+ηc de otro modo

(8.5)

El operador de mutación usa la distribución de probabilidad polinomial para pertur-
bar una solución que formará parte de una nueva población [34]. Una solución mutada
xmi se genera a partir de la Ecuación 8.6, donde xi representa el padre seleccionado.
xU

i y xL
i representan el límite superior e inferior de la variable de decisión, respecti-

vamente. (xU
i − xL

i ) es el valor máximo de perturbación permitido entre el padre y la
solución mutada, y αi es el factor de perturbación que puede ser calculado a través de
la Ecuación 8.7.

xmi = xi + (xU
i −xL

i )×αi (8.6)

αi =
{

(2× r and)
1

1+ηm
−1 si r and < 0,50

1− (2−2× r and)
1

1+ηm si r and ≥ 0,50
(8.7)

Donde r and es un número aleatorio uniformemente distribuido entre [0,1] y ηm re-
presenta el índice de distribución de mutación.

6. Reemplazo. El reemplazo se realiza en una población intermedia que se forma de la
unión de la población actual Pg y la población de descendientes Qg . NSGA-II realiza
un reemplazo elitista para seleccionar a los individuos que formarán la siguiente gene-
ración.

El Algoritmo 10 presenta de forma sintetizada los pasos que sigue el algoritmo NSGA-II,
en este caso para encontrar soluciones candidatas que representan modelos completos para
bases de datos temporales.
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Algoritmo 10 N2FMS

Entrada: G (Número de generaciones), N (Tamaño de la población)
1: Generar aleatoriamente la población inicial de modelos completos P0

mediante la codificación expresada en la Ecuación 7.1
2: Evaluar las funciones objetivo Ecuación 8.1 y Ecuación 8.2
3: P0 = ordenamiento-no-dominado(P0)
4: P0 = distancia-crowding(P0)
5: for g = 1 to G do
6: Crear población de descendientes Qg de tamaño N a través de

la selección por torneo binario,
el operador de cruza SBX (Ecuaciones 8.4 y 8.5)
y la mutación polinomial (Ecuaciones 8.6 y 8.7)

7: Evaluar funciones objetivo
8: Combinar población de padres y descendientes Rg = Pg ∪ Qg

9: Rg = ordenamiento-no-dominado(Rg )
10: Pg = reemplazo(Rg )
11: end for

8.2.2. ESTRATEGIAS PARA EL MANEJO DE PREFERENCIAS

Al finalizar el proceso de optimización multi-objetivo se tiene un conjunto de soluciones
de las cuales se puede hacer una selección de la solución que mejor compromiso tenga en-
tre los objetivos involucrados. Generalmente, la selección de la solución más satisfactoria se
decide por el método de ponderación, donde se define una función de costos en términos de
promedio ponderado en la que cada objetivo posee un peso basado en su importancia rela-
tiva. Sin embargo, puede resultar difícil establecer el peso adecuado a cada objetivo [136].

Por lo tanto, se han propuesto estrategias para facilitar la tarea de seleccionar una so-
lución a partir de un conjunto de soluciones óptimas. Una de las estrategias mayormente
utilizadas es la propuesta por Das [33], que propone seleccionar la solución que se encuentre
a una mayor (problemas de minimización) distancia del frente de Pareto hacia una línea que
conecta los dos extremos del frente.

Otra estrategia es establecer un punto de referencia [36, 184], el cual servirá para seleccio-
nar la solución del frente que se encuentre más cerca de dicho punto de referencia. Bajo esta
estrategia se proponen las siguientes opciones para seleccionar una solución del conjunto de
soluciones que representan modelos completos para bases de datos temporales.

S-N2FMS (Single-NSFMS)

En esta estrategia, la selección de la solución se basa en la distancia mínima hacia un
punto de referencia z∗

k , donde k representa el número de objetivos optimizados. En este caso,
el punto de referencia es el punto (0,0), en el cual se establece el punto ideal para aquellos
modelos completos donde el error de clasificación tienda a cero y el tiempo de ejecución
sea lo más bajo posible. La medida de distancia que se utiliza es la distancia Euclidiana (ver
Ecuación 3.9). En la Figura 8.2(a) se muestra un ejemplo de cómo funciona esta estrategia
para seleccionar una solución del frente.
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(a) S-N2FMS (b) NNE-N2FMS

(c) IE-N2FMS (d) CE-N2FMS

Figura 8.2: Representación gráfica de estrategias para el manejo de preferencias.

NNE-N2FMS (Near Neighbors Ensemble-N2FMS)

Para esta estrategia, se construye un ensamble basado en mayoría de votos [150]. Dicho
ensamble es formado a partir de la solución más cercana al punto de referencia z∗

k y de sus
dos vecinos más cercanos. En la Figura 8.2(b) se muestra un ejemplo de cómo funciona esta
estrategia.

IE-N2FMS (Increasing Ensemble-N2FMS)

Esta estrategia ha sido denominada como ensamble incremental, debido a que se selec-
cionan las tres primeras soluciones, de menor a mayor considerando el valor que tengan en
la función objetivo f1. Para ésto, todas las soluciones que se encuentren en el frente son or-
denadas de menor a mayor otorgando mayor preferencia al error de clasificación. En la Figu-
ra 8.2(c) se muestra un ejemplo de las soluciones seleccionadas de acuerdo a esta estrategia.

CE-N2FMS (Complete Ensemble-N2FMS)

Esta estrategia se basa en la construcción de un ensamble a partir de todas las soluciones
disponibles en el frente de Pareto. La Figura 8.2(d) muestra un ejemplo representativo de esta
estrategia.
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Tabla 8.3: Configuración de parámetros usada por N2FMS. N es el tamaño de la población, G el número de gene-
raciones, CR el porcentaje de cruza y MR el porcentaje de mutación.

Parámetro Valor
N 20
G 150

CR 0.9
MR 0.1

8.3. EXPERIMENTOS Y RESULTADOS
Los experimentos de la propuesta multi-objetivo N2FMS están divididos en tres partes:

(1) la comparación de los resultados numéricos de las cuatro estrategias para el manejo de
preferencias que fueron descritas anteriormente, (2) la comparación entre el enfoque multi-
objetivo y mono-objetivo y (3) el análisis de los frentes acumulados.

Para los experimentos se utilizaron las bases de datos descritas en la Tabla 8.1. La confi-
guración de parámetros usada por el algoritmo N2FM es presentada en la Tabla 8.3. El algo-
ritmo N2FM es una adaptación del algoritmo NSGA-II que fué implementado en el lenguaje
MATLAB por Seshadri [158].

Todos los experimentos se llevaron a cabo en un equipo de cómputo con la configuración
que se muestra en la Tabla 8.2.

Tabla 8.2: Configuración del equipo de cómputo utilizado en cada experimento.

Sistema Operativo Windows 7 Pro
CPU Intel® Xeon® E3-1200 v3
RAM 16 GB

8.3.1. EXPERIMENTO 1. COMPARACIÓN ENTRE ESTRATEGIAS PARA MANEJO DE PREFE-
RENCIAS

Se realizaron cinco ejecuciones independientes del algoritmo N2FMS por cada base de
datos, donde la condición de paro fue un máximo de 3000 evaluaciones o 150 generaciones.
Por cada ejecución se obtuvo un frente de Pareto, del cual se seleccionó una solución a través
de las cuatro estrategias de manejo de preferencias. Una vez que se selecciona una solución
del frente, ésta es evaluada en el conjunto de prueba para medir su rendimiento. En la Ta-
bla 8.4 se muestran los resultados numéricos obtenidos por las cuatro estrategias. Sobre el
conjunto de resultados numéricos se realizó la prueba estadística no paramétrica de Krukal-
Wallis con un 95% de confianza. Derivado de esta prueba se muestran los p-valor por cada
base de datos, que ayudan a evidenciar que solo en dos (Beef y CBF) de las ocho bases de
datos no se presentó diferencia significativa entre las cuatros estrategias. Sin embargo, en
las bases de datos Gun-Point, Lightning-2, Lightning-7, OliveOil y Trace presentan la tasa de
error más baja a través de la estrategia S-N2FMS.

Se presentó una excepción en el caso de la base de datos Synthetic Control que muestra
una tasa de error significativamente más baja con la estrategia NNE-N2FMS. Sin embargo, la
estrategia que reporta mejores resultados es S-N2FMS.
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Para reforzar la validación estadística, se realizó la prueba post-hoc de Bonferroni en la
que se hizo uso de los mejores valores para comparar el rendimiento de las cuatro estrate-
gias considerando un comportamiento generalizado sobre las ochos bases de datos, ver Fi-
gura 8.3. La Figura 8.3 muestra gráficamente los resultados de esta prueba estadística, donde
el eje x muestra el rango medio del intervalo de confianza y en el eje y se presenta el nom-
bre de cada una de las estrategias comparadas. Se puede ver claramente que la estrategia
S-N2FMS presenta un mejor comportamiento generalizable al momento de seleccionar una
solución del frente.

Tabla 8.4: Resultados numéricos del modelo construido a partir de las estrategias de N2FMS para cada base de
datos. Los valores entre paréntesis representan la desviación estándar y los valores en negritas significa el mejor
valor encontrado.

Base de datos S-N2FMS NNE-N2FMS DE-N2FMS CE-N2FMS
0.3333 (±0.20) 0.3333 (±0.10) 0.2200 (±0.14) 0.2733 (±0.08)

Beef
p-valor: 1.07E-01

0.1369 (±0.31) 0.2267 (±0.32) 0.1769 (±0.24) 0.2573 (±0.33)
CBF

p-valor: 1.81E-01
0.1347 (±0.20) 0.5320 (±0.08) 0.5333 (±0.07) 0.5227 (±0.08)

GunPoint
p-valor: 6.34E-07

0.0918 (±0.21) 0.5018 (±0.01) 0.5013 (±0.01) 0.5013 (±0.03)
Lightning-2

p-valor: 1.23E-08
0.0928 (±0.01) 0.7621 (±0.02) 0.7621 (±0.02) 0.7650 (±0.24)

Lightning-7
p-valor: 3.26E-10

0.1000 (±0.11) 0.1200 (±0.10) 0.2333 (±0.22) 0.2800 (±0.42)
OliveOil

p-valor: 7.82E-03
0.0480 (±0.07) 0.0313 (±0.07) 0.5307 (±0.42) 0.5313 (±0.22)

Synthetic Control
p-valor: 1.17E-09

0.0160 (±0.04) 0.5480 (±0.16) 0.6220 (±0.17) 0.6580 (±0.20)
Trace

p-valor: 5.49E-13

8.3.2. EXPERIMENTO 2. COMPARACIÓN ENTRE S-N2FMS Y µ-DEMS
A partir de los resultados obtenidos en el experimento anterior, se pudo observar que

S-N2FMS fue la mejor estrategia para construir un modelo a partir de la selección de una
solución del frente de Pareto. Por lo tanto, en esta parte de los experimentos se presenta
una comparación entre S-N2FMS y µ-DEMS en su variante rand/1/bin, que fue la propuesta
mono-objetivo que obtuvo los valores más bajos en error de clasificación para la mayoría de
las bases de datos.

En este experimento, los algoritmos fueron evaluados bajo condiciones similares como
el lenguaje de programación, equipo de cómputo, equipo de cómputo y número de evalua-
ciones. En la Tabla 8.5 se presentan los resultados obtenidos, donde CVER corresponde al
valor promedio del error de clasificación de las cinco ejecuciones realizadas por cada base
de datos, mientras que RT representa el promedio del tiempo de ejecución consumido por
cada solución final. Como parte de las pruebas estadísticas de este experimento, se aplicó la
prueba estadística no paramétrica de Wilcoxon, sobre las muestras pareadas de los valores
de CVER, con un 95% de confianza.



8.3. EXPERIMENTOS Y RESULTADOS 111

0 10 20 30 40 50 60 70 80

CE-N2FMS

DE-N2FMS

NNE-N2FMS

S-N2FMS

Figura 8.3: Prueba Post-hoc de Bonferroni, usando los mejores valores del conjunto de base de datos.

De acuerdo a la prueba estadística, S-N2FMS fue capaz de superar a µ-DEMS con una di-
ferencia estadísticamente significativa en el valor de CVER solo en dos bases de datos (Lightning-
7 y Trace). Por otro lado, µ−DE MS tuvo un mejor comportamiento, estadísticamente signi-
ficativo, en las bases de datos Beef, CBF, GunPoint, Lightning-2, OliveOil y Synthetic control.

Respecto a RT, es muy notable que la mayoría de los valores reportados por S-N2FMS fue-
ron considerablemente más pequeños, donde el valor más alto fue de 2.64 segundos. Mien-
tras que en µ-DEMS, la mayoría de los valores de RT exceden los 3 segundos, siendo 1550.54
segundos el valor más alto en cuanto a tiempo de ejecución invertido por la mejor solución
para una de las bases de datos.

Con este experimento se pudo observar que con la versión multi-objetivo, S-N2FMS, es
posible encontrar soluciones con un costo computacional más bajo, es decir con un consumo
de tiempo menor sin sacrificar tanto la calidad de la solución. Por otro lado, si se prefiere una
solución más exacta sin importar el costo computacional, la versión mono-objetivo resulta
ser la mejor opción.

8.3.3. EXPERIMENTO 3. ANÁLISIS DE LOS FRENTES ACUMULADOS DE PARETO

En esta parte de los experimentos se muestran los frentes acumulados de Pareto obte-
nidos de N2FMS por cada una de las bases de datos, ver de la Figura 8.4 a la Figura 8.7. Ca-
da frente acumulado es resultado de los frentes obtenidos de cada ejecución independiente
de N2FMS. Cada solución del frente acumulado es re-evaluada en el conjunto de prueba. A
partir de los frentes acumulados se puede observar que N2FMS es capaz de proveer de so-
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Tabla 8.5: Comparación entre S-N2FMS y µ-DEMS. Los valores entre paréntesis representan la desviación están-
dar y los valores en negrita representan los mejores valores encontrados.

Bases de datos
S-N2FMS µ-DEMS[126]

CVER RT CVER RT
Beef 0.3333 (±0.20) 0.20 0.0667 (±0.07) 7.40
CBF 0.1369 (±0.31) 2.64 0.0000 (±0.00) 1550.54

GunPoint 0.0827 (±0.12) 0.10 0.0000 (±0.00) 16.11
Lightning-2 0.0918 (±0.21) 0.09 0.0000 (±0.00) 10.47
Lightning-7 0.0928 (±0.18) 0.19 0.7587 (±0.03) 4.19

OliveOil 0.1000 (±0.11) 0.08 0.0067 (±0.01) 8.43
Synthetic_control 0.0480 (±0.07) 0.30 0.0000 (±0.00) 3.15

Trace 0.0160 (±0.04) 0.18 0.8000 (±0.45) 6.14

luciones baratas con un desempeño competitivo. Se puede observar que durante la etapa
de entrenamiento los resultados pueden llegar a ser altamente optimistas y al momento de
validar dichas soluciones en el conjunto de prueba se logra ver el comportamiento real sin
sacrificar la calidad de las soluciones. Por lo tanto, N2FMS representa una opción compe-
titiva para buscar modelos completos para bases de datos temporales que cumplan con el
balance entre un desempeño competitivo y un bajo costo computacional.

8.4. CONCLUSIONES
En este capítulo se presentó un enfoque multi-objetivo, llamado N2FMS, para tratar con

el problema de FMS en bases de datos temporales. El error de clasificación y la complejidad
del modelo (en el contexto de costo computacional), fueron los dos objetivos optimizados. Se
evaluaron ocho bases de datos temporales con diferentes características de dimensión, nú-
mero de instancias y número de clases. Los experimentos realizados en este capítulo se inte-
graron en tres partes que fueron: el análisis estadístico de los valores numéricos entre cuatro
estrategias para la selección de una única solución del frente de Pareto, la comparación entre
la mejor estrategias de selección contra la variante mono-objetivo basada en rand/1/bin y el
análisis de los frentes acumulados. A partir de este conjunto de experimentos se presentan a
continuación los hallazgos más relevantes:

• S-N2FM fue la mejor estrategia para seleccionar un modelo completo del conjunto de
soluciones que forman el frente de Pareto. Por lo tanto, la solución que se sitúa en la
rodilla del frente resulta ser el modelo más competitivo.

• A partir de la comparación entre enfoque multi-objetivo y el enfoque mono-objetivo, se
recomienda que, si se desea encontrar una solución prometedora con un costo compu-
tacional bajo, se use el enfoque multi-objetivo N2FMS con la estrategia S-N2FMS. Por
otro lado, si se desea una alta precisión en el desempeño del modelo sin importar el
costo computacional, entonces se utilice el enfoque mono-objetivo basado en la va-
riante rand/1/bin.

• Se pudo observar que el enfoque multi-objetivo es mejor y menos sensible que el en-
foque mono-objetivo cuando trata con bases de datos que poseen clases no separables
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Figura 8.4: Comparación entre el frente acumulado (cuadros azules), obtenido a partir de las cinco ejecuciones
independientes con el conjunto de entrenamiento, y soluciones evaluadas en el conjunto de prueba (círculos
rojos), para las bases de datos Beef y CBF.
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Figura 8.5: Comparación entre el frente acumulado (cuadros azules), obtenido a partir de las cinco ejecuciones
independientes con el conjunto de entrenamiento, y soluciones evaluadas en el conjunto de prueba (círculos
rojos), para las bases de datos GunPoint y Lightning-2.
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Figura 8.6: Comparación entre el frente acumulado (cuadros azules), obtenido a partir de las cinco ejecuciones
independientes con el conjunto de entrenamiento, y soluciones evaluadas en el conjunto de prueba (círculos
rojos), para las bases de datos Lightning-2 y OliveOil.
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Figura 8.7: Comparación entre el frente acumulado (cuadros azules), obtenido a partir de las cinco ejecuciones
independientes con el conjunto de entrenamiento, y soluciones evaluadas en el conjunto de prueba (círculos
rojos), para las bases de datos Synthetic_control y Trace.
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(las series de tiempo son muy parecidas entre las clases establecidas).

• El enfoque multi-objetivo representa una propuesta prometedora para resolver el pro-
blema de FMS en bases de datos temporales para encontrar soluciones con un costo
computacional bajo sin sacrificar el desempeño de éstas.
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9
CONCLUSIONES Y TRABAJO FUTURO

En la vida no existe nada que temer, solo
cosas que comprender.

—Marie Curie

9.1. CONCLUSIONES
El desarrollo de esta tesis se enfocó en el estudio y tratamiento del problema de selección

de modelo completo en bases de datos temporales a través del uso de metaheurísticas como
herramienta de búsqueda.

El desarrollo de esta investigación se resume a un conjunto de etapas que fueron: (1) revi-
sión y actualización de la literatura relacionada al problema de selección de modelo comple-
to, (2) revisión de las principales tareas de minería de datos temporal así como los métodos
más usados y (3) revisión de las alternativas de búsqueda para aprendizaje computacional. A
partir de estas etapas se propone un marco de referencia para resolver el problema de selec-
ción de modelo completo en bases de datos temporales.

Este marco de referencia plantea la búsqueda de modelos completos bajo un esquema
que incluya una combinación adecuada de métodos y la optimización de hiperparámetros
para llevar a cabo las siguientes tareas: (a) suavizado de ruido en series de tiempo, (b) reduc-
ción de dimensionalidad o cambio de representación de series de tiempo, (c) reducción de
instancias y (d) clasificación de series de tiempo.

Para la búsqueda de modelos completos bajo el marco de referencia antes mencionado,
se propusieron y analizaron tres enfoques, de los cuales describen los principales hallazgos:

En el Capítulo 6, se presentó µ-DEMS, que es la versión micro del conocido algoritmo de
Evolución Diferencial. En esta primera propuesta el marco de referencia para la búsqueda de
modelos completos solo contaba con dos métodos de suavizado, tres métodos de reducción
de dimensión y con el clasificador K-NN con diferentes medidas de distancia. Se realizó un
estudio empírico donde se evaluaron cuatro variantes del algoritmo y se analizó el efecto del
operador de cruza y el tipo del vector base usado en el operador de mutación.
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A partir de este primer enfoque, con un número limitado de métodos para construir mo-
delos completos, la variante deµ−DEMS que usa el mejor vector de la población como vector
base junto con la cruza binaria (best/1/bin) logra encontrar mejores modelos con un mayor
número de evaluaciones. Por otro lado, si se desea obtener una solución competitiva con
menos evaluaciones, la mejor opción es usar la variante de µ-DEMS que usa como vector
aleatorio como base con una cruza binaria.

Se puede concluir que µ-DEMS es una opción viable como herramienta para la selección
de modelos completos en bases de datos temporales. A pesar de que el algoritmo trabaja con
una población pequeña y suele llevar a cabo con mayor intensidad la explotación, se logró
encontrar una buena configuración para conseguir soluciones prometedoras en generacio-
nes tempranas del algoritmo.

En el Capítulo 7 se realizó una comparación entre las variantes presentadas en el Capítu-
lo 6 y dos enfoques que se basaron en una búsqueda a partir de una única solución. El estudio
se enfocó en analizar el comportamiento de las variantes poblacionales (identificadas como
P-DEMS) y dos variantes basadas en una solución (identificadas como S-LSMS) para tratar
con el problema de selección de modelo completo en bases de datos temporales. El marco
de referencia para la construcción de modelos se basó en cuatro métodos de suavizado, tres
métodos para la reducción de dimensionalidad, dos métodos para la reducción de la nume-
rosidad y seis clasificadores. En el caso de las variantes poblacionales, se realizó un estudio
de la diversidad de las soluciones y en el caso de las variantes basadas en una solución se ana-
lizó el uso de diferentes codificaciones para la solución (mixta y binaria). Con este estudio se
establecen las siguientes conclusiones:

• La variante basada en una solución con representación binaria es la mejor opción co-
mo herramienta de búsqueda de modelos completos para bases de datos que tienen
más de dos clases, las series de tiempo y la dimensionalidad se sitúa por encima de 350
valores. Sin embargo, la convergencia de dicho enfoque es más lenta.

• Por otro lado, para obtener soluciones rápidas sin sacrificar el desempeño, se sugiere
el uso de la variante poblacional que se basa en rand/1/bin, ya que fue la variante que
reportó una mejor diversidad en las soluciones.

• Finalmente con este estudio, se logró observar que algunas bases de datos pueden ver-
se como un problema multi-modal, ya que se lograron encontrar diferentes modelos
con un desempeño similar para una determinada base de datos.

Por último, en el Capítulo 8 se presentó N2FMS, que es el enfoque multi-objetivo para
tratar con el problema de selección de modelo completo en bases de datos temporales que
funciona bajo la estructura del conocido algoritmo multi-objetivo NSGA-II. El desempeño
de las soluciones se midió a través del error de clasificación y el consumo de tiempo (de
ejecución), los cuales fueron los dos objetivos optimizados. Se diseñaron cuatro estrategias
para seleccionar una solución del conjunto de soluciones distribuidas en el frente de Pare-
to proporcionado por N2FMS. La mejor estrategia fue S-N2FM que se basó en seleccionar la
solución más cercana a un punto de referencia ideal en términos de clasificación y tiempo
de ejecución de un modelo completo. Se pudo observar que las estrategias que construían
un ensamble de soluciones reportaron los peores resultados. Se realizó una comparación del
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enfoque multi-objetivo y mono-objetivo para la selección del modelo en bases de datos tem-
porales y se puede concluir que el enfoque multi-objetivo ayuda a conseguir modelos baratos
en cuanto a costo computacional sin sacrificar el desempeño y es más robusto cuando trata
con bases de datos que poseen clases no separables en las que las instancias son muy pa-
recidas entre si dificultando la clasificación. Por otro lado, si se desea una mejor exactitud
en el desempeño de los modelos sin importar el costo computacional, se sugiere el uso del
enfoque mono-objetivo.

Uno de los grandes desafíos de la propuesta es la comparación contra otros enfoques del
estado del arte. De acuerdo con Shang et al. [159], se ha propuesto una gran variedad de alter-
nativas de solución para automatizar el proceso de aprender a aprender1. Estas alternativas
han sido diseñadas para solucionar problemas que involucran el ajuste de hiperparámetros
y la selección adecuada de cierta familia de métodos para procesar datos de un determinado
tipo. Por lo tanto, la comparación justa entre todas estas alternativas representa un problema
que debe ser atendido y de cierta manera democratizado. Una de las alternativas a mediano
plazo, ante dicho problema, es que las nuevas propuestas de auto aprendizaje acuerden el
tipo de tareas que se deben de considerar. Shang et al. [159] sugieren un conjunto de opera-
ciones que deben ser consideradas como son: la limpieza de datos, la ingeniería de caracte-
rísticas y potencialmente el aumento de datos, la transferencia de aprendizaje y la interacción
de usuarios externos.

Se puede concluir de forma general que el enfoque poblacional µ-DEMS logra satisfacer
la hipótesis planteada en este trabajo de investigación. Se observó de forma empírica me-
diante los resultados numéricos que usar la variante rand/1/bin proporciona un rendimiento
competitivo al momento de seleccionar un modelo completo para bases de datos de series
de tiempo. Por otro lado, si se desean resultados más exactos en cuanto a desempeño sin im-
portar el costo computacional, se puede optar por un enfoque basado en una metaheurística
basada en un solo punto de búsqueda con una representación binaria. También se cumplió
con el objetivo de proporcionar estrategias de selección de preferencias para elegir una so-
lución a partir de un conjunto de soluciones proporcionadas por el enfoque N2FM que se
propuso en este trabajo.

9.2. TRABAJO FUTURO
Como parte del trabajo futuro sobre la selección del modelo completo en bases de datos

temporales se lista lo siguiente:

• Extender el marco de referencia de las tareas y métodos de minería de datos temporal.

• Explorar otras alternativas de búsqueda, principalmente aquellas alternativas que sean
libres de parámetros.

• Evaluar enfoques de optimización multi-modal.

• Proponer un esquema de selección de modelo completo en el contexto de procesa-
miento de imágenes.

• Evaluar alternativas de distribución para agilizar el proceso de optimización.

1Denominado como AutoML, por Auto Machine Learning.
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• Establecer un esquema de comparación contra otros trabajos relacionados del estado
del arte.



10
MODELOS OBTENIDOS POR CADA

VARIANTE DE µ-DEMS

10.1. MODELOS DE BASE DE DATOS BEEF

Figura 10.1: Representación gráfica del modelo sugerido por la variante rand/1/bin para la base de datos Beef. (1)
Comparación entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prue-
ba con los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de representación.
(3) La media del conjunto de datos de prueba después del cambio de representación y selección de instancias.
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Figura 10.2: Representación gráfica del modelo sugerido por la variante rand/1/exp para la base de datos Beef. (1)
Comparación entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prue-
ba con los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de representación.
(3) La media del conjunto de datos de prueba después del cambio de representación y selección de instancias.

Figura 10.3: Representación gráfica del modelo sugerido por la variante best/1/bin para la base de datos Beef. (1)
Comparación entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prue-
ba con los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de representación.
(3) La media del conjunto de datos de prueba después del cambio de representación y selección de instancias.



10.2. MODELOS DE BASE DE DATOS COFFEE 125

Figura 10.4: Representación gráfica del modelo sugerido por la variante best/1/exp para la base de datos Beef. (1)
Comparación entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prue-
ba con los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de representación.
(3) La media del conjunto de datos de prueba después del cambio de representación y selección de instancias.

10.2. MODELOS DE BASE DE DATOS COFFEE

Figura 10.5: Representación gráfica del modelo sugerido por la variante rand/1/bin para la base de datos Coffee.
(1) Comparación entre la media del conjunto de datos originales de prueba y la media del conjunto de datos
de prueba con los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de repre-
sentación. (3) La media del conjunto de datos de prueba después del cambio de representación y selección de
instancias.
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Figura 10.6: Representación gráfica del modelo sugerido por la variante rand/1/exp para la base de datos Coffee.
(1) Comparación entre la media del conjunto de datos originales de prueba y la media del conjunto de datos
de prueba con los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de repre-
sentación. (3) La media del conjunto de datos de prueba después del cambio de representación y selección de
instancias.

Figura 10.7: Representación gráfica del modelo sugerido por la variante best/1/bin para la base de datos Coffee. (1)
Comparación entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prue-
ba con los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de representación.
(3) La media del conjunto de datos de prueba después del cambio de representación y selección de instancias.
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Figura 10.8: Representación gráfica del modelo sugerido por la variante best/1/exp para la base de datos Coffee. (1)
Comparación entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prue-
ba con los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de representación.
(3) La media del conjunto de datos de prueba después del cambio de representación y selección de instancias.

10.3. MODELOS DE BASE DE DATOS ECG200

Figura 10.9: Representación gráfica del modelo sugerido por la variante rand/1/bin para la base de datos ECG200.
(1) Comparación entre la media del conjunto de datos originales de prueba y la media del conjunto de datos
de prueba con los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de repre-
sentación. (3) La media del conjunto de datos de prueba después del cambio de representación y selección de
instancias.
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Figura 10.10: Representación gráfica del modelo sugerido por la variante rand/1/exp para la base de datos ECG200.
(1) Comparación entre la media del conjunto de datos originales de prueba y la media del conjunto de datos
de prueba con los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de repre-
sentación. (3) La media del conjunto de datos de prueba después del cambio de representación y selección de
instancias.

Figura 10.11: Representación gráfica del modelo sugerido por la variante best/1/bin para la base de datos ECG200.
(1) Comparación entre la media del conjunto de datos originales de prueba y la media del conjunto de datos
de prueba con los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de repre-
sentación. (3) La media del conjunto de datos de prueba después del cambio de representación y selección de
instancias.
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Figura 10.12: Representación gráfica del modelo sugerido por la variante best/1/exp para la base de datos ECG200.
(1) Comparación entre la media del conjunto de datos originales de prueba y la media del conjunto de datos
de prueba con los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de repre-
sentación. (3) La media del conjunto de datos de prueba después del cambio de representación y selección de
instancias.

10.4. MODELOS DE BASE DE DATOS OLIVEOIL

Figura 10.14: Representación gráfica del modelo sugerido por la variante rand/1/exp para la base de datos Oli-
veOil. (1) Comparación entre la media del conjunto de datos originales de prueba y la media del conjunto de
datos de prueba con los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de
representación. (3) La media del conjunto de datos de prueba después del cambio de representación y selección
de instancias.
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Figura 10.13: Representación gráfica del modelo sugerido por la variante rand/1/bin para la base de datos Oli-
veOil. (1) Comparación entre la media del conjunto de datos originales de prueba y la media del conjunto de
datos de prueba con los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de
representación. (3) La media del conjunto de datos de prueba después del cambio de representación y selección
de instancias.

Figura 10.15: Representación gráfica del modelo sugerido por la variante best/1/bin para la base de datos OliveOil.
(1) Comparación entre la media del conjunto de datos originales de prueba y la media del conjunto de datos
de prueba con los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de repre-
sentación. (3) La media del conjunto de datos de prueba después del cambio de representación y selección de
instancias.
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Figura 10.16: Representación gráfica del modelo sugerido por la variante best/1/exp para la base de datos OliveOil.
(1) Comparación entre la media del conjunto de datos originales de prueba y la media del conjunto de datos
de prueba con los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de repre-
sentación. (3) La media del conjunto de datos de prueba después del cambio de representación y selección de
instancias.

10.5. MODELOS DE BASE DE DATOS FACEFOUR

Figura 10.17: Representación gráfica del modelo sugerido por la variante rand/1/bin para la base de datos Fa-
ceFour. (1) Comparación entre la media del conjunto de datos originales de prueba y la media del conjunto de
datos de prueba con los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de
representación. (3) La media del conjunto de datos de prueba después del cambio de representación y selección
de instancias.
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Figura 10.18: Representación gráfica del modelo sugerido por la variante rand/1/exp para la base de datos Fa-
ceFour. (1) Comparación entre la media del conjunto de datos originales de prueba y la media del conjunto de
datos de prueba con los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de
representación. (3) La media del conjunto de datos de prueba después del cambio de representación y selección
de instancias.

Figura 10.19: Representación gráfica del modelo sugerido por la variante best/1/bin para la base de datos Face-
Four. (1) Comparación entre la media del conjunto de datos originales de prueba y la media del conjunto de
datos de prueba con los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de
representación. (3) La media del conjunto de datos de prueba después del cambio de representación y selección
de instancias.
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Figura 10.20: Representación gráfica del modelo sugerido por la variante best/1/exp para la base de datos Face-
Four. (1) Comparación entre la media del conjunto de datos originales de prueba y la media del conjunto de
datos de prueba con los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de
representación. (3) La media del conjunto de datos de prueba después del cambio de representación y selección
de instancias.

10.6. MODELOS DE BASE DE DATOS GUNPOINT

Figura 10.21: Representación gráfica del modelo sugerido por la variante rand/1/bin para la base de datos Gun-
Point. (1) Comparación entre la media del conjunto de datos originales de prueba y la media del conjunto de
datos de prueba con los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de
representación. (3) La media del conjunto de datos de prueba después del cambio de representación y selección
de instancias.
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Figura 10.22: Representación gráfica del modelo sugerido por la variante rand/1/exp para la base de datos Gun-
Point. (1) Comparación entre la media del conjunto de datos originales de prueba y la media del conjunto de
datos de prueba con los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de
representación. (3) La media del conjunto de datos de prueba después del cambio de representación y selección
de instancias.

Figura 10.23: Representación gráfica del modelo sugerido por la variante best/1/bin para la base de datos Gun-
Point. (1) Comparación entre la media del conjunto de datos originales de prueba y la media del conjunto de
datos de prueba con los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de
representación. (3) La media del conjunto de datos de prueba después del cambio de representación y selección
de instancias.



10.6. MODELOS DE BASE DE DATOS GUNPOINT 135

Figura 10.24: Representación gráfica del modelo sugerido por la variante best/1/exp para la base de datos Gun-
Point. (1) Comparación entre la media del conjunto de datos originales de prueba y la media del conjunto de
datos de prueba con los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de
representación. (3) La media del conjunto de datos de prueba después del cambio de representación y selección
de instancias.
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Figura 11.1: Representación gráfica del modelo sugerido por P-DEMS1 para la base de datos Beef. (1) Compara-
ción entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prueba con
los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de representación. (3) La
media del conjunto de datos de prueba después del cambio de representación y selección de instancias.
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Figura 11.2: Representación gráfica del modelo sugerido por P-DEMS2 para la base de datos Beef. (1) Compara-
ción entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prueba con
los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de representación. (3) La
media del conjunto de datos de prueba después del cambio de representación y selección de instancias.
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Figura 11.3: Representación gráfica del modelo sugerido por P-DEMS3 para la base de datos Beef. (1) Compara-
ción entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prueba con
los datos suavizados. (2) Comparación entre la media del conjunto de datos de prueba suavizado y la media del
conjunto de datos con cambio de representación y selección de instancias.
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Figura 11.4: Representación gráfica del modelo sugerido por P-DEMS4 para la base de datos Beef. (1) Compara-
ción entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prueba con
los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de representación. (3) La
media del conjunto de datos de prueba después del cambio de representación y selección de instancias.
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Figura 11.5: Representación gráfica del modelo sugerido por S-LSMS1 para la base de datos Beef. (1) Comparación
entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prueba con los
datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de representación. (3) La media
del conjunto de datos de prueba después del cambio de representación y selección de instancias.
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Figura 11.6: Representación gráfica del modelo sugerido por S-LSMS2 para la base de datos Beef. (1) Comparación
entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prueba con los
datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de representación. (3) La media
del conjunto de datos de prueba después del cambio de representación y selección de instancias.

11.2. MODELOS DE BASE DE DATOS CBF
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Figura 11.7: Representación gráfica del modelo sugerido por P-DEMS1 para la base de datos CBF. (1) Comparación
entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prueba con los
datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de representación. (3) La media
del conjunto de datos de prueba después del cambio de representación y selección de instancias.
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Figura 11.8: Representación gráfica del modelo sugerido por P-DEMS2 para la base de datos CBF. (1) Comparación
entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prueba con los
datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de representación. (3) La media
del conjunto de datos de prueba después del cambio de representación y selección de instancias.
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Figura 11.9: Representación gráfica del modelo sugerido por P-DEMS3 para la base de datos CBF. (1) Comparación
entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prueba con los
datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de representación. (3) La media
del conjunto de datos de prueba después del cambio de representación y selección de instancias.
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Figura 11.10: Representación gráfica del modelo sugerido por P-DEMS4 para la base de datos CBF. (1) Compara-
ción entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prueba con
los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de representación. (3) La
media del conjunto de datos de prueba después del cambio de representación y selección de instancias.
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Figura 11.11: Representación gráfica del modelo sugerido por S-LSMS1 para la base de datos CBF. (1) Compara-
ción entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prueba con
los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de representación. (3) La
media del conjunto de datos de prueba después del cambio de representación y selección de instancias.
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Figura 11.12: Representación gráfica del modelo sugerido por S-LSMS2 para la base de datos CBF. (1) Compara-
ción entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prueba con
los datos suavizados. (2) Comparación entre la media del conjunto de datos de prueba suavizado y la media del
conjunto de datos con cambio de representación y selección de instancias.
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Figura 11.13: Representación gráfica del modelo sugerido por P-DEMS1 para la base de datos Coffee. (1) Compa-
ración entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prueba con
los datos suavizados. (2) Comparación entre la media del conjunto de datos de prueba suavizado y la media del
conjunto de datos con cambio de representación y selección de instancias.
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Figura 11.14: Representación gráfica del modelo sugerido por P-DEMS2 para la base de datos Coffee. (1) Compa-
ración entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prueba con
los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de representación. (3) La
media del conjunto de datos de prueba después del cambio de representación y selección de instancias.
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Figura 11.15: Representación gráfica del modelo sugerido por P-DEMS3 para la base de datos Coffee. (1) Compa-
ración entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prueba con
los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de representación. (3) La
media del conjunto de datos de prueba después del cambio de representación y selección de instancias.



144 11. MODELOS OBTENIDOS POR CADA METAHEURÍSTICA

0 50 100 150 200 250 300

Longitud de serie de tiempo

0

5

10

15

20

25

30

35

V
a
lo

re
s

(1)

Datos originales

Datos suavizados

0 50 100 150 200 250 300

Longitud de serie de tiempo

0

5

10

15

20

25

30

35

V
a
lo

re
s

(2)

Datos suavizados

0 20 40 60 80 100 120 140

Longitud de serie de tiempo

0

5

10

15

20

25

30

35

V
a
lo

re
s

(3)

Datos reducidos

Figura 11.16: Representación gráfica del modelo sugerido por P-DEMS4 para la base de datos Coffee. (1) Compa-
ración entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prueba con
los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de representación. (3) La
media del conjunto de datos de prueba después del cambio de representación y selección de instancias.
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Figura 11.17: Representación gráfica del modelo sugerido por S-LSMS1 para la base de datos Coffee. (1) Compa-
ración entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prueba con
los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de representación. (3) La
media del conjunto de datos de prueba después del cambio de representación y selección de instancias.
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Figura 11.18: Representación gráfica del modelo sugerido por S-LSMS2 para la base de datos Coffee. (1) Compa-
ración entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prueba con
los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de representación. (3) La
media del conjunto de datos de prueba después del cambio de representación y selección de instancias.
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Figura 11.19: Representación gráfica del modelo sugerido por P-DEMS1 para la base de datos ECG200. (1) Com-
paración entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prueba
con los datos suavizados. (2) Comparación entre la media del conjunto de datos de prueba suavizado y la media
del conjunto de datos con cambio de representación y selección de instancias.
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Figura 11.20: Representación gráfica del modelo sugerido por P-DEMS2 para la base de datos ECG200. (1) Com-
paración entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prueba
con los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de representación. (3)
La media del conjunto de datos de prueba después del cambio de representación y selección de instancias.
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Figura 11.21: Representación gráfica del modelo sugerido por P-DEMS3 para la base de datos ECG200. (1) Com-
paración entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prueba
con los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de representación. (3)
La media del conjunto de datos de prueba después del cambio de representación y selección de instancias.
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Figura 11.22: Representación gráfica del modelo sugerido por P-DEMS4 para la base de datos ECG200. (1) Com-
paración entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prueba
con los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de representación. (3)
La media del conjunto de datos de prueba después del cambio de representación y selección de instancias.

0 10 20 30 40 50 60 70 80 90 100

Longitud de serie de tiempo

-2

-1

0

1

2

3

V
a
lo

re
s

(1)

Datos originales

Datos suavizados

0 10 20 30 40 50 60 70 80 90 100

Longitud de serie de tiempo

-0.4

-0.2

0

0.2

0.4

0.6

V
a
lo

re
s

(2)

Datos suavizados

0 5 10 15 20 25

Longitud de serie de tiempo

-0.4

-0.2

0

0.2

0.4

0.6

V
a
lo

re
s

(3)

Datos reducidos

Figura 11.23: Representación gráfica del modelo sugerido por S-LSMS1 para la base de datos ECG200. (1) Com-
paración entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prueba
con los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de representación. (3)
La media del conjunto de datos de prueba después del cambio de representación y selección de instancias.
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Figura 11.24: Representación gráfica del modelo sugerido por S-LSMS1 para la base de datos ECG200. (1) Com-
paración entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prueba
con los datos suavizados. (2) Comparación entre la media del conjunto de datos de prueba suavizado y la media
del conjunto de datos con cambio de representación y selección de instancias.

11.5. MODELOS DE BASE DE DATOS FACEFOUR
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Figura 11.25: Representación gráfica del modelo sugerido por P-DEMS1 para la base de datos FaceFour. (1) Com-
paración entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prueba
con los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de representación. (3)
La media del conjunto de datos de prueba después del cambio de representación y selección de instancias.
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Figura 11.26: Representación gráfica del modelo sugerido por P-DEMS2 para la base de datos FaceFour. (1) Com-
paración entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prueba
con los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de representación. (3)
La media del conjunto de datos de prueba después del cambio de representación y selección de instancias.
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Figura 11.27: Representación gráfica del modelo sugerido por P-DEMS3 para la base de datos FaceFour. (1) Com-
paración entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prueba
con los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de representación. (3)
La media del conjunto de datos de prueba después del cambio de representación y selección de instancias.
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Figura 11.28: Representación gráfica del modelo sugerido por P-DEMS4 para la base de datos FaceFour. (1) Com-
paración entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prueba
con los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de representación. (3)
La media del conjunto de datos de prueba después del cambio de representación y selección de instancias.
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Figura 11.29: Representación gráfica del modelo sugerido por S-LSMS1 para la base de datos FaceFour. (1) Com-
paración entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prueba
con los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de representación. (3)
La media del conjunto de datos de prueba después del cambio de representación y selección de instancias.
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Figura 11.30: Representación gráfica del modelo sugerido por S-LSMS2 para la base de datos FaceFour. (1) Com-
paración entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prueba
con los datos suavizados. (2) Comparación entre la media del conjunto de datos de prueba suavizado y la media
del conjunto de datos con cambio de representación y selección de instancias.
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Figura 11.31: Representación gráfica del modelo sugerido por P-DEMS1 para la base de datos GunPoint. (1) Com-
paración entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prueba
con los datos suavizados. (2) Comparación entre la media del conjunto de datos de prueba suavizado y la media
del conjunto de datos con cambio de representación y selección de instancias.
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Figura 11.32: Representación gráfica del modelo sugerido por P-DEMS2 para la base de datos GunPoint. (1) Com-
paración entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prueba
con los datos suavizados. (2) Comparación entre la media del conjunto de datos de prueba suavizado y la media
del conjunto de datos con cambio de representación y selección de instancias.
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Figura 11.33: Representación gráfica del modelo sugerido por P-DEMS2 para la base de datos GunPoint. (1) Com-
paración entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prueba
con los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de representación. (3)
La media del conjunto de datos de prueba después del cambio de representación y selección de instancias.
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Figura 11.34: Representación gráfica del modelo sugerido por P-DEMS4 para la base de datos GunPoint. (1) Com-
paración entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prueba
con los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de representación. (3)
La media del conjunto de datos de prueba después del cambio de representación y selección de instancias.
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Figura 11.35: Representación gráfica del modelo sugerido por S-LSMS1 para la base de datos GunPoint. (1) Com-
paración entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prueba
con los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de representación. (3)
La media del conjunto de datos de prueba después del cambio de representación y selección de instancias.
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Figura 11.36: Representación gráfica del modelo sugerido por S-LSMS2 para la base de datos GunPoint. (1) Com-
paración entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prueba
con los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de representación. (3)
La media del conjunto de datos de prueba después del cambio de representación y selección de instancias.

11.7. MODELOS DE BASE DE DATOS LIGHTNING-2
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Figura 11.37: Representación gráfica del modelo sugerido por P-DEMS1 para la base de datos Lightning-2. (1)
Comparación entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prue-
ba con los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de representación.
(3) La media del conjunto de datos de prueba después del cambio de representación y selección de instancias.
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Figura 11.38: Representación gráfica del modelo sugerido por P-DEMS2 para la base de datos Lightning-2. (1)
Comparación entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prue-
ba con los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de representación.
(3) La media del conjunto de datos de prueba después del cambio de representación y selección de instancias.
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Figura 11.39: Representación gráfica del modelo sugerido por P-DEMS3 para la base de datos Lightning-2. (1)
Comparación entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prue-
ba con los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de representación.
(3) La media del conjunto de datos de prueba después del cambio de representación y selección de instancias.
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Figura 11.40: Representación gráfica del modelo sugerido por P-DEMS4 para la base de datos Lightning-2. (1)
Comparación entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prue-
ba con los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de representación.
(3) La media del conjunto de datos de prueba después del cambio de representación y selección de instancias.
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Figura 11.41: Representación gráfica del modelo sugerido por S-LSMS1 para la base de datos Lightning-2. (1)
Comparación entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de
prueba con los datos suavizados. (2) Comparación entre la media del conjunto de datos de prueba suavizado y la
media del conjunto de datos con cambio de representación y selección de instancias.
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Figura 11.42: Representación gráfica del modelo sugerido por S-LSMS2 para la base de datos Lightning-2. (1)
Comparación entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prue-
ba con los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de representación.
(3) La media del conjunto de datos de prueba después del cambio de representación y selección de instancias.

11.8. MODELOS DE BASE DE DATOS LIGHTNING-7
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Figura 11.43: Representación gráfica del modelo sugerido por P-DEMS1 para la base de datos Lightning-7. (1)
Comparación entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de
prueba con los datos suavizados. (2) Comparación entre la media del conjunto de datos de prueba suavizado y la
media del conjunto de datos con cambio de representación y selección de instancias.
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Figura 11.44: Representación gráfica del modelo sugerido por P-DEMS2 para la base de datos Lightning-7. (1)
Comparación entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prue-
ba con los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de representación.
(3) La media del conjunto de datos de prueba después del cambio de representación y selección de instancias.
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Figura 11.45: Representación gráfica del modelo sugerido por P-DEMS3 para la base de datos Lightning-7. (1)
Comparación entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prue-
ba con los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de representación.
(3) La media del conjunto de datos de prueba después del cambio de representación y selección de instancias.
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Figura 11.46: Representación gráfica del modelo sugerido por P-DEMS4 para la base de datos Lightning-7. (1)
Comparación entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prue-
ba con los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de representación.
(3) La media del conjunto de datos de prueba después del cambio de representación y selección de instancias.
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Figura 11.47: Representación gráfica del modelo sugerido por S-LSMS1 para la base de datos Lightning-7. (1)
Comparación entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prue-
ba con los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de representación.
(3) La media del conjunto de datos de prueba después del cambio de representación y selección de instancias.
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Figura 11.48: Representación gráfica del modelo sugerido por S-LSMS1 para la base de datos Lightning-7. (1)
Comparación entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de
prueba con los datos suavizados. (2) Comparación entre la media del conjunto de datos de prueba suavizado y la
media del conjunto de datos con cambio de representación y selección de instancias.

11.9. MODELOS DE BASE DE DATOS OLIVEOIL
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Figura 11.49: Representación gráfica del modelo sugerido por P-DEMS1 para la base de datos OliveOil. (1) Com-
paración entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prueba
con los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de representación. (3)
La media del conjunto de datos de prueba después del cambio de representación y selección de instancias.
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Figura 11.50: Representación gráfica del modelo sugerido por P-DEMS2 para la base de datos OliveOil. (1) Com-
paración entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prueba
con los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de representación. (3)
La media del conjunto de datos de prueba después del cambio de representación y selección de instancias.
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Figura 11.51: Representación gráfica del modelo sugerido por P-DEMS3 para la base de datos OliveOil. (1) Com-
paración entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prueba
con los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de representación. (3)
La media del conjunto de datos de prueba después del cambio de representación y selección de instancias.
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Figura 11.52: Representación gráfica del modelo sugerido por P-DEMS4 para la base de datos OliveOil. (1) Com-
paración entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prueba
con los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de representación. (3)
La media del conjunto de datos de prueba después del cambio de representación y selección de instancias.
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Figura 11.53: Representación gráfica del modelo sugerido por S-LSMS1 para la base de datos OliveOil. (1) Com-
paración entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prueba
con los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de representación. (3)
La media del conjunto de datos de prueba después del cambio de representación y selección de instancias.
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Figura 11.54: Representación gráfica del modelo sugerido por S-LSMS2 para la base de datos OliveOil. (1) Com-
paración entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prueba
con los datos suavizados. (2) Comparación entre la media del conjunto de datos de prueba suavizado y la media
del conjunto de datos con cambio de representación y selección de instancias.
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Figura 11.55: Representación gráfica del modelo sugerido por P-DEMS1 para la base de datos Trace. (1) Compa-
ración entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prueba con
los datos suavizados. (2) Comparación entre la media del conjunto de datos de prueba suavizado y la media del
conjunto de datos con cambio de representación y selección de instancias.
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Figura 11.56: Representación gráfica del modelo sugerido por P-DEMS2 para la base de datos Trace. (1) Compa-
ración entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prueba con
los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de representación. (3) La
media del conjunto de datos de prueba después del cambio de representación y selección de instancias.
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Figura 11.57: Representación gráfica del modelo sugerido por P-DEMS3 para la base de datos Trace. (1) Compa-
ración entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prueba con
los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de representación. (3) La
media del conjunto de datos de prueba después del cambio de representación y selección de instancias.
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Figura 11.58: Representación gráfica del modelo sugerido por P-DEMS4 para la base de datos Trace. (1) Compa-
ración entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prueba con
los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de representación. (3) La
media del conjunto de datos de prueba después del cambio de representación y selección de instancias.
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Figura 11.59: Representación gráfica del modelo sugerido por S-LSMS1 para la base de datos Trace. (1) Compara-
ción entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prueba con
los datos suavizados. (2) La media del conjunto de datos de prueba antes del cambio de representación. (3) La
media del conjunto de datos de prueba después del cambio de representación y selección de instancias.
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Figura 11.60: Representación gráfica del modelo sugerido por S-LSMS2 para la base de datos Trace. (1) Compara-
ción entre la media del conjunto de datos originales de prueba y la media del conjunto de datos de prueba con
los datos suavizados. (2) Comparación entre la media del conjunto de datos de prueba suavizado y la media del
conjunto de datos con cambio de representación y selección de instancias.
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