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Abstract

The number of evaluations used by an evolutionary algorithm (EA) in
order to �nd a competitive solution is often high. Consequently, the compu-
tational time is high in most of the cases. Thus, this number can be reduced
by the use of surrogate models, which can approximate the evaluation of
a solution. Although there are many studies and applications of surrogate
models in unconstrained optimization problems, their use in constrained nu-
merical optimization problems (CNOPs) has been less explored. In this work,
the incorporation of a surrogate model in the algorithm Di�erential Evolu-
tion Combined Variants (DECV) will allow obtaining competitive results on
CNOPs, with using a lower number of evaluations. Then, two approaches are
proposed: (1) A unique surrogate model is used to approximate the objective
function value and the sum of constraint violation, whose aim is to study
the performance of several constraint-handling techniques (CHTs). (2) Seve-
ral surrogate local models are used to approximate the solutions on a global
search and a limited search. According to the results, both approaches are
able to obtain competitive results employing a lower number of evaluations.
Furthermore, the most appropriate CHT is that preserves infeasible solutions
with a good objective function value, and the direct-trajectory-based met-
hods are more suitable in order to solve CNOPs with local surrogate models.
Finally, an evolution control based on feasibility is a good option for EAs
with generational replacement and a good exploratory ability.
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Resumen

El número de evaluaciones usadas por un algoritmo evolutivo para en-
contrar una solución competitiva es frecuentemente alto. Como consecuencia,
el tiempo de cómputo es alto en la mayoría de los casos. Así, este número
puede ser reducido mediante el uso de modelos subrogados, los cuales pue-
den aproximar la evaluación de una solución. Aunque hay muchos estudios
y aplicaciones de modelos subrogados en optimización sin restricciones, su
uso en problemas de optimización numérica con restricciones ha sido menos
explorado. En este trabajo, la incorporación de un modelo subrogado en el al-
goritmo Evolución Diferencial con Variantes Combinadas (DECV) permitirá
obtener resultados competitivos en problemas de optimización con restric-
ciones, usando un menor número de evaluaciones. Por tanto, dos enfoques
se propusieron: (1) Un modelo subrogado único que se emplea para aproxi-
mar el valor de la función objetivo y la suma de violación de restricciones,
cuyo objetivo es estudiar el desempeño de diferentes técnicas para manejo
de restricciones. (2) Varios modelos subrogados locales se usaron para apro-
ximar las soluciones en una búsqueda global y una búsqueda acotada. De
acuerdo con los resultados, ambas propuestas son capaces de obtener resul-
tados competitivos empleando un menor número de evaluaciones. Además, la
técnica para manejo de restricciones más apropiada es aquella que conserva
soluciones no factibles con un buen valor de la función objetivo, y los mé-
todos basados en trayectoria son los más adecuados para resolver problemas
con optimización restringida con modelos subrogados locales. Finalmente, un
control de evolución basado en factibilidad es una buena opción para EAs
con remplazo generacional y con una buena capacidad de exploración.
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Capítulo 1

Introducción

En el presente capítulo se presenta la motivación para el desarrollo de
este trabajo de tesis, además se de�nen su hipótesis y objetivos. También
se explica la metodología que se sigue para desarrollarlo y se exponen sus
alcances y limitaciones.

1.1. Motivación

Muchos problemas de optimización en ingeniería y ciencias aplicadas se
de�nen mediante modelos costosos y complejos, es decir, un conjunto de
funciones expresadas por un gran número de variables, lo cual se re�eja en
un mayor tiempo de procesamiento (costo computacional); una simulación o
un experimento [28]. En cualquiera de los casos anteriores, la evaluación de
una solución en uno de esos modelos implica varios minutos, horas o incluso
días. Ejemplos de problemas de optimización que necesitan simulaciones son:
el diseño de per�les aerodinámicos [1], la gestión óptima de los campos pe-
troleros [26], diseño óptimo de circuitos basados en electromagnetismo [24],
entre otros. Con respecto a los problemas con un modelo costoso, se tiene
un problema automotriz, denominado MOPTA08 [32], el cual está de�nido
por 124 variables de decisión y 68 restricciones de desigualdad.

Existen diversos métodos para resolver este tipo de problemas, entre los
que se encuentran los algoritmos evolutivos, los cuales necesitan de muchas
evaluaciones para encontrar una solución competitiva [6]. Lo anterior se con-
vierte en una desventaja para resolver un problema costoso o complejo debido
al tiempo requerido para evaluar cada solución.

Una alternativa para reducir el tiempo requerido para evaluar una solu-
ción es el uso de modelos subrogados, los cuales aproximan la evaluación de
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4 Capítulo 1. Introducción

las soluciones mediante modelos menos costosos que el original [27]. Diversos
modelos se han integrado en un algoritmo evolutivo, a tal combinación se
le conoce como algoritmos evolutivos asistidos por subrogados. Un bene�-
cio que se obtiene al aproximar las soluciones, es la reducción del número de
evaluaciones en el modelo original, y por consiguiente el costo computacional
del proceso de optimización empleado por un algoritmo evolutivo[28].

Los modelos que se han empleado para aproximar soluciones en un algo-
ritmo evolutivo son [19, 72]: k-vecinos más cercanos, perceptrón multicapa,
función de base radial, metodología de super�cies de respuesta, máquinas de
soporte vectorial y kriging. Estos modelos pueden ser globales o locales, es
decir, si un modelo se construye a partir soluciones que están distribuidas
en todo el espacio de búsqueda, el modelo es global, mientras que el modelo
que se construye con soluciones dentro de una región del espacio, el modelo
es local.

La tendencia principal del uso de modelos subrogados en algoritmos evo-
lutivos es construir un modelo por cada función del problema, el cual se
actualiza a lo largo del proceso de búsqueda, con un alcance global, local,
o la combinación de ambos. También, hay propuestas que emplean varios
modelos a lo largo del proceso de búsqueda [6, 71], para de�nir el modelo
más adecuado se emplea un criterio de selección, generalmente, con base en
la precisión de cada modelo.

Existe una gran diversidad de algoritmos evolutivos para resolver proble-
mas de optimización, sin embargo uno de los algoritmos con menos paráme-
tros, fácil de implementar y e�ciente es evolución diferencial. La evolución
diferencial es un algoritmo del cual se han derivado diferentes variantes, en-
tre las que se encuentra la evolución diferencial con variantes combinadas
(DECV, por sus siglas en inglés). Aunque la evolución diferencial no fue di-
señada para resolver problemas de optimización numérica restringida, se le
puede integrar una técnica para manejo de restricciones, la cual guiará la
búsqueda hacia la zona factible.

La incorporación de un modelo subrogado en algoritmos evolutivos se ha
empleado principalmente para resolver problemas sin restricciones. Por esta
razón, la exploración y conocimiento del uso de modelos subrogados aplica-
dos en problemas de optimización numérica restringida es menor. Además, la
aproximación de soluciones en algoritmos evolutivos para evaluar problemas
de optimización numérica con restricciones se ha enfocado principalmente en
construir un modelo para cada función, por lo tanto, el uso de una técnica pa-
ra manejo de restricciones considerando la suma de violación de restricciones
aproximada se ha estudiado con menos detalle. Como consecuencia, en este
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trabajo se estudia el uso de modelos aproximados para resolver problemas de
optimización numérica con restricciones desde dos perspectivas: (1) la apro-
ximación de soluciones mediante un único modelo, y (2) la aproximación de
soluciones mediante varios modelos aproximados locales.

El propósito de este trabajo es aproximar soluciones mediante un mo-
delo subrogado en el algoritmo DECV, lo que permitirá reducir el número
de evaluaciones, dicho enfoque se denomina DECV asistido por subroga-
dos (SA-DECV, por sus siglas en inglés). En un primer enfoque, SA-DECV
aproxima tanto el valor de la función objetivo como la suma de violación
de restricciones mediante un único modelo subrogado, el cual es kNN [64],
con el objetivo de estudiar que técnica para manejo de restricciones es la
más adecuada. No obstante, se realizan modi�caciones a SA-DECV con el
propósito de reducir más el número de evaluaciones, los cuales son: construir
un modelo por cada función del problema, el cual es ε-SVR [8]. Además, se
realiza una búsqueda acotada en cada generación, en donde se encuentra la
solución más prometedora, es decir, la mejor solución aproximada.

1.2. Hipótesis

La integración de un modelo subrogado en el algoritmo de Evolución
Diferencial con Variantes Combinadas logra obtener resultados competitivos
con un menor número de evaluaciones en problemas de optimización con
restricciones.

1.3. Objetivos

El objetivo principal de este trabajo es desarrollar un algoritmo basado
en DECV, integrando un modelo subrogado para resolver problemas de opti-
mización con restricciones, reduciendo el número de evaluaciones realizadas
en el modelo original.

Los objetivos particulares de este trabajo son:

Integrar un modelo subrogado en el algoritmo de DECV, denominado
SA-DECV.

Diseñar experimentos, probar y analizar resultados.

Contar el número de evaluaciones en el modelo original de cada pro-
blema para veri�car el ahorro en el número de evaluaciones.
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Comparar resultados con algoritmos del estado del arte.

Mejorar la propuesta SA-DECV considerando un menor número de
evaluaciones que el considerado en la primera propuesta.

Diseñar experimentos, probar y analizar resultados.

1.4. Metodología

En lenguaje coloquial, la investigación es la búsqueda de nuevo conoci-
miento, ya que resuelve preguntas y da solución a problemas [35]. Existen dos
tipos de metodología: cualitativa y cuantitativa, las cuales tienen sus raíces
en la �losofía naturalista y positivista, respectivamente. La metodología cua-
litativa se relaciona a fenómenos sociales, es decir, se centra en comprender
las acciones y el comportamiento de las personas. Su información se obtiene
a través de entrevistas, cuestionarios y observaciones. Por otro lado, la me-
todología cuantitativa se aplica a fenómenos que se expresan en términos de
cantidades [38]. Para analizar dicha información se emplea la estadística, el
modelado matemático y simulaciones. Además, esta metodología se re�ere
de manera frecuente como la investigación de prueba de hipótesis [52].

Dada la naturaleza de este trabajo, la metodología adecuada es la cuan-
titativa, con la cual se podrá concluir si el uso de modelos subrogados en
DECV reportará resultados competitivos en problemas de optimización con
restricciones empleando menos evaluaciones.

El enfoque de investigación que se emplea en este trabajo es el deductivo,
pues se parte de que el uso de modelos subrogados en DECV reducirá el
número de evaluaciones reportando resultados competitivos. La información
se genera mediante experimentos, para analizarla y compararla con otras
propuestas del estado del arte. Como consecuencia se corroborará o refutará
la hipótesis.

La recopilación de datos para poder validar la hipótesis se lleva a ca-
bo realizando experimentos, los cuales consisten en probar la propuesta en
un conjunto de problemas con restricciones, los cuales tienen diferentes ca-
racterísticas, tales como: el número de variables (dimensionalidad), tipo de
restricciones (desigualdad, igualdad o ambas), tipo de función (lineal, no li-
neal, polinomial, entre otros), etc. Posteriormente los resultados se analizan
mediante pruebas estadísticas, medidas especí�cas para problemas de opti-
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mización con restricciones1 y contando el número de evaluaciones realizadas
en el modelo original, para determinar el ahorro de evaluaciones en cada
problema.

Dada la naturaleza estocástica del algoritmo DECV y la aproximación de
soluciones mediante los modelos subrogados, se realizan repeticiones de los
experimentos por cada función de prueba. Lo anterior permite determinar la
robustez y e�ciencia de la propuesta.

1.5. Alcances y limitaciones

Los alcances del presente trabajo son:

1. El estudio del uso de modelos subrogados en DECV para resolver pro-
blemas de optimización con restricciones, ya sea mediante un único
modelo para la suma de violación de restricciones y función objetivo o
para cada restricción y función objetivo.

2. La variedad de los problemas de estudio abarca tanto problemas arti-
�ciales como problemas de ingeniería.

Actualmente no existe un conjunto de problemas de optimización con
restricciones con las características necesarias para el uso de modelos subro-
gados, es decir, de�nido mediante modelos costosos computacionalmente. Sin
embargo, hay una gran variedad de problemas con restricciones, los cuales
son empleados por los algoritmos del estado del arte para de�nir las bases
del uso de modelos subrogados en este tipo de problemas.

1.6. Publicaciones

Derivado de este trabajo de tesis se publicaron dos artículos: uno de con-
greso y uno de revista. En el primero se presenta un control de evolución
basado en factibilidad, el cual decide que soluciones se van a aproximar y
cuales se van a evaluar en el modelo original. Por otro lado, en el segundo se
analiza la in�uencia positiva o negativa de una técnica para manejo de res-
tricciones especí�ca, considerando tanto valores aproximados como exactos
para la suma de violación de restricciones.

1Estas medidas consideran sí la solución encontrada se encuentra en la zona factible y
sí se encuentra en la vecindad del óptimo.



8 Capítulo 1. Introducción

1. M.E. Miranda-Varela and E. Mezura-Montes. Surrogate-assisted di�e-
rential evolution with an adaptive evolution control based on feasibility
to solve constrained optimization problems. In M. Pant, K. Deep, J. C.
Bansal, A. Nagar, and K. N. Das, editors, Proceedings of Fifth Inter-
national Conference on Soft Computing for Problem Solving: SocProS
2015, Volume 1, pages 809-822. Springer Singapore, Singapore, 2016.

2. M.E. Miranda-Varela and E. Mezura-Montes. Constraint-Handling Tech-
niques in Surrogate-Assisted Evolutionary Optimization. An empirical
study. Applied Soft Computing.

1.7. Estructura del documento

La organización del resto del documento es la siguiente:
En el capítulo 2 se explican los conceptos de optimización y cómputo

evolutivo de manera general. Además, se expone el problema que se resuelve
en este trabajo.

En el capítulo 3 se expone el uso de modelos subrogados en optimización
y los elementos que se deben considerar para su uso.

En el capítulo 4 se explica el uso de modelos subrogados en algoritmos
evolutivos. Además, se listan todos los trabajos que emplean modelos subro-
gados para resolver problemas de optimización con restricciones.

En el capítulo 5 se describe la propuesta de SA-DECV con un único
modelo subrogado, se presentan sus resultados y su análisis.

En el capítulo 6 se compara el mejor algoritmo del capítulo 5 contra
algoritmos del estado del arte en optimización restringida, a los cuales se les
incorpora un modelo subrogado.

En el capítulo 7 se describen las modi�caciones que se realizan a SA-
DECV para resolver problemas de optimización con restricciones, se mues-
tran los resultados y su análisis.

En el capítulo 8 se presentan las conclusiones de la presente tesis y el
trabajo futuro.



Capítulo 2

Optimización con restricciones

En este capítulo se presentan los conceptos básicos de la teoría de optimi-
zación y computación evolutiva, los cuales están relacionados con el presente
trabajo. Además, se de�ne el tipo de problema y se profundiza en el mé-
todo de búsqueda que se emplea para resolverlo, en este caso un algoritmo
evolutivo, denominado Evolución Diferencial.

2.1. Conceptos básicos

La teoría de optimización clásica, también denominada programación
matemática, tiene como objetivo encontrar la solución más adecuada, dentro
de un conjunto de posibles soluciones, de un problema de optimización, lo
que se realiza mediante un método de búsqueda.

La de�nición de un problema de optimización puede involucrar diferentes
aspectos: distintos tipos de datos, es decir, variables continuas, discretas o
ambas, una o varias funciones objetivo, con o sin restricciones; inclusive, las
características del problema pueden cambiar con el tiempo.

Desde el punto de vista del cómputo inteligente, un problema de optimi-
zación se de�ne mediante [15]:

Función objetivo. Representa la cantidad que será optimizada. Se denota
mediante f .

Variables de decisión. También se denominan como variables de diseño,
o simplemente variables, y varían la cantidad de la función objetivo
mediante los valores que se les asignan. Se representan mediante un
vector ~x y son las variables independientes de la función objetivo f(~x).

9
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Restricciones. Limitan los valores que pueden tomar las variables de deci-
sión. Además, existen otro tipo de restricciones que están relacionados
con características de diseño y que deben cumplirse.

Los problemas de optimización se pueden clasi�car de acuerdo a las ca-
racterísticas de cada uno de los elementos previamente mencionados, excepto
el último criterio (número de óptimos) [15]:

Número de variables. Si la de�nición del problema está en función de una
variable es univariable. En caso de que sean más, el problema se conoce
como multivariable.

Tipo de variables. Si el dominio de las variables son los reales, el problema
es continuo. Si el dominio de las variables son los enteros, el problema
es discreto o entero. Si las variables tienen un dominio real y entero, el
problema es mixto-entero.

Grado de la función objetivo. El grado del problema está asociado al
grado de la función objetivo, así, si la función objetivo es lineal, el
problema es lineal. Si la función objetivo es cuadrática, el problema es
cuadrático. Si la función objetivo es no-lineal, el problema es no-lineal.

Uso de restricciones. Cuando la de�nición del problema sólo involucra la
restricción de límites, el problema es sin restricciones. En caso de que
el problema tenga restricciones, de igualdad o desigualdad, el problema
es con restricciones.

Número de funciones objetivo. Si la cantidad del problema está de�ni-
da mediante una función objetivo, el problema es mono-objetivo. En
caso de que se de�na con más de una función, el problema es multiob-
jetivo. Una característica del último es que los valores de cada función
objetivo deben estar en con�icto, es decir, en unas funciones el mejor
valor debe ser el mínimo y en el resto, el mejor valor es el máximo.

Número de óptimos. Si el problema tiene un único óptimo, el problema
es unimodal. En caso de que el problema tenga más de un óptimo, el
problema es multimodal.

En el presente trabajo el objeto de estudio son los problemas de optimi-
zación con restricciones, cuya de�nición formal se presenta en la siguiente
sección.
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2.2. Optimización restringida

Un problema de optimización numérica restringida se de�ne como:

Minimizar

f(~x), ~x = (x1, x2, . . . , xn) ∈ Rn (2.1)

sujeto a

gi(~x) ≤ 0, i = 1, . . . ,m (2.2)

hj(~x) = 0, j = 1, . . . , p (2.3)

donde f es la función objetivo, m es el número de restricciones de desigual-
dad, p es el número de restricciones de igualdad, y S es el espacio de búsqueda
(S ⊆ Rn) el cual está delimitado por los límites inferior y superior de las
variables de diseño, denotados por ~L y ~U , respectivamente. La región facti-
ble F ⊆ S contiene aquellas soluciones que satisfacen todas las restricciones
del problema. Para satisfacer las restricciones de igualdad (Ec. 2.3), éstas
se transforman en restricciones de desigualdad (Ec. 2.4), donde ε es una
tolerancia permitida, cuyo valor es 1E-4, generalmente.

|hj(~x)| − ε ≤ 0, j = 1, . . . , p (2.4)

Todas aquellas restricciones (igualdad o desigualdad) que toman un valor
de cero cuando se alcanza el óptimo de la función, se denominan restricciones
activas (las restricciones de igualdad son activas por de�nición). En la Fig.
2.1 se ilustra el espacio de búsqueda y zona factible de un problema con 2
variables de decisión, x1 y x2, cuyo rango es [0,3] y [0,4], respectivamente.
La de�nición del problema es:

Minimizar:
f(~x) = −x1 − x2

sujeto a:

g1 =− 2x41 + 8x31 − 8x21 + x2 − 2 ≤ 0

g2 =− 4x41 + 32x31 − 88x21 + 96x1 + x2 − 36 ≤ 0
(2.5)

El problema tiene una región factible compuesta de 2 sub-regiones des-
conectadas. Además g1 y g2 son restricciones activas.
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Figura 2.1: Problema 2D con dos restricciones. La región factible se compone
de dos regiones disjuntas (intersección de líneas amarillas). El óptimo es el
asterisco rojo y por su ubicación ambas restricciones son activas

2.3. Algoritmos evolutivos

Un algoritmo evolutivo es una búsqueda estocástica, que simula el proceso
de evolución natural, donde el concepto principal es la supervivencia del más
apto.

Los algoritmos evolutivos emplean un conjunto de soluciones, denomina-
do población, por consiguiente, una solución es un individuo. Cada individuo
se llama cromosoma y se representa por una cadena de símbolos, la cual ge-
neralmente se compone de números binarios, enteros o reales. A partir de
la población actual (denominados padres), se producen nuevos individuos
(denominados hijos) mediante los operadores de variación, cruza o recombi-
nación, y/o mutación. En la cruza, los padres compiten para reproducirse,
así los mejores combinan su información para generar nuevos individuos. Por
otro lado, en la mutación se altera parcialmente el cromosoma. Al �nal de
cada generación, se calcula el valor de aptitud de los hijos, mediante la fun-
ción de aptitud, para determinar cuáles son más aptos para sobrevivir, y el
resto se extingue. En la Fig. 2.2 se aprecia este proceso.
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Figura 2.2: Proceso de búsqueda de un algoritmo evolutivo, el cual simula
el proceso de evolución natural.

Existen diferentes clases de algoritmos evolutivos, los cuales son [15]:

Algoritmos genéticos Los algoritmos genéticos fueron propuestos por Ho-
lland [25] en los años 70s. Un algoritmo genético modela la evolución
genética mediante los principios de la selección natural y la superviven-
cia del más fuerte. En sus orígenes, la representación de un individuo
fue mediante un vector de números binarios de longitud �ja, aunque
actualmente también se emplean vectores de números enteros y reales.
La cruza se considera el operador de variación más importante para
crear la nueva generación.

Programación genética La programación genética tiene sus orígenes en
los algoritmos genéticos. La diferencia entre ellos es la representación
de los individuos, pues en la programación genética, un individuo se
representa mediante árboles. Koza [39] desarrolló la programación ge-
nética para evolucionar programas de cómputo.

Programación evolutiva La programación evolutiva fue propuesta por
Fogel [16] en 1962 y representa la evolución como un proceso de com-
portamiento adaptativo de especies. Además, su población está forma-
da por un conjunto de máquinas de estados �nitos, a la cual se le aplica
el operador de mutación para generar una nueva población.

Estrategias Evolutivas Las estrategias evolutivas fueron propuestas por
Rechenberg en los años 60s. Las estrategias evolutivas tienen como
base la evolución de la evolución, por ello manejan la auto-adaptación
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a nivel de individuo. La representación de un individuo es mediante
un vector de números reales, y contiene la información de la solución
y un conjunto de parámetros de la estrategia, los cuales se asocian al
comportamiento del individuo en el ambiente.

Evolución Diferencial El algoritmo de evolución diferencial fue propuesto
por Price y Storn [73] en 1995. Su proceso de búsqueda se guía mediante
la distribución de la población a partir de la suma y diferencia de
vectores. Las bondades de este algoritmo son su capacidad de encontrar
el óptimo global, además es de fácil implementación, requiere de pocos
parámetros y presenta una rápida convergencia [85].

Evolución cultural Los algoritmos culturales fueron propuestos por Rey-
nolds [63], teniendo como esquema la evolución de un sistema cultural.
Su objetivo es aprovechar el conocimiento generado por los individuos
a lo largo del proceso de búsqueda. Por lo tanto, evoluciona el compor-
tamiento y no las soluciones, entonces la selección se realiza de acuerdo
a los mejores comportamientos de la búsqueda.

Coevolución En un algoritmo de coevolución competitiva, los individuos
de una población evolucionan a través de la cooperación o competencia
con individuos de otra población, con los cuales interactúan.

El algoritmo de búsqueda seleccionado para el desarrollo de este trabajo
es el algoritmo de evolución diferencial, debido a sus bondades de imple-
mentación y convergencia. En la siguiente sección se explica de manera más
detallada.

2.3.1. Evolución Diferencial

El algoritmo de evolución diferencial es estocástico y realiza una búsqueda
directa, es decir, no requiere la derivada de las funciones del problema a
optimizar. Además, la evolución diferencial requiere de pocos parámetros
(NP , CR y F ), por lo cual se ha empleado para resolver varios problemas
del mundo real [10]. La diferencia con otros algoritmos evolutivos es cómo
guía el proceso de búsqueda, pues la mutación se realiza con base en la
dirección e información proporcionada por 3 vectores de la población actual.

El proceso de búsqueda que realiza el algoritmo de evolución diferencial
consta de cuatro pasos [10]: inicialización de la población, mutación, recom-
binación o cruza y selección. El primero se realiza una vez y el resto se repite
mientras no se cumple la condición de paro, la cual generalmente se de�ne
por un número de evaluaciones del problema.
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2.3.1.1. Inicialización de la población

En la evolución diferencial una población está compuesta por un conjunto
de soluciones, denominadas vectores, la cual se representa de la siguiente
manera:

P = {~x1, ~x2, . . . , ~xNP }

donde ~xi es un vector n-dimensional 1 y NP es el número de vectores que
conforman la población. Por consiguiente, P es una matriz de NP �las y n
columnas. El acceso a una variable de diseño, en P, se indica por la posición
del individuo, índice i y la posición de la variable, índice j, como xi,j .

Existen varios métodos para inicializar la población, sin embargo en la
evolución diferencial se genera de manera aleatoria con una distribución uni-
forme dentro del espacio de búsqueda, el cual está de�nido por los límites de
las variables de diseño [~L, ~U ] [55]. La población se inicializa de la siguiente
manera:

xi,j = rand ∗ (Uj − Lj) + Lj

donde rand genera un número aleatorio en el rango [0,1] y Lj y Uj repre-
sentan el límite inferior y superior de la j-ésima variable de diseño, respec-
tivamente.

2.3.1.2. Mutación

Es el primer operador de variación que se emplea en evolución diferen-
cial. Por cada vector de la población (i), denominado target, se calcula un
vector mutante, llamado donor/mutant. Existen diferentes tipos de mutacio-
nes, el proceso para calcular el vector mutant consiste en sumar a un vector,
seleccionado de manera aleatoria (r0) o el mejor de la generación (best) y
denominado vector base, una (r1, r2) o dos diferencias de vectores (r1-r4),
las cuales se multiplican por un escalar F , el cual es un parámetro de�nido
por el usuario. Los vectores que se emplean para las diferencias de vectores,
se seleccionan de manera aleatoria y son diferentes entre ellos. Las ecuaciones
para los diferentes tipos de mutación son:

1La dimensión del vector está dada por la de�nición del problema.
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DE/rand/1 ~vG,i = ~xG,r0 + F (~xG,r1 − ~xG,r2)
DE/best/1 ~vG,i = ~xG,best + F (~xG,r1 − ~xG,r2)
DE/current-to-best/1 ~vG,i = ~xG,i + F (~xG,best − ~xG,i) + F (~xG,r1 − ~xG,r2)
DE/rand/2 ~vG,i = ~xG,r0 + F (~xG,r1 − ~xG,r2) + F (~xG,r3 − ~xG,r4)
DE/best/2 ~vG,i = ~xG,best + F (~xG,r1 − ~xG,r2) + F (~xG,r3 − ~xG,r4)

2.3.1.3. Cruza

La cruza combina los vectores donor y target para formar al vector hijo
(o trial). La evolución diferencial emplea dos tipos de cruza: binomial (o
uniforme) y exponencial (o modulo de 2 puntos). En la Ecuación 2.6 se
muestra como se realiza la cruza binomial.

uG,i,j =

{
vG,i,j si j = randj o rand < CR
xG,i,j en caso contrario

(2.6)

donde CR representa el porcentaje de cruza y es un parámetro de�nido
por el usuario, su valor se encuentra entre [0,1]. randj es un número entero
aleatorio entre [1, n], esto con el �n de garantizar que el vector trial tenga al
menos un valor diferente al vector target (en caso de que CR tenga un valor
cercano o igual a cero). rand es un valor real aleatorio entre [0, 1].

2.3.1.4. Selección

En este paso se determina cual de los dos vectores (target y trial) so-
brevive para la siguiente generación. En la Ecuación 2.7 se representa este
proceso.

~xG+1,i =

{
~uG,i si f(~uG,i) ≤ f(~xG,i)
~xG,i en otro caso

(2.7)

donde f(·) es la función objetivo que minimiza el problema. Por lo tanto,
si el valor de la función objetivo del vector trial es mejor que el del target,
entonces el segundo es reemplazado por su hijo. En caso contrario, el vector
target sobrevive para la siguiente generación.

2.3.1.5. Evolución Diferencial con Variantes Combinadas

El proceso descrito en las subsecciones previas corresponde a la versión
canónica DE/rand/1/bin. Las variantes más conocidas son: DE/rand/1/bin
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y DE/best/1/bin, la diferencia entre ellas es el vector base que emplean,
~xG,r0 y ~xG,best, respectivamente. Estas variantes se emplean en Evolución
Diferencial con Variantes Combinadas (DECV, por sus siglas en inglés) [48].
DECV primero explora el espacio de búsqueda mediante DE/rand/1/bin,
una vez que se alcanza la zona factible y se tiene el 10% de soluciones
factibles en la población, se explota la región cercana al mejor individuo de
la población mediante la variante DE/best/1/bin. El pseudocódigo de DECV
se muestra en la Figura 2.3.

1: Crear una población aleatoria inicial P0 = {~x1,0, . . . ~xNP,0}
2: Evaluar a P0 en f
3: flag_B = false
4: for G = 1 to MAX_GEN do
5: nf = Número de soluciones factibles en PG−1

6: if nf ≥ 10 %NP then
7: flag_B = true
8: end if
9: for i← 1 to NP do
10: if flag_B then
11: r0 = el mejor vector de PG−1

12: Seleccionar de manera aleatoria r1 y r2 (r0 6= r1 6= r2 6= i)
13: else
14: Seleccionar de manera aleatoria r0, r1 y r2 (r0 6= r1 6= r2 6= i)
15: end if
16: Jrand = randint[1, n]
17: for j = 1 to n do
18: if randj ≤ Cr O j = Jrand then
19: ui,j,G = xr0,j,G + F (xr1,j,G − xr2,j,G)
20: else
21: ui,j,G = xi,j,G
22: end if
23: end for
24: if f(~ui,G) ≤ f(~xi,G) then
25: ~xi,G+1 = ~ui,G

26: else
27: ~xi,G+1 = ~xi,G
28: end if
29: end for
30: end for

Figura 2.3: Pseudocódigo de DECV. El criterio para cambiar de DE/ran-
d/1/bin a DE/best/1/bin se lleva a cabo en los pasos 5-8 mediante flag_B.
En los pasos 11-12 y 14 se seleccionan los vectores para DE/best/1/bin y
DE/rand/1/bin, respectivamente.
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2.4. Técnicas para manejo de restricciones

Los algoritmos evolutivos en sus inicios fueron diseñados para resolver
problemas sin restricciones, por lo que al ser empleado en un problema con
restricciones, el objetivo es encontrar la mejor solución factible, no tan sólo
encontrar la mejor solución sin veri�car si es factible o no. Por lo anterior se
han desarrollado un conjunto de técnicas para manejo de restricciones, las
cuales tienen como objetivo guiar los algoritmos evolutivos hacia la región
factible del problema.

Las técnicas para manejo de restricciones se pueden clasi�car de acuerdo
a su taxonomía [9] y [50]. No obstante, en [46] se listan las técnicas para
manejo de restricciones más empleados en los últimos años:

Reglas de factibilidad Es un conjunto de tres reglas (ver Sec. 2.4.1).

Jerarquización estocástica Es un método de ordenamiento de burbuja
estocástico (ver Sec. 2.4.4).

Método ε-constrained Transforma un problema de optimización con res-
tricciones en un problema sin restricciones (ver Sec. 2.4.3).

Funciones novedosas de penalización Transforman un problema de op-
timización restringida en un problema sin restricciones, φ(~x) = f(~x) +
p(~x), donde φ(~x) es la nueva función a optimizar y está de�nida por
la función objetivo (f(~x)) y el valor de penalización (p(~x)), que se cal-
cula por p(~x) =

∑m
i=1 ri ·máx(0, gi(~x))2 +

∑p
j=1 cj · |hj(~x)|, donde ri y

cj son los factores de penalización. Por tanto, en un problema de mi-
nimización, una solución no factible tendrá un valor mayor a aquellas
soluciones factibles, porque ri y cj incrementan el valor de la sumatoria
que se calcula en p(~x).

Operadores especiales novedosos Transforman un individuo infactible
en factible mediante estos operadores.

Conceptos de optimización multiobjetivo Transforman un problema de
optimización con restricciones en un problema bi-objetivo (función ob-
jetivo y suma de violación de restricciones) o multiobjetivo (función
objetivo y cada una de las restricciones).

Ensamble de técnicas para manejo de restricciones Integran varias téc-
nicas para manejo de restricciones dentro de un algoritmo evolutivo
para realizar el proceso de búsqueda.
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Debido al tipo de problemas que se resuelve en este trabajo, es necesario
considerar una técnica para manejo de restricciones para guiar la búsqueda
hacia la zona factible. Por tanto, en las siguientes subsecciones se explican
con mayor detalle las cuatro técnicas para manejo de restricciones, las cuales
son los más empleadas en los algoritmos del estado del arte para solucionar
problemas de optimización restringida.

2.4.1. Reglas de Factibilidad

Las reglas de Factibilidad fueron propuestas por Deb [12], pertenecen a
la categoría de separación de las restricciones de la función objetivo. Es uno
de los mecanismos más simples y más usado en varios algoritmos evolutivos
[46]. El conjunto de reglas se de�ne de la siguiente manera:

1. Si se comparan dos soluciones factibles, se selecciona aquella que tenga
el mejor valor de la función objetivo.

2. Si se compara una solución factible contra una infactible, entonces la
solución factible se selecciona.

3. Si se comparan dos soluciones infactibles, se selecciona aquella que
tiene la menor suma de violación de restricciones.

La suma de violación de restricciones se calcula mediante φ(~x) =∑m
i=1 máx(0, gi(~x))2 +

∑p
j=1 |hj(~x)|. La ventaja de este conjunto de reglas

es que no requiere ningún parámetro. Sin embargo, el proceso de búsqueda
puede presentar convergencia prematura.

2.4.2. Mecanismo de diversidad

El mecanismo de diversidad (DM, por sus siglas en inglés) fue propuesto
por Mezura y Coello [47] y es una variante de las reglas de factibilidad, a la
cual se le agrega un mecanismo que permite mantener soluciones infactibles
cercanas a la frontera de la región factible en la población de cada gene-
ración. Esta combinación proporciona resultados competitivos en aquellos
problemas que tienen restricciones activas [46]. A diferencia de las reglas de
factibilidad, esta variante requiere un parámetro para indicar el porcentaje
de soluciones infactibles que permanece en la población (Sr). Estas soluciones
se seleccionan de los padres e hijos.
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2.4.3. Método ε-constrained

El método ε-constrained fue propuesto por Takahama y Sakai [75]. Este
método transforma un problema de optimización restringida en un problema
sin restricciones y se compone de un mecanismo de ordenamiento lexicográ-
�co y un valor de relajación para soluciones no factibles. En el primero, la
minimización de la suma de violación de restricciones precede a la minimiza-
ción de la función objetivo, en el segundo, el valor de relajación permite que
una solución se considere factible, por lo tanto el criterio de comparación es
el valor de la función objetivo.

Este proceso es de�nido por ε-level, donde ε es un parámetro de�nido
por el usuario:

(f( ~x1), φ( ~x1)) <ε (f( ~x2), φ( ~x2))

⇔

 f( ~x1) < f( ~x2), si φ( ~x1), φ( ~x2) ≤ ε
f( ~x1) < f( ~x2), si φ( ~x1) = φ( ~x2)
φ( ~x1) < φ( ~x2), de otra manera

(f( ~x1), φ( ~x1)) ≤ε (f( ~x2), φ( ~x2))

⇔

 f( ~x1) ≤ f( ~x2), si φ( ~x1), φ( ~x2) ≤ ε
f( ~x1) ≤ f( ~x2), si φ( ~x1) = φ( ~x2)
φ( ~x1) < φ( ~x2), de otra manera

donde f(·) es el valor de la función objetivo y φ(·) es la suma de violación
de restricciones, la cual se calcula con la Ecuación 2.8.

φ(~x) =

m∑
i=1

máx (0, gi(~x)) +

p∑
j=1

|hj(~x)| (2.8)

2.4.4. Jerarquización estocástica

La jerarquización estocástica (SR, por sus siglas en inglés) fue propuesta
por Runarsson y Yao [66], está basado en el método de burbuja para ordenar
las soluciones de la población de acuerdo a: (1) la suma de violación de
restricciones y el valor de la función objetivo, (2) el valor de la función
objetivo. Para ello requiere un parámetro (Pf ) que indique la probabilidad
de cómo se realizará la comparación. El pseudocódigo de la jerarquización
estocástica se muestra en la Fig. 2.4.
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1: for i = 1 to N do
2: for j = 1 to N − 1 do
3: u = random(0,1)
4: if (φ(Ij) = φ(Ij+1) = 0) or (u < Pf ) then
5: if f(Ij) > f(Ij+1) then
6: swap(Ij , Ij+1)
7: end if
8: else
9: if φ(Ij) > φ(Ij+1) then
10: swap(Ij , Ij+1)
11: end if
12: end if
13: end for
14: if no swap then
15: break
16: end if
17: end for

Figura 2.4: Pseudocódigo de SR. Ij es un individuo de la población, N es
el tamaño de la población, φ(Ij) es la suma de violación de restricciones y
f(Ij) es el valor de la función objetivo del individuo Ij , respectivamente. La
intensión de SR es favorecer soluciones no factibles con un buen valor de la
función objetivo.

Comparación

En la tabla 2.1 se listan las diferencias de las cuatro técnicas para manejo
de restricciones de las subsecciones anteriores.

2.5. Resumen del capítulo

En el presente capítulo se presentaron conceptos generales de optimiza-
ción, tal como los elementos que de�nen un problema de optimización y su
clasi�cación, profundizando en los problemas con restricciones, los cuales se
resuelven en el presente trabajo. Además, se de�nieron de manera general los
algoritmos evolutivos, explicando a mayor detalle la evolución diferencial, ya
que una de sus variantes, denominada DECV, se empleará como método de
búsqueda. Dado que los algoritmos evolutivos no se diseñaron para resolver
problemas con restricciones, se �naliza el capítulo con la exposición de las
técnicas para manejo de restricciones, las cuales guían el proceso de búsqueda
hacia la región factible, enfocándose en cuatro técnicas: reglas de factibili-
dad, mecanismo de diversidad, método de ε-constrained y la jerarquización
estocástica.
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Tabla 2.1: Diferencias entre reglas de factibilidad, mecanismo de diversidad,
método ε-constrained y jerarquización estocástica.

Técnica para manejo
de restricciones

Diferencias

Reglas de factibilidad
No requiere parámetros.

Preferencia por soluciones factibles o con una
baja suma de violación de restricciones.

Mecanismo de diver-
sidad

Requiere un parámetro, Sr.

Permite soluciones no factibles cercanas a los
límites de la región factible.

Método ε-constrained

Requiere dos parámetros, Tc y cp.

Relaja la región factible mediante ε, cuyo va-
lor se actualiza a lo largo de la búsqueda.

Jerarquización esto-
cástica

Requiere un parámetro, Pf .

Ordena estocásticamente la población actual
y la anterior.



Capítulo 3

Optimización asistida por
subrogados

Muchos problemas de optimización de la vida real están de�nidos me-
diante evaluaciones muy costosas, es decir, el cálculo de una solución puede
requerir de minutos, horas o incluso días. Así, al resolverlos mediante un mé-
todo de optimización, el cual necesita de varias evaluaciones, precisa que la
tarea de encontrar el óptimo sea un proceso que demande mucho tiempo de
cómputo. Una manera de reducir este costo es usando modelos subrogados,
los cuales son más baratos que los modelos originales.

En este capítulo se explica el uso de modelos subrogados en optimización,
así como los elementos necesarios para integrarlos en un método de optimi-
zación y los modelos que se pueden utilizar para aproximar las soluciones,
además de los métodos para su evaluación.

3.1. Uso de modelos subrogados

La información que se genera a lo largo del proceso de búsqueda, a través
de las soluciones y sus valores en los modelos originales, puede ser aprove-
chada mediante una técnica de aprendizaje automático para comprender el
comportamiento de la búsqueda y poder guiarla hacia el óptimo global [88].
Las ventajas del uso de estas técnicas son: aumento en la velocidad de la
convergencia y mejora en la calidad de las soluciones [57, 88]. Uno de los
principales usos es el ajuste de curvas, el cual se produce a partir de los
puntos que se han generado en el proceso de búsqueda mediante los modelos
subrogados [18].

23
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Un modelo subrogado (también llamado modelo aproximado o meta-
modelo) se emplea cuando: (1) la función objetivo y restricciones son muy
costosas para evaluar, así los valores de las funciones para cada solución se
aproximan mediante estos modelos, (2) no se cuenta con una función obje-
tivo del problema y es el usuario quien determina el valor de una solución, a
esto se le conoce como Cómputo Evolutivo Interactivo [28, 72], y se emplea
en problemas de optimización de diseño, tal como diseño de productos, di-
seño de arte y composición de música, (3) en la evaluación en ambientes con
ruido1[19, 67], ya que algunas estrategias adoptadas para reducir el ruido,
requieren de evaluaciones adicionales [27], y (4) en problemas multimodales,
en los cuales un modelo subrogado se construye para suavizar los óptimos
locales, conservando la ubicación del óptimo global [27].

El proceso que se lleva a cabo para usar un modelo subrogado en un
proceso de optimización es el siguiente [19]:

1. Selección de las variables a ser optimizadas, generalmente se realiza
por importancia y después de una experimentación preliminar.

2. Selección de una técnica de diseño de muestreo o de diseño de experi-
mentos [27] para las soluciones iniciales.

3. Construir el modelo de la función.

4. Realizar una búsqueda para identi�car nuevos puntos de diseño para
análisis

5. Agregar los nuevos puntos a los existentes e ir al paso 3.

De acuerdo a lo anterior, la construcción de un modelo subrogado se
lleva a cabo mediante un conjunto de soluciones y sus respectivos valores
en la función objetivo, ya sea producto de una simulación o evaluación en
el modelo original (pasos 2 y 5), a este conjunto se le conoce como muestra
o conjunto de entrenamiento. El paso 2 se considera la primera etapa del
modelo, debido a que se obtiene conocimiento del espacio de búsqueda para
poder construirlo (paso 3). Por otro lado, los pasos 4 y 5 son la segunda
etapa pues actualizan la muestra y el modelo. Para actualizar la muestra
se emplean los criterios de muestreo de relleno en optimización asistida por

1El ruido en un problema de optimización puede tener diversas fuentes, tal como [2, 3]:
limitaciones en mediciones físicas, uso de modelos de simulación estocástica, muestreo
incompleto en espacios muy grandes, interacción humano-computadora, imprecisión en
los cálculos realizados en una computadora, por mencionar algunos.
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subrogados (SA-Op, por sus siglas en inglés), o un control de evolución,
también llamado manejador de modelos, en algoritmos evolutivos asistidos
por subrogados. El objetivo de esta etapa es acelerar la convergencia a una
buena solución, además de poder modelar el problema de manera exacta y
global [54]. Dicha actualización se repite hasta que se cumple un criterio de
paro.

Los modelos subrogados se emplean de manera global y local [71]. Un
modelo global permite tener un conocimiento general del espacio de búsque-
da, además de prevenir los óptimos locales. Por otro lado, un modelo local se
ajusta mejor al área que se está aproximando. Además, este tipo de mode-
los puede ser empleado para calcular de manera barata los gradientes o los
patrones de búsqueda requeridos en los métodos de búsqueda indirecta [31].

En las siguientes secciones se explica cada uno de los elementos necesarios
para integrar un modelo aproximado en un método de optimización.

3.2. Muestreo inicial

Para llevar a cabo esta etapa, es necesario el diseño y análisis de una
experimentación, debido a que el muestreo inicial consiste en identi�car el
conjunto de variables de diseño que van a formar parte del proceso de SA-
Op. Además, se ha demostrado que una selección e�ciente de las muestras
mejora la calidad del modelo de manera signi�cativa [27].

Para construir un modelo global, del cual no se conoce su paisaje de
aptitud, lo ideal es que los puntos estén distribuidos de manera uniforme
sobre los ejes de cada variable y así evitar que se repitan valores para una
variable [19].

El método más popular para el muestreo inicial es el diseño de expe-
rimentos, el cual es un plan de muestreo en el espacio de las variables y
proporciona valores únicos para las variables de diseño [79]. Además, los
diseños de experimentos permiten investigar los efectos de las variables de
entrada sobre una variable de salida. Esto se realiza mediante simulaciones
de computadora o experimentación [19].

Un diseño de experimentos se puede ver como una matriz de np×nv [79],
donde np es el número de puntos y nv es el número de variables del problema
(Ec. 3.1)

X = [~x1, ~x2, . . . , ~xnp ]T (3.1)

donde cada ~xi representa una muestra (~xi = [xi1, xi2, . . . , xinv ]) y xij repre-
senta una variable. Los métodos más empleados se describen a continuación:
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Arreglos ortogonales. La matriz X de un diseño de experimentos es un
arreglo ortogonal sí el producto interno de dos columnas cualesquiera
es cero [27, 79].

Muestreo hipercubo latino. Un muestreo hipecubo latino asegura la
estrati�cación de una muestra en todo el espacio de búsqueda [79], es
decir, cada una de las variables se distribuye a lo largo de su rango
de valores. En la Fig. 3.1 se muestra un muestreo hipercubo latino de
veinte puntos en dos dimensiones.

Figura 3.1: Ejemplo de un LHS de veinte puntos en dos dimensiones con una
buena distribución de la muestra.

Diseño central compuesto. Un diseño de cenrral compuesto [27] inicia
con un diseño factorial2, puntos centrales, extendido por un conjunto
de puntos �axiales�, los cuales se generan con direcciones positivas y
negativas a partir del punto central.

Otra técnica que se puede emplear, para generar la muestra inicial, es
el método Monte-Carlo [27, 84], el cual es totalmente aleatorio, por lo que
no se garantiza que la muestra cubra todo el espacio de búsqueda. Ade-
más, este método es costoso computacionalmente pues requiere de muchos
experimentos [84].

Todos los métodos anteriores se han empleado para generar la muestra
inicial, no obstante, el método más usado en los enfoques propuestos es el
muestreo hipercubo latino.

2Malla rectangular de puntos [18].
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3.3. Métodos subrogados

La aproximación de funciones dentro de un proceso estocástico ha sido
aplicada desde hace años en tres áreas [34]: geología matemática, optimiza-
ción global y estadística. En geología matemática, el método de interpolación
denominado kriging se ha empleado desde principios de los 60s. En optimiza-
ción global, se encuentran la optimización global Bayesiana y el enfoque de
función aleatoria. En estadística, a principios de los 70s comienza el interés
por aproximar integrales.

Los modelos que se han empleado en optimización o algoritmos evolutivos
para aproximar una función se explican en las siguientes subsecciones, los
cuales tienen la capacidad de ajustar un conjunto de soluciones a un modelo
para poder predecir un nuevo conjunto de soluciones.

3.3.1. k-vecinos más cercanos

k-vecinos más cercanos (kNN, por sus siglas en inglés) es un modelo que
se basa en la similitud con los vecinos más cercanos al que se desea aproximar
[17], donde la aproximación del valor de una solución se calcula por medio
del promedio de sus k vecinos más cercanos [64], mediante la Ecuación 3.2.

f̂(~x) =

∑k
i=1 f(~yi)

k
, ~yi ∈ D (3.2)

donde ~x es la solución que se va a aproximar mediante f̂(·), ~yi es una solución
evaluada en el modelo original, f(·), por lo tanto pertenece al conjunto de
entrenamiento, denotado por D y es vecino cercano a ~x, i ≤ k. Si todas las
soluciones de D se emplean para aproximar a ~x, entonces el modelo es global,
en caso contrario, k < |D|, el modelo se considera local [64].

Las ventajas de kNN son: (1) su modelo es simple, (2) no se hacen supo-
siciones acerca del paisaje de la función que se quiere aproximar, y (3) no hay
un proceso de aprendizaje, ya que la predicción de una solución se calcula con
el promedio de k soluciones cercanas. Por otro lado, sus desventajas son: (1)
no existe una descripción del modelo, (2) la de�nición de los k vecinos más
cercanos a una solución se convierte en un proceso costoso cuando el tamaño
de la muestra es muy grande, y (3) su desempeño depende del número de
variables del problema.
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3.3.2. Modelos polinomiales

Los modelos polinomiales o modelos de super�cie de respuesta (RSM, por
sus siglas en inglés) han sido ampliamente usados para resolver problemas
de ingeniería [19]. El modelo más común es de segundo grado y se forma
a partir de una muestra de soluciones, la cual tiene un tamaño mínimo de
nt = (n + 1)(n + 2)/2. La ecuación del modelo de segundo grado se de�ne
en la ecuación 3.3.

f̂(~x) = β0 +
n∑
i=1

βixi +

n,n∑
i=1,j=i

βn−1+i+jxixj (3.3)

donde n es la dimensionalidad del problema, βi son los coe�cientes que serán
estimados y xi es el valor de la i-ésima variable de diseño de la solución ~x.
Los métodos más comunes para calcular los coe�cientes βi son [27]:

Método de mínimos cuadrados [27, 71]. Este método requiere que el
tamaño de la muestra sea mayor o igual a nt, los coe�cientes se estiman
a partir la Ecuación 3.4.

~y = X~β (3.4)

donde ~y es el vector de los valores de respuesta, X es la matriz de
Vandermonde asociada a los valores de cada solución de la muestra
(se asume que son linealmente independientes) y ~β es el vector de los
coe�cientes que se va a estimar. En las Ecuaciones 3.5 y 3.6 se ilustra
el vector de respuesta y la matriz de Vandermonde para un polinomio
de segundo grado de dimensión dos y con un tamaño de muestra nt.

~y = [y1, y2, . . . , ynt ]
T (3.5)

X =


1 x1,1 x1,2 · · · x21,n
1 x2,1 x2,2 · · · x22,n
...

. . .
...

1 xnt,1 xnt,2 · · · x2nt,n

 (3.6)

La estimación de los coe�cientes esta dada por la Ecuación 3.7

β̂ = (XTX)−1XT~y (3.7)

El costo computacional de este método incrementa con la dimensiona-
lidad del problema, lo cual es una desventaja [27, 71].
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Método de gradiente [27]. El método del gradiente calcula las derivadas
del error cuadrático para cada coe�ciente a partir de la Ecuación 3.8.

E =
1

2
(y − ŷ)2 (3.8)

donde y es el valor de respuesta y ŷ es el valor que se obtiene de la
Ecuación 3.3. La estimación de los coe�cientes se realiza mediante:

∆β0 = ξ(y − ŷ)
∆βi = ξ(y − ŷ)xi
∆βn−1+i+j = ξ(y − ŷ)xixj 1 ≤ i ≤ j ≤ n

Los modelos polinomiales se han empleado para resolver problemas reales
[72]. Sin embargo, no son una buena opción para problemas multimodales o
no lineales [19], debido a que el grado del polinomio para ajustar el modelo es
de grado tres o mayor grado, el número de puntos y el costo computacional
incrementan para construirlos.

3.3.3. Redes neuronales arti�ciales

Las redes neuronales arti�ciales (ANNs, por sus siglas en inglés) han sido
ampliamente usadas para aproximar funciones. Tanto los perceptrones mul-
ticapa como las funciones de base radial han demostrado ser muy e�cientes
para esta tarea [27, 72].

3.3.3.1. Perceptrón multicapa

Un perceptrón multicapa (MLP, por sus siglas en inglés) es una red con
alimentación hacia adelante, y se compone de [72]: (1) una capa de entrada,
generalmente el número de neuronas es igual número de variables del proble-
ma, (2) una capa de salida y (3) una o varias capas ocultas. En la Ecuación
3.9 se muestra la fórmula de un perceptrón multicapa simple con una capa
de entrada, una capa oculta y una neurona de salida.

y(x) =
K∑
k=1

w
(2)
j f(

n∑
i=1

w
(1)
ki xi + w

(1)
k0 ) + w

(2)
0 (3.9)

donde n es el número de neuronas de entrada, K es el número de neuronas
de la capa oculta, ~w es el vector de pesos, los superíndices indican la capa
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a la que corresponden los pesos, (1) de entrada y (2) capa oculta, y f es la
función de activación, la más empleada es la función logística (Ec. 3.10),

f(z) =
1

1 + exp−cz
(3.10)

donde c es una constante y z es
∑n

i=1w
(1)
ki xi + w

(1)
k0 .

Para que un perceptrón multicapa genere la salida esperada, este de-
be pasar por un proceso de aprendizaje, el cual se compone de dos fases:
de entrenamiento y de prueba. Para realizar este proceso se requiere de un
conjunto de variables de entrada y salida (muestra inicial). Durante el en-
trenamiento, los valores de ~w se ajustan para generar los valores de salida,
y se realiza con un porcentaje de la muestra. Para determinar su precisión,
el perceptrón multicapa se prueba con el resto de la muestra, una vez que
se cumple la exactitud deseada, se considera que el perceptrón multicapa ya
aprendió.

Las ventajas de un perceptrón multicapa son [77]: (1) pueden representar
relaciones tanto lineales como no-lineales a partir de la información de la
muestra, (2) no requieren un entrenamiento estadístico formal, y (3) son una
buena opción para una aproximación global. Por otra parte, sus desventajas
son: (1) pueden guiar la búsqueda hacia un falso óptimo cuando el tamaño
de la muestra es pequeño y está mal distribuida en el espacio de búsqueda
[30], (2) el proceso de aprendizaje es costoso computacionalmente, y (3) son
predispuestas al sobreajuste o sobre-entrenamiento [77].

3.3.3.2. Funciones de base radial

Una función de base radial (RBF, por sus siglas en inglés) realiza una
suma ponderada de funciones simples con el �n de emular un paisaje com-
plicado [19]. Una función de base radial se compone de [72]: (1) una capa
de entrada, cuyo tamaño es igual a la dimensionalidad del problema, (2)
una capa oculta, cuyo tamaño es igual (dimensionalidad pequeña) o menor
(dimensionalidad grande), para evitar exceso de cálculos, y (3) una capa de
salida, que es una combinación lineal de un conjunto de funciones de base
radial expresadas mediante la Ecuación 3.11,

f̂(~x) = ~wT ~ψ =

nc∑
i=0

wiψi(‖~x− ci‖) (3.11)

donde wi son los coe�cientes desconocidos y que se aprenderán durante el
entrenamiento, ψi(‖~x − ci‖) representa la i-ésima función de base radial,



3.3. Métodos subrogados 31

también se le conoce como kernel, y evalúa la distancia entre ~x y el centro ci
de la función de base, estos son también desconocidos y se aprenden mediante
otros métodos, tal como el método del k-means. ~x es la solución que se va a
aproximar mediante (f̂), a partir de una muestra, X = {~x1, ~x2, . . . , ~xn}T y
sus respuestas (obtenidas mediante una función f) y = {y1, y2, . . . yn}T ,

Los tipos de kernels que se emplean son: splines lineales, splines cúbicos,
spline de placa delgada, multicuadrática, inverso multicuadrática y gaus-
siano, siendo el último el más común.

Esta técnica es muy empleada para aproximar los valores de funciones
en algoritmos evolutivos [72]. Las ventajas de una RBF son[83]: (1) debido
a que su arquitectura es más sencilla que la de un perceptrón multicapa, su
proceso de entrenamiento es más rápido, (2) pueden aproximar funciones cu-
yo paisaje de aptitud está compuesto por picos o valles, y (3) son ideales para
aproximaciones locales. Por otro lado, sus desventajas son: (1) la selección
de la función del kernel es una tarea de prueba y error, y (2) el desempeño
depende de los valores iniciales de los parámetros [83].

3.3.4. Máquinas de soporte vectorial

Las máquinas de soporte vectorial (SVM, por sus siglas en inglés) fueron
propuestas por Vladimir Vapnik, su teoría está inspirada principalmente en
la teoría del aprendizaje estadístico [27]. Las máquinas de soporte vectorial
se emplean para resolver problemas de clasi�cación y regresión.

3.3.4.1. Clasi�cación mediante máquinas de soporte vectorial

Originalmente las máquinas de soporte vectorial fueron propuestas para
resolver problemas de clasi�cación lineal, cuya idea es encontrar un hiper-
plano (H) que separa un conjunto de muestras positivas (+1) de las negativas
(-1) mediante un margen máximo (Fig. 3.2), el cual se de�ne por la distan-
cia que existe entre H y los puntos más cercanos de las muestras positivas y
negativas.

El hiperplano óptimo se de�ne por

u = ~w · ~x− b (3.12)

donde ~w es la normal al hiperplano, ~x son los vectores de entrada y b es
el sesgo (bias), el conjunto de vectores se representa por D. Pueden existir
varios hiperplanos que separen las clases. Sin embargo, existe un hiperplano
separador óptimo o un hiperplano de margen máximo, sí D es separable sin
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Figura 3.2: Clasi�cación lineal de dos muestras mediante SVM, donde H es
el hiperplano que separa las clases.

error y la distancia entre el vector más cercano al hiperplano es máxima, lo
anterior se indica matemáticamente en la Ecuación 3.13.{

~w · ~x− b ≥ +1 sí yi = +1
~w · ~x− b ≤ −1 sí yi = −1

(3.13)

La maximización del margen se puede expresar como un problema de
optimización:

Minimizarw 1
2‖~w‖

2

sujeta a:
yi(~w · ~xi − b) ≥ 1,∀i

(3.14)

donde xi es el i-ésimo dato de entrenamiento y yi su salida, la cual puede
tomar dos valores: +1 para muestras positivas y -1 para muestras negativas.
El problema de minimización se puede resolver mediante multiplicadores de
Lagrange [43, 56].

3.3.4.2. Regresión con máquinas de soporte vectorial

Considerando un conjunto de entrenamiento D = {(~xi, yi), i = 1, . . . , `},
donde ~xi ∈ Rn y yi ∈ R. La regresión en D se lleva a cabo mediante ε-SVR
[78], que consiste en encontrar una función f̂ε que tiene al menos una desvia-
ción ε a partir de los valores de yi y que además debe ser lo más suave posible.
ε-SVR no considera el error de aquellas soluciones que tienen una desviación
menor a ε, sin embargo no permite una desviación mayor a ε, lo cual se de�ne



3.3. Métodos subrogados 33

mediante la función de pérdida ε-insensible. Lo anterior se ilustra en la Fig.
3.3. La función de pérdida ε-insensible se describe matemáticamente como:

|ξ|ε =

{
0 sí |ξ| ≤ ε
|ξ| − ε en otro caso

(3.15)

Figura 3.3: Pérdida de margen suave asignada por SVR.

La de�nición de un problema lineal mediante ε-SVR es:

f̂ε = ~w · ~x− b (3.16)

donde ~x son los vectores del conjunto de entrenamiento y ~w es la norma. El
problema anterior se reescribe como un problema de minimización:

Minimizarw 1
2‖~w‖

2

sujeta a:
yi − (~w · ~xi − b) ≤ ε
(~w · ~xi + b)− yi ≤ ε

(3.17)

Al agregar la función de pérdida ε-insensible al problema anterior, queda

Minimizar{w,ζ}
1
2‖~w‖

2 + C 1
`

∑`
i=1(ξi + ξ∗i )

sujeta a:
yi − (~w · ~xi + b) ≤ ε+ ξ∗i
(~w · ~xi + b)− yi ≤ ε+ ξi
ξi, ξ

∗
i ≥ 0 i = 1, . . . , `

(3.18)

El problema anterior puede resolverse mediante un método de progra-
mación cuadrática. Además de ε-SVR existe otro tipo de regresión en SVM,
nu-SVR, aunque ε-SVR es el modelo más empleado para la aproximación de
funciones en algoritmos evolutivos asistidos por subrogados [72].
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Las ventajas de las máquinas de soporte vectorial son: (1) la genera-
lización del error de una máquina de soporte vectorial no depende de la
dimensión del espacio de búsqueda [27], y (2) no tiende a sobreajustarse a
un problema [72]. Por otro lado, las desventajas son: (1) el tiempo requeri-
do de entrenamiento para una muestra grande, y (2) elección de la función
kernel adecuada.

3.3.5. Kriging

Kriging, también conocido como regresión de proceso Gaussiano, es una
buena opción para problemas de baja dimensionalidad y con un espacio de
búsqueda amplio [43]. En la Ecuación 3.19 se muestra su representación en
su forma más simple, donde g(~x) es un modelo global de la función original,
generalmente un polinomio y en algunos casos se reduce a una constante,
β. Por otro lado, Z es una función Gaussiana (con media cero y covarianza
diferente de cero) que representa una desviación �regionalizada� a partir del
modelo global.

f̂(~x) = g(~x) + Z(~x) (3.19)

La covarianza (Z(~x)) se expresa mediante la Ecuación 3.20.

Cov[Z(~xj), Z(~xj)] = σ2R[R(~xj , ~xk)], j, k = 1, . . . , N (3.20)

donde σ es la desviación estándar de la respuesta de las soluciones de la
muestra, R es la matriz de correlación simétrica de dimensión N × N con
unos en la diagonal y R es la función de correlación entre ~xj y ~xk (soluciones
de la muestra), la cual puede ser indicada por el usuario. La función de
correlación más usada es la función exponencial Gaussiana y se muestra en
la ecuación 3.21.

R(~xj , ~xk) = exp

[
−

n∑
i=1

θi|xj,i − xk,i|2
]

(3.21)

donde θi son los parámetros de correlación desconocidos, xj,i y xk,i son la
i-ésima variable de las soluciones ~xj y ~xk. Por lo tanto, la predicción (ŷ) de
una solución (~x) se muestra en la Ecuación 3.22 y es una función en términos
de β y θi = 1, 2, ..., n:

ŷ = β̂ + rT (~x)R−1(~y − βI) (3.22)

donde β̂ es el valor estimado de β, ~y se de�ne como en 3.5, I es un vector
unitario y ~r representa la correlación entre ~x y las soluciones de la muestra
~x1, ~x2, . . . , ~xN , los dos vectores son de longitud N :
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rT (~x) = [R(~x, ~x1), R(~x, ~x2), . . . , R(~x, ~xN )]T

La estimación de los parámetros puede llevarse a cabo mediante el método
de máxima verosimilitud o el método de mínimos cuadrados.

Una ventaja del modelo kriging es que proporciona información de inter-
valos de con�anza para los valores estimados [27, 71], los cuales se pueden
obtener sin un costo adicional. Sin embargo, kriging calcula la inversa de
una matriz y este procedimiento incrementa en función de la dimensiona-
lidad del problema [27, 71]; además, es sensible a la dimensionalidad del
problema [71] y para una muestra bastante pequeña kriging no es capaz de
guiar la búsqueda hacia el óptimo global [36].

3.4. Criterios de muestreo de relleno

Cuando se habla de optimización restringida asistida por subrogados,
donde se modela tanto la función objetivo como las restricciones, el objetivo
de un criterio de muestreo de relleno es balancear tanto la exploración co-
mo la explotación de la aproximación en todas las funciones, así los puntos
mejorarán todos los modelos.

Parr et al. [54] proponen tres criterios de muestreo de relleno para optimi-
zación restringida: (1) función de predicción con una función de penalización
de un paso, transforma el problema de optimización restringida a un pro-
blema sin restricciones, mediante un término que representa la penalización
de aquellas soluciones no factibles, (2) mejora esperada de una función de
predicción con una función de penalización de paso, es ideal para aquellos
modelos que se les puede calcular su incertidumbre, tal como kriging u otro
modelo alternativo basado en un proceso Gaussiano. Así, se pueden detectar
aquellas zonas en donde se requiere mejorar el modelo, mediante la medida
de mejora esperada (E(I(~x))). Este criterio de muestreo de relleno se de�ne
por la suma de E(I(~x)) y la penalización para aquellas soluciones infactibles,
(3) mejora esperada con probabilidad de factibilidad, se de�ne mediante el
producto de E(I(~x)) de la función objetivo y la probabilidad de factibilidad,
la cual se calcula para cada restricción.

3.5. Métodos de evaluación de modelos subrogados

Un modelo aproximado debe mejorar a lo largo del proceso de búsqueda,
es decir, la aproximación de las soluciones debe ser más precisa. Para deter-
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minar esta mejora se emplean los valores de las soluciones iniciales que se
evaluaron en el modelo original y aquellas soluciones que se van agregando
a lo largo del proceso de búsqueda, seleccionadas mediante algún criterio de
muestreo de relleno.

3.5.1. Error absoluto con respecto al óptimo

En caso de conocer el óptimo factible (~x∗ con valor y∗), los métodos más
comunes son [54]: el error absoluto en el espacio de la función objetivo (Ec.
3.23), o en el espacio de las variables (Ec. 3.24) con respecto a la mejor
solución encontrada (~xb con valor yb), es decir, la distancia Euclideana entre
~x∗ y ~xb.

|y∗ − yb| =
√

(y∗ − yb)2 (3.23)

‖~x∗ − ~xb‖ =

√√√√ n∑
i=1

(x∗i − xbi)2 (3.24)

donde n es el número de variables de diseño del problema.

3.5.2. Bias o sesgo

Mide la diferencia que existe entre la salida del modelo aproximado (f̂(·))3
de los valores reales (f(·)), se calcula como un promedio sobre todos los datos
del conjunto de entrenamiento [57], se muestra en la ecuación 3.25.

Ebias =
1

|D|
∑
~xi∈D

(f̂(~xi)− f(~xi))
2 (3.25)

3.5.3. Varianza

Mide la extensión para la cual el modelo subrogado f̂(~x) es sensible a un
conjunto particular de datos D [57]. Cada conjunto de datos D corresponde
a una muestra aleatoria de la función de interés.

Evar = f̂(~xi − f̂(~xi))
2 ∀ ~xi ∈ D (3.26)

3En regresión, a la salida del modelo aproximado también se le conoce como valor
esperado, el cual se representa por E(~x).
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Cuando un modelo subrogado se ajusta a un conjunto particular (bajo bias)
proporcionará un valor grande para la varianza.

Para reducir el bias, se debe considerar un modelo más complejo. Mientras
que, para reducir la varianza, el número de puntos debe incrementarse [57].

3.6. Resumen del capítulo

En este capítulo se explicó la integración de los modelos subrogados en
optimización, los cuales son capaces de simular el paisaje de aptitud de una
función a partir de la información que proporcionan las soluciones evaluadas
en la función original. También se describieron las dos etapas de un modelo
en el proceso de búsqueda, la primera consiste en la construcción del modelo
mediante un muestreo inicial, mientras que la segunda es su actualización.
Además, los modelos kNN, RSM, ANNs, SVM y Kriging se explicaron de
manera general. Finalmente se de�nió la función de los criterios de muestreo
de relleno y de los métodos para medir la calidad de los modelos, tales como:
el error absoluto, sesgo o varianza.





Capítulo 4

Algoritmos Evolutivos
Asistidos por Subrogados

El uso de modelos subrogados en un algoritmo evolutivo se puede consi-
derar en diferentes etapas, desde la generación de la población inicial hasta
la aproximación de soluciones a lo largo del proceso de búsqueda. En este
capítulo se explica dónde y cómo se integra un modelo subrogado en un al-
goritmo evolutivo. Además, se listan los trabajos que han resuelto problemas
de optimización con restricciones mediante la aproximación de soluciones.

4.1. Integración de un modelo subrogado en un al-

goritmo evolutivo

La integración de un modelo subrogado en un algoritmo evolutivo recibe
el nombre de algoritmo evolutivo asistido por subrogado (SA-EA, por sus
siglas en inglés). Las etapas donde puede integrarse un modelo subrogado en
un algoritmo evolutivo son [27]: Población inicial, operadores de variación,
evaluación y buscador local1. El uso de un modelo subrogado permite �ltrar
soluciones que de acuerdo a sus valores aproximados no son competitivas,
es decir, no mejoran el proceso de búsqueda y por lo tanto son ignoradas.
Con excepción de la etapa de evaluación, en donde algunos enfoques combi-
nan soluciones aproximadas (evaluadas en el modelo subrogado) o soluciones
exactas (evaluadas en el modelo original).

1Un buscador local realiza la búsqueda de una mejor solución dentro del vecindario de
la solución de inicio.

39
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El uso de modelos aproximados en la evaluación de soluciones se clasi�ca
en [74]:

1. Todas las soluciones de la generación son aproximadas. En este enfo-
que se requiere de un modelo subrogado con alta precisión, pues la
búsqueda se guía de acuerdo a la evaluación de las soluciones en este
modelo, lo cual permite un ahorro de evaluaciones considerable.

2. Dentro de una generación existen soluciones aproximadas y solucio-
nes exactas, es decir, evaluadas en el modelo original. La combinación
de soluciones aproximadas y exactas, requiere de un control de evolu-
ción, también llamado manejador de modelo, el cual selecciona aquellas
soluciones que se evalúan en el modelo original. En este enfoque se re-
quiere un modelo subrogado preciso, ya que se comparan soluciones
exactas contra soluciones aproximadas. En caso de que la precisión no
sea buena, la búsqueda puede conducir a un falso óptimo.

3. Todas las soluciones son exactas. El modelo aproximado se emplea para
encontrar la mejor solución a partir de un área local, la cual se evalúa en
el modelo original y se integra en la población de la generación actual.
El uso de un modelo subrogado en la población inicial, operadores de
variación y buscador local entran en esta clasi�cación.

En el presente trabajo se integra el modelo subrogado en la etapa de
evaluación, por lo que los elementos necesarios para incorporar un modelo
subrogado en esta etapa son: conjunto de entrenamiento, control de evolución
y medida de calidad del modelo (ver Fig. 4.1).

Figura 4.1: Los triángulos representan los elementos de un AE y las estrellas
naranjas son los elementos necesarios para integrar un modelo subrogado en
la etapa de evaluación
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4.1.1. Conjunto de entrenamiento

El conjunto de entrenamiento se constituye de soluciones exactas, pues a
partir de esta información se construye el modelo subrogado. Este conjunto
se actualiza durante el proceso de búsqueda, por lo tanto el modelo también
debe actualizarse.

4.1.2. Control de evolución

El control de evolución también se conoce como manejador de modelo
y determina qué soluciones se evalúan o re-evalúan en el modelo original.
Existen dos tipos: basado en individuo y basado en generación.

Basado en individuo Combina soluciones exactas y aproximadas dentro
de una generación [29]. La metodología que se emplea generalmente
es aproximar toda la población, posteriormente se selecciona un con-
junto de soluciones para reevaluar en el modelo original. No existe un
número de�nido de soluciones para reevaluar, sin embargo, se puede
adaptar de acuerdo a la calidad del modelo [27]. Existen tres criterios
de selección con base en el valor de aptitud: (1) reevaluar las mejo-
res aproximadas, (2) reevaluar las peores aproximadas, y (3) evaluar
soluciones aleatorias, donde no es necesario aproximar a toda la po-
blación. Otro enfoque es mediante un método de preselección, ya sea
para seleccionar la población de hijos para las estrategias evolutivas
[14] o para seleccionar las soluciones más representativas de acuerdo a
su ubicación, lo anterior se realiza mediante clusters.

Basado en generación Consiste en evaluar a toda la población cada g ge-
neraciones o cuando la condición de uso se activa. Dicha condición
puede estar en función de la calidad del modelo, es decir, de su preci-
sión.

4.1.3. Medida de calidad del modelo

Las medidas comúnmente usadas son: el error cuadrático medio (Ec. 4.1)
y el coe�ciente de correlación (Ec. 4.2),

MSE =
1

n

n∑
i=1

(ŷi − yi)2 (4.1)

r =
n
∑
~xiyi −

∑
~xi
∑
yi√

n
∑
~x2i − (

∑
~xi)2

√
n
∑
y2i − (

∑
yi)2

(4.2)

donde ŷi es el valor aproximado, yi es el valor exacto y ~xi es una solución.
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4.1.4. Modelos subrogados

En [72] se realiza una clasi�cación de los modelos subrogados en algo-
ritmos evolutivos, en la cual se encuentran modelos como kNN, perceptrón
multicapa, redes neuronales arti�ciales, kriging, entre otros (ver Sec. 3.3).
Adicionalmente, en los algoritmos evolutivos existe la herencia de aptitud
(de padres a hijos), la imitación de herencia (clusters) y la asignación de ap-
titud (sistemas coevolutivos), cuyo objetivo es ahorrar evaluaciones mediante
la estimación de aptitud a partir de soluciones similares [27].

4.1.5. Construcción de un modelo subrogado

Los modelos subrogados que se han integrado en un algoritmo evolutivo
para aproximar el valor de aptitud de un problema de optimización son:
modelos polinomiales (RSM), redes neuronales arti�ciales (ANNs), funciones
de base radial (RBF), kriging, máquinas de soporte vectorial (SVM) y kNN.
Se han realizado diversos estudios para determinar qué modelo es el más
adecuado; sin embargo, sólo se han establecido ventajas y desventajas de
cada uno [27]. También se han estudiado estos modelos como globales y
locales, y se ha determinado que los segundos son mejores que los primeros,
ya que son más precisos.

Debido a la aproximación de los valores de aptitud de una población, es
necesario que el modelo seleccionado para llevar a cabo esta tarea sea el más
adecuado. En consecuencia existen varias métricas para validar que modelo
es el más apropiado [57]:

División de muestras La muestra se divide en un conjunto de entrena-
miento y un conjunto de prueba, con el primero se construye el modelo
y con el segundo se comprueba su precisión. La desventaja de este mé-
todo es la estimación de error generalizado, ya que puede indicar una
alta varianza. Además, para conjuntos de entrenamiento pequeños, li-
mita la cantidad de datos para construir el modelo.

Cross-validation Los datos se dividen en k subconjuntos de igual tama-
ño. Un modelo se construye k veces, considerando cada uno de los
subconjuntos para entrenamiento y el resto se puede considerar para
prueba. Así, el error �nal es el promedio de los k errores. Su desventaja
es que requiere construir k modelos.

Bootstrapping El conjunto de datos se considera como una población a
partir de la cual se consideran las muestras. Existen diferentes variantes
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mediante las cuales se puede identi�car el mejor modelo y sus intervalos
de con�anza para las salidas. Su principal desventaja es el gran número
de subconjuntos requeridos para esta métrica.

4.2. Marco referencial

Todas las propuestas que se mencionan a continuación surgieron con el
objetivo de alcanzar la solución óptima o una solución competitiva, reducien-
do el número de evaluaciones en la función objetivo y restricciones mediante
el uso de modelos subrogados.

En SA-Op el modelo más empleado es kriging, las propuestas que usan
este modelo aprovechan los intervalos de con�anza de los valores estimados
para balancear la exploración y explotación en todos los modelos. Una de las
propuestas más conocidas es EGO [34, 70], el cual es un algoritmo de opti-
mización global que emplea kriging para aproximar soluciones de problemas
costosos. Aunque EGO se diseñó para resolver problemas de optimización
sin restricciones, en [70] se resolvió un problema de optimización automo-
triz, que tiene una restricción de desigualdad. Debido al buen desempeño de
EGO, éste se retomó en [68], donde se clasi�can los problemas de acuerdo a
su complejidad (con respecto al costo) de su función objetivo y restricciones,
por tanto, se consideran ocho tipos de problemas. Aquellos problemas con
funciones costosas se aproximan mediante EGO y los problemas con fun-
ciones no costosas se evalúan con DIRECT [33], un algoritmo de búsqueda
global directo. Esta variante de EGO se enfocó en resolver aquellos proble-
mas donde existen tanto funciones costosas y no costosas y se probó en cinco
problemas de optimización con restricciones de desigualdad, con el objetivo
de encontrar una solución factible cercana al óptimo (una región de 5%) con
el menor número de evaluaciones. En 2002, Sasena et al. realizan una exten-
sión de EGO, denominada superEGO [69], la cual combina la evaluación en
el modelo original de las restricciones no costosas, mientras que el resto las
aproxima, esto lo combina en un criterio de muestreo de relleno. El conjunto
de funciones de prueba para superEGO se compone de dos problemas con
una región factible discontinua, la cual se forma mediante restricciones de
desigualdad. Para medir la e�ciencia de superEGO, se cuenta el número de
evaluaciones requeridas para encontrar una solución óptima cercana al ópti-
mo (una región de 1%). En [54], Parr emplea kriging para resolver problemas
de optimización restringida, además estudia la exploración y explotación de
tres diferentes criterios de muestreo de relleno. Para de�nir su desempeño, se
realizaron pruebas en dos problemas con restricciones de desigualdad y en el
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problema de diseño del ala de un avión. Posteriormente, en [31] compara un
enfoque simple contra un enfoque multiobjetivo para resolver problemas de
optimización con restricciones mediante optimización asistida por subroga-
dos, el modelo empleado es kriging. Las pruebas de este enfoque se realizaron
en tres problemas con restricciones de desigualdad y el problema de diseño
de una viga. Basudhar et al. [5] proponen un método de optimización basado
en subrogados, el cual emplea kriging para aproximar la función objetivo y
los límites de la región factible mediante SVM. El desempeño de la propuesta
se analiza en cuatro problemas con restricciones de desigualdad.

RBF se ha integrado como modelo subrogado en: DYCORS [62],
ORBIT[82], CONORBIT [61] y COBRA [59], todos propuestos por Regis.
DYCORS emplea una estrategia de búsqueda coordinada dinámica para ge-
nerar nuevas soluciones y resuelve problemas sin restricciones. Por otro lado,
ORBIT y CONORBIT son algoritmos libres de derivadas pues trabajan con
regiones de con�anza. El primero resuelve problemas sin restricciones y el
segundo con restricciones, los cuales son dos problemas de aplicación y vein-
tisiete problemas de prueba, todos incluyen restricciones de desigualdad. Fi-
nalmente, COBRA se compone de dos etapas, la primera tiene como objetivo
alcanzar la región factible, mientras que la segunda se enfoca en encontrar
el óptimo factible y se prueba en un conjunto de 20 problemas de prueba y
un problema de aplicación, todos tienen restricciones de desigualdad. Tang
et al. [76] proponen un nuevo modelo híbrido, el cual combina RBF y RSM.
Además, el gradiente de las restricciones y la función objetivo se emplean
para guiar los puntos hacia la región factible. Dicha propuesta se probó en
un conjunto de problemas de ingeniería, los cuales sólo contienen restriccio-
nes de desigualdad. Ong et al. [53] emplean RBF como modelos subrogados
locales, los cuales trabajan en paralelo, el conjunto de prueba de esta pro-
puesta se compone de 2 problemas sin restricciones y el problema de diseño
del ala de un avión. Villanueva et al. [80] dividen el espacio de búsqueda
en subregiones, las cuales son exploradas por agentes que emplean modelos
subrogados para evaluar las soluciones y encontrar la mejor. Para determi-
nar el funcionamiento de su propuesta, realizaron pruebas en problemas con
restricciones de desigualdad.

En [37] y [4], se hacen mejoras en COBRA, en la primera se agrega un
mecanismo de reparación de soluciones no factibles, el cual se basa en la
aproximación de soluciones. Mientras que, en la segunda, la mejora consiste
en que sus parámetros se autoajusten a lo largo del proceso de búsqueda.
El conjunto de funciones de prueba de cada mejora fueron problemas con
restricciones de desigualdad.
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Los enfoques de SA-EA son: ASAGA [71], el cual emplea: i) el promedio
de la población, ii) kNN, iii) modelos polinomiales (lineal y cuadrático) y
iv) SVM, como modelos subrogados durante el proceso de búsqueda. Dichos
modelos se combinan para una aproximación global y varias aproximaciones
locales (mediante clusters), excepto SVM que sólo se emplea como modelo
global. ASAGA se probó en problemas de optimización de ingeniería, los
cuales contienen restricciones de desigualdad.

SBSM-GA [17] integra el modelo de regresión kNN para aproximar un
porcentaje de la población en cada generación en un algoritmo genético. Es-
ta propuesta sólo se prueba en problemas con restricciones de desigualdad.
Runarsson integra el mismo modelo subrogado dentro de una estrategia evo-
lutiva mejorada (̂iES) [66], como control de evolución emplea SR, esto es,
aproxima todas las soluciones de la población, las ordena y la mejor solución
aproximada la evalúa en el modelo original. El proceso anterior lo realiza
desde 1 hasta el tamaño de la población (λ) [64] o hasta un cuarto del ta-
maño de la población (λ/4) [65] en cada iteración. Las propuestas previas se
probaron en un conjunto de problemas bien de�nidos, los cuales tienen tanto
restricciones de igualdad como desigualdad.

Regis ha propuesto varios enfoques usando RBF aumentadas por un mo-
delo lineal, en la mayoría de ellos, como modelo subrogado global, las más
recientes son: SA-EP [60] y TRICEPS [58]. En ambas propuestas, el algo-
ritmo de búsqueda es programación evolutiva. Sin embargo, en TRICEPS
re�na la búsqueda de la mejor solución de cada iteración mediante regiones
de con�anza. El conjunto de prueba para SA-EP y TRICEPS está formado
por problemas con restricciones de desigualdad y un problema de aplicación
(MOPTA08). El mismo modelo se ha aplicado en [11, 61] para resolver pro-
blemas multiobjetivo con restricciones. Jin et al [29] aproximan cada restric-
ción no lineal mediante ANNs, estos modelos se incorporaron en un algoritmo
de estrategias evolutivas que emplea jerarquización estocástica (SRES, por
sus siglas en inglés). Para determinar el desempeño de esta propuesta, se rea-
lizaron pruebas en un conjunto de problemas con restricciones de igualdad
y/o desigualdad. Goh et al. [20] propusieron SCCMA, el cual emplea mode-
los subrogados en la búsqueda local. El desempeño de SCCMA se determinó
mediante un conjunto de problemas que están de�nidos por restricciones
de igualdad y/o desigualdad. Brownlee y Wright [7] emplean RBFs como
modelos subrogados en NSGA-II. Kramer et al. [40] proponen un método
novedoso para manejo de restricciones para el algoritmo de estrategias evo-
lutivas mediante la adaptación de la matriz de covariancia (CMA-ES, por
sus siglas en inglés), en el cual ajustan la matriz de covarianza mediante
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los modelos subrogados de las restricciones. El desempeño de este enfoque se
analizó probando el algoritmo en dos problemas con restricciones de igualdad
y desigualdad.

En [6] se propone una nueva tendencia en SA-EA, que consiste en apro-
ximar todas las soluciones de una población mediante modelos subrogados
locales, para poder identi�car una zona prometedora y posteriormente reali-
zar una búsqueda dentro de esa región, esta propuesta se emplea para resolver
problemas multiobjetivo y se denomina multiobjetivo asistido por subroga-
dos (SAMO, por sus siglas en inglés). En la segunda parte de este trabajo
se adopta el enfoque de SAMO, con el objetivo de reducir aún más el nú-
mero de evaluaciones empleadas por SA-DECV para resolver problemas de
optimización restringida

Dentro de los SA-EAs, los modelos subrogados se emplean para reducir
evaluaciones en el modelo original. Por lo tanto, esta bondad se está aprove-
chando en aquellos algoritmos evolutivos con múltiples operadores de varia-
ción. En [21] se crea un conjunto de hijos a partir de diversos operadores de
variación, seleccionando el mejor hijo de acuerdo a una función de densidad,
el cual se evalúa en el modelo original. Mallipeddi [45] propone ESMDE, el
cual es una integración de las cruzas y mutaciones de la evolución diferencial.
ESMDE se auxilia de un modelo subrogado (kriging) construido a partir de
la población actual, para generar hijos competitivos mediante los parámetros
correctos a lo largo del proceso de búsqueda. Las propuestas anteriores se
diseñaron para resolver problemas sin restricciones y sólo tienen soluciones
exactas en cada generación, este enfoque también se encuentra en: Takaha-
ma y Sakai [74] estiman el valor de la función objetivo y el de la violación
de restricciones de cada vector trial en DE mediante un kernel de regresión.
Dicha propuesta se probó en un conjunto de problemas con restricciones de
igualdad y/o desigualdad. Kong et al. predicen las restricciones mediante la
condición de Lipschitz en una nueva versión adaptativa de evolución diferen-
cial. Para determinar el desempeño de su propuesta, se empleó un conjunto
de problemas sin restricciones y con restricciones.

En [26], Innocente et al. resuelven el problema de inundación de agua
mediante kriging. En esta propuesta, el modelo subrogado sólo se entrena al
inicio del proceso de búsqueda, posteriormente no se lleva a cabo ninguna
simulación.

Como puede notarse a partir de la revisión de la literatura mencionada,
el principal objetivo de estos enfoques consiste en agregar un modelo subro-
gado en un algoritmo evolutivo para reducir el número de evaluaciones en el
modelo original. Además. la mayoría de los trabajos mencionados aproxima
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cada una de las restricciones, siendo pocos los que aproximan la suma de
violación de restricciones y que estudian el efecto de un modelo subrogado
en la selección que se realiza a partir de una técnica para manejo de restric-
ciones. Adicionalmente, la mayoría de estos trabajos se centra en resolver
problemas con restricciones de desigualdad, ya que se pueden satisfacer con
mayor facilidad que una restricción de igualdad.

Debido a lo anterior, en el presente trabajo se proponen dos enfoques: (1)
mediante un único modelo subrogado que aproxima tanto el valor de la fun-
ción objetivo como la suma de violación de restricciones. En esta propuesta
se realiza un estudio sobre el efecto de diferentes técnicas para manejo de
restricciones en una propuesta particular para resolver problemas de optimi-
zación restringida (ver Cap. 5), y (2) mediante modelos subrogados locales,
los cuales se construyen para cada función del problema, se pretende alcanzar
la zona factible tanto de problemas con restricciones de desigualdad, como
con restricciones de igualdad (ver Cap. 7).

4.3. Resumen del capítulo

En este capítulo se explicó la integración de modelos subrogados en un
algoritmo evolutivo. Además, se de�nieron los elementos necesarios para in-
tegrarlos, enfocándose en la evaluación de soluciones. Finalmente, se presentó
el marco referencial de modelos subrogados empleados para resolver proble-
mas de optimización con restricciones.





Capítulo 5

SA-DECV

En el presente capítulo se explica la propuesta de DECV asistido por
un modelo subrogado (SA-DECV, por sus siglas en inglés). El objetivo es
estudiar los efectos que sufre el proceso de búsqueda de DECV con diferen-
tes técnicas para manejo de restricciones (CHT, por sus siglas en inglés),
aproximando el valor de la función objetivo y la suma de violación de res-
tricciones, resolviendo problemas de optimización restringida. El enfoque se
prueba en un conjunto de problemas arti�ciales y de ingeniería, comparando
los resultados contra los de algoritmos del estado del arte.

5.1. Propuesta

El esquema general para incluir un modelo subrogado en un algoritmo
evolutivo es:

1: P0 = población inicial (entrenamiento fuera de línea)
2: trainset = P0

3: Construir el modelo
4: Generar la nueva población mediante los operadores de variación del EA
5: Aproximar y evaluar a la nueva población (control de evolución)
6: Medir la calidad del modelo y entrenamiento en línea
7: Reemplazo
8: Se cumple condición de paro, sí terminar, sino ir a paso 2

donde el texto en cursivas indica los elementos que se deben integrar dentro
del algoritmo evolutivo para poder aproximar las soluciones de la población
y trainset representa el conjunto de entrenamiento.

49
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En este enfoque se emplea DECV como algoritmo de búsqueda, un con-
trol de evolución basado en factibilidad, que establece el balance entre las
soluciones aproximadas y exactas en cada generación, y kNN como modelo
subrogado (ver Sec. 3.3.1), el cual aproxima tanto el valor de la función ob-
jetivo como la suma de violación de restricciones. En la Fig. 5.1 se muestra
el pseudocódigo de esta propuesta.

1: P (Población inicial)
2: Evaluar (P )
3: P = Optimización_basada_Oposición
4: trainset = O�_line_training
5: g = 1
6: while g < MAX_GEN do
7: u = Operadores_DECV
8: indorig = evolution_control
9: Evaluar(u)
10: MSE = Measure_model_quality
11: trainset = On_line_training
12: P = Selección
13: g = g + 1
14: end while
15: Return best solution

Figura 5.1: SA-DECV emplea un control de evolución basado en factibilidad
(línea 8), el cual selecciona un conjunto de soluciones para ser evaluadas en
el modelo original. Los elementos que se agregaron para integrar un modelo
subrogado en DECV se presentan en cursiva. En la función Selección (línea
12), se emplea el CHT.

Es preciso mencionar que tanto DECV como kNN son fáciles de imple-
mentar y emplean pocos parámetros para trabajar. Además, los parámetros
adicionales para integrar kNN en DECV son tres: el tamaño del conjunto de
entrenamiento (|trainset|), el porcentaje de soluciones para calcular la cali-
dad del modelo (Fig. 5.1, línea 10), que es 5%NP, y el número de vecinos
más cercanos (k) requerido por kNN para aproximar las soluciones (Fig. 5.1,
línea 9), el cual es igual a la dimensionalidad del problema.

En el resto de la sección se explica cada elemento de SA-DECV.
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5.1.1. Población inicial

La población inicial (P0) se genera de manera aleatoria con una distri-
bución uniforme. Después, se calculan los puntos opuestos (P̆0) de P0 y se
realiza una selección entre P0 y P̆0 de acuerdo a las reglas de Factibilidad,
por consiguiente la población con la que se inicia el proceso de búsqueda está
compuesta de las mejores soluciones entre P0 y P̆0.

5.1.1.1. Puntos opuestos

Los puntos opuestos se calculan mediante la Ecuación 5.1,

x̆i = ~L+ ~U − ~xi (5.1)

donde x̆i es el punto opuesto de ~xi y ~L y ~U son los límites inferior y superior
de las variables de diseño, respectivamente.

5.1.2. Conjunto de entrenamiento

El conjunto de entrenamiento, denotado por trainset, contiene las solucio-
nes evaluadas en el modelo original, así P0 y P̆0 se emplean para inicializarlo.
Su tamaño es (2×NP ), valor sugerido en [17]. La actualización de trainset
se lleva a cabo con las soluciones que se evalúan en el modelo original en
cada iteración.

5.1.3. Control de evolución

El compromiso entre las soluciones exactas (evaluadas en el modelo origi-
nal) y las soluciones aproximadas (evaluadas con kNN) se establece mediante
un control de evolución basado en factibilidad, el cual se presenta en la Fig.
5.2, donde se veri�ca si hay soluciones factibles en la población (PG−1) para
determinar qué soluciones de los hijos (u) se evalúan en el modelo original
(indorig). El proceso de selección se lleva a cabo en función de la distribución
de u, el conjunto de entrenamiento (trainset) y el porcentaje de generaciones
(pergen).

La evaluación de la población se realiza al principio del proceso de búsque-
da (Fig. 5.1, Paso 2), una vez que se alcanza la región factible, se selecciona
un conjunto de soluciones mediante la función Choose_vectors. Dicha selec-
ción consiste en acotar el espacio de búsqueda a una región, así las soluciones
que se encuentren dentro se evalúan con el modelo original.
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Require: PG−1, u, trainset, pergen
Ensure: indorig
1: if there are feasible solutions in PG−1 then
2: indorig = Choose_vectors
3: else
4: indorig = u
5: end if

Figura 5.2: Pseudocódigo del control de evolución.

Los criterios para acotar la región que se evaluará en el modelo original
son: (1) un hiperespacio de�nido por la ubicación de las soluciones factibles
y el extremo más cercano del espacio de búsqueda. Esta región es una buena
opción principalmente para aquellos problemas que tienen su óptimo en los
límites del espacio de búsqueda. Sin embargo, el número de soluciones que
se evalúan en el modelo original puede ser grande. Además, no garantiza
que la región factible se encuentre dentro de esa zona, (2) una hiperesfera
con centro en la mejor solución de trainset y cuyo radio está en función de
la diferencia de los centroides de trainset y u, y pergen. La ubicación de la
hiperesfera puede abarcar tanto la región factible como la no factible, además
emplea menos evaluaciones en el modelo original que el hiperespacio. Por las
razones anteriores, se optó por de�nir una hiperesfera para acotar la región
de soluciones a evaluar en el modelo original.

El pseudocódigo de la función Choose_vectors se presenta en la Fig.
5.3. Cuando PG−1 converge a una región pequeña, es decir, el promedio de
las desviaciones estándar de cada variable de diseño (SD) es menor a 1E-6
(valor de�nido a partir de una serie de experimentos), todas las soluciones se
aproximarán. En caso contrario, se selecciona un conjunto de soluciones que
se encuentra dentro de la hiperesfera con centro en la ubicación de la mejor
solución de trainset (bts).

Para de�nir la hiperesfera se calculan los centroides de trainset y u,
denotados por mts y mu respectivamente. Posteriormente, la distancia entre
bts y cada uno de los centroides se calcula (dts y du, respectivamente). De
acuerdo al valor de pergen, el radio (r) de la hiperesfera se de�ne de acuerdo
a:

r =

{
mı́n(dts, du) if pergen > 50 %
máx(dts, du) Otherwise

Finalmente, las soluciones con una distancia menor o igual a r se seleccionan.
El proceso anterior se muestra en la Fig. 5.4.
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Require: u, PG−1, trainset, per_gen
Ensure: indorig
1: if Desviación estándar (SD) de PG−1 < 1E-06 then

2: indorig = ∅ {Todas las soluciones se aproximan}
3: else
4: bts = La mejor solución del conjunto de entrenamiento
5: mts = centroid (train_set) {centroid se calcula con el promedio de la pobla-

ción con respecto a sus distancias}
6: mu = centroid (u)
7: dts = bts - mts

8: du = bts - mu)
9: if per_gen > 50 then

10: r = min(dts, du) {mı́n(x, y) Retorna el valor mínimo entre x y y}
11: else

12: r = max(dts, du) {máx(x, y) Retorna el valor máximo entre x y y}
13: end if

14: indorig = Soluciones en u con una distancia menor o igual a r
15: end if

Figura 5.3: Pseudocódigo de la función Choose_vectors.

5.2. Diseño experimental

En esta sección se analiza el desempeño de SA-DECV, el cual aproxima el
valor de la función objetivo y la suma de violación de restricciones mediante
un modelo subrogado simple y fácil de implementar, kNN. Para ello, SA-
DECV se prueba en un conjunto de 24 funciones bien conocidas. En la Tabla
5.1 se muestran sus características, tales como: número de variables, tipo de
función objetivo, tipo y número de restricciones, número de restricciones
activas y una estimación de la zona factible, denotada por ρ, la cual se
calcula generando un conjunto de soluciones aleatorias (S), |S|=1000000,
se contabilizan sólo las soluciones factibles (F ) y se divide F entre S. En
aquellos problemas con ρ igual a 0, ninguna de las soluciones aleatorias fue
factible, por lo tanto, la zona factible del problema es muy pequeña. Para
un mayor detalle de las funciones ver el Apéndice A.

SA-DECV se prueba con cuatro técnicas para manejo de restricciones:
reglas de factibilidad, mecanismo de diversidad, método de ε-constrained y
jerarquización estocástica (ver sección 2.4). Además, la mejor variante se
compara contra dos algoritmos del estado del arte en algoritmos evolutivos
que emplean subrogados. Finalmente se hace un análisis del desempeño de
la mejor variante en un conjunto de problemas de ingeniería.
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Figura 5.4: De�nición de la esfera para el control de evolución basado
en factibilidad, donde los puntos azules son el conjunto de entrenamiento
(trainset), la estrella roja es la mejor solución de trainset, la población ac-
tual se representa por los puntos verdes P y los centroides de P y trainset
de�nen el radio de la esfera, considerando la menor diferencia r. Por lo tanto,
todos aquellos puntos que tienen una distancia menor a r se evalúan en el
modelo original.

5.2.1. Medidas de desempeño

Para medir el desempeño de SA-DECV con cada técnica para manejo de
restricciones, se emplean cuatro medidas de desempeño [49], las cuales son:

Probabilidad de factibilidad (FP ). Mide la razón entre el número de
ejecuciones que alcanzan la zona factible (ft) y el número total de
ejecuciones independientes (t), su fórmula se muestra en la Ecuación
5.2.

FP =
ft

t
(5.2)

El valor de FP es un número real en el intervalo [0,1], donde uno indica
que en todas las ejecuciones se encontró al menos una solución factible,
cuando en ninguna ejecución se alcanza la región factible el valor es
cero. De acuerdo a lo anterior, el valor ideal es uno.
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Tabla 5.1: Detalles de los 24 problemas de prueba. n es el número de variables
de decisión, ρ = |F |/|S| es el relación estimada entre la región factible y el
espacio de búsqueda, LI es el número de restricciones de desigualdad, NI
es el número de restricciones de desigualdad no lineales, LE es el número
de restricciones de igualdad lineales y NE es el número de restricciones de
igualdad no lineales. a es el número de restricciones activas en el óptimo
factible.

Prob. n Tipo de función ρ LI NI LE NE a

g01 13 cuadrática 0.0111% 9 0 0 0 6
g02 20 no lineal 99.9971% 0 2 0 0 1
g03 10 polinomial 0.0000% 0 0 0 1 1
g04 5 cuadrática 52.1230% 0 6 0 0 2
g05 4 cúbica 0.0000% 2 0 0 3 3
g06 2 cúbica 0.0066% 0 2 0 0 2
g07 10 cuadrática 0.0003% 3 5 0 0 6
g08 2 no lineal 0.8560% 0 2 0 0 0
g09 7 polinomial 0.5121% 0 4 0 0 2
g10 8 lineal 0.0010% 3 3 0 0 6
g11 2 cuadrática 0.0000% 0 0 0 1 1
g12 3 cuadrática 4.7713% 0 1 0 0 0
g13 5 no lineal 0.0000% 0 0 0 3 3
g14 10 no lineal 0.0000% 0 0 3 0 3
g15 3 cuadrática 0.0000% 0 0 1 1 2
g16 5 no lineal 0.0204% 4 34 0 0 4
g17 6 no lineal 0.0000% 0 0 0 4 4
g18 9 cuadrática 0.0000% 0 13 0 0 6
g19 15 no lineal 33.4761% 0 5 0 0 0
g20 24 lineal 0.0000% 0 6 2 12 16
g21 7 lineal 0.0000% 0 1 0 5 6
g22 22 lineal 0.0000% 0 1 8 11 19
g23 9 lineal 0.0000% 0 2 3 1 6
g24 2 lineal 79.6556% 0 2 0 0 2

En aquellos problemas donde ρ es cero, la región factible es muy
pequeña con respecto al espacio de búsqueda.

Probabilidad de convergencia (P ). Calcula la razón entre el número de
ejecuciones exitosas (s) y el número total de ejecuciones independientes
(t). En la Ecuación 5.3 se muestra su fórmula.

P =
s

t
(5.3)
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Una ejecución exitosa encuentra una solución factible ~x que cumple
con lo siguiente: f(~x) − f(~x∗) <1E-4. Los valores de P se encuentran
en el mismo rango de FP , y al igual que FP , uno es el valor ideal.

Promedio de evaluaciones (AFES). Calcula el promedio de evaluacio-
nes usadas (EV AL) en encontrar la primera solución que cumple los
requisitos de una ejecución exitosa, mediante la Ec. 5.4.

AFES =
1

s

s∑
i=1

EV ALi (5.4)

Para cualquier problema el valor de esta medida se pre�ere bajo, prin-
cipalmente en aquellos problemas donde la ejecución de una solución
requiere de varios minutos, horas o días, es decir, con un alto costo
computacional.

Rendimiento exitoso (SP ). Mide la velocidad y con�abilidad de un al-
goritmo. Está de�nida por AFES y P mediante la Ec. 5.5. Un valor
bajo indica un mejor desempeño.

SP =
AFES

P
(5.5)

5.2.1.1. Pruebas estadísticas

Para determinar si existe una diferencia entre los algoritmos de cada
experimento del presente trabajo, se empleó la prueba de Kruskal-Wallis con
un intervalo de con�anza de 95% usando las medianas de todos los problemas
y la prueba post-hoc fue el método de Bonferroni. Los resultados de esta
prueba, no mostraron una diferencia signi�cativa entre los algoritmos de cada
experimento. Por lo tanto, se aplicó el test de suma de rangos de Wilcoxon
con un intervalo de con�anza de 95% para una comparación entre pares de
algoritmos por cada problema, con excepción de las funciones g20 y g22, pues
no se encontraron soluciones factibles con ningún algoritmo empleado en la
parte experimental del trabajo. Los algoritmos base para el test estadístico
en cada experimento se indican en cada capítulo en la sección de diseño
experimental.

Notación

La notación empleada para identi�car SA-DECV con cada técnica para
manejo de restricciones es: SA-DECVFR para SA-DECV y las reglas de
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factibilidad, SA-DECVε para SA-DECV y el método de ε-constrained, SA-
DECVDM para SA-DECV y el mecanismo de diversidad, y SA-DECVSR
para SA-DECV y la jerarquización estocástica.

Los resultados de la mejor variante se comparan contra dos algoritmos del
estado del arte, ASRES Y SBSM-GA, ya que ambas propuestas aproximan el
valor de la función objetivo y la suma de violación de restricciones mediante el
mismo modelo subrogado que SA-DECV. ASRES [65] es la versión mejorada
de SRES, el cual emplea una estrategia evolutiva (µ, λ) y un control de
evolución adaptativo basado en jerarquización estocástica. Por otro lado,
SBSM-GA utiliza un algoritmo genético con representación binaria (código
Gray), un control de evolución con selección aleatoria y un ordenamiento de
burbuja basado en las reglas de factibilidad. La comparación con ASRES se
realizó con los resultados que se reportan en [65].

Tabla 5.2: Parámetros de SA-DECV.

Parámetro Valor Parámetro Valor

NP 90 |trainset| 2×NP
Cr 1 avgt 5%NP
F 0.9 k n
δ 1E-04

Los parámetros de SA-DECV en cada experimento son los sugeridos en
[48], para DECV (NP , Cr, F y δ), mientras que el resto de los parámetros
se mencionan en la sección 5.1. En la Tabla 5.2 se presentan los parámetros
y sus valores. Por otro lado, los parámetros de cada técnica para manejo de
restricciones empleada en el primer experimento se presentan en la Tabla 5.3
y son los sugeridos para cada uno de ellos.

Tabla 5.3: Parámetros para cada CHT.

CHT Parámetros
Reglas de factibilidad -
Método ε-constrained cp = 10, Tc = 1500 and θ = 1 [75]
Jerarquización estocástica Pf = 0.45 [66]
Mecanismo de diversidad Sr = 3% [47]

Con respecto a los algoritmos del estado del arte, sus parámetros son los
reportados en la literatura para cada uno de ellos. ASRES: µ=40, λ=400,
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máximo número de evaluaciones por generación en el modelo original λ/4,
tamaño del conjunto de entrenamiento `=λ y el número de vecinos más
cercanos k=1. Con respecto a SBSM-GA: tamaño de la población λ=100,
probabilidad de cruza pc=0.72 (2 puntos), porcentaje de mutación pm=0.10,
fracción de la población que se evalúa en el modelo original psm=0.85, tamaño
del conjunto de entrenamiento η=2×λ y número de vecinos más cercanos
k=10.

El número máximo de evaluaciones (MAX_FEs) en el modelo original
para el primer experimento fue de 240000 y en el segundo 500000. Además, el
número de ejecuciones fue de 30 para cada problema del primer experimento
y 25 para cada problema del segundo experimento.

Loa algoritmos base para el test estadístico son: en el primero, aquella
variante con el mejor desempeño de acuerdo a sus medianas y en el segundo,
la mejor variante del primer experimento.

5.2.2. Comparación de SA-DECV con diferentes técnicas pa-

ra manejo de restricciones

En esta subsección, cuatro técnicas para manejo de restricciones se em-
plearon en SA-DECV con el �n de estudiar sus efectos durante el proceso de
búsqueda, por medio del análisis de convergencia, resultados estadísticos y
medidas de desempeño.

5.2.2.1. Análisis de convergencia

Para ilustrar el comportamiento del proceso de búsqueda, se presentan las
grá�cas de convergencia (de la ejecución localizada en la mediana del total de
ejecuciones independientes realizadas) de tres funciones de prueba, las cuales
se presentan en la Fig. 5.5. Cada grá�ca presenta un tipo de problema: g16
(sólo restricciones de desigualdad), g14 (sólo restricciones de igualdad) y g23
(ambos tipos de restricciones).

De acuerdo a las grá�cas de convergencia, para aquellos problemas con
restricciones de desigualdad (Fig. 5.5 (b)), todas las variantes son capaces
de encontrar una solución factible cerca de la vecindad de la mejor solución
factible conocida. Sin embargo, en aquellos problemas con restricciones de
igualdad (Fig. 5.5 (a) y 5.5 (c)) todas las variantes quedan atrapadas en un
óptimo local.

La convergencia de la población hacia la región factible se ilustra en los
problemas g08 y g11, los cuales son de dimensionalidad dos. En la Fig. 5.6 se
muestra la región factible y el óptimo de cada problema. Para el problema g08
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Figura 5.5: Grá�cas de convergencia para cada clase de problema. El eje y
está en escala logarítmica.
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(Fig. 5.6 (a)) la región factible se forma por la intersección de las restricciones
de desigualdad (líneas verdes), mientras que para g11 (Fig. 5.6 (b)) la región
factible se de�ne por una restricción de igualdad (línea azul marino). Los
óptimos son los asteriscos rojos.

En las Fig. 5.7 y 5.8 se ilustra la convergencia de la población hacia la
región factible en los problemas g08 y g11, respectivamente. En cada grá�ca
se muestra la población cada 5 iteraciones por las primeras 25 iteraciones del
proceso de búsqueda.

En la Fig. 5.7 se aprecia que todas las variantes alcanzan la zona factible
en las primeras 5 iteraciones, por lo tanto, se empieza a usar kNN para
aproximar las soluciones que se encuentran fuera de la hiperesfera. En la
iteración 10, la mayor parte de la población se encuentra en la zona factible,
siendo el mecanismo de diversidad (Fig. 5.7 (a)) y las reglas de factibilidad
(Fig. 5.7 (c)) las que tienen una mejor distribución de la población, lo cual
permite una mejor exploración en la zona factible. Finalmente, en la iteración
25, ya todas las variantes convergieron a la vecindad del óptimo.

En la Fig. 5.8 se observa que todas las variantes se mueven hacia la región
factible, sin embargo el mecanismo de diversidad (Fig. 5.8 (a)) muestra una
convergencia prematura hacia una región lejana de la vecindad de la mejor
solución factible conocida, mientras que las demás técnicas para manejo de
restricciones conservan una mejor diversidad de la población, lo que permitirá
mayor exploración de la región factible.

5.2.2.2. Resultados estadísticos

Los valores estadísticos (B:mejor, Md:mediana y SD:desviación estándar)
de los resultados �nales obtenidos por cada variante se presentan en las
Tablas 5.4 y 5.5. Las mejores medianas en cada problema se muestran en
negrita.

De acuerdo a las Tablas 5.4 y 5.5, el óptimo fue encontrado por las cuatro
variantes de SA-DECV en 11 problemas (g01, g04-g06, g08-g09, g11-g12, g15-
g16, y g24). Sin embargo, SA-DECVSR es la mejor variante ya que reporta
la mejor mediana en 16 problemas. Por lo tanto, esta variante se tomó como
el algoritmo base para el test de Wilcoxon. Los resultados se muestran en la
tabla 5.6.

SA-DECVSR supera a SA-DECVFR en 8 problemas (g05, g07, g10, g13,
g15, g17, g19, y g23). Por otro lado, SA-DECVFR tiene un mejor desempeño
que SA-DECVSR en los problemas g02 y g14. En el resto de los problemas,
se tiene el mismo comportamiento, de acuerdo al test de Wilcoxon.
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Figura 5.6: a) Curvas de nivel del problema g08, su región factible es la inter-
sección de las líneas verdes. b) Curvas de nivel del problema g11, su región
factible se encuentra sobre la línea azul marino. Los óptimos se representa
por asteriscos rojos.
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(c) Reglas de factibilidad
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Figura 5.7: Convergencia de la población (desde la población inicial, P0,
hasta la población de la iteración 25, P25) hacia la región factible para cada
CHT en el problema g08.
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(c) Reglas de factibilidad
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Figura 5.8: Convergencia de la población (desde la población inicial, P0,
hasta la población de la iteración 25, P25) hacia la región factible para cada
CHT en el problema g11.
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Tabla 5.4: Resultados estadísticos (B: mejor, Md: mediana y SD: desviación
estándar) de las 30 ejecuciones en los problemas g01-g11. Valores en negrita
indican la mejor mediana.

Prob Medida SA-DECVSR SA-DECVFR SA-DECVε SA-DECVDM

g01
-15

B -15 -15 -15 -15
Md -15 -15 -15 -15
SD 6.10E-01 7.77E-01 0.00E+00 1.12E+00

g02
-0.80362

B -0.617282 -0.669849 -0.62949 -0.656218
Md -0.44457 -0.565742 -0.488536 -0.547773
SD 9.47E-02 8.03E-02 9.28E-02 8.93E-02

g03
-1.0005

B -0.589924 -0.345011 -0.979946 -0.958986
Md -0.067428 -0.041334 -0.598731 -0.255113
SD 1.31E-01 7.09E-02 3.61E-01 3.61E-01

g04
-30665.53867

B -30665.53867 -30665.53867 -30665.53867 -30665.53867
Md -30665.53867 -30665.53867 -30665.53867 -30665.53867
SD 1.61E-06 2.22E-11 2.22E-11 2.22E-11

g05
5126.496714

B 5126.496714 5126.496714 5126.496714 5126.496714
Md 5126.496714 5126.496731 5126.497144 5154.074046
SD 7.25E-06 6.15E+01 8.22E-04 2.70E+02

g06
-6961.813876

B -6961.813876 -6961.813876 -6961.813876 -6961.813876
Md -6961.813876 -6961.813876 -6961.813876 -6961.813876
SD 0.00E+00 0.00E+00 4.07E-03 4.37E-01

g07
24.306209

B 24.306209 24.314683 24.420911 24.308817
Md 24.320205 24.520898 28.062367 27.541391
SD 2.32E+00 1.68E+00 1.05E+01 6.49E+01

g08
-0.095825

B -0.095825 -0.095825 -0.095825 -0.095825
Md -0.095825 -0.095825 -0.095825 -0.095825
SD 4.23E-17 4.23E-17 4.23E-17 4.23E-17

g09
680.630057

B 680.630057 680.630057 680.630057 680.630057
Md 680.630057 680.630058 680.630058 680.630104
SD 5.88E-03 1.22E-02 3.76E-01 6.84E+01

g10
7049.248021

B 7049.248021 7049.248251 7049.248327 7049.266398
Md 7049.250155 7052.582196 7052.478581 7086.875557
SD 1.07E+01 1.12E+02 7.66E+02 9.29E+02

g11
0.7499

B 0.7499 0.7499 0.7499 0.7499
Md 0.7499 0.7499 0.7499 0.7499
SD 2.00E-07 9.41E-04 2.99E-06 9.48E-02

SA-DECVSR supera a SA-DECVε en los problemas g05, g07, g10, g13,
g15, g18, g19, y g23. En los problemas g03 y g14, SA-DECVε reportó mejores
resultados. En el resto de problemas, ambos tiene el mismo desempeño, de
acuerdo al test de Wilcoxon.
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Tabla 5.5: Resultados estadísticos (B: mejor, Md: mediana y SD: desviación
estándar) de las 30 ejecuciones en los problemas g12-g24. Valores en negrita
indican la mejor mediana.

Prob Medida SA-DECVSR SA-DECVFR SA-DECVε SA-DECVDM

g12
-1

B -1 -1 -1 -1
Md -0.994375 -0.994375 -1 -0.98425
SD 6.23E-03 4.50E-03 3.93E-03 2.52E-02

g13
0.053942

B 0.05866 0.517177 0.053943 0.103814
Md 0.438803 0.98007 0.960832 0.561962
SD 1.68E-01 1.93E-01 9.07E-01 4.09E-01

g14
-47.764888

B -47.209971 -47.763236 -47.719858 -47.742687
Md -44.972172 -47.623693 -45.798934 -45.223214
SD 1.56E+00 1.33E+00 1.18E+00 1.24E+00

g15
961.715022

B 961.715022 961.715022 961.715022 961.715022
Md 961.715022 961.715024 961.715023 961.715024
SD 7.16E-07 2.42E-01 1.60E-05 4.89E-01

g16
-1.905155

B -1.905155 -1.905155 -1.905155 -1.905155
Md -1.905155 -1.905155 -1.905155 -1.905155
SD 4.52E-16 4.52E-16 2.77E-05 4.52E-16

g17
8853.539675

B 8853.533913 8864.118199 8853.534178 8858.725207
Md 8855.948306 8946.987414 8855.772168 8927.695637
SD 1.36E+01 5.04E+01 2.51E+01 1.25E+02

g18
-0.866025

B -0.866025 -0.866025 -0.866024 -0.866023
Md -0.866023 -0.865935 -0.789415 -0.525229
SD 8.66E-02 9.40E-02 1.83E-01 2.03E-01

g19
32.655593

B 32.65595 32.656589 32.659044 32.657091
Md 32.658609 32.768577 32.968456 32.746848
SD 5.83E-01 7.45E+00 3.63E+00 4.77E+00

g21
193.72451

B 193.724556 193.724566 193.733162 193.724568
Md 286.422437 220.539701 194.240044 297.760006
SD 6.51E+01 6.37E+01 8.06E+01 1.61E+02

g23
-400.0551

B -399.815595 -347.259392 -362.935788 -396.072448
Md -290.90299 -127.601304 -36.015652 -79.663474
SD 1.42E+02 1.60E+02 1.80E+02 2.16E+02

g24
-5.508013

B -5.508013 -5.508013 -5.508013 -5.508013
Md -5.508013 -5.508013 -5.508013 -5.508013
SD 2.71E-15 2.71E-15 2.71E-15 1.39E-03

SA-DECVSR y SA-DECVDM tienen el mismo desempeño en 9 problemas
(g03-g04, g06, g08, g13- g14, g16, g21, y g24), de acuerdo al test de Wilcoxon.
SA-DECVDM tuvo un mejor desempeño que SA-DECVSR en el problema
g02. En el resto de los problemas es superado por SA-DECVSR.
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Tabla 5.6: Resultados del test de suma de rangos de Wilcoxon, con SA-
DECVSR como algoritmo base comparado contra SA-DECVFR, SA-DECVε
y SA-DECVDM . �+� indica que hay diferencia signi�cativa a favor del algo-
ritmo base con respecto al algoritmo comparado. �-� indica que hay diferencia
signi�cativa a favor del algoritmo comparado con respecto al algoritmo base.
�=� indica que no hay diferencia signi�cativa entre los algoritmos.

g01 g02 g03 g04 g05 g06 g07 g08 g09 g10 g11
SA-DECVFR = - = = + = + = = + =
SA-DECVε = = - = + = + = = + =
SA-DECVDM + - = = + = + = + + +

g12 g13 g14 g15 g16 g17 g18 g19 g21 g23 g24
SA-DECVFR = + - + = + = + = + =
SA-DECVε = + - + = = + + = + =
SA-DECVDM + = = + = + + + = + =

5.2.2.3. Medidas de desempeño

En las Figuras 5.9, 5.10, 5.11 y 5.12 se presentan los valores de las cuatro
variantes de SA-DECV para las medidas de desempeño.

   g01 g02 g03 g04 g05 g06 g07 g08 g09 g10 g11 g12 g13 g14 g15 g16 g17 g18 g19 g21 g23 g24    
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Figura 5.9: Valores para la medida FP por las cuatro variantes de SA-DECV.

De acuerdo a los valores de FP (Fig. 5.9), las cuatro variantes son capaces
de reportar al menos una ejecución que alcanza la región factible en todos
los problemas. Los valores de FP más bajos son reportados por la variante
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SA-DECVDM , la cual tiene di�cultad en alcanzar la región factible en aque-
llos problemas que tienen restricciones de igualdad (g03, g05, g11, g13, g17,
g21 y g23), principalmente. De acuerdo a sus promedios, la variante más
competitiva es SA-DECVε con un promedio de 0.98, SA-DECVFR con 0.97,
SA-DECVSR con 0.96 y SA-DECVDM con 0.89.
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Figura 5.10: Valores para la medida P por las cuatro variantes de SA-DECV.

Aunque todas las variantes alcanzan en al menos una ejecución la región
factible, los valores de P (Fig. 5.10) indican que las variantes tienen di�cultad
para moverse dentro de la región factible porque no son capaces de encontrar
una solución factible dentro de la vecindad de la mejor solución factible
conocida en varios problemas. Sin embargo, SA-DECVSR reporta los mejores
valores en 14 problemas, con excepción de g01 y g12 que son menores a los
reportados por SA-DECVε, la cual reporta al menos una ejecución exitosa
en 14 problemas y el resto (SA-DECVDM y SA-DECVFR) en 13 problemas.

De acuerdo a los valores de AFES (Fig. 5.11), SA-DECVSR fue la variante
más competitiva porque reporta los mejores valores (valores mínimos) en 13
problemas, con un promedio de 2.33E+04 para los 16 problemas, seguido por
SA-DECVDM con 2.34E+04 y SA-DECVFR con 2.37E+04 (13 problemas)y
SA-DECVε con 5.10E+04 (14 problemas).

Los valores de SP se visualizan en la Fig. 5.12, se puede apreciar un
comportamiento similar a los valores de AFES (Fig. 5.11), es decir, SA-
DECVSR reporta los mejores valores en la mayoría de los problemas que
reportan al menos una ejecución exitosa (g01, g04-g11, g15-g18, g21 y g24).
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Figura 5.11: Valores para la medida AFES por las cuatro variantes de SA-
DECV. El eje y está en escala logarítmica.
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Figura 5.12: Valores para la medida SP por las cuatro variantes de SA-
DECV. El eje y está en escala logarítmica.

Los resultados de este experimento llevan a las siguientes conclusiones:

1. El desempeño de SA-DECV fue parecido con las cuatro técnicas para
manejo de restricciones debido a que todas las variantes alcanzaron
la región factible. Sin embargo, todas presentaron di�cultades para
moverse dentro de la región factible, pues el número de ejecuciones
exitosas decremento en la mayoría de los problemas.
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2. SA-DECVSR fue la variante con la mejor combinación entre el menor
número de evaluaciones requeridas en el modelo original (valores de
AFES) y el porcentaje de ejecuciones exitosas (valores de P). Además,
reporta los resultados más competitivos.

3. SA-DECVε fue la variante con el mejor desempeño para alcanzar la
región factible. Sin embargo, requiere un mayor número de evaluaciones
para alcanzar la vecindad de la mejor solución factible conocida en la
mayoría de los problemas.

4. SA-DECVFR y SA-DECVDM no fueron capaces de proporcionar un
mejor desempeño con respecto a SA-DECVSR.

5.2.3. Comparación de SA-DECVSR contra algoritmos del

estado del arte en SA-EA

De acuerdo a la subsección anterior, SA-DECVSR fue la variante más
competitiva, por lo tanto, se compara contra los algoritmos del estado del
arte en SA-EA que resuelven problemas de optimización restringida: ASRES
y SBSM-GA. Estos algoritmos aproximan el valor de la función objetivo y
la suma de violación de restricciones. Además, usan como modelo subrogado
kNN, sin embargo el control de evolución para cada uno es diferente, como
se mencionó al inicio de esta sección.

5.2.3.1. Resultados estadísticos

Los valores estadísticos (B:mejor, Md:mediana y SD:desviación estándar)
de los resultados �nales obtenidos por SA-DECVSR, ASRES y SBSM-GA se
presentan en las Tablas 5.7 y 5.8. Las mejores medianas en cada problema
se muestran en negrita. SA-DECVSR se consideró como el algoritmo base
para el test de suma de rangos de Wilcoxon. Los resultados para dicho test
se muestran en la tabla 5.9.

Los tres algoritmos reportan el óptimo en g08 y g12. Además, SA-
DECVSR fue el único algoritmo en alcanzar la región factible en el problema
g21.

SA-DECVSR y ASRES tienen el mismo desempeño en 12 problemas (g01,
g04-g06, g08-g09, g11-g12, g15-g16, g18, y g24) de acuerdo al test de Wil-
coxon. Además, SA-DECVSR supera a ASRES en 3 problemas (g10, g19 y
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Tabla 5.7: Resultados estadísticos (B: mejor, Md: mediana y SD: desviación
estándar) de las 25 ejecuciones en los problemas g01-g11. Valores en negrita
indican la mejor mediana.

Prob Medida SA-DECVSR ASRES SBSM-GA

g01
-15

B -15 -15 -11.506871
Md -15 -15 -9.422469
SD 6.17E-01 0.00E+00 1.09E+00

g02
-0.80362

B -0.625232 -0.739 -0.569676
Md -0.479565 -0.7 -0.425451
SD 9.34E-02 2.10E-02 3.93E-02

g03
-1.0005

B -0.3127 -0.998 -0.348838
Md -0.101432 -0.995 -0.020721
SD 8.81E-02 1.60E-03 7.77E-02

g04
-30665.5387

B -30665.5387 -30665.539 -30640.3025
Md -30665.5387 -30665.539 -30530.0881
SD 4.80E-04 0.00E+00 4.53E+01

g05
5126.49671

B 5126.49671 5126.497 -
Md 5126.49671 5126.497 -
SD 2.82E-07 2.30E-12 -

g06
-6961.81387

B -6961.81388 -6961.814 -6859.05942
Md -6961.81388 -6961.814 -6489.64653
SD 0.00E+00 1.90E-12 1.91E+02

g07
24.30621

B 24.306233 24.306 42.441152
Md 24.399145 24.307 81.575096
SD 5.86E-01 1.60E-03 2.29E+01

g08
-0.095825

B -0.095825 -0.096 -0.095825
Md -0.095825 -0.096 -0.095825
SD 1.33E-02 5.10E-17 4.25E-17

g09
680.630057

B 680.630057 680.63 683.175546
Md 680.630057 680.63 700.509571
SD 8.93E-03 2.20E-06 1.78E+01

g10
7049.24802

B 7049.24804 7049.408 9052.29583
Md 7049.28625 7053.856 10363.0334
SD 8.35E+00 1.90E+01 1.04E+03

g11
0.7499

B 0.7499 0.75 0.749902
Md 0.7499 0.75 0.74999
SD 2.24E-07 1.10E-16 9.44E-04
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Tabla 5.8: Resultados estadísticos (B: mejor, Md: mediana y SD: desviación
estándar) de las 25 ejecuciones en los problemas g12-g24. Valores en negrita
indican la mejor mediana.

Prob Medida SA-DECVSR ASRES SBSM-GA

g12
-1

B -1 -1 -1
Md -1 -1 -1
SD 3.53E-03 0.00E+00 0.00E+00

g13
0.053942

B 0.337683 0.054 -
Md 0.494733 0.054 -
SD 1.27E-01 1.40E-01 -

g14
-47.76488

B -47.483422 -47.765 -
Md -45.008422 -47.763 -
SD 1.28E+00 3.30E-03 -

g15
961.71502

B 961.715022 961.715 -
Md 961.715022 961.715 -
SD 3.42E-07 4.60E-13 -

g16
-1.905155

B -1.905155 -1.905 -1.882513
Md -1.905155 -1.905 -1.793759
SD 4.53E-16 1.10E-15 5.18E-02

g17
8853.53967

B 8857.65497 8853.54 -
Md 8863.10444 8853.54 -
SD 1.53E+01 8.50E-01 -

g18
-0.866025

B -0.866025 -0.866 -0.382358
Md -0.86602 -0.866 -0.359002
SD 9.75E-02 5.30E-02 5.34E-02

g19
32.65559

B 32.655678 32.665 184.13232
Md 32.668844 32.79 248.897427
SD 7.07E+00 1.60E-01 4.43E+01

g21
193.72451

B 193.726764 - -
Md 324.731834 - -
SD 6.69E+01 - -

g23
-400.0551

B -365.298536 -348.816 -
Md -196.173551 -106.585 -
SD 1.30E+02 1.40E+02 -

g24
-5.508013

B -5.508013 -5.508 -5.507847
Md -5.508013 -5.508 -5.507109
SD 1.81E-15 0.00E+00 2.40E-03
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Tabla 5.9: Resultados del test de suma de rangos de Wilcoxon, con SA-
DECVSR como algoritmo base comparado contra ASRES y SMSB-GA. �+�
indica que hay diferencia signi�cativa a favor del algoritmo base con respecto
al algoritmo comparado. �-� indica que hay diferencia signi�cativa a favor del
algoritmo comparado con respecto al algoritmo base. �=� indica que no hay
diferencia signi�cativa entre los algoritmos. N/A indica que el resultado no
esta disponible.

g01 g02 g03 g04 g05 g06 g07 g08 g09 g10 g11
ASRES = - - = = = - = = + =
SMSB-GA + + + + N/A + + = + + +

g12 g13 g14 g15 g16 g17 g18 g19 g21 g23 g24
ASRES = - - = = - = + N/A + =
SMSB-GA - N/A N/A N/A + N/A + + N/A N/A +

g23). Por otro lado, ASRES reporta un mejor desempeño que SA-DECVSR
en 6 problemas (g02-g03, g07, g13-g14 y g17).

De acuerdo al test de Wilcoxon, SA-DECVSR supera a SBSM-GA en 12
problemas (g01-g04, g06-g07, g09-g11, g16, g18-g19, y g24). En el problema
g08, los tres algoritmos tienen el mismo desempeño. Con respecto al problema
g12, SBSM-GA reporta un mejor desempeño que SA-DECVSR. En el resto
de los problemas, SBSM-GA no es capaz de alcanzar la región factible.

5.2.3.2. Medidas de desempeño

En las Figuras 5.13, 5.14, 5.15 y 5.16 se presentan los valores de SA-
DECVSR, ASRES y SBSM-GA para las medidas de desempeño.

Los valores de FP (Fig. 5.13) indican que SA-DECVSR, ASRES y SBSM-
GA encuentran la región factible en 13 problemas (g01-g04, g06-g12, g16,
g18-g19 y g24), la mayoría de estos problemas tienen restricciones de de-
sigualdad, con excepción del problema g11. El promedio de cada algoritmo
en estos problemas fue: SA-DECVSR con 0.98, ASRES con 1 y SBSM-GA
con 0.96. Aunque SA-DECVSR no reporta el promedio más alto, presenta un
valor de FP mayor que ASRES en los problemas g21 y g23. Además, ambas
propuestas reportan el mismo valor para los problemas g13 y g14. Todos los
problemas anteriores (g13, g14, g21 y g23) incluyen restricciones de igualdad.
En el resto de los problemas: ASRES fue mejor que SA-DECVSR.
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Figura 5.13: Valores para la medida FP para SA-DECVSR, ASRES y SBSM-
GA.
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Figura 5.14: Valores para la medida P para SA-DECVSR, ASRES y SBSM-
GA.

Los valores de P (Fig. 5.14) sugieren que SA-DECVSR, ASRES y SBSM-
GA no son capaces de moverse dentro de la región factible, pues solo en 3
problemas (g08, g11 y g12), las 3 propuestas encuentran una solución dentro
de la vecindad del óptimo. En los problemas g10 y g19, SA-DECVSR fue
el único algoritmo que reporta una ejecución exitosa. Por otro lado, SA-
DECVSR y ASRES tienen el mismo valor de P en 3 problemas (g06, g16 y
g24). En el resto de los problemas, ASRES tienen un valor más alto de P
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con respecto a SA-DECVSR.

   g01 g02 g03 g04 g05 g06 g07 g08 g09 g10 g11 g12 g13 g14 g15 g16 g17 g18 g19 g21 g23 g24    
Problemas

10 2

10 3

10 4

10 5

10 6

A
FE

S

AFES

SA-DECV
SR ASRES SBSM-GA

Figura 5.15: Valores para la medida AFES para SA-DECVSR, ASRES y
SBSM-GA. El eje y está en escala logarítmica.

De acuerdo a los valores de AFES (Fig. 5.15), SA-DECVSR fue la pro-
puesta más competitiva en 12 problemas (g01, g04, g06-g10, g12, g16, g18,
g19 y g24) al tener los mejores valores con respecto a los otros algoritmos. En
el resto de los problemas (g05, g11, g13-g15 y g17), ASRES requiere de un
menor número de evaluaciones de la función del problema que SA-DECVSR y
SBSM-GA (en el problema 11). Con respecto a los valores de SP (Fig. 5.16),
el comportamiento fue similar al correspondiente de los valores de AFES.
Por lo tanto, SA-DECVSR tiene los mejores valores de SP en los mismos
problemas.

Los resultados de este experimento lleva a las siguientes conclusiones:

1. Aunque ASRES reporta resultados más competitivos en varios pro-
blemas, también requiere un mayor número de evaluaciones que SA-
DECVSR para alcanzarlos.

2. SBSM-GA presenta di�cultades para encontrar una solución factible,
principalmente en aquellos con restricciones de igualdad. Sin embargo,
puede alcanzar la región factible en aquellos problemas con restriccio-
nes de desigualdad, pero no reporta una solución en la vecindad del
óptimo.
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Figura 5.16: Valores para la medida SP para SA-DECVSR, ASRES y SBSM-
GA. El eje y está en escala logarítmica.

5.2.3.3. Discusión de resultados

Los resultados de los experimentos previos sugieren que el algoritmo SA-
DECV fue capaz de encontrar la región factible de los problemas resueltos.
Sin embargo, se presentan di�cultades para reportar una solución dentro de
la vecindad del óptimo. Este comportamiento se presentó principalmente en
aquellos problemas con restricciones de igualdad o restricciones o funciones
objetivo no lineales.

La combinación de un modelo de regresión de kNN y la jerarquización
estocástica promovieron una mejor exploración durante el proceso de búsque-
da, es decir, la jerarquización estocástica permite que soluciones no factibles
con un buen valor de la función objetivo permanezca en la población, debido
a que su mecanismo de selección es lazy y eso previene una convergencia
prematura. Por lo tanto, SA-DECVSR reportó el mayor número de proble-
mas con ejecuciones exitosas. Por otro lado, aquellas técnicas para manejo
de restricciones que eliminan soluciones no factibles en la población (reglas
de factibilidad, método de ε-constrained y mecanismo de diversidad) y el
modelo de regresión de kNN afectan la calidad de los resultados �nales. De
acuerdo a los resultados de las medidas de desempeño, la variante más ro-
busta fue aquella que empleó jerarquización estocástica como técnica para
manejo de restricciones, porque ésta requiere el menor número de evaluacio-
nes para alcanzar una solución dentro de la vecindad del óptimo. Además,
reporta los mejores valores de ejecuciones exitosas.
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El manejador de modelo más adecuado para resolver problemas con res-
tricciones es aquel que re-evalúa la mejor solución aproximada o evalúa aque-
llas soluciones cercanas a la mejor solución, ya que evitan que el proceso de
búsqueda se dirija hacia un falso óptimo.

5.3. Caso de estudio: problemas de optimización de

ingeniería

En esta sección se presenta una comparación de la mejor variante de SA-
DECV y otros algoritmos del estado del arte en problemas de optimización
de ingeniería.

Se resolvieron cuatro problemas de optimización de ingeniería: la viga
soldada (WB, por sus siglas en inglés), la vasija de presión (PV, por sus
siglas en inglés), el resorte de tensión/compresión (TCS, por sus siglas en
inglés) y el freno de embrague (CB, por sus siglas en inglés). Además, se
consideró un problema de mecatrónica (MCP, por sus siglas en inglés), la
optimización de un mecanismo de cuatro barras diseñado para seguir una
trayectoria no alineada con una sincronización prescrita. Los características
de los problemas se muestran en la Tabla 5.10 y los detalles se encuentran
en el Apéndice B.

Tabla 5.10: Detalles de los problemas de ingeniería. n es el número de varia-
bles de decisión, ρ = |F |/|S| es el relación estimada entre la región factible
y el espacio de búsqueda, LI es el número de restricciones de desigualdad,
NI es el número de restricciones de desigualdad no lineales, LE es el número
de restricciones de igualdad lineales y NE es el número de restricciones de
igualdad no lineales.

Prob. n Tipo de función ρ LI NI LE NE

WB 4 cuadrática 2.6859% 6 1 0 0
PV 4 cuadrática 39.6762% 3 1 0 0
TCS 3 cuadrática 0.7537% 1 3 0 0
CB 5 cuadrática 71.7837% 8 0 0 0
MCP 6 cuadrática 2.0888% 4 0 0 0

SA-DECVSR se comparó de manera directa con IAPSO [22] y C-
LSHADE [86]. IAPSO es una variante de PSO, la cual se probó en varios
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Tabla 5.11: Resultados estadísticos de 25 ejecuciones independientes en pro-
blemas de optimización de ingeniería.
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problemas de optimización de ingeniería. Además, se comparó con varios
algoritmos del estado del arte, siendo IAPSO el algoritmo que requiere un
menor número de evaluaciones para encontrar una solución competitiva. Por
otro lado, C-LSHADE es un algoritmo altamente competitivo para resolver
problemas de diseño en mecatrónica.

Los valores para los parámetros de SA-DECVSR son los empleados en los
experimentos anteriores. El número máximo de evaluaciones (Max_FEs) en
el modelo original fue diferente para cada problema, para ello se consideró
un valor cercano al número de evaluaciones reportados por [22]: WB 30000,
PV 20000, TCS 5000, CB 2000 y MCP 60000. Se realizaron 25 ejecucio-
nes independientes por cada problema de ingeniería (WB, PV, TCS y CB),
mientras que para el problema de mecatrónica se efectuaron 30 ejecuciones
independientes.

La Tabla 5.11 muestra el óptimo, los resultados estadísticos (B:mejor,
M:promedio, W:peor y SD:desviación estándar) y el promedio del número
de evaluaciones empleado por cada algoritmo (FEs) para cada problema.

SA-DECVSR encontró resultados competitivos al igual que IAPSO. Ade-
más, SA-DECVSR requirió un menor número de evaluaciones que IAPSO
en la mayoría de los problemas. Con respecto al problema del mecanismo
de cuatro barras (MCP), C-LSHADE y SA-DECVSR encontraron solucio-
nes dentro de la vecindad del óptimo. Sin embargo, SA-DECVSR empleó un
menor número de evaluaciones que las usadas por C-LSHADE.

SA-DECVSR fue capaz de encontrar una solución factible en cada uno
de los problemas de ingeniería. Además en los problemas de la viga soldada
(WB), el freno de embrague (CB) y el problema de mecatrónica (MCP),
las soluciones reportadas están dentro de la vecindad de la mejor solución
factible conocida y el número de evaluaciones fue menor con respecto al de
los algoritmos con los que se comparó.

Conclusión general

Un modelo subrogado basado en similitud, tal como kNN, requiere que se
mantenga un conjunto de soluciones no factibles pero con un buen valor de
función objetivo para resolver problemas de optimización con restricciones,
ya que mantiene diversidad dentro del conjunto de entrenamiento y esto a
su vez evita que la búsqueda converja hacia un falso óptimo.
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5.4. Resumen del capítulo

En el presente capítulo se explicó la propuesta SA-DECV, con el objetivo
de estudiar los efectos que sufre el proceso de búsqueda de DECV con diferen-
tes técnicas para manejo de restricciones, aproximando el valor de la función
objetivo y la suma de violación de restricciones, para resolver problemas de
optimización restringida. El enfoque se prueba en un conjunto de problemas
conocido y en problemas de optimización de ingeniería, y se compara con
algoritmos del estado del arte. En ambos experimentos, los resultados obte-
nidos son competitivos y el número de evaluaciones es reducido. Debido a
que el control de evolución empleado en SA-DECV se propone en el presente
trabajo, en el siguiente capítulo éste se integra en novedosos algoritmos del
estado del arte en optimización restringida.



Capítulo 6

Estudio del control de
evolución basado en
factibilidad

En el capítulo anterior se presentó la propuesta de SA-DECV, la cual
emplea kNN como modelo subrogado y un control de evolución basado en
factibilidad. En el presente capítulo se realiza la comparación de la mejor
variante del capítulo anterior (SA-DECVSR) contra algoritmos del estado
del arte en optimización con restricciones, ahora asistidos por subrogados.

6.1. Diseño experimental

Existe una gran variedad de algoritmos evolutivos que resuelven pro-
blemas de optimización con restricciones, de los cuales se seleccionaron dos
algoritmos novedosos y recientes: CMODE [81] y NGLUPSO [42]. El pri-
mero es un algoritmo evolutivo de estado estacionario, el cual emplea DE
y un mecanismo de reemplazo basado en optimización multiobjetivo. Por
otro lado, NGLUPSO emplea un gradiente numérico (NG) para encontrar
la región factible y una estructura dirigida de grupo (GDS), que consiste en
dos grupos, el primero, denominado �toda información� comparte informa-
ción con toda la población, mientras que el resto de soluciones pertenecen al
grupo �información a medias� y sólo comparten información entre ellas. Lo
anterior se integra en la variante de PSO Lu-Chen [44]. Dado que CMODE
y NGLUPSO evalúan todas las soluciones en la función original, se integran
tanto el control de evolución basado en factibilidad (el objeto de estudio del
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presente capítulo) como kNN como modelo subrogado para aproximar tanto
el valor de la función objetivo como la suma de violación de restricciones.

Los parámetros para SA-DECVSR fueron: NP=90, CR=1, F=0.9, to-
lerancia para las restricciones de igualdad ε=1E-4, tamaño del conjun-
to de entrenamiento 2×NP , número de elementos para calcular el error
nerr=5%NP , k = n y Pf=0.45.

Con respecto a CMODE y NGLUPSO, los parámetros fueron los que
se sugieren en [81] y [42], respectivamente, con excepción de NP y λ para
CMODE, este ajuste se realizó con base en una serie de experimentos llevados
a cabo. Así los parámetros para CMODE fueron: NP=180, F se seleccionó
aleatoriamente entre [0.5, 0.6], CR se seleccionó aleatoriamente entre [0.9,
0.95], κ=22 y el número de soluciones que evolucionan por generación λ=90.
Mientras que para NGLUPSO fueron: número de partículas 60, ω=1, c1 = c2
= 1, r1 and r2 son números reales generados de manera aleatoria entre [0, 1].
Para el método GDS, 10 partículas se usaron en el grupo �toda-información�
y el resto en el grupo de �información a medias�. Los parámetros para el
modelo subrogado integrado en CMODE y NGLUPSO son los que se sugieren
en [51].

El máximo número de evaluaciones en el modelo original fue
Max_FES=240000, además se realizaron 30 ejecuciones independientes por
problema.

6.1.1. Resultados estadísticos

Los valores estadísticos (B:mejor, Md:mediana y SD:desviación estándar)
de los resultados �nales obtenidos por SA-DECVSR, SA-CMODE y SA-
NGLUPSO se muestran en las Tablas 6.1 y 6.2. Las mejores medianas en
cada problema se muestran en negrita. SA-DECVSR se consideró como
el algoritmo base para el test de Wilcoxon, usando las medianas de cada
problema. El resultado de este test se presenta en la Tabla 6.3.

SA-DECVSR supera a SA-CMODE en once problemas (g01, g04-g06,
g08-g11, g15-g16 y g19). Por otro lado, SA-DECVSR y SA-CMODE tie-
nen el mismo desempeño en dos problemas (g03 y g24), de acuerdo al test
de Wilcoxon. En el resto de los problemas, SA-CMODE reporta un mejor
desempeño que SA-DECVSR.

SA-DECVSR y SA-NGLUPSO tienen el mismo desempeño en los pro-
blemas g08, g11, g21 y g24. Además, SA-DECVSR reporta un mejor desem-
peño que SA-NGLUPSO en dieciséis problemas (g01-g02, g04-g07, g09-g10,
g13-g19, y g23). En los problemas g03 y g12, SA-NGLUPSO supera a SA-
DECVSR.
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Tabla 6.1: Resultados estadísticos (B:mejor, Md:mediana y SD:desviación
estándar) de las 30 ejecuciones obtenidos por SA-DECVSR, SA-CMODE y
SA-NGLUPSO en los problemas g01-g11. Los valores en negrita indican el
mejor valor de la mediana.

Prob Mea Óptimo SA-DECVSR SA-CMODE SA-NGLUPSO
B

-15
-15 -14.691035 -15

g01 Md -15 -14.021593 -12.571476
SD 6.10E-01 3.21E-01 1.58E+00
B

-0.80362
-0.617282 -0.779503 -0.647076

g02 Md -0.44457 -0.7058675 -0.38946
SD 9.47E-02 3.60E-02 9.83E-02
B

-1.0005
-0.589924 -0.521323 -1.00049

g03 Md -0.070668 -0.317081 -0.415783

SD 1.29E-01 2.63E-01 2.94E-01
B

-30665.53867
-30665.53867 -30665.53863 -30665.53867

g04 Md -30665.53867 -30665.53841 -30665.52713
SD 1.61E-06 2.58E-04 7.61E+00
B

5126.49671
5126.49671 5126.49673 5126.49674

g05 Md 5126.49671 5126.49679 5154.18773
SD 6.75E-06 4.06E-05 9.28E+01
B

-6961.81387
-6961.81387 -6961.78766 -6961.81387

g06 Md -6961.81387 -6961.33051 -6961.81387

SD 0.00E+00 8.84E-01 1.13E-02
B

24.30621
24.30621 24.30964 27.42833

g07 Md 24.32021 24.3124 54.70839
SD 2.32E+00 2.06E-03 5.96E+01
B

-0.095825
-0.095825 -0.095825 -0.095825

g08 Md -0.095825 -0.095825 -0.095825

SD 4.23E-17 3.23E-05 4.23E-17
B

680.630057
680.630057 680.630058 681.181933

g09 Md 680.630057 680.630059 701.137117
SD 5.88E-03 1.69E-06 2.26E+01
B

7049.24802
7049.248021 7079.202607 7061.397178

g10 Md 7049.250155 8585.900247 8610.05244
SD 1.07E+01 2.18E+03 3.08E+03
B

0.7499
0.7499 0.7499 0.7499

g11 Md 0.7499 0.7499 0.7499

SD 1.83E-07 3.10E-06 1.13E-16

6.1.1.1. Medidas de desempeño

En las Figuras 6.1, 6.2, 6.3 y 6.4 se presentan los valores de las medidas
de desempeño para SA-DECVSR, SA-CMODE y SA-NGLUPSO.
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Tabla 6.2: Resultados estadísticos (B:mejor, Md:mediana y SD:desviación
estándar) de las 30 ejecuciones obtenidos por SA-DECVSR, SA-CMODE y
SA-NGLUPSO en los problemas g12-g24. Los valores en negrita indican el
mejor valor de la mediana.

Prob Mea Óptimo SA-DECVSR SA-CMODE SA-NGLUPSO
B

-1
-1 -1 -1

g12 Md -0.994375 -1 -1

SD 6.23E-03 0.00E+00 0.00E+00
B

0.053942
0.05866 0.053942 0.12484

g13 Md 0.4388 0.053942 0.72759
SD 1.68E-01 3.05E-07 7.83E-01
B

-47.76488
-47.20997 -47.76393 -46.02693

g14 Md -44.97217 -47.76228 -38.82596
SD 1.56E+00 1.33E-03 3.98E+00
B

961.71502
961.71502 961.71502 961.715026

g15 Md 961.71502 961.71503 962.91178
SD 8.55E-07 1.13E-06 1.69E+00
B

-1.905155
-1.905155 -1.905147 -1.905155

g16 Md -1.905155 -1.905093 -1.903975
SD 4.52E-16 1.76E-03 2.42E-03
B

8853.53967
8853.53391 8853.53415 8884.02774

g17 Md 8855.63366 8853.53472 8960.53094
SD 1.34E+01 2.30E-04 1.62E+02
B

-0.866025
-0.866025 - -0.865511

g18 Md -0.866023 - -0.460797
SD 8.66E-02 - 1.90E-01
B

32.65559
32.65595 32.76196 32.67879

g19 Md 32.65861 32.85981 76.76793
SD 5.83E-01 6.67E-02 3.98E+01
B

193.72451
193.72456 193.73407 193.73625

g21 Md 229.26691 193.74352 396.35818
SD 6.51E+01 3.72E+01 2.70E+02
B

-400.0551
-399.81559 - -23.25744

g23 Md -290.90299 - 2.638291
SD 1.42E+02 - 1.53E+02
B

-5.508013
-5.508013 -5.508013 -5.508013

g24 Md -5.508013 -5.508013 -5.508013

SD 2.71E-15 2.71E-15 1.83E-07

Los valores de FP (Fig. 6.1) muestran que SA-DECVSR y SA-CMODE
son capaces de encontrar siempre una solución factible en 12 problemas (g01-
g02, g04, g06-g09, g12-g14, g19 y g24). En el resto de los problemas SA-
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Tabla 6.3: Resultados del test de suma de rangos de Wilcoxon, con
SA-DECVSR como algoritmo base comparado contra SA-CMODE y SA-
NGLUPSO. �+� indica que hay diferencia signi�cativa a favor del algoritmo
base con respecto al algoritmo comparado. �-� indica que hay diferencia sig-
ni�cativa a favor del algoritmo comparado con respecto al algoritmo base.
�=� indica que no hay diferencia signi�cativa entre los algoritmos. �NaN�
indica que no se pudo aplicar el test.

g01 g02 g03 g04 g05 g06 g07 g08 g09 g10 g11
SA-CMODE + - = + + + - + + + +
SA-NGLUPSO + + - + + + + = + + =

g12 g13 g14 g15 g16 g17 g18 g19 g21 g23 g24
SA-CMODE - - - + + - NaN + - NaN =
SA-NGLUPSO - + + + + + + + = + =

   g01 g02 g03 g04 g05 g06 g07 g08 g09 g10 g11 g12 g13 g14 g15 g16 g17 g18 g19 g21 g23 g24    
Problemas

0

0.2

0.4

0.6

0.8

1

FP

FP

SA-DECV
SR SA-CMODE SA-NGLUPSO

Figura 6.1: Valores para la medida FP para SA-DECVSR, SA-CMODE y
SA-NGLUPSO.

DECVSR es capaz de encontrar al menos una solución factible, mientras que
SA-CMODE no encuentra soluciones factibles en los problemas g18 y g23.
Por otro lado, SA-NGLUPSO encuentra una solución factible en todos los
problemas de prueba, aunque no en todas las ejecuciones alcanza la región
factible. El promedio de cada algoritmo fue: SA-DECVSR con 0.97, SA-
CMODE con 0.89 y SA-GNLUPSO con 0.79.
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   g01 g02 g03 g04 g05 g06 g07 g08 g09 g10 g11 g12 g13 g14 g15 g16 g17 g18 g19 g21 g23 g24    
Problemas

0

0.2

0.4

0.6

0.8

1

P

P

SA-DECV
SR SA-CMODE SA-NGLUPSO

Figura 6.2: Valores para la medida P para SA-DECVSR, SA-CMODE y
SA-NGLUPSO.

Aunque los algoritmos alcanzaron la región factible en la mayoría de
los problemas, los valores de P (Fig. 6.2) sugieren que SA-DECVSR, SA-
CMODE y SA-NGLUPSO tuvieron problemas para moverse dentro de la
región factible, debido a que sólo en ocho problemas (g04-g05, g08, g11-g12,
g15-g16 y g24) todos los algoritmos encontraron una solución cercana a la
vecindad del óptimo, con un promedio de 0.85 para SA-DECVSR, 0.79 para
SA-CMODE y 0.55 para SA-NGLUPSO. En los problemas g01, g06-g07, g10,
g17-g18 y g21, SA-DECVSR reportó un valor alto para P en comparación
de los otros algoritmos. Por otro lado, SA-CMODE tuvo mejores valores de
P en los problemas g09 y g13 (en el último problema, fue el único algoritmo
que tiene ejecuciones exitosas).

Con respecto a los valores de AFES (Fig. 6.3), SA-DECVSR fue el al-
goritmo más competitivo porque reportó los valores más bajos de AFES en
quince problemas (g01, g04-g12, g15-g18 and g21). En los problemas g03 y
g24, SA-NGLUPSO requirió un menor número de evaluaciones. Con respecto
al problema g13, SA-CMODE fue el único algoritmo que reporta un valor
para AFES. Los valores de SP (Fig. 6.4 presentan un comportamiento simi-
lar al de los valores de AFES. Por lo tanto, los tres algoritmos comparados
tienen los mismos mejores valores para SP en los mismos problemas de la
medida AFES.
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   g01 g02 g03 g04 g05 g06 g07 g08 g09 g10 g11 g12 g13 g14 g15 g16 g17 g18 g19 g21 g23 g24    
Problemas

10 2

10 3

10 4

10 5

10 6
A

FE
S

AFES

SA-DECV
SR SA-CMODE SA-NGLUPSO

Figura 6.3: Valores para la medida AFES para SA-DECVSR, SA-CMODE
y SA-NGLUPSO. El eje y está en escala logarítmica.

   g01 g02 g03 g04 g05 g06 g07 g08 g09 g10 g11 g12 g13 g14 g15 g16 g17 g18 g19 g21 g23 g24    
Problemas

10 0

10 2

10 4

10 6

10 8

SP

SP

SA-DECV
SR SA-CMODE SA-NGLUPSO

Figura 6.4: Valores para la medida SP para SA-DECVSR, SA-CMODE y
SA-NGLUPSO. El eje y está en escala logarítmica.

Las conclusiones de este experimento son:

1. En el algoritmo evolutivo de estado estacionario (SA-CMODE), la evo-
lución parcial de la población y el uso de un modelo subrogado guían
la búsqueda hacia falsos óptimos en varios problemas.

2. El uso en la etapa inicial del modelo aproximado decrementa el desem-
peño de SA-NGLUPSO.
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Como conclusión general de este capítulo se tiene que el control de evo-
lución basado en factibilidad es una buena opción en aquellos algoritmos que
trabajan con toda la población en cada iteración, además que exploran el
espacio de búsqueda antes de usar el modelo subrogado, lo anterior con el
objetivo de garantizar que el conocimiento almacenado en el conjunto de en-
trenamiento sobre el espacio de búsqueda es su�ciente para guiar la búsqueda
hacia una solución competitiva.

6.2. Resumen del capítulo

En el presente capítulo se estudió el uso del control de evolución basado
en factibilidad, el cual se integró en dos algoritmos del estado del arte en
optimización restringida, CMODE y NGLUPSO, los cuales tienen diferencias
con respecto a DECV que se re�ejan en cómo realizan el proceso de búsqueda.
De acuerdo a los resultados, el control de evolución es una buena opción
en aquellos algoritmos donde hay una exploración al inicio del proceso de
búsqueda, además, donde toda la población interviene en cada iteración.



Capítulo 7

SA-DECV con búsqueda
acotada

En el capítulo 5 se presentó el estudio del modelo subrogado kNN, para
aproximar tanto el valor de la función objetivo como la suma de restricciones,
el cual reporta resultados competitivos y ahorra evaluaciones en el modelo
original en la mayoría de los problemas. A pesar de que el número de eva-
luaciones se ha reducido, en problemas de�nidos mediante modelos costosos,
este ahorro no puede ser su�ciente.

En el presente capítulo se adopta el enfoque de SAMO [6], el cual se diseñó
para resolver problemas multiobjetivo y emplea modelos subrogados locales
por cada función del problema. Antes de explicar las mejoras a la nueva
versión de SA-DECV, la cual se denomina SA-DECVL, se proporciona una
descripción general de SAMO. Posteriormente se presenta una comparación
de dos variantes de SA-DECVL.

7.1. Propuesta de SA-DECV con modelos subroga-

dos locales

SAMO emplea una búsqueda global y una búsqueda acotada. Durante la
búsqueda global se generan los hijos por medio de los operadores de varia-
ción de un algoritmo evolutivo, su evaluación (aproximación) se lleva a cabo
mediante modelos subrogados locales, los cuales se construyen con las 4× n
soluciones cercanas a la que se va aproximar. Cuando ya se han evaluado
todos los hijos, se selecciona el mejor, para de�nir una región en donde se
llevará a cabo un nuevo proceso de búsqueda, que puede ser para explorar
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o explotar la región, ello depende del tamaño de la región (ver Fig. 7.1).
La búsqueda en esta región se lleva a cabo mediante un algoritmo evolutivo
(ver Fig. 7.2). La mejor solución encontrada se evalúa en el modelo original,
sustituye a la peor solución de los padres y se agrega al conjunto de entre-
namiento. El proceso anterior se realiza hasta cumplir la condición de paro,
la cual está de�nida por un número de evaluaciones máximo. SAMO emplea
el algoritmo genético tanto en la búsqueda global como en la acotada.

Figura 7.1: Búsqueda global (S), donde todas las soluciones son aproxima-
das mediante modelos subrogados locales, de�nidos por las 4×n soluciones
cercanas a la que se va a aproximar. La solución resaltada por una línea roja
gruesa es la mejor aproximada de la población.

7.2. Algoritmo

En la �gura 7.3 se muestra el pseudocódigo de SA-DECVL. En el resto
de la sección se describen cada uno de los elementos de la propuesta.

7.2.1. Población inicial

La población inicial se genera mediante una técnica de muestreo llamada
Hipercubo Latino (LHS) (ver Sec. 3.2). Dicha técnica se emplea para que las
soluciones iniciales estén distribuidas de manera uniforme dentro del espacio
de búsqueda.
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Figura 7.2: Búsqueda acotada aproximada (Sx̂b , recuadro morado punteado).
Los modelos para cada función se construyen con 4×n soluciones de�nidas
en la búsqueda global. La solución verde es la mejor aproximada de esta
búsqueda, la cual se evaluará en el modelo original y agregará al conjunto
de entrenamiento.

1: P0 = LHS(NP )
2: Evaluar (P0)
3: FEs = |P0|
4: A = P0 {A contiene las soluciones evaluadas en el modelo original.}
5: cg = 1
6: while FEs < MAX_FEs do
7: O = Generar_hijos()
8: nonn = mı́n(|A|, 4× n)
9: Ou = O − (O ∩ A)
10: [f̂ , ĝ] = Aproximar_soluciones(Ou, nonn)
11: Ordenar(Ou)
12: x̂b = Búsqueda_acotada (O1

u)
13: Evaluar (x̂b)
14: A = ActualizarA (A, x̂b)
15: Pcg = ActualizarP (Pcg−1, x̂b)
16: FEs = FEs+ 1 +monn
17: cg = cg + 1
18: end while
19: Return x̂b

Figura 7.3: Pseudocódigo de SA-DECVL.
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7.2.2. Evaluación y aproximación de soluciones

Evaluación se lleva a cabo cuando el valor de la función objetivo y de cada
restricción del problema se calcula en el modelo original.

Aproximación se requiere de un modelo subrogado o aproximado, cons-
truido a partir de un conjunto de soluciones evaluadas en el modelo
original. El modelo subrogado que aproxima las soluciones es ε-SVR.

7.2.3. Conjunto de entrenamiento

Las soluciones evaluadas se almacenan en el conjunto de entrenamiento,
denominado archivo y representado por (A), el cual se inicializa con la pobla-
ción inicial y se actualiza en cada iteración con la mejor solución aproximada,
de una región del espacio de búsqueda, la cual es evaluada. El tamaño má-
ximo del archivo se de�nió con base en una experimentación previa, con un
número de 500 soluciones.

7.2.4. Generación de hijos

La población de la búsqueda global genera sus hijos a partir de los ope-
radores de variación de DECV (ver Sec. 2.3.1.5).

7.2.5. Modelos subrogados locales

La construcción del modelo subrogado local se efectúa con las 4 × n
soluciones más cercanas a la solución que se aproximará. El conjunto de
soluciones cercanas pertenece a A y se denota por B. En caso de que |A| <
(4 × n) se considera toda la población. Así, en aquellos problemas de alta
dimensionalidad se usan modelos globales al inicio del proceso de búsqueda
y se �naliza con modelos locales.

En SAMO [6] se generan varios modelos subrogados para cada función
que compone el problema multiobjetivo: RBF, Kriging, MLP, RSM de primer
y segundo orden, seleccionando el más preciso. Sin embargo, en el presente
enfoque no se consideran todos los modelos, pues el número de modelos
construidos para el proceso de búsqueda completo es (MAX_FEs−NP )×
NP× 5, donde MAX_FEs es el número máximo de evaluaciones y NP es
el tamaño de la población. Por lo anterior, se considera un modelo de los
menos estudiados en la literatura, ε-SVR, considerando dos kernels: lineal
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y gaussiano, seleccionando el modelo con el kernel que tiene el menor error
cuadrático medio.

7.2.6. Distancia entre soluciones

Para lograr un mejor desempeño y una mejor distribución de las solucio-
nes durante el proceso de búsqueda, se considera una restricción de distancia
entre las soluciones. El objetivo de esta restricción es evitar la convergencia
prematura y se indica en la Ecuación 7.1,

Edtol − ‖~x− ~x∈A‖ ≤ 0 (7.1)

donde Edtol se inicializa con la distancia Euclidiana mínima entre todas
las soluciones de la población inicial y se actualiza durante el proceso de
búsqueda con la ecuación:

Edtol = P0 ∗ (acg); (7.2)

donde cg es el número de iteraciones realizadas, a y P0 son constantes, las
cuales se inicializan con las Ecuaciones 7.3 y 7.4, respectivamente.

a =

(
0.1
Edtol

) 1
|A|−NP

(7.3)

P0 =
Edtol
a

(7.4)

7.2.7. Búsqueda acotada

Al �nalizar la aproximación de todas las soluciones de la población, se
puede identi�car la mejor solución aproximada, denominada x̂b, para realizar
una búsqueda en la región donde se ubica, la cual se denota como Sx̂b . El
proceso de búsqueda se puede realizar con cualquier algoritmo evolutivo o un
método de optimización clásico, además en esta etapa no se evaluará ninguna
solución en el modelo original, ya que todas se aproximan. A continuación
se explican cada uno de los elementos involucrados.

7.2.7.1. De�nición de Sx̂b

La de�nición de los límites (~LSx̂b y ~USx̂b ) de Sx̂b se puede llevar a cabo
considerando los elementos de B. Sin embargo, esta de�nición puede limitar
el proceso de búsqueda en aquellos problemas que tienen su óptimo factible
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en un extremo de S y que no existe una solución en A que dirija la búsqueda
hacia esa zona. Por lo anterior, se extendieron los límites de acuerdo a la
diferencia entre x̂b y los límites ~LSx̂b y ~USx̂b , denotados por difL y difU ,
mediante las siguientes opciones:

1. La coordenada cuya diferencia es la menor, representada por i:

LiSx̂b
= máx(LiSx̂b

− abs(LiSx̂b
), Li) if mini ∈ difL

U iSx̂b
= mı́n(U iSx̂b

+ U iSx̂b
), U i) if mini ∈ difU

(7.5)

2. La menor diferencia de vectores.

~LSx̂b = máx(~LSx̂b − abs(difL), ~L)
~USx̂b = mı́n(~USx̂b + difU , ~U)

(7.6)

3. Sí x̂b ∈ Sx̂b entonces extender igual que en 2, en caso contrario extender
como en 1.

En la Fig. 7.4 y 7.5 se ilustra el proceso de extensión y generación de
puntos opuestos en el caso de que el mejor aproximado de S se encuentra
fuera de los límites de Sx̂b (Fig. 7.4), por lo tanto, se extiende hacia la menor
diferencia (Fig. 7.5).

Figura 7.4: El mejor aproximado de la población (solución roja) se encuentra
fuera de los límites de Sx̂b .

Para garantizar una mejor precisión en el modelo que aproxima las solu-
ciones dentro de ~LSx̂b y

~USx̂b extendidos, se calcularon los puntos opuestos a
B (ver Sec. 5.1.1.1). Sin embargo, esta mejora tiene un costo en evaluaciones,
pues los puntos opuestos deben evaluarse antes de construir los modelos. Los
puntos opuestos se emplean para actualizar A (ver Sec. 7.2.8).
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Figura 7.5: Extensión de los límites de Sx̂b hacia la menor diferencia entre
x̂b y los límites de la región acotada.

7.2.7.2. Algoritmo de búsqueda

La búsqueda en Sx̂b puede realizarse mediante un algoritmo evolutivo o
un método de optimización clásica.

7.2.8. Actualización

Población
Pcg = (Pcg − xw∈Pcg−1) ∪ x̂b (7.7)

donde xw es la peor solución de Pcg−1.

Archivo

A =

{
A ∪ x̂b if |A| < 500
(A− xw∈A) ∪ x̂b otherwise

(7.8)

donde xw es la peor solución de A y x̂b puede ser el mejor aproximado
o un punto opuesto.

7.3. Diseño experimental

En esta sección se estudia el desempeño de 3 variantes de SA-DECVL,
las cuales se diferencian en cómo extienden los límites de Sx̂b . En todas se
generan puntos opuestos dentro de Sx̂b . Además, se construyen 2 modelos
subrogados locales, ε-SVR con kernel lineal y gaussiano por cada función
(función objetivo y restricciones), seleccionando el más preciso. Para ello,
SA-DECVL se prueba en un conjunto de 24 funciones bien conocidas (ver
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Sec. 5.2 y Apéndice A). El desempeño de las versiones se determina mediante
sus resultados estadísticos y las medidas de desempeño explicadas en la Sec.
5.2.1.

Los nombres para cada una de las variantes son: SA-DECV(L,1) que ex-
tiende Sx̂b hacia la coordenada cuya diferencia es menor, SA-DECV(L,A)

que extiende Sx̂b hacia la diferencia menor y SA-DECV(L,M) si x̂b 6∈ Sx̂b ,
se extiende hacia la diferencia menor, en caso contrario se extiende hacia la
coordenada cuya diferencia es menor.

Los parámetros para SA-DECVL fueron de�nidos mediante una experi-
mentación previa: NP=40, CR=1 y F=0.9. Los parámetros para DECV, al-
goritmo empleado en la búsqueda acotada, fueron: DECV: NP=100, CR=1,
F=0.9 y MAXgen=50. Finalmente, el número máximo de evaluaciones es
100,000. Dado el número de modelos que se genera por función, el número
de ejecuciones por problema es 10.

Para el test de Wilcoxon no se consideraron las funciones g05, g13, g14,
g17, g20-g23, en donde no se reportan soluciones factibles con ninguna de
las variantes.

7.3.1. Análisis de convergencia

Para ilustrar el comportamiento del proceso de búsqueda, se presentan
las grá�cas de convergencia (de la ejecución localizada en la mediana) de dos
funciones de prueba, las cuales se presentan en la Fig. 7.6. Cada grá�ca pre-
senta un problema: g03 (una restricción de igualdad) y g10 (sólo restricciones
de desigualdad).

De acuerdo a las grá�cas, en aquellos problemas con restricciones de
igualdad (Fig. 7.6 (a)), todas las variantes alcanzan la región factible, sin
embargo, se quedan atrapadas en un óptimo local. Con respecto a los pro-
blemas con restricciones de desigualdad (Fig. 7.6 (b)), cuando se extienden
los límites en una sola coordenada (SA-DECV(L,1)) el proceso de búsque-
da no queda atrapado en un óptimo local, como sucede con las otras dos
variantes.

7.3.2. Resultados estadísticos

Los valores estadísticos (B:mejor, Md:mediana y SD:desviación estándar)
de los resultados �nales obtenidos por cada variante se muestran en las Tablas
7.1 y 7.2. Las mejores medianas en cada problema se muestran en negrita.

Todas las variantes encuentran el óptimo global factible en dos problemas
(g08 y g12). Sin embargo, SA-DECV(L,M) es la mejor variante pues tiene las
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Figura 7.6: Grá�cas de convergencia. El eje y está en escala logarítmica.
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Tabla 7.1: Resultados estadísticos (B: mejor, Md: mediana y SD: desviación
estándar) de las 10 ejecuciones en los problemas g01-g09. Valores en negrita
indican la mejor mediana.

Prob. Medida SA-DECV(L,M) SA-DECV(L,1) SA-DECV(L,A)

g01
-15

B -14.9987 -14.9998 -14.686
Md -14.9878 -14.9994 -14.50315
SD 8.33E-03 1.31E-03 1.52E-01

g02
-0.80362

B -0.278254 -0.371304 -0.237213
Md -0.263907 -0.327352 -0.218633
SD 1.39E-02 2.20E-02 1.24E-02

g03
-1.0005

B -0.387771 -0.452605 -0.519953
Md -0.0944167 -0.322555 -0.1141452
SD 1.47E-01 1.84E-01 1.98E-01

g04
-30665.53867

B -30665.5 -30640.5 -30665.5
Md -30665.5 -30594 -30665.25
SD 0 2.90E+01 2.16E-01

g06
-6961.813876

B -6961.81 -6954.86 -6961.81
Md -6961.81 -6944.71 -6961.81
SD 9.59E-13 8.04E+00 9.59E-13

g07
24.306209

B 33.1761 24.552 73.7595
Md 35.6861 24.6501 242.0475
SD 1.53E+00 1.46E-01 1.35E+02

g08
-0.095825

B -0.095825 -0.095825 -0.095825
Md -0.095825 -0.095825 -0.095825
SD 1.46E-17 5.03E-07 1.46E-17

g09
680.630057

B 685.083 681.065 744.258
Md 690.143 683.9715 1249.785
SD 3.76E+00 3.29E+00 3.44E+02
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Tabla 7.2: Resultados estadísticos (B: mejor, Md: mediana y SD: desviación
estándar) de las 10 ejecuciones en los problemas g10-g24. Valores en negrita
indican la mejor mediana.

Prob. Medida SA-DECV(L,M) SA-DECV(L,1) SA-DECV(L,A)

g10
7049.248021

B 9094.6 7425.89 13227.5
Md 10293.8 7464.985 15368.95
SD 5.04E+03 1.79E+02 2.54E+03

g11
0.7499

B 0.779964 0.763506 0.770655
Md 0.8343995 0.89503 0.8855865
SD 7.70E-02 8.99E-02 9.13E-02

g12
-1

B -1 -1 -1
Md -1 -1 -1
SD 0.00E+00 2.21E-06 0.00E+00

g15
961.715022

B 961.715 962.305 965.685
Md 962.404 963.229 965.685
SD 1.35E+00 2.20E+00 0.00E+00

g16
-1.905155

B -1.90515 -1.90467 -1.9038
Md -1.904845 -1.89635 -1.902645
SD 9.05E-04 1.35E-02 1.05E-03

g18
-0.866025

B -0.714943 -0.819137 -
Md -0.682289 -0.7990465 -
SD 6.88E-02 5.12E-02 -

g19
32.655593

B 67.8632 35.5992 49.1214
Md 115.715 58.30855 198.183
SD 3.19E+01 1.96E+01 2.29E+02

g24
-5.508013

B -5.50801 -5.50661 -5.50801
Md -5.50801 -5.50087 -5.50801
SD 8.49E-04 3.62E-03 1.26E-05
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Tabla 7.3: Resultados del test de suma de rangos de Wilcoxon, con SA-
DECV(L,M) como algoritmo base comparado contra SA-DECV(L,1) y SA-
DECV(L,A). �+� indica que hay diferencia signi�cativa a favor del algoritmo
base con respecto al algoritmo comparado. �-� indica que hay diferencia sig-
ni�cativa a favor del algoritmo comparado con respecto al algoritmo base.
�=� indica que no hay diferencia signi�cativa entre los algoritmos. �NaN�
indica que no se puede aplicar la prueba.

g01 g02 g03 g04 g06 g07 g08 g09
SA-DECV(L,1) - - = + + - = -
SA-DECV(L,A) + + = + = + = +

g10 g11 g12 g15 g16 g18 g19 g24
SA-DECV(L,1) - = = = + + - +
SA-DECV(L,A) + = = = + NaN = =

mejores medianas en nueve problemas y reporta el óptimo en seis problemas:
por lo tanto, esta variante se considera como el algoritmo base para el test
de Wilcoxon. Los resultados se muestran en la Tabla 7.3.

SA-DECV(L,M) supera a SA-DECV(L,1) en cinco problemas (g04, g06,
g16, g18 y g24) y tiene el mismo desempeño en cinco problemas (g03, g08,
g11, g12 y g15). En el resto de los problemas, SA-DECV(L,1) supera a SA-
DECV(L,M) de acuerdo al test de Wilcoxon.

SA-DECV(L,M) supera a SA-DECV(LA) en siete problemas (g01, g02,
g04, g07, g09, g10 y g16), y tiene el mismo desempeño en el resto de los
problemas de acuerdo al test de Wilcoxon, con excepción de g18, donde SA-
DECV(L,A) no reporta soluciones factibles.

7.3.3. Medidas de desempeño

En las Tablas 7.4 y 7.5 se presentan los valores para las medidas de
desempeño.

De acuerdo a los valores de FP (Tabla 7.4), las tres variantes alcanzan la
región factible en la mayoría de los problemas con restricciones de desigual-
dad, con excepción del problema g18. Con respecto a aquellos problemas
con restricciones de igualdad (g03, g11 y g15), todas las variantes presentan
di�cultades para reportar soluciones factibles. De acuerdo al promedio de
los valores de FP la mejor variante es SA-DECV(L,M) con 0.93, seguida de
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Tabla 7.4: Valores de FP y P para las variantes de SA-DECVL. Los mejores
valores para FP y P se muestran en negrita.
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Tabla 7.5: Valores de AFES y SP. Los mejores valores de AFES y SP se
muestran en negrita. �-� indica que no existe valor en ese problema.

AFES SP
Prob SA-DECV(L,M) SA-DECV(L,1) SA-DECV(L,A) SA-DECV(L,M) SA-DECV(L,1) SA-DECV(L,A)

g01 - - - - - -
g02 - - - - - -
g03 - - - - - -
g04 76915.7 - - 76915.7 - -
g06 36539.6 - 27068.9 36539.6 - 27068.9
g07 - - - - - -
g08 12437.6 9585.5 12787.7 12437.6 9585.5 12787.7
g09 - - - - - -
g10 - - - - - -
g11 - - - - - -
g12 6361.6 5876.7 5511.4 6361.6 5876.7 5511.4
g15 - - - - - -
g16 61956 - - 206520 - -
g18 - - - - - -
g19 - - - - - -
g24 67528 - 58312.4 75031.1 - 58312.4

SA-DECV(L,1) con 0.92, ambas con dieciséis problemas. SA-DECV(L,A) con
0.9 con quince problemas.

Aunque las variantes alcanzan la región factible, de acuerdo a los valores
de P (Tabla 7.4) no son capaces de alcanzar la vecindad de la mejor solución
factible conocida, con excepción de aquellos problemas con restricciones de
desigualdad y dimensionalidad baja (menor o igual a cinco). La variante más
competitiva de acuerdo al número de problemas que alcanza la vecindad de la
mejor solución factible conocida es SA-DECV(L,M) con seis problemas (g04,
g06, g08, g12, g16 y g24), seguida de SA-DECV(L,A) con cuatro problemas
(g04, g08, g12 y g24) y SA-DECV(L,1) con dos problemas (g08 y g12).

Con respecto a los valores de AFES (Tabla 7.5), la variante más compe-
titiva, pues tiene los valores más bajos de AFES en tres de cuatro problemas
es SA-DECV(L,A) con un promedio de 25920.1 para los cuatro problemas.
Sin embargo, el promedio más bajo es para SA-DECV(L,1) de 7731.1 para
dos problemas y SA-DECV(L,M) tiene un promedio de 43623.08 para seis
problemas.

El comportamiento de las variantes con respecto a la medida SP (Ta-
bla 7.5) es semejante al de AFES. Así, los promedios son SA-DECV(L,1)

con 7731.1 (dos problemas), seguida de SA-DECV(L,A) con 25920.1 (cuatro
problemas) y SA-DECV(L,M) con 68967.6 (seis problemas).

Los resultados del experimento anterior llevan a las siguientes conclusio-
nes: aunque todas las variantes alcanzan la zona factible en aquellos pro-
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blemas con restricciones de desigualdad, no siempre reportan una solución
cercana al mejor óptimo factible. Con respecto a los problemas que incluyen
restricciones de igualdad, no todas las variantes son capaces de alcanzar la
región factible y en aquellos que la alcanzan, no reportan una solución dentro
de la vecindad del mejor óptimo factible conocido. Asimismo, la extensión
de límites en Sx̂b en la menor diferencia reporta mejores resultados que en
aquellos que se extiende hacia la coordenada de menor diferencia.

7.3.4. Restricciones de igualdad

En el experimento anterior las variantes muestran un pobre desempeño
en aquellos problemas con restricciones de igualdad. Además, el número de
evaluaciones se incrementa al evaluar los puntos opuestos para aproximar
cada solución de la población. En este experimento se reduce el número de
evaluaciones y el número de modelos construido para cada función.

A partir del desempeño de las variantes del primer experimento, se reali-
zan los siguientes cambios en SA-DECVL: (1) se emplea un ε-SVR con kernel
RBF, (2) se extienden los límites de Sx̂b sólo cuando el mejor aproximado no
está en Sx̂b . (3) Se emplea un método de optimización clásico (Hooke-Jeeves)
para realizar la búsqueda en Sx̂b . (4) se emplea una tolerancia dinámica para
las restricciones de igualdad.

A continuación se explican la tolerancia dinámica y el método de opti-
mización clásico empleados.

7.3.5. Tolerancia dinámica para restricciones de igualdad

Las restricciones de igualdad son difíciles de satisfacer debido a que la
región factible de�nida por ellas es muy pequeña [89]. Por esta razón, las
restricciones de igualdad se transforman en restricciones de desigualdad (ver
Sec. 2.2) agregando una tolerancia ε. El valor de la tolerancia extiende arti-
�cialmente la región factible, lo que facilita que las soluciones la alcancen.

Existen diversas alternativas para asignar un valor a ε, las cuales son: (1)
Asignar un valor �jo durante todo el proceso de búsqueda [41]. (2) Un ajuste
dinámico con respecto a un parámetro de�nido por el usuario [23, 49]. (3)
Un ajuste adaptativo por ambos lados de la restricción de igualdad [23] (4)
Un ajuste adaptativo con base en el porcentaje de soluciones factibles (prcf )
[87].

El enfoque adaptado en este trabajo es el último, el cual consiste en
asignar una tolerancia inicial, ε=1, la cual se decrementa en 10% hasta llegar
a la tolerancia �nal εf (1E-4). ε se decrementa sí el porcentaje de soluciones
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factibles (prcf ) se mantiene. El valor inicial de PFP es 100% y se actualiza
cada generación mediante la Ecuación 7.9,

PFP =

(
1− it

MAXit

)
% (7.9)

donde it es el número de iteración actual y MAXit es el máximo de número
de iteraciones.

El decremento de ε no siempre puede alcanzar el valor de εf al �nal del
proceso de búsqueda, por lo tanto, en la última iteración se considera ε = εf .

7.3.6. Método de Hooke-Jeeves

El método de Hooke-Jeeves es un método de programación matemática
que se compone de dos tipos de movimientos: movimiento exploratorio y
movimiento de patrones. El primero permite calcular direcciones de descenso
en la vecindad del punto actual, mientras que el segundo calcula un nuevo
punto con base en la dirección del punto actual y el anterior.

Require: ~xc, ~∆
Ensure: ~x, success
1: ~xc = ~x
2: for i<n do
3: f = f(~x), f+ = f(xi + ∆−i), f− = f(xi −∆−i)
4: fmin = mı́n(f, f+, f−), ~x corresponde a fmin
5: end for
6: if ~x 6= ~xc then
7: success = true
8: else
9: success = false
10: end if

Figura 7.7: Pseudocódigo del movimiento exploratorio de Hooke-Jeeves.

Movimiento exploratorio. Perturba el punto actual (xc) con una direc-
ción positiva y negativa (∆) en cada variable, guardando la mejor po-
sición en x. Si al �nal del movimiento exploratorio xc es diferente de
x, se considera un éxito (success), de otra manera es un fracaso. En la
Fig. 7.7 se muestra el pseudocódigo de este movimiento.
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Movimiento de patrones. Encuentra un nuevo punto mediante un salto
del punto actual xc a lo largo de la dirección que existe entre el punto
anterior xk−1 y el punto base actual xk, mediante la Ecuación 7.10.

~xp = ~xk + (~xk − ~xk−1) (7.10)

Finalmente, para no evaluar más de una solución por iteración sólo se
extienden ~LSx̂b y ~USx̂b cuando x̂b está fuera de Sx̂b , es decir, ~LSx̂b y ~USx̂b
están en función de B ∩ x̂b

En la Fig. 7.8 se muestra el pseudocódigo del método de Hooke-Jeeves.

Require: ~x0, ~∆, α, ε
Ensure: ~x
1: ~xk = ~x0
2: [~xk1, band] = movimiento exploratorio(~xk, ~∆) {Fig. 7.7}
3: repeat
4: if success then
5: repeat
6: ~xp = Movimiento de patrones {Ec. 7.10}
7: [~x, band] = movimiento exploratorio( ~xp, ~∆) {Fig. 7.7}
8: ~xk1 = ~x
9: until f(~xk1) > f(~xk)
10: end if
11: ~∆ = ~∆/α
12: [~x, band] = movimiento exploratorio( ~xk, ~∆) {Fig. 7.7}
13: until ‖∆‖ < ε

Figura 7.8: Pseudocódigo del método de Hooke-Jeeves.

El método de Hooke-Jeeves es simple y sencillo [13]. Sin embargo, el
número de evaluaciones que se realiza en el movimiento exploratorio está en
función del número de variables de diseño, por lo que para problemas de alta
dimensionalidad, este método es costoso por el número de evaluaciones. Esta
desventaja no afecta en la propuesta de SA-DECVL, ya que la evaluación de
las soluciones se lleva a cabo mediante el modelo subrogado, ε-SVR en este
caso.

Dado que este método se emplea para realizar una búsqueda acotada, la
condición de paro se hizo más robusta considerando los siguientes aspectos:
(1) Sí ~x ∈ A, entonces terminar. Esta condición evita que no se pierda
la diversidad en A. (2) Sí ~x < ~LSx̂b o ~x > ~USx̂b , entonces terminar. Al
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terminar la búsqueda cuando la solución está fuera del espacio acotado, se da
cierto grado de libertad para encontrar una solución fuera de esa región. Sin
embargo, no debe estar muy lejos porque el modelo subrogado está entrenado
sólo para esa área.

En la �gura 7.9 se muestra el pseudocódigo �nal para SA-DECVL.

1: if nh >0 then
2: ε = 1
3: εf = 1E − 4
4: PFP = 100 %
5: end if
6: P0 = LHS(2 ∗ (n+ 1))
7: Evaluar (P0)
8: FEs = |P0|
9: A = P0 {A contiene las soluciones evaluadas en el modelo original.}

10: cg = 1
11: while FEs < MAX_FEs do
12: O = Generar_hijos()
13: nonn = mı́n(|A|, 4× n)
14: Ou = O − (O ∩ A)
15: [f̂ , ĝ] = Aproximar_soluciones(Ou, nonn)
16: Ordenar(Ou)
17: x̂b = Búsqueda_acotada (O1

u)
18: Evaluar (x̂b)
19: A = ActualizarA (A, x̂b)
20: Pcg = ActualizarP (Pcg−1, x̂b)
21: FEs = FEs+ 1
22: nfac = Número de soluciones factibles
23: if FEs < 0.99 ∗MAX_FEs and nfac > PFP then
24: ε = ε ∗ 0,9
25: else
26: ε = εf
27: end if
28: Actualizar la suma de violación de restricciones
29: PFP = (1− (it/MAXit)) %
30: cg = cg + 1
31: end while
32: Return x̂b

Figura 7.9: Pseudocódigo de SA-DECVL. Las líneas 1-5 y 22-29 integran la
tolerancia adaptativa para los problemas con restricciones de igualdad. En
la línea 17 se integra Hooke-Jeees como algoritmo de búsqueda.
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El desempeño de dos variantes de SA-DECVL, las cuales di�eren del
algoritmo de búsqueda empleado en Sx̂b : una emplea DECV y la otra Hooke-
Jeeves, se presenta a continuación. Cada variante se prueba en un conjunto
de 24 funciones bien conocidas. Además su desempeño se determina con base
en sus resultados estadísticos y las medidas de desempeño FP, P, AFES y
SP.

Los nombres de cada una de las variantes son: SA-DECV(L,HJ) que em-
plea Hooke-Jeeves como algoritmo de búsqueda en la región acotada, mien-
tras que SA-DECV(L,DECV ) emplea DECV como algoritmo de búsqueda.

Los parámetros para SA-DECVL son: NP = 2(n+1), CR = 1 y F = 0,9.
Los parámetros para cada algoritmo que se emplea en la región acotada son:
(1) DECV: NP = 100, CR = 1, F = 0,9 yMAXgen = 50. (2) Hooke-Jeeves:

δ=0.4

(
~USx̂b

−~LSx̂b√
n

)
, α = 2 y εHJ = mı́n

(
0.1

(
~USx̂b

−~LSx̂b√
n

))
. El número

máximo de evaluaciones es 5,000 y el número de ejecuciones por problema
es 30.

El test de Wilcoxon no se aplicó en los problemas g05, g20-g23 en donde
no se reportan soluciones factibles en ninguna de las variantes. Se tomó como
algoritmo base el que reporta las mejores medianas de las variantes.

7.3.7. Análisis de convergencia

Para ilustrar el comportamiento del proceso de búsqueda, se presentan
las grá�cas de convergencia (de la ejecución localizada en la mediana) de
dos funciones de prueba, las cuales se presentan en la Fig. 7.10. Cada grá�ca
presenta un problema: g07 (sólo restricciones de desigualdad) y g13 (sólo
restricciones de igualdad).

De acuerdo a las grá�cas, en aquellos problemas con restricciones de de-
sigualdad (Fig. 7.10 (a)), las dos variantes alcanzan la región factible antes
de las 1,000 evaluaciones y SA-DECV(L,HJ) realiza una mejor exploración
dentro de la región factible que SA-DECV(L,DECV ). Con respecto a los pro-
blemas con restricciones de igualdad (Fig. 7.10 (b)) las dos variantes quedan
atrapadas en óptimos locales, sin embargo, SA-DECV(L,HJ) presenta mayor
exploración antes de quedar atrapada en un óptimo local.



110 Capítulo 7. SA-DECV con búsqueda acotada

0 500 1000 1500 2000 2500 3000 3500 4000 4500 5000

FEs

10 -1

10 0

10 1

10 2

10 3

f(
x
)-

f(
x
*)

g07

SA-DECV
(L,HJ)

SA-DECV
(L,DECV)

(a)

0 500 1000 1500 2000 2500 3000 3500 4000 4500 5000

FEs

10 -3

10 -2

10 -1

10 0

10 1

f(
x
)-

f(
x
*)

g13

SA-DECV
(L,HJ)

SA-DECV
(L,DECV)

(b)

Figura 7.10: Grá�cas de convergencia para los problemas: (a) g07 tiene sólo
restricciones de desigualdad y (b) g13 tiene sólo restricciones de igualdad. El
eje y está en escala logarítmica.
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7.3.7.1. Resultados estadísticos

Los valores estadísticos (B:mejor, Md:mediana y SD:desviación estándar)
de los resultados �nales obtenidos por cada algoritmo se muestran en las
Tablas 7.6 y 7.7. Las mejores medianas en cada problema se muestran en
negrita.

De acuerdo a las Tablas 7.6 y 7.7, el óptimo global factible fue encontrado
por los dos algoritmos en 5 problemas (g08, g11, g12, g15 y g24). Sin embargo,
SA-DECV(L,HJ) es la mejor variante ya que reporta la mejor mediana en
todos los problemas. Por lo tanto, esta variante se tomó como algoritmo
base para el test de Wilcoxon. Los resultados se muestran en la tabla 5.6.

SA-DECV(L,DECV ) tiene el mismo desempeño que SA-DECV(L,HJ) en
5 problemas (g01, g03, g08, g12 y g24) de acuerdo al test de Wilcoxon, en
el problema g17 no se pudo aplicar la prueba porque SA-DECV(L,DECV ) no
reporta soluciones factibles y en el resto de los problemas SA-DECV(L,HJ)

es superior a SA-DECV(L,DECV ).

7.3.7.2. Medidas de desempeño

En las Tablas 7.9 y 7.10 se muestran los resultados de las medidas de
desempeño.

De acuerdo a los valores de FP (Tabla 7.9) las 2 variantes son capa-
ces de encontrar al menos una solución factible en aquellos problemas con
restricciones de desigualdad. Sin embargo, SA-DECV(L,DECV ) no reporta so-
luciones factibles en 2 problemas con restricciones de igualdad (g14 y g17).
El promedio de cada variante es: SA-DECV(L,HJ) con 0.9 en 19 problemas
y SA-DECV(L,DECV ) con 0.89 en 17 problemas. Por otro lado, la variante
que reporta soluciones cerca de la vecindad del óptimo, de acuerdo a los va-
lores de P (Tabla 7.9) es SA-DECV(L,HJ) con 10 problemas (g01, g04, g06,
g08, g11-g13, g15, g16 y g24), mientras que SA-DECV(L,DECV ) reporta una
solución cercana al óptimo en 5 problemas (g08, g11, g12, g15 y g24).

La variante que requiere menos evaluaciones (valores de AFES, Tabla
7.10) cuando las 2 variantes alcanzan la vecindad del mejor óptimo factible
conocido es SA-DECV(L,HJ), pues reporta los mejores valores en 4 de 5 pro-
blemas (g08, g11, g15 y g24) con un promedio de 524.96 y SA-DECV(L,DECV )

tiene un promedio de 925.74, ambas en los 5 problemas. Con respecto a los va-
lores de SP, el promedio de SA-DECV(L,HJ) es 756.42 y SA-DECV(L,DECV )

tiene 2912.62, en los 5 problemas.



112 Capítulo 7. SA-DECV con búsqueda acotada

Tabla 7.6: Resultados estadísticos (B: mejor, Md: mediana y SD: desviación
estándar) de las 30 ejecuciones en los problemas g01-g09. Valores en negrita
indican la mejor mediana.

Prob. Medida SA-DECV(L,HJ) SA-DECV(L,DECV )

g01
-15

B -15 -14.9692
Md -14.99825 -14.92935
SD 1.26E+00 7.61E-02

g02
-0.80362

B -0.52033 -0.251542
Md -0.406084 -0.2023045
SD 6.32E-02 1.68E-02

g03
-1.0005

B -0.872306 -0.516083
Md -0.40303 -0.309591
SD 2.75E-01 1.30E-01

g04
-30665.53867

B -30665.5 -30665
Md -30665.5 -30636.85
SD 1.22E-01 5.82E+01

g06
-6961.813876

B -6961.81 -6961.81
Md -6961.81 -6961.79
SD 1.85E-12 1.51E-01

g07
24.306209

B 24.4694 30.8769
Md 24.81 37.75975
SD 7.94E-01 6.79E+00

g08
-0.095825

B -0.095825 -0.095825
Md -0.095825 -0.095825
SD 4.23E-17 4.23E-17

g09
680.630057

B 680.643 681.023
Md 680.974 684.623
SD 1.66E+00 1.14E+01

g10
7049.248021

B 7684.28 8443.62
Md 8238.355 12038.45
SD 1.31E+03 3.17E+03
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Tabla 7.7: Resultados estadísticos (B: mejor, Md: mediana y SD: desviación
estándar) de las 30 ejecuciones en los problemas g10-g24. Valores en negrita
indican la mejor mediana.

Prob. Medida SA-DECV(L,HJ) SA-DECV(L,DECV )

g11
0.7499

B 0.7499 0.749905
Md 0.749906 0.749906
SD 2.02E-06 1.43E-02

g12
-1

B -1 -1
Md -0.994375 -0.9864455
SD 2.06E-02 1.70E-02

g13
0.053942

B 0.0539498 0.0580865
Md 0.0575785 0.4444515
SD 2.36E-01 1.94E-01

g14
-47.764888

B -47.4358 0
Md -46.90265 0
SD 6.12E-01 0.00E+00

g15
961.715022

B 961.715 961.715
Md 961.715 961.784
SD 9.46E-03 6.12E-01

g16
-1.905155

B -1.90512 -1.87538
Md -1.899395 -1.62832
SD 1.86E-02 1.05E-01

g17
8853.539675

B 9005.57 0
Md 9005.57 0
SD 0.00E+00 0.00E+00

g18
-0.866025

B -0.864521 -0.778215
Md -0.844113 -0.597824
SD 7.45E-02 7.98E-02

g19
32.655593

B 34.3971 52.9184
Md 45.79325 145.398
SD 1.43E+01 2.26E+02

g24
-5.508013

B -5.50801 -5.50801
Md -5.50801 -5.50801
SD 2.71E-15 2.71E-15
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Tabla 7.8: Resultados del test de suma de rangos de Wilcoxon, con SA-
DECV(L,HJ) como algoritmo base comparado contra SA-DECV(L,DECV ).
�+� indica que hay diferencia signi�cativa a favor del algoritmo base con
respecto al algoritmo comparado. �-� indica que hay diferencia signi�cativa
a favor del algoritmo comparado con respecto al algoritmo base. �=� indica
que no hay diferencia signi�cativa entre los algoritmos. �NaN� indica que no
se pudo aplicar el test.

g01 g02 g03 g04 g06 g07 g08 g09 g10 g11
SA-DECV(L,DECV ) = + = + + + = + + +

g12 g13 g14 g15 g16 g17 g18 g19 g24
SA-DECV(L,DECV ) = + + + + NaN + + =

Tabla 7.9: Valores de FP y P. Los mejores valores para FP y P se muestran
en negrita.

FP P
Prob SA-DECV(L,HJ) SA-DECV(L,DECV ) SA-DECV(L,HJ) SA-DECV(L,DECV )

g01 1 1 0.2 0
g02 1 1 0 0
g03 0.6 0.33 0 0
g04 1 1 0.3 0
g06 1 1 1 0
g07 1 1 0 0
g08 1 1 1 1
g09 1 1 0 0
g10 1 1 0 0
g11 1 1 1 0.83
g12 1 1 0.3 0.13
g13 1 0.13 0.43 0
g14 0.93 0 0 0
g15 1 0.63 0.97 0.23
g16 1 1 0.03 0
g17 0.03 0 0 0
g18 1 1 0 0
g19 1 1 0 0
g24 1 1 1 1
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Tabla 7.10: Valores de AFES y SP. Los mejores valores para AFES y SP se
muestran en negrita.

AFES SP
Prob SA-DECV(L,HJ) SA-DECV(L,DECV ) SA-DECV(L,HJ) SA-DECV(L,DECV )

g01 4271.3 - 21356.5 -
g02 - - - -
g03 - - - -
g04 2499.7 - 8332.3 -
g06 1452.1 - 1452.1 -
g07 - - - -
g08 212.7 339.7 212.7 339.7
g09 - - - -
g10 - - - -
g11 396.8 1132.7 396.8 1364.7
g12 480 469.5 1600 3611.5
g13 635.7 - 1478.4 -
g14 - - - -
g15 1206.1 1959.6 1243.4 8520
g16 820 - 27333.3 -
g17 - - - -
g18 - - - -
g19 - - - -
g24 329.2 727.2 329.2 727.2
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Los resultados de este experimento llevan a las siguientes conclusiones:
la tolerancia dinámica mejoró el desempeño en aquellos problemas que tie-
nen sólo restricciones de igualdad, pues en problemas con ambos tipos de
restricciones ninguna variante alcanza la región factible. A pesar de que el
movimiento exploratorio se evalúa con la ayuda de modelos aproximados,
este logra guiar la búsqueda de manera e�ciente en la mayoría de los proble-
mas.

7.3.8. Discusión de resultados

Los resultados de los experimentos previos sugieren que la aproximación
de la población mediante modelos subrogados locales, los cuales aproximan
la función objetivo y cada una de las restricciones, permiten guiar el proceso
de búsqueda hacia la zona factible en aquellos problemas con restricciones
de desigualdad principalmente. Este comportamiento no se logra en los pro-
blemas con restricciones de igualdad, pues en los problemas que tienen los
dos tipos de restricciones, ninguna variante de los experimentos anteriores
alcanzó la región factible.

La construcción de modelos con diferente kernel por función (experimento
1) o un sólo modelo (experimento 2), no muestra una diferencia signi�cativa
en los resultados, pues ninguna de las variantes es robusta. Esta reducción de
modelos, permitió que las variantes del experimento 2 fueran más rápidas.

ε-SVR permitió guiar mejor la búsqueda con un algoritmo de optimiza-
ción clásico, Hooke-Jeeves. Además, la tolerancia dinámica en los problemas
de igualdad dio mejores resultados. Lo anterior se fundamenta con los resul-
tados estadísticos y las medidas de desempeño SA-DECV(L,HJ).

7.4. Resumen del capítulo

En este capítulo se presentó una mejora a SA-DECV empleando las carac-
terísticas de la propuesta SAMO, con el objetivo de encontrar una solución
competitiva empleando un menor número de evaluaciones que las usadas en
la versión del capítulo 5. Además, se integra una tolerancia dinámica para
resolver problemas con restricciones de igualdad y se realiza una búsqueda
acotada con un método de optimización clásica. De acuerdo a resultados, la
tolerancia dinámica y el método de optimización obtienen los resultados más
competitivos.
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Conclusiones

En el presente trabajo se ha incorporado un modelo subrogado en el
algoritmo evolutivo DECV, para resolver problemas de optimización con
restricciones, con el objetivo de obtener resultados competitivos empleando
un menor número de evaluaciones en el modelo original (hipótesis). Para
lograr dicho objetivo, se resolvieron las siguientes preguntas: ¾en qué etapa
del algoritmo evolutivo se van a aproximar las soluciones, en la población
inicial, en los operadores de variación, en la evaluación o en un buscador
local, ¾qué alcance tendrá el modelo subrogado, global o local?, ¾se van a
considerar sólo soluciones exactas en cada generación, sólo aproximadas o se
van a combinar?, ¾qué modelo subrogado es el más adecuado?, ¾qué medida
de desempeño me indicará la precisión del modelo?, entre otras.

Debido a que el uso de estos modelos en algoritmos evolutivos está en
crecimiento, muchas de las preguntas se resuelven revisando la literatura
o de manera empírica. Así, en el presente trabajo se realiza un estudio de
los modelos subrogados empleados en la etapa de evaluación de las solucio-
nes (individuos) desde dos perspectivas: la primera combina tanto soluciones
exactas, evaluadas en el modelo original, como soluciones aproximadas, eva-
luadas en el modelo subrogado en cada generación, empleando un control
de evolución basado en factibilidad. Y la segunda, sólo considera soluciones
exactas en cada generación.

De acuerdo al análisis de resultados se puede establecer lo siguiente, cuan-
do se combinan soluciones exactas y aproximadas en una generación (primer
enfoque), la probabilidad de requerir más evaluaciones para alcanzar una so-
lución competitiva es mayor que cuando se emplean sólo soluciones exactas
en el proceso de búsqueda (segundo enfoque). Además, si se requiere apro-
ximar la suma de violación de restricciones en lugar de generar un modelo

117
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para cada restricción, una buena opción es emplear como técnica para ma-
nejo de restricciones aquella que conserve tanto soluciones factibles como no
factibles, tal como la jerarquización estocástica. Asimismo, dada la comple-
jidad que representa el alcanzar la zona factible y encontrar el óptimo en
problemas con restricciones de igualdad, el uso de una tolerancia dinámica
mejora el desempeño de las propuestas. Finalmente, los modelos subrogados
son una buena opción en aquellos métodos de optimización que realizan una
exploración en cada eje del espacio de búsqueda, pues se pueden aproximar
las soluciones que realizan la exploración sin gastar evaluaciones en el modelo
original.

Con respecto a las versiones de SA-DECV la conclusión es que ambas
variantes, son capaces de encontrar soluciones competitivas, cumpliendo el
objetivo de reducir el número de evaluaciones efectuadas en el modelo origi-
nal. Por tanto, la hipótesis del trabajo se corrobora. Además, es competitivo
con otros algoritmos del estado del arte, tanto de aquellos que integran su-
brogados, como los que resuelven problemas de ingeniería.

De acuerdo a las métricas de desempeño, SA-DECV alcanza la región
factible (valores de FP) en la mayoría de los problemas, sin embargo, encon-
trar una solución cercana al óptimo se complica (valores de P). Los valores
de AFES y SP varían para los dos enfoques, pues el número máximo de
evaluaciones para cada uno es diferente.

8.1. Trabajo futuro

SA-DECV es una buena opción para resolver problemas de optimiza-
ción con restricciones, sin embargo, se puede mejorar el control de evolución
basado en factibilidad, para ahorrar más evaluaciones en el algoritmo, consi-
derando una hiperesfera con un radio menor al considerado actualmente. Con
base en los resultados del segundo enfoque, se puede integrar la tolerancia
adaptativa en el primer enfoque para estudiar su desempeño en problemas
con restricciones de igualdad.

En el segundo enfoque se puede integrar un algoritmo libre de derivadas,
tal como regiones de con�anza, para realizar la búsqueda en la región acota-
da, además de probar otros modelos, tal como kriging o MLP. Finalmente,
SA-DECV se puede probar en los problemas del CEC 2010 o en un problema
real.



Parte II

Apéndices





Apéndice A

Problemas CEC 2006

De�nición matemática de los 24 problemas utilizados en este trabajo.

g01

Minimizar:

f(~x) = 5

4∑
i=1

xi − 5

4∑
i=1

x2i −
13∑
i=5

xi (A.1)

sujeto a:

g1(~x) = 2x1 + 2x2 + x10 + x11 − 10 ≤ 0

g2(~x) = 2x1 + 2x3 + x10 + x12 − 10 ≤ 0

g3(~x) = 2x2 + 2x3 + x11 + x12 − 10 ≤ 0

g4(~x) = −8x1 + x10 ≤ 0

g5(~x) = −8x2 + x11 ≤ 0

g6(~x) = −8x3 + x12 ≤ 0

g7(~x) = −2x4 − x5 + x10 ≤ 0

g8(~x) = −2x6 − x7 + x11 ≤ 0

g9(~x) = −2x8 − x9 + x12 ≤ 0

(A.2)

donde 0 ≤ xi ≤ 1 (i=1,. . . ,9), 0 ≤ xi ≤ 100 (i=10, 11, 12), y 0 ≤ x13 ≤ 1. El óptimo
global factible se localiza en x∗ = (1, 1, 1, 1, 1, 1, 1, 1, 1, 3, 3, 3, 1), con f(x∗) = -15. g1,
g2, g3, g7, g8, g9 son restricciones activas.

g02

Minimizar:

f(~x) = −

∣∣∣∣∣
∑n

i=1 cos4(xi)− 2
∏n

i=1 cos2(xi)√∑n
i=1 ix

2
i

∣∣∣∣∣ (A.3)
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sujeto a:

g1(~x) = 0.75−
n∏

i=1

xi ≤ 0

g2(~x) =

n∑
i=1

xi − 7.5n ≤ 0

(A.4)

donde n=20 y 0 < xi ≤ 10 (i = 1, . . . , n). La mejor solución conocida se localiza en
x∗= (3.16246061572185, 3.12833142812967, 3.09479212988791, 3.06145059523469,
3.02792915885555, 2.99382606701730, 2.95866871765285, 2.92184227312450,
0.49482511456933, 0.48835711005490, 0.48231642711865, 0.47664475092742,
0.47129550835493, 0.46623099264167, 0.46142004984199, 0.45683664767217,
0.45245876903267, 0.44826762241853, 0.44424700958760, 0.44038285956317), con
f(x∗)=-0.80361910412559. g1 es cercana a una restricción activa.

g03

Minimizar:

f(~x) = −(
√
n)n

n∏
i=1

xi (A.5)

sujeto a:

h(~x) =

n∑
i=1

x2i − 1 = 0 (A.6)

donde n=10 y 0 ≤ xi ≤ 1 (i = 1, . . . , n). El mínimo global factible se locali-
za en x∗ = (0.31624357647283069, 0.316243577414338339, 0.316243578012345927,
0.316243575664017895, 0.316243578205526066, 0.31624357738855069,
0.316243575472949512, 0.316243577164883938, 0.316243578155920302,
0.316243576147374916), con f(x∗)=-1.00050010001000.

g04

Minimizar:

f(~x) = 5.3578547x23 + 0.8356891x1x5 + 37.293239x1 − 40792.141 (A.7)

sujeto a:

g1(~x) = 85.334407 + 0.0056858x2x5 + 0.0006262x1x4 − 0.0022053x3x5 − 92 ≤ 0

g2(~x) = −85.334407− 0.0056858x2x5 − 0.0006262x1x4 + 0.0022053x3x5 ≤ 0

g3(~x) = 80.51249 + 0.0071317x2x5 + 0.0029955x1x2 + 0.0021813x23 − 110 ≤ 0

g4(~x) = −80.51249− 0.0071317x2x5 − 0.0029955x1x2 − 0.0021813x23 + 90 ≤ 0

g5(~x) = 9.300961 + 0.0047026x3x5 + 0.0012547x1x3 + 0.0019085x3x4 − 25 ≤ 0

g6(~x) = −9.300961− 0.0047026x3x5 − 0.0012547x1x3 − 0.0019085x3x4 + 20 ≤ 0

(A.8)

donde 78≤ x1 ≤102, 33≤ x2 ≤45 y 27≤ xi ≤45 (i=3, 4, 5). El óptimo global factible
se localiza en x∗=(78, 33, 29.9952560256815985, 45, 36.7758129057882073), con f(x∗)=
-3.066553867178332E+04. g1 y g6 son restricciones activas.
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g05

Minimizar:
f(~x) = 3x1 + 0.000001x31 + 2x2 + (0.000002/3)x32 (A.9)

sujeto a:

g1(~x) = −x4 + x3 − 0.55 ≤ 0

g2(~x) = −x3 + x4 − 0.55 ≤ 0

h3(~x) = 1000 sin(−x3 − 0.25) + 1000 sin(−x4 − 0.25) + 894.8− x1 = 0

h4(~x) = 1000 sin(x3 − 0.25) + 1000 sin(x3 − x4 − 0.25) + 894.8− x2 = 0

h5(~x) = 1000 sin(x4 − 0.25) + 1000 sin(x4 − x3 − 0.25) + 1294.8 = 0

(A.10)

donde 0 ≤ x1 ≤ 1200, 0 ≤ x2 ≤ 1200, -0.55 ≤ x3 ≤ 0.55 y -0.55 ≤ x4 ≤ 0.55. La
mejor solución conocida se localiza en x∗=(679.945148297028709, 1026.06697600004691,
0.118876369094410433, -0.39623348521517826), con f(x∗)=5126.4967140071.

g06

Minimizar:
f(~x) = (x1 − 10)3 + (x2 − 20)3 (A.11)

sujeto a:
g1(~x) = −(x1 − 5)2 − (x2 − 5)2 + 100 ≤ 0

g2(~x) = (x1 − 6)2 + (x2 − 5)2 − 82.81 ≤ 0
(A.12)

donde 13≤ x1 ≤100 y 0≤ x2 ≤100. El óptimo global factible se localiza en
x∗=(14.09500000000000064, 0.8429607892154795668), con f(x∗)=-6961.81387558015.
Ambas restricciones son activas.

g07

Minimizar:

f(~x) = x21 + x22 + x1x2 − 14x1 − 16x2 + (x3 − 10)2 + 4(x4 − 5)2 + (x5 − 3)2

+ 2(x6 − 1)2 + 5x27 + 7(x8 − 11)2 + 2(x9 − 10)2 + (x10 − 7)2 + 45
(A.13)

sujeto a:
g1(~x) = −105 + 4x1 + 5x2 − 3x7 + 9x8 ≤ 0

g2(~x) = 10x1 − 8x2 − 17x7 + 2x8 ≤ 0

g3(~x) = −8x1 + 2x2 + 5x9 − 2x10 − 12 ≤ 0

g4(~x) = 3(x1 − 2)2 + 4(x2 − 3)2 + 2x23 − 7x4 − 120 ≤ 0

g5(~x) = 5x21 + 8x2 + (x3 − 6)2 − 2x4 − 40 ≤ 0

g6(~x) = x21 + 2(x2 − 2)2 − 2x1x2 + 14x5 − 6x6 ≤ 0

g7(~x) = 0.5(x1 − 8)2 + 2(x2 − 4)2 + 3x25 − x6 − 30 ≤ 0

g8(~x) = −3x1 + 6x2 + 12(x9 − 8)2 − 7x10 ≤ 0

(A.14)

donde -10 ≤ xi ≤ 10 (i = 1,. . . , 10). El óptimo global factible se localiza en
x∗=(2.17199634142692, 2.3636830416034, 8.77392573913157, 5.09598443745173,
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0.990654756560493, 1.43057392853463, 1.32164415364306, 9.82872576524495,
8.2800915887356, 8.3759266477347), con f(x∗)=24.30620906818. g1, g2, g3, g4, g5
y g6 son restricciones activas.

g08

Minimizar:

f(~x) = − sin3(2πx1) sin(2πx2)

x31(x1 + x2)
(A.15)

sujeto a:
g1(~x) = x21 − x2 + 1 ≤ 0

g2(~x) = 1− x1 + (x2 − 4)2 ≤ 0
(A.16)

donde 0 < x1 ≤ 10 y 0 < x2 ≤ 10. El óptimo global factible se localiza en
x∗=(1.22797135260752599, 4.24537336612274885) con f(x∗)=-0.0958250414180359.

g09

Minimizar:

f(~x) = (x1 − 10)2 + 5(x2 − 12)2 + x43 + 3(x4 − 11)2

+ 10x65 + 7x26 + x47 − 4x6x7 − 10x6 − 8x7
(A.17)

sujeto a:
g1(~x) = −127 + 2x21 + 3x42 + x3 + 4x24 + 5x5 ≤ 0

g2(~x) = −282 + 7x1 + 3x2 + 10x23 + x4 − x5 ≤ 0

g3(~x) = −196 + 23x1 + x22 + 6x26 − 8x7 ≤ 0

g4(~x) = 4x21 + x22 − 3x1x2 + 2x23 + 5x6 − 11x7 ≤ 0

(A.18)

donde -10 ≤ xi ≤ 10 for (i = 1,. . . , 7). El óptimo global factible se locali-
za en: x∗=(2.33049935147405174, 1.95137236847114592, -0.477541399510615805,
4.36572624923625874, -0.624486959100388983, 1.03813099410962173,
1.5942266780671519) con f(x∗)=680.630057374402. g1 y g4 son restricciones acti-
vas

g10

Minimizar:
f(~x) = x1 + x2 + x3 (A.19)

sujeto a:
g1(~x) = −1 + 0.0025(x4 + x6) ≤ 0

g2(~x) = −1 + 0.0025(x5 + x7 − x4) ≤ 0

g3(~x) = −1 + 0.01(x8 − x5) ≤ 0

g4(~x) = −x1x6 + 833.33252x4 + 100x1 − 83333.333 ≤ 0

g5(~x) = −x2x7 + 1250x5 + x2x4 − 1250x4 ≤ 0

g6(~x) = −x3x8 + 1250000 + x3x5 − 2500x5 ≤ 0

(A.20)

donde 100 ≤ x1 ≤ 10000, 1000 ≤ xi ≤ 10000 (i=2, 3) y 10 ≤ xi ≤ 1000 (i=4,. . . , 8). El
óptimo global factible se localiza en: x∗=(579.306685017979589, 1359.97067807935605,
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5109.97065743133317, 182.01769963061534, 295.601173702746792, 217.982300369384632,
286.41652592786852, 395.601173702746735) con f(x∗)=7049.24802052867. g1, g2 y g3 son
restricciones activas..

g11

Minimizar:
f(~x) = x21 + (x2 − 1)2 (A.21)

sujeto a:
h(~x) = x2 − x21 = 0 (A.22)

donde -1 ≤ x1 ≤ 1 y -1 ≤ x2 ≤ 1. El óptimo global factible se localiza en: x∗=(±
0.707036070037170616, 0.500000004333606807) con f(x∗)=0.7499.

g12

Minimizar:
f(~x) = −(100− (x1 − 5)2 − (x2 − 5)2 − (x3 − 5)2)/100 (A.23)

sujeto a:
g(~x) = (x1 − p)2 + (x2 − q)2 + (x3 − r)2 − 0.0625 ≤ 0 (A.24)

donde 0 ≤ xi ≤ 10 (i=1, 2, 3) y p, q, r=1, 2,. . . , 9. La región factible del espacio de
búsqueda se compone de 93 esferas disjuntas. Un punto (x1, x2, x3) es factible sí y sólo
sí existen p, q, r tal que la igualdad de arriba se cumple. El óptimo global factible se
localiza en: x∗=(5, 5, 5) con f(x∗)= -1.

g13

Minimizar:
f(~x) = expx1x2x3x4x5 (A.25)

sujeto a:
h1(~x) = x21 + x22 + x23 + x24 + x25 − 10 = 0

h2(~x) = x2x3 − 5x4x5 = 0

h3(~x) = x31 + x32 + 1 = 0

(A.26)

donde -2.3≤ xi ≤2.3 (i=1, 2) y -3.2≤ xi ≤3.2 (i=3, 4, 5). El óptimo global factible
está en: x∗=(-1.71714224003, 1.59572124049468, 1.8272502406271, -0.763659881912867,
-0.76365986736498) con f(x∗)=0.053941514041898.

g14

Minimizar:

f(~x) =

10∑
i=1

xi

(
ci + ln

xi∑10
j=1 xj

)
(A.27)

sujeto a:
h1(~x) = x1 + 2x2 + 2x3 + x6 + x10 − 2 = 0

h2(~x) = x4 + 2x5 + x6 + x7 − 1 = 0

h3(~x) = x3 + x7 + x8 + 2x9 + x10 − 1 = 0

(A.28)
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donde 0< xi ≤10 (i=1,. . . ,10), y c=(-6.089, -17.164, -34.054, -5.914, -24.721, -14.986, -24.1,
-10.708, -26.662, -22.179). La mejor solución conocida está en x∗=(0.0406684113216282,
0.147721240492452, 0.783205732104114, 0.00141433931889084, 0.485293636780388,
0.000693183051556082, 0.0274052040687766, 0.0179509660214818, 0.0373268186859717,
0.0968844604336845) con f(x∗)=-47.7648884594915.

g15

Minimizar:
f(~x) = 1000− x21 − 2x22 − x23 − x1x2 − x1x3 (A.29)

sujeto a:
h1(~x) = x21 + x22 + x23 − 25 = 0

h2(~x) = 8x1 + 14x2 + 7x3 − 56 = 0
(A.30)

donde 0≤ xi ≤10 (i = 1, 2, 3). La mejor solución conocida está en
x∗=(3.51212812611795133, 0.216987510429556135, 3.55217854929179921) con
f(x∗)=961.715022289961.

g16

Minimizar:

f(~x) =0.000117y14 + 0.1365 + 0.00002358y13 + 0.000001502y16 + 0.0321y12

+ 0.004324y5 + 0.0001
c15
c16

+ 37.48
y2
c12
− 0.0000005843y17

(A.31)

sujeto a:

g1(~x) =
0.28

0.72
y5 − y4 ≤ 0

g2(~x) =x3 − 1.5x2 ≤ 0

g3(~x) =3496
y2
c12
− 21 ≤ 0

g4(~x) =110.6 + y1 −
62212

c17
≤ 0

g5(~x) =213.1− y1 ≤ 0

g6(~x) =y1 − 405.23 ≤ 0

g7(~x) =17.505− y2 ≤ 0

g8(~x) =y2 − 1053.6667 ≤ 0

g9(~x) =11.275− y3 ≤ 0

g10(~x) =y3 − 35.03 ≤ 0

g11(~x) =214.228− y4 ≤ 0

g12(~x) =y4 − 665.585 ≤ 0

g13(~x) =7.458− y5 ≤ 0

g14(~x) =y5 − 584.463 ≤ 0

g15(~x) =0.961− y6 ≤ 0

g16(~x) =y6 − 265.916 ≤ 0

g17(~x) =1.612− y7 ≤ 0
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g18(~x) =y7 − 7.046 ≤ 0

g19(~x) =0.146− y8 ≤ 0

g20(~x) =y8 − 0.222 ≤ 0

g21(~x) =107.99− y9 ≤ 0

g22(~x) =y9 − 273.366 ≤ 0

g23(~x) =922.693− y10 ≤ 0

g24(~x) =y10 − 1286.105 ≤ 0

g25(~x) =926.832− y11 ≤ 0

g26(~x) =y11 − 1444.046 ≤ 0

g27(~x) =18.766− y12 ≤ 0

g28(~x) =y12 − 537.141 ≤ 0

g29(~x) =1072.163− y13 ≤ 0

g30(~x) =y13 − 3247.039 ≤ 0

g31(~x) =8961.448− y14 ≤ 0

g32(~x) =y14 − 26844.086 ≤ 0

g33(~x) =0.063− y15 ≤ 0

g34(~x) =y15 − 0.386 ≤ 0

g35(~x) =71084.33− y16 ≤ 0

g36(~x) =− 140000 + y16 ≤ 0

g37(~x) =2802713− y17 ≤ 0

g38(~x) =y17 − 12146108 ≤ 0

(A.32)

donde:
y1 =x2 + x3 + 41.6

c1 =0.024x4 − 4.62

y2 =
12.5
c1

+ 12

c2 =0.0003535x21 + 0.5311x1 + 0.08705y2x1

c3 =0.052x1 + 78 + 0.002377y2x1

y3 =
c2
c3

y4 =19y3

c4 =0.04782(x1 − y3) +
0.1956(x1 − y3)2

x2
+ 0.6376y4 + 1.594y3

c5 =100x2

c6 =x1 − y3 − y4

c7 =0.950− c4
c5

y5 =c6c7

y6 =x1 − y5 − y4 − y3
c8 =(y5 + y4)0.995
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y7 =
c8
y1

y8 =
c8

3798

c9 =y7 −
0.0663y7

y8
− 0.3153

y9 =
96.82

c9
+ 0.321y1

y10 =1.29y5 + 1.258y4 + 2.29y3 + 1.71y6

y11 =1.71x1 − 0.452y4 + 0.580y3

c10 =
12.3
752.3

c11 =(1.75y2)(0.995x1)

c12 =0.995y10 + 1998

y12 =c10x1 +
c11
c12

y13 =c12 − 1.75y2

y14 =3623 + 64.4x2 + 58.4x3 +
146312

y9 + x5

c13 =0.995y10 + 60.8x2 + 48x4 − 0.1121y14 − 5095

y15 =
y13
c13

y16 =148000− 331000y15 + 40y13 − 61y15y13

c14 =2324y10 − 28740000y2

y17 =14130000− 1328y10 − 531y11 +
c14
c12

c15 =
y13
y15
− y13

0.52

c16 =1.104− 0.72y15

c17 =y9 + x5

y donde 704.4148≤ x1 ≤906.3855, 68.6≤ x2 ≤288.88, 0≤ x3 ≤134.75,
193≤ x4 ≤287.0966 y 25≤ x5 ≤84.1988. La mejor solución conocida es-
tá en x∗=(705.174537070090537, 68.5999999999999943, 102.899999999999991,
282.324931593660324, 37.5841164258054832) con f(x∗)=-1.90515525853479.

g17

Minimizar:
f(~x) = f1(x1) + f2(x2) (A.33)

donde

f1(x1) =

{
30x1 0 ≤ x1 < 300
31x1 300 ≤ x1 < 400

f2(x2) =


28x2 0 ≤ x2 < 100
29x2 100 ≤ x2 < 200
30x2 200 ≤ x2 < 1000
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sujeto a:

h1(~x) =− x1 + 300− x3x4
131,078

cos(1,48477− x6) +
0,90798x23
131,078

cos(1,47588) = 0

h2(~x) =− x2 −
x3x4

131,078
cos(1,48477 + x6) +

0,90798x24
131,078

cos(1,47588) = 0

h3(~x) =− x5 −
x3x4

131,078
sin(1,48477 + x6) +

0,90798x24
131,078

sin(1,47588) = 0

h4(~x) =200− x3x4
131,078

sin(1,48477− x6) +
0,90798x23
131,078

sin(1,47588) = 0

(A.34)

donde 0≤ x1 ≤400, 0≤ x2 ≤1000, 340≤ x3 ≤420, 340≤ x4 ≤420, -
1000≤ x5 ≤1000, y 0≤ x6 ≤0.5236. La mejor solución conocida está en x∗

= (201.784467214523659, 99.9999999999999005, 383.071034852773266, 420, -
10.9076584514292652, 0.0731482312084287128) con f(x∗)=8853.53967480648.

g18

Minimizar:

f(~x) = −0,5(x1x4 − x2x3 + x3x9 − x5x9 + x5 ∗ x8 − x6x7) (A.35)

sujeto a:
g1(~x) =x23 + x24 − 1 ≤ 0

g2(~x) =x29 − 1 ≤ 0

g3(~x) =x25 + x26 − 1 ≤ 0

g4(~x) =x21 + (x2 − x9)2 − 1 ≤ 0

g5(~x) =(x1 − x5)2 + (x2 − x6)2 − 1 ≤ 0

g6(~x) =(x1 − x7)2 + (x2 − x8)2 − 1 ≤ 0

g7(~x) =(x3 − x5)2 + (x4 − x6)2 − 1 ≤ 0

g8(~x) =(x3 − x7)2 + (x4 − x8)2 − 1 ≤ 0

g9(~x) =x27 + (x8 − x9)2 − 1 ≤ 0

g10(~x) =x2x3 − x1x4 ≤ 0

g11(~x) =− x3x9 ≤ 0

g12(~x) =x5x9 ≤ 0

g13(~x) =x6x7 − x5x8 ≤ 0

(A.36)

donde -10≤ xi ≤10 (i=1,. . . ,8) y 0≤ x9 ≤20. La mejor solución conocida está
en x∗= (-0.657776192427943163, -0.153418773482438542, 0.323413871675240938,
-0.946257611651304398, -0.657776194376798906, -0.753213434632691414,
0.323413874123576972, -0.346462947962331735, 0.59979466285217542) con f(x∗)=-
0.866025403784439.
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g19

Minimizar:

f(~x) =

5∑
j=1

5∑
i=1

cijx(10+i)x(10+j) + 2

5∑
j=1

djx
3
(10+j) −

10∑
i=1

bixi (A.37)

sujeto a:

gj(~x) = −2

5∑
i=1

cijx(10+i) − 3djx
2
(10+j) − ej +

10∑
i=1

aijxi ≤ 0 j = 1, . . . , 5 (A.38)

donde ~b=[-40, -2, -0.25, -4, -4, -1, -40, -60, 5, 1] y los datos faltantes están en la Tabla A.1.
0≤ xi ≤10 (i=1,. . . ,15). La mejor solución conocida está en x∗=(1.66991341326291344E-
17, 3.95378229282456509E-16, 3.94599045143233784, 1.06036597479721211E-
16, 3.2831773458454161, 9.99999999999999822, 1.12829414671605333E-17,
1.2026194599794709E-17, 2.50706276000769697E-15, 2.24624122987970677E-
15, 0.370764847417013987, 0.278456024942955571, 0.523838487672241171,
0.388620152510322781, 0.298156764974678579) con f(x∗) = 32.6555929502463.

Tabla A.1: Conjunto de datos para el problema g19.

j 1 2 3 4 5

ej -15 -27 -36 -18 -12
c1j 30 -20 -10 32 -10
c2j -20 39 -6 -31 32
c3j -10 -6 10 -6 -10
c4j 32 -31 -6 39 -20
c1j -10 32 -10 -20 30
dj 4 8 10 6 2
a1j -16 2 0 1 0
a2j 0 -2 0 0.4 2
a3j -3.5 0 2 0 0
a4j 0 -2 0 -4 -1
a5j 0 -9 -2 1 -2.8
a6j 2 0 -4 0 0
a7j -1 -1 -1 -1 -1
a8j -1 -2 -3 -2 -1
a9j 1 2 3 4 5
a10j 1 1 1 1 1

g20

Minimizar:

f(~x) =

24∑
i=1

aixi (A.39)
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sujeto a:

gi(~x) =
xi + x(i+12)∑24

j=1 xj + ei
≤ 0 i = 1, 2, 3

gi(~x) =
x(i+3) + x(i+15)∑24

j=1 xj + ei
≤ 0 i = 4, 5, 6

hi(~x) =
x(i+12)

b(i+12)

∑24
j=13

xj

bj

− cixi

40b(i+12)

∑12
j=1

xj

bj

= 0 i = 1, . . . , 12

h13(~x) =

24∑
i=1

xi − 1 = 0

h14i(~x) =

12∑
i=1

xi
di

+ k

24∑
i=13

xi
bi
− 1,671 = 0

(A.40)

donde k=(0.7302)(503)( 14,7
40

) y el conjunto de datos se detalla en la Tabla A.2. 0≤ xi ≤10
(i=1,. . . ,24). La mejor solución conocida está en x∗=(1.28582343498528086E-18,
4.83460302526130664E-34, 0, 0, 6.30459929660781851E-18, 7.57192526201145068E-34,
5.03350698372840437E-34, 9.28268079616618064E-34, 0, 1.76723384525547359E-
17, 3.55686101822965701E-34, 2.99413850083471346E-34, 0.158143376337580827,
2.29601774161699833E-19, 1.06106938611042947E-18, 1.31968344319506391E-18,
0.530902525044209539, 0, 2.89148310257773535E-18, 3.34892126180666159E-18, 0,
0.310999974151577319, 5.41244666317833561E-05, 4.84993165246959553E-16). Esta
solución es un poco infactible y ninguna solución factible se ha reportado hasta ahora.

g21

Minimizar:
f(~x) = x1 (A.41)

sujeto a:

g1(~x) = −x1 + 35x0,62 + 35x0,63 ≤ 0

h1(~x) = −300x3 + 7500x5 − 7500x6 − 25x4x5 + 25x4x6 + x3x4 = 0

h2(~x) = 100x2 + 155,365x4 + 2500x7 − x2x4 − 25x4x7 − 15536,5 = 0

h3(~x) = −x5 + ln(−x4 + 900) = 0

h4(~x) = −x6 + ln(x4 + 300) = 0

h5(~x) = −x7 + ln(−2x4 + 700) = 0

(A.42)

donde 0≤ x1 ≤1000, 0≤ x2, x3 ≤40, 100≤ x4 ≤300, 6.3≤ x5 ≤6.7, 5.9≤ x6 ≤6.4
y 4.5≤ x7 ≤6.25. La mejor solución conocida está en x∗=(193.724510070034967,
5.56944131553368433E-27, 17.3191887294084914, 100.047897801386839,
6.68445185362377892, 5.99168428444264833, 6.21451648886070451) con
f(x∗)=193.724510070035.

g22

Minimizar:
f(~x) = x1 (A.43)
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Tabla A.2: Conjunto de datos para el problema g20.

i ai bi ci di ei

1 0.0693 44.094 123.7 31.244 0.1
2 0.0577 58.12 31.7 36.12 0.3
3 0.05 58.12 45.7 34.784 0.4
4 0.2 137.4 14.7 92.7 0.3
5 0.26 120.9 84.7 82.7 0.6
6 0.55 170.9 27.7 91.6 0.3
7 0.06 62.501 49.7 56.708
8 0.1 84.94 7.1 82.7
9 0.12 133.425 2.1 80.8
10 0.18 82.507 17.7 64.517
11 0.1 46.07 0.85 49.4
12 0.09 60.097 0.64 49.1
13 0.0693 44.094
14 0.0577 58.12
15 0.05 58.12
16 0.2 137.4
17 0.26 120.9
18 0.55 170.9
19 0.06 62.501
20 0.1 84.94
21 0.12 133.425
22 0.18 82.507
23 0.1 46.07
24 0.09 60.097

sujeto a:
g1(~x) = −x1 + x0.62 + x0.63 + x0.64 ≤ 0

h1(~x) = x5 − 100000x8 + 1E7 = 0

h2(~x) = x6 + 100000x8 − 100000x9 = 0

h3(~x) = x7 + 100000x9 − 5E7 = 0

h4(~x) = x5 + 100000x10 − 3.3E7 = 0

h5(~x) = x6 + 100000x11 − 4.4E7 = 0

h6(~x) = x7 + 100000x12 − 6.6E7 = 0

h7(~x) = x5 − 120x2x13 = 0

h8(~x) = x6 − 80x3x14 = 0

h9(~x) = x7 − 40x4x15 = 0

h10(~x) = x8 − x11 + x16 = 0

h11(~x) = x9 − x12 + x17 = 0

h12(~x) = −x18 + ln(x10 − 100) = 0

h13(~x) = −x19 + ln(−x8 + 300) = 0

h14(~x) = −x20 + ln(x16) = 0

h15(~x) = −x21 + ln(−x9 + 400) = 0

(A.44)
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h16(~x) = −x22 + ln(x17) = 0

h17(~x) = −x8 − x10 + x13x18 − x13x19 + 400 = 0

h18(~x) = x8 − x9 − x11 + x14x20 − x14x21 + 400 = 0

h19(~x) = x9 − x12 − 4.60517x15 + x15x22 + 100 = 0

donde 0≤ x1 ≤20000, 0≤ x2, x3, x4 ≤ 16, 0≤ x5, x6, x7 ≤ 4 × 107,
100≤ x8 ≤299.99, 100≤ x9 ≤399.99, 100.01≤ x10 ≤300, 100≤ x11 ≤400,
100≤ x12 ≤600, 0≤ x13, x14, x15 ≤500, 0.01≤ x16 ≤300, 0.01≤ x17 ≤400, -4.7≤
x18, x19, x20, x21, x22 ≤6.25. La mejor solución conocida está en x∗=(236.430975504001054,
135.82847151732463, 204.818152544824585, 6446.54654059436416, 3007540.83940215595,
4074188.65771341929, 32918270.5028952882, 130.075408394314167, 170.817294970528621,
299.924591605478554, 399.258113423595205, 330.817294971142758, 184.51831230897065,
248.64670239647424, 127.658546694545862, 269.182627528746707, 160.000016724090955,
5.29788288102680571, 5.13529735903945728, 5.59531526444068827, 5.43444479314453499,
5.07517453535834395) con f(x∗)=236.430975504001.

g23

Minimizar:
f(~x) = −9x5 − 15x8 + 6x1 + 16x2 + 10(x6 + x7) (A.45)

sujeto a:
g1(~x) = = x9x3 + 0,02x6 − 0,025x5 ≤ 0

g2(~x) =x9x4 + 0,02x7 − 0,015x8 ≤ 0

h1(~x) =x1 + x2 − x3 − x4 = 0

h2(~x) =0,03x1 + 0,01x2 − x9(x3 + x4) = 0

h3(~x) =x3 + x6 − x5 = 0

h4(~x) =x4 + x7 − x8 = 0

(A.46)

donde 0≤ x1, x2, x6 ≤300, 0≤ x3, x5, x7 ≤100, 0≤ x4, x8 ≤200 y 0.01≤ x9 ≤0.03. La me-
jor solución conocida está en x∗=(0.00510000000000259465, 99.9947000000000514,
9.01920162996045897E-18, 99.9999000000000535, 0.000100000000027086086,
2.75700683389584542E-14, 99.9999999999999574, 2000.0100000100000100008) con
f(x∗) = -400.055099999999584.

g24

Minimizar:
f(~x) = −x1 − x2 (A.47)

sujeto a:
g1 =− 2x41 + 8x31 − 8x21 + x2 − 2 ≤ 0

g2 =− 4x41 + 32x31 − 88x21 + 96x1 + x2 − 36 ≤ 0
(A.48)

donde 0≤ x1 ≤3 y 0≤ x2 ≤4. El mínimo global factible está en x∗= (2.32952019747762,
3.17849307411774) con f(x∗)=-5.50801327159536. Este problema tiene una región factible
compuesta de 2 sub-regiones desconectadas.





Apéndice B

Problemas de Diseño en
Ingeniería

Problema de la viga soldada

Minimizar:
f(~x) = 1.10471x21x2 + 0.04811x3x4(14 + x2); (B.1)

sujeto a:
g1(~x) = τ(~x)− τmax ≤ 0

g2(~x) = σ(~x)− σmax ≤ 0

g3(~x) = x1 − x4 ≤ 0

g4(~x) = 0.10471x21 + 0.04811x3x4(14 + x2)− 5.0 ≤ 0

g5(~x) = 0.125− x1 ≤ 0

g6(~x) = δ(~x)− δmax ≤ 0

g7(~x) = P − Pc ≤ 0

0.1 ≤ x1, x4 ≤ 2

0.1 ≤ x2, x3 ≤ 10

(B.2)

donde:

τ(~x) =

√
(τ ′)2 + 2τ ′τ ′′

x2
2R

+ (τ ′′)2

Pc(~x) =
4.013E

L2

√
x23x

6
4

36

(
1−

( x3
2L

)√ E

4G

)

σ(~x) =
6PL

x4x23
, δ(~x) =

4PL3

Ex33x4

J =2

(√
2x1x2

(
x22
12

+
(x1 + x3

2

)2))
R =

√
x22
4

+
(x1 + x3

2

)2
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M =P
(
L+

x2
2

)
τ ′ =

P√
2x1x2

, τ
′′

=
MR

J
, δmax = 0,25in

τmax =13600 psi, σmax = 30000 psi, P = 6000 lb

L =14 in E = 30E6 psi G = 12E6 psi

Diseño de una vasija de presión

Minimizar:

f(~x) = 0.6224x1x3x4 + 1.7781x2x
2
3 + 3.1661x21x4 + 19.84x21x3 (B.3)

sujeto a:

g1(~x) = -x1 + 0.0193x3 ≤ 0

g2(~x) = -x2 + 0.00954x3 ≤ 0

g3(~x) = πx23x4 −
4

3
πx33 + 1296000 ≤ 0

g4(~x) = x4 − 240 ≤ 0

(B.4)

donde 1×0.0625 ≤ x1, x2 ≤ 99×0.0625 y 10.0≤ x3, x4 ≤200.0

Problema del resorte de tensión/compresión

Minimizar:

f(~x) = (x3 + 2)x2x
2
1 (B.5)

sujeto a:

g1(~x) = 1− x32x3
71785x41

≤ 0

g2(~x) =
4x22 − x1x2

12566x2x31 − x41
+

1

5108x21
− 1 ≤ 0

g3(~x) = 1− 140.45x1
x22x3

≤ 0

g4(~x) =
x2 + x1

1.5
− 1 ≤ 0

(B.6)

donde 0.05≤ x1 ≤2.0, 0.25≤ x2 ≤1.3 y 2≤ x3 ≤15.

Problema del freno de embrague

Minimizar:

f(~x) = π(x22 − x21)x3(x5 + 1)ρ (B.7)
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sujeto a:
g1(~x) = x1 + ∆R− x2 ≤ 0

g2(~x) = (x5 + 1)(x3 + δ)− Lmax ≤ 0

g3(~x) = prz − pmax ≤ 0

g4(~x) = ((prz × Vsr)/1000)− (pmax × Vsrmax) ≤ 0

g5(~x) = (Vsr/1000)− Vsrmax ≤ 0

g6(~x) = T − Tmax ≤ 0

g7(~x) = (s×Ms)−Mh ≤ 0

g8(~x) = −T ≤ 0

(B.8)

donde

ρ = 7.8E − 6 ∆R = 20 n = 250

Lmax = 30 δ = 0.5 Tmax = 15

pmax = 1 Vsrmax = 10 µ = 0.5

Ms = 40 Iz = 55 s = 1.5

A = π(x22 − x21) prz =
x4
A

Rsr =
2

3

x32 − x31
x22 − x21

w =
πn

30
Mf = 3 Mh =

2

3
µx4x5

x32 − x31
x22 − x21

1

1000

Vsr =
πRsrn

30
T =

Izw

Mh +Mf

donde 60≤ x1 ≤80, 90≤ x2 ≤110, 1≤ x3 ≤3, 0≤ x4 ≤1000 y 2≤ x5 ≤9. Además x1, x2 y
x3 ∈ N, x3 = 0.5n1 y x4 = 10n2, donde n1 y n2 ∈ N.

Problema de seguimiento de una trayectoria no alineada, con sincroni-
zacion previa

Minimizar:

f(~p) =

N∑
i=1

[(Ci
xd − Ci

x)2(Ci
yd − Ci

y)2] (B.9)

sujeto a:
g1(~p) = r1 + r2 − r3 − r4 ≤ 0

g2(~p) = r2 − r3 ≤ 0

g3(~p) = r3 − r4 ≤ 0

g4(~p) = r4 − r1 ≤ 0

(B.10)

donde la trayectoria es no alineada y está dada por los siguientes puntos;

Ω = {(3, 3), (2.759, 3.363), (2.372, 3.663), (1.890, 3.862), (1.355, 3.943)}

la sincronización prescrita está dada por los siguientes ángulos:

θi2 =

{
2π

12
,

3π

12
,

4π

12
,

5π

12
,

6π

12

}
y los valores de las variables de diseño son θ0, x0 y y0 valen cero, 0≤ r1, r2, r3, r4 ≤50 y
-50≤ rcx, rcy ≤50.
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