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Abstract

In this document, a symbolic discretization algorithm for time series is presented
based on three functions: classification, complexity and information loss. This
algorithm is called enhanced multi-objective approach for the symbolic discretization
of time series (eMODiITS). eMODITS defines a flexible or adaptive discretization
scheme for the data; that is, it defines different alphabets schemes for each word
segment, allowing adaptation to the temporal information found in each one. The
mechanism used by eMODITS to find the optimal value of each of the cuts is the
well-known multi-objective evolutionary algorithm called Non-dominated Sorting
Genetic Algorithm II (NSGA-II).

Since NSGA-IT is a multi-objective algorithm, a set of potential solutions (called
Pareto Set) to a problem is found instead of just one, so it is necessary to define a
preference selection method to obtain the final solution. In this work, four methods
were proposed to perform this task: the knee method, the CV method, the k1 method
(k-means with £ = 1) and the K20 method (a hybrid between CV and k-means).
Final solutions were evaluated based on the misclassification rate calculated through
the decision tree classifier. Subsequently, nine methods (based on the well-known
SAX discretization algorithm) were compared against eMODITS: EP, SAX, alpha
SAX, ESAX, ESAXKMeans, 1D-SAX, RKMeans, SAXKMeans and rSAX.

Every comparison was performed using the 85 temporary databases of the UCR
repository. The results suggest that our proposal finds an adequate discretization
scheme with respect to the classification, reduction of dimensionality and information
loss, even outperforming some SAX-based methods against which it was compared.

Moreover, eMODITS provides a graphical form to visualize the relevant regions,
relationships or patterns within the temporary databases, through the decision tree
used to evaluate the final solution selected from the Pareto Set. This feature is

useful for the information owner in making the right decisions in a timely manner.






Resumen

En el presente documento se presenta un algoritmo de discretizacién de series
de tiempo, llamado Discretizacién Simbdlica Multi-objetivo Mejorada de
Series Temporales (enhanced Multi-objective symbOlic Discretization for Time
Series, eMODiTS en inglés), basado en tres caracteristicas esenciales para la
discretizacion de bases de datos temporales: clasificacion, complejidad y pérdida de
la informacion. El método eMODITS define un esquema de discretizacion flexible y
adaptativo a los datos, es decir, define esquemas de cortes de alfabetos diferentes por
cada segmento o corte de palabra, permitiendo adaptarse a la informacién temporal
encontrada en cada corte de palabra. El mecanismo empleado por eMODITS para
encontrar los valores 6ptimos de cada uno de los cortes, es el algoritmo evolutivo
multi-objetivo llamado Non-dominated Sorting Genetic Algorithm II (NSGA-II).

NSGA-II, al ser un algoritmo multi-objetivo, encuentra un conjunto de soluciones
potenciales (llamado Conjunto de Optz’mos de Pareto) a un problema en lugar de
una sola, por lo que, es necesario definir un método de seleccién de preferencias para
obtener la solucién final de dicho conjunto. En este trabajo, se proponen cuatro
métodos para realizar dicha tarea: el método de la rodilla (knee), el método CV, el
método k1 (k-means con k = 1) y el método K20 (hibrido entre CV y k-means).
Las soluciones finales fueron evaluadas en funcién de la tasa de clasificacion errénea
calculada a través del clasificador de arbol de decisiéon. Posteriormente, eMODiITS
fue comparado contra nueve métodos basados en el proceso de discretizacién definido
por el algoritmo llamado Symbolic Aggregate Approximation (SAX). Dichos métodos
fueron: EP, aSAX, ESAX, ESAXKMeans, 1D-SAX, RKMeans, SAXKMeans, rSAX
y el propio SAX.

Cada una de las comparaciones fueron efectuadas usando las 85 bases de datos
temporales del repositorio UCR. Los resultados sugieren que nuestra propuesta
encuentra un esquema de discretizacién competitivo con respecto a la clasificacion,
la reduccion de la dimensionalidad y la pérdida de informacién, superando incluso
a varios métodos basados en SAX con los que fue comparado.

Adicionalmente, eMODiITS proporciona una forma grafica de visualizar las
regiones, relaciones o patrones relevantes dentro de las bases de datos temporales,
mediante el arbol de decisién usado para evaluar las solucion final seleccionada del
conjunto de 6ptimos de Pareto. Dicha caracteristica es de utilidad para entender
el comportamiento de los datos y, por consiguiente, ayudar al usuario en la toma
de decisiones oportunas ante eventos inesperados.
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1.1. Introduccion

En este trabajo se introduce una forma de discretizacion simbélica de bases de
datos temporales, llamada Discretizacién Simbdlica Multi-objetivo Mejora-
da de Series Temporales (enhanced Multi-objective symbOlic Discretization for
Time Series, eMODiITS en inglés), la cual toma como base el algoritmo llamado

Symbolic Aggregate aproXimation (SAX)[64, 65], por ser uno de los mas eficientes
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y, por consiguiente, mas empleados en la literatura especializada. Sin embargo,
diversos autores han evidenciado algunas limitaciones de SAX, proponiendo mejoras
tanto en el proceso de discretizaciéon como en la forma de obtenerlo. Nuestra
propuesta impacta en mejorar la discretizacion de series temporales proponiendo
una estructura flexible, donde cada corte en el tiempo contiene su propio esquema
de cortes definido en el espacio de valores de la serie temporal. Para encontrar dicho
esquema flexible, se incluye un algoritmo evolutivo multi-objetivo basado en tres
funciones propias para determinar la eficiencia del esquema encontrado: en términos
de clasificacién, complejidad del modelo y pérdida de informacion.

En esta seccién se presentan los fundamentos de la propuesta, resaltando el
impacto y la contribucién en las Secciones [1.2] y [L.8] Posteriormente, se
presentan la hipdtesis a comprobar (Seccién , los objetivos perseguidos (Seccion
, la justificaciéon de la propuesta (Seccién , asi como un detalle de los
trabajos relacionados encontrados en la literatura con respecto a la discretizacion

de series temporales (Seccién [1.7)).

1.2. Definiciéon del Problema

La mineria de datos en series temporales (TSDM, por sus siglas en inglés) ha
ganado importancia en diversas areas como: economia, climatologia, medicina, entre
otras, debido a la necesidad humana de entender el comportamiento de los datos
y tomar decisiones acertadas en el momento oportuno [3§].

Para comprender el reto que la TSDM tiene en dichas areas, es necesario definir
los conceptos de serie de tiempo y base de datos temporal. Una Serie de Tiempo o
Serie Temporal, es una coleccion de datos, tipicamente de niimeros reales R, obtenidos
en ciertos periodos de tiempo [38] 26]; mientras que, una base de datos temporal es
un conjunto de series temporales. Una serie temporal puede ser tan extensa o corta
como el mismo problema lo demande; por ello, el manejo de grandes cantidades de
este tipo de datos conlleva un costo de computo elevado para las organizaciones,
haciendo compleja la tarea de entender la variabilidad de la informacién. Este

problema puede definirse como el problema de dimensionalidad [99].
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Una forma de reducciéon de la dimensionalidad en series de tiempo es la
Discretizacion de series temporales, la cual consiste en convertir valores continuos
en valores discretos [88]. Por lo general, este proceso necesita definir intervalos o
cortes de valores en el espacio continuo de cada variable.

Dichos intervalos son secuencias o segmentos de la serie de tiempo. Al conjunto
de éstos se le conoce como esquema de discretizacion y se expresa como D =
{ldo, d1]1, [dr,da)a, - .., [dn—2,dn-1]g-1, [dn_1,dp],}, donde dy y d,, son los valores
maximos y minimos del componente temporal de la serie. Cada intervalo en D
representa un segmento donde el conjunto de valores de la serie contenidos dentro
de éste son transformados en valores discretos. Al niimero total de segmentos g se
le conoce como grado de discretizacion [88]. La Figura muestra graficamente
un esquema de discretizacion donde cada linea vertical representa un corte en

el espacio temporal.

dy d2 d3 dy ds dg d7 dg dg diodi1dizdis dy d2 d3 dy ds dg d7 dg dg diodi1dizdis
E
2 2 D
W‘ NWM[V AV“ MMM\\‘I\VN
= 0| Z 0 ! ¢
= \AA \j\ = T NN
i W v i
2| —2
A
| | | | | |
20 40 60 80 100 120 20 40 60 &80 100 120
Tiempo Tiempo
(a) (b)

Figura 1.1: (a) Esquema de discretizaciéon del componente temporal. (b) Discretizacién
simbolica de series de tiempo.

Los valores que puede tomar la serie discreta son obtenidos mediante diversos
métodos propuestos en la literatura especializada [13, [I1], 67]. Una de las formas
mas utilizadas por los cientificos es, calcular el promedio de los valores encontrados

en cada intervalo de tiempo :Efdi disa]> obteniendo una serie temporal reducida
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con valores continuos ST = {z',7% ...,7°}; a este método se le conoce como
Piecewise Aggregate Approzimation (PAA). Para convertir estos promedios en
valores discretos, se utilizan representaciones simbdlicas donde la serie de tiempo
discreta es conocida como strings o cadenas.

El enfoque llamado Symbolic Aggregate Approzimation (SAX) es uno de los
métodos simbodlicos més populares en la literatura para discretizar series de tiempo,
debido a su facil comprensiéon y a su rapida ejecucion. El método SAX consiste en
relacionar cada promedio obtenido por el algoritmo PAA con un simbolo mediante
cortes en el espacio de valores (Ecuacion [1.1)). Las lineas horizontales de la Figura
representan graficamente estos cortes. Para definir esta relacion, simplemente
se observa el intervalo de valores donde el promedio obtenido en cada segmento
de tiempo incide, y dependiendo de que intervalo le correspondi6 es el simbolo
asignado. Por ejemplo, en la Figura las lineas horizontales pequenas y de un
grosor mayor representan el promedio de los valores en cada segmento [d;, d;11]. Al
observar los intervalos donde estan incluidos cada promedio, obtenemos la cadena
CBCDDDDDCBBBB. A los cortes realizados en el componente temporal, SAX
los identifica como segmentos de palabra y a los cortes realizados al componente
de valores los identifica como alfabetos. Un caracter [; de la cadena discreta string
puede ser obtenido mediante la Ecuacién donde Z* representa el valor promedio
de la serie de tiempo en el intervalo de tiempo [d;, d;11], [a;j, aj+1] representa un
intervalo de cortes de alfabeto, y 7; es el caracter o simbolo correspondiente en

el corte de alfabeto j.

string = {ly,la, -+ , s}
lj:.fil—>7'j (11)

7; = {es un simbolo o letra}

1.3. Motivacion

Como se explicé anteriormente, la discretizacién simbodlica de series de tiempo

consiste en definir cortes, tanto en el componente temporal como en el espacio de
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valores, llamados segmentos de palabra y alfabetos, respectivamente.

El método SAX es el algoritmo por excelencia para la discretizaciéon simbodlica
temporal; sin embargo, requiere como parametros iniciales el niimero de cortes en
el tiempo y en el espacio de valores para generar los cortes en ambos componentes.
Dichos cortes se crean de manera automética de la siguiente forma: (a) los segmentos
de palabra son intervalos del mismo tamafio calculados como I = =, w # 0, donde
w es el nimero de cortes en el tiempo, y n es el tamano de la serie temporal, y
(b) los cortes del alfabeto son segmentos del mismo tamano definidos siguiendo
una distribucion normal.

Estos parametros iniciales afectan el desempeno del algoritmo, dependiendo de
la tarea a realizar; por ejemplo, valores bajos conllevan una pérdida de la forma
original de la serie temporal, en otras palabras, pérdida de informacién. Por otro
lado, valores altos favorecen la conservacion de la informacion méas importantes
de la serie, pero dificulta encontrar patrones o modelos que permitan discriminar
unas series de tiempo de otras.

El algoritmo SAX, al subdividir cada componente de las series de tiempo (valores
y tiempo), forma una malla bidimensional sobre la serie temporal y, mediante los
promedios obtenidos por PAA, la transforma en una serie de tiempo simbdlica o
strings. Esta malla puede no ser idénea en conjuntos de series de tiempo complejos,
es decir, series de tiempo con formas caprichosas o etiquetadas de forma similar a
otras que no guardan ninguin parecido entre si, generando series discretas con baja
compresion donde un algoritmo de clasificacion no logre encontrar un modelo para
predecir el grupo o clase a la que pertenece, o incluso, haciendo una transformacion
donde datos esenciales de la serie se pierdan.

Adicionalmente, dado que SAX asume una distribucién normal de los datos
para generar los cortes para la asignaciéon de simbolos o caracteres, necesita un
proceso previo de normalizacién de la base temporal para obtener una media igual
a cero y desviacion estandar igual a uno; sin embargo, en bases temporales con
ruido alto, este proceso puede amplificar significativamente dicho ruido dificultando

el andlisis de los datos temporales [64].
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Nuestra motivacién radica en mejorar las limitaciones de SAX mencionadas en
parrafos anteriores (calibracién de los valores tanto para el tamafio del alfabeto como
el nimero de segmentos de palabra y la pérdida de informacién). En este documento
se presenta un algoritmo que permite definir los cortes en cada componente de la serie
de tiempo (el tiempo y los valores) sin asumir ninguna distribucién de probabilidad y
tratando de ajustarse, de forma més adecuada, a la serie temporal. Es por ello, que se
resaltan tres principales contribuciones: 1) un esquema de discretizacién donde cada
segmento en el tiempo contenga su propio conjunto de cortes en el espacio de valores,
permitiendo un incremento en el grado de libertad del algoritmo para obtener series
simbélicas mas parecidas a la original; 2) utilizar la métrica para estimar la pérdida
de informacién propuesta en [93] como guia en el proceso de bisqueda de esquemas
de discretizacién con el menor indice de pérdida de informacion, y 3) la inclusién de
una forma grafica para obtener los patrones o relaciones entre clases, permitiendo
un mejor entendimiento de los datos y por consecuencia una toma de decisiones
apropiada por parte del responsable de la informacién. Esta tltima, no representa
una limitacién de SAX, sino que, es una aportacion adicional proporcionada por
nuestra propuesta que, en la revision de la literatura especializada realizada, no

se ha abordado bajo ningtin otro enfoque de discretizacion simbolica.

1.4. Hipodtesis

La discretizacion de bases de datos temporales usando cortes de alfabeto tinicos
y diferentes por cada segmento de palabra permitirda encontrar representaciones
discretas eficientes en términos de compresion, clasificacién y pérdida de informacion
en bases temporales. Adicionalmente, dado que se usaran arboles de decisién para
evaluar su desempeno, se podréa evidenciar graficamente los patrones intrinsecos

y/o las relaciones existentes dentro de cada base temporal.
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1.5. Objetivos
1.5.1. General

Discretizar bases de datos temporales utilizando representaciones flexibles (alfa-
betos especificos para cada segmento de palabra en un esquema de discretizacion),
arboles de decision y algoritmos evolutivos multi-objetivo, con la finalidad de
encontrar aquellas representaciones o esquemas que logren reducir la dimensionalidad
de la serie de tiempo sin perder informaciéon importante y permitiendo la correcta

clasificacién de las mismas.

1.5.2. Especificos

1. Definir esquemas de discretizacion donde cada segmento de palabra contenga

su propio alfabeto.

2. Estimar la viabilidad del esquema en términos de clasificacion, complejidad

del modelo y pérdida de la informacion.

3. Implementar un algoritmo multi-objetivo para encontrar el compromiso entre

cada una de las funciones mencionadas en el objetivo anterior.

4. Usar el algoritmo de clasificacion mediante arboles de decisién para evaluar la

solucién encontrada por la propuesta.
5. Probar la propuesta en las 85 bases de datos del repositorio de UCR [27].

6. Comparar la eficiencia de nuestro trabajo midiendo la tasa de clasificaciéon
errénea contra nueve algoritmos de discretizacién simbdlicas (SAX, EP, aSAX,

ESAX, ESAXKMeans, 1D-SAX, RKMeans, SAXKMeans y rSAX).

7. Analizar los arboles obtenidos por nuestra propuesta para extraer los patrones o
relaciones implicitas en las bases temporales, y asi, entender el comportamiento

de los datos.

Cada uno de los objetivos planteados es definido con la finalidad de comprobar

la hipétesis planteada en la Seccion [I.4]
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1.6. Justificacion

En los ultimos anos, el crecimiento de la informacion se ha dado de manera
exponencial. Por ejemplo, en el sector econémico, diariamente se almacenan datos
como tasas de interés, precios de cierre, cifras de ventas, indice de precios, entre otros;
en climatologia, diariamente se almacenan las mediciones de variable climaticas
como temperatura, precipitacion, velocidad del viento, etc. [29]. En cada una de
estas areas, es de vital importancia mantener el registro de los datos historicos y
actuales para entender y generar modelos para la prediccion de eventos o fenémenos.

La mayoria de esta informacién es almacenada como series de tiempo, lo que
conlleva la necesidad de analizar al conjunto de datos completo y no por partes,
ya que no se puede explicar un dato sin tomar en cuenta el anterior, dado el
componente temporal implicito en los datos.

Sin embargo, dentro de los retos actuales generados por la alta dimensionalidad

de los datos se encuentran:

1. La infraestructura de almacenamiento con la que actualmente cuenta la
industria. El incontrolado crecimiento de la informacién obliga a empresas
tecnologicas a desarrollar dispositivos con mayor capacidad de almacenamiento;
sin embargo, este crecimiento puede darse a mayor velocidad que el desarrollo

de nuevos dispositivos.

2. El manejo de los datos. El analisis de la informacion de alta dimensionalidad
puede resultar complejo y lento con la tecnologia computacional existente,
conllevando al desaprovechamiento de la riqueza de los datos 1til para la toma

de decisiones, ya sea empresarial como de cualquier otra rama.

Por ello, es necesario el desarrollo de herramientas que permitan resolver cada
uno de estos retos para lidiar con datos de alta dimensionalidad. En nuestro caso, la
discretizacion de datos temporales, permite reducir el tamatio del conjunto de datos
para que pueda ser almacenado en dispositivos de baja capacidad. Por otra parte,
permite realizar un analisis de los datos mas eficiente al no tener que contemplar

todo el conjunto de datos para la descripcién y explicacion de la informacion.
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1.7. 'Trabajo Relacionado

En la literatura especializada se han reportado varios métodos encaminados a
mejorar las desventajas de SAX. La mayoria estan basados en el mismo procedimiento
de SAX, pero modificando ciertas partes esenciales que permiten mejorar su
rendimiento, o utilizando heuristicas para encontrar valores adecuados para los
parametros iniciales del algoritmo. En esta seccién se presenta una revision de
estos trabajos, basada en una clasificacion general elaborada con respecto de las
limitaciones de SAX presentadas en apartados anteriores. Ello debido a que nuestra
propuesta esta basada en dicho algoritmo mejorando sus limitaciones. La Figura

[L.2] muestra la clasificacion realizada.

off line

/

Tipo de ejecucion

T

Calibracion del on line
tamano del
Alfabeto y/o

Palabra \ Deterministico
Limitaciones de SAX Tipo de bisqueda
Pérdida de Informacién Estocéstico

Figura 1.2: Clasificacion general de los métodos de representacion simbélica basada en
las limitaciones del algoritmo SAX

Cada método es agrupado de acuerdo a dos desventajas principalmente: (a) la
optimizacion de los pardmetros iniciales de SAX (ntmero de segmentos de palabra
y alfabeto), y (b) pérdida de informacion, la cudl se refiere a la forma en que se
obtiene cada valor discreto para cada segmento de palabra; por ejemplo, PAA
usa la media aritmética de los valores de la series de tiempo que se encuentran
dentro del intervalo de cada segmento de palabra. Sin embargo, este proceso puede
ignorar algunos puntos o regiones esenciales de la serie temporal. Con respecto
a la primera desventaja mencionada, lo métodos presentados han utilizado dos

caracteristicas principales para abordarla:
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1. Tipo de Procesamiento. Indica en qué momento del proceso de discretizacion
se optimizan los parametros del algoritmo, es decir, si los valores para el
tamano de alfabeto y palabra son optimizados antes (Pre-procesamiento) o

durante el proceso de discretizacion.

2. Tipo de Proceso. En este rubro se encuentran los enfoques dependiendo del
tipo de proceso usado (estocéstico o deterministico) en la busqueda de los

valores 6ptimos para los parametros iniciales.

Esta clasificacién permite establecer las fortalezas y debilidades de cada método
simbdlico de esta revision, las cuales son descritas en los siguientes apartados

de acuerdo a la Figura [I.2]

1.7.1. Calibraciéon del Tamaifio del Alfabeto y/o Palabra

Uno de los primeros enfoques que busca la calibracion idénea del alfabeto y la
palabra es Adaptive Symbolic Aggregate approXimation (a«SAX). El algoritmo aSAX
es un método deterministico que adapta el vector de alfabetos antes del proceso de
discretizaciéon mediante el algoritmo de agrupamiento K-Means en una dimension
(Algoritmo de Lloyd) [82]. Este algoritmo es evaluado respecto a la caracteristica del
limite inferior (lower-bounding feature), reduccion de dimensionalidad y el niimero
de accesos aleatorios al dispositivo de almacenamiento; es decir, su evaluacion
no esta dada en términos de clasificacion. La principal diferencia entre aSAX y
SAX es que aSAX usa el tamano del alfabeto para definir el nimero de grupos
necesarios para el algoritmo de agrupamiento anteriormente mencionado, y los
cortes del alfabeto encontrados mediante una distribucién normal son usados para
inicializar los intervalos de cada grupo.

Otro método deterministico que trata de mejorar la calibracion inicial del tamano
de alfabeto y palabra es el enfoque llamado Symbolic Aggregate approXimation by
data-driven Optimization (SAXO) [13]. El enfoque SAXO optimiza dichos valores
y los intervalos de cada uno durante su procesamiento usando un algoritmo

de agrupamiento llamado co-clustering algorithm (MODL) [14] que utiliza la



1. Introduccion 11

distribucién tipica de los datos para crear cada grupo. Posteriormente, a cada
grupo se le asigna un simbolo para formar la cadena discreta final. Sin embargo,
el método SAXO esta limitado por la dimensionalidad de la base temporal debido
al costo computacional requerido para su ejecuciéon. SAXO fue evaluado mediante
la estimacién de la ganancia de la informacién obtenida contra la ganancia de
informacion obtenida por MODL.

Por otra parte, HSAX es un método estocastico basado en el algoritmo de
busqueda arménica (Harmony Search Algorithm) [6], el cual es implementado para
encontrar los valores éptimos tanto para el tamano del alfabeto como de la palabra.
Esta busqueda es realizada antes del proceso de discretizacion realizado mediante el
algoritmo SAX. El método HSAX fue evaluado en términos de clasificacién mediante
el algoritmo 7-NN. En [5] se presenta una versiéon mejorada de HSAX llamada
SAX*T. La modificacién radicdé en mejorar el tamano del alfabeto mediante la
adaptacion de sus valores usando el método RF (Relative Frequency). Aunque los
resultados encontrados por este método fueron competitivos en términos de clasifi-
cacion, fueron agregados dos parametros mas a la calibracion inicial del algoritmo.

Al igual que HSAX y SAX T otros métodos estocédsticos surgidos para la
busqueda de la configuracién éptima del tamano de alfabeto y palabra son GASAX
(Genetic Algorithms-Based SAX) [77] y DESAX (Differential Evolution-Based SAX)
[45]. Estos enfoques utilizan dos algoritmos de optimizacién bien conocidos en la
literatura: el algoritmo genético y evolucién diferencial, respectivamente. Dicha
optimizacion se realiza antes de ejecutar el proceso de discretizacion mediante
SAX y son evaluados mediante la tasa de error en clasificaciéon usando el algoritmo
1-NN. Incluso cuando los resultados obtenidos fueron prometedores en términos de
reduccion de dimensionalidad y clasificaciéon, ambos algoritmos necesitan definir
valores iniciales para el nimero de segmentos del alfabeto y de la palabra.

Acosta et al., en [3], propusieron un método estocdstico llamado EBLA2 (Entropy
Based Linear Approzimation 2), el cual usa un algoritmo de buisqueda local para
buscar automaticamente los valores para el tamano de palabra y alfabeto, asi como

los cortes de cada uno. La principal desventaja de este método es la susceptibilidad de
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quedar atrapados en 6ptimos locales. Genetic Entropy Based Linear Approximation
(GENEBLA) [49] fue propuesto para mejorar las deficiencias de EBLA2. El método
GENEBLA implement6 un Algoritmo Genético basado en la medida de ganancia de
la informacion para encontrar esquemas de discretizacién competitivos en términos
de clasificacion. Sin embargo, GENEBLA busca el niimero de cortes del alfabeto y
palabra mediante dos procesos independientes produciendo soluciones incompletas.

Otro enfoque que optimiza autométicamente los valores del tamano de palabra
y alfabeto con sus respectivos cortes es presentado en [88] 2]. Dicho enfoque es
llamado Ewvolutionary Programming (EP). EP usa el algoritmo evolutivo llamado
Programacion Evolutiva para la bisqueda del esquema de discretizacién adecuado
basado en tres funciones objetivo: Entropia, Complejidad y Compresion. Para evaluar
cada esquema se usa el modelo de toma de decisiones multi-objetivo llamado Suma de
Funciones Ponderadas (SPF'), la cual convierte un problema de multiples funciones
es una sola sumando cada funcién ponderada mediante pesos para determinar su
prioridad. Este método presenta dos principales desventajas: (1) la calibracién idénea
de los pesos de la funcién, la cual puede llevar a la bisqueda hacia éptimos locales;

y (2) el rendimiento ineficiente en problemas con frentes de Pareto no convexos [70].

1.7.2. Pérdida de Informacion

Muchos autores [94], 93], [92], 99, 20] consideran que los coeficientes obtenidos
por los métodos de reduccion de dimensionalidad no garantizan una pérdida de
informacién minima cuando la serie temporal es transformada en una discreta. Uno
de los métodos que trata de minimizar dicha pérdida es 1D_SAX [69]. 1ID_SAX
considera las tendencias o pendientes de la serie temporal junto con el valor medio
de cada segmento de palabra para representar cada serie de tiempo; es decir, la
representacion simbolica encontrada por 1D_SAX estd dada por dos valores, la
pendiente y el valor medio (s, a). La asignaciéon de cada simbolo o letra se realiza
intercalando la representacion binara de s y a en cada conjunto de segmentos de
palabra. Sin embargo, 1D_SAX necesita la calibraciéon inicial de los tamanos de

palabra y alfabeto, asi como, el nimero de pendientes necesarias.
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ESAX (Extended SAX) [67, [68] surgi6é para minimizar la pérdida de la infor-
macion mediante la inclusion de los valores maximo, minimo y el promedio de
cada segmento de palabra como parte de la representacion simbdlica. Cada valor es
relacionado con un simbolo de acuerdo a reglas definidas para determinar el orden de
cada uno. Es importante destacar que, la longitud de la serie de tiempo discreta final
obtenida por este método, es tres veces mayor al nimero de segmentos de palabra
definido al inicio del proceso; es decir, por cada segmento de palabra se tendran 3
valores discretos en lugar de uno, lo que incrementa la longitud de la serie discretas
3m, donde m es el ntimero de segmentos de palabra. Sin embargo, este método
también requiere la calibracion inicial del ntimero de cortes de palabra y alfabeto.

Otro método propuesto para minimizar la pérdida de la informaciéon es rSAX
(Random Shifting based SAX) [11]. rSAX aplica una perturbacién a los valores
de corte del alfabeto 7 veces mediante una distribuciéon normal; es decir, rSAX
transforma la serie temporal en 7 representaciones simbdlicas diferentes. Este método
no fue comparado en términos de clasificacion, sino que, su objetivo es mejorar
la propiedad de limite inferior. Sin embargo, sigue siendo necesario la calibracion
inicial del tamano de alfabeto y palabra.

Dos Santos Passos et al., en [36], presentaron tres métodos estocdsticos basados
en algoritmos de agrupamiento. El primero de ellos consiste en obtener los cortes
de alfabeto mediante el algoritmo KMeans (RKMeans), mientras que los otros, son
hibridos entre el algoritmo KMeans con SAX (SAX-KMeans) y ESAX (ESAX-
KMeans). Cada algoritmo fue evaluado en términos de clasificacién usando bases de
datos de electrocardiogramas. Sin embargo, al igual que los métodos mencionados
anteriormente, se sigue necesitando la calibracién inicial de los pardmetros iniciales.

Recientemente, en [71] se propone un algoritmo de discretizacién multi-objetivo
llamado MOD:iTS, el cual surge para mejorar las desventajas de EP y SAX. MODITS
usa el algoritmo evolutivo multi-objetivo NSGA-II para manejar el compromiso entre
las tres funciones propuestas por EP. La principal contribucion de este método es
un esquema de discretizacion donde cada segmento de palabra tiene un conjunto de

cortes de alfabetos diferentes, lo que incrementa el grado de libertad en la busqueda
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de esquemas de discretizacién adecuados. Sin embargo, la solucién seleccionada
del frente de Pareto fue aquella mas cercana al punto llamado rodilla, la cual
es ineficiente en frentes no convexos.

Los algoritmos mencionados en esta seccién fueron propuestos para mejorar el
rendimiento de SAX. Cada uno se centran en encontrar los valores éptimos para el
tamano de alfabeto y palabra, y algunos de ellos, en sus respectivos cortes, dejando
de lado el grado de libertad del proceso de biisqueda y la pérdida de informacion

causada por la reduccion de la dimensionalidad de las series temporales.

1.8. Contribuciones

En esta seccion se presentan las principales contribuciones del presente trabajo
de investigacion, las cudles estdn enfocadas en tres aspectos: a) el esquema de
discretizacion, b) el manejo de la pérdida de informacién, y c¢) la interpretacién

de los datos. A continuacién se listan a detalle cada una.

1. Discretizacion. Se utiliza un esquema de discretizacion flexible y adaptable a
la informacién de cada segmento de palabra, permitiendo un aumento en el
grado de libertad de la buisqueda de esquemas de discretizacion capaces de

mejorar los indices de clasificacion.

2. Pérdida de Informacion. Dado que se pretende reducir el tamano de la
serie temporal, se incluye una estimacién de la pérdida de informacion
propia de dicha reduccion, para encontrar esquemas que no sélo realicen
una clasificaciéon competitiva de los datos, si no que también, minimicen la

cantidad de informacién importante perdida en el proceso de transformacion.

3. Interpretacion de Datos. Al final del proceso de discretizacion, es necesario
evaluar la propuesta en términos de clasificacion; para ello, se utiliza un arbol
de decision que no sélo obtiene los indices de errores en dicha tarea, sino que
también permite, de forma gréfica, explicar y entender el comportamiento
de los datos con la finalidad de apoyar al usuario en la toma de decisiones

importantes.
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1.9. Organizaciéon del Documento

El presente trabajo de investigacion esta organizado de la siguiente forma: en
el Capitulo |2 se presenta el marco tedrico con respecto a la mineria de datos en
series temporales. En el Capitulo |3 se describen los conceptos necesarios sobre
la optimizaciéon multi-objetivo, desde los métodos tradicionales hasta las meta-
heuristicas mas empleadas en la literatura especializada. El Capitulo 4| describe a
detalle los elementos propios de la propuesta presentada en este documento, asi
como su implementacion. El Capitulo [5| presenta el ambiente experimental, los
resultados obtenidos, asi como la discusion derivada de cada analisis realizado.
Por tltimo, en el Capitulo [§] se detallan las conclusiones a las que conllevé la

investigacion presentada en este documento.
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2.1. Introduccién

En la actualidad, la cantidad de informacion generada por el sector empresarial

va en constante aumento, y con ella, la necesidad de entender el conocimiento
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oculto dentro de los datos.
Sin embargo, la extraccion de conocimiento a partir de datos puede verse
afectada por ciertos problemas que limitan el correcto analisis de la informacién.

Algunos de dichos problemas son:

» La naturaleza de los datos. A medida que la tecnologia avanza, la forma en que
los datos son generados y almacenados estd en un cambio constante, llevando a

representaciones caprichosas que son dificiles de analizar de forma tradicional.

= [nconsistencia en el almacenamiento de los datos. Conforme los datos son
colectados y almacenados en dispositivos de almacenamiento, pueden ocurrir
problemas externos que provoquen un almacenamiento incorrecto de los

mismos, resultando en analisis erréneos de la informacién.

Para solventar estas situaciones, han surgido técnicas o métodos capaces de
encontrar patrones dentro de grandes voltimenes de informaciéon lidiando con
inconsistencias de datos. Al conjunto de estas técnicas se le conoce como mineria
de datos (MD).

La mineria de datos consiste en coleccionar, limpiar, procesar, analizar y
encontrar informacion 1til en grandes cantidades de informacion [56]. Forma parte
del proceso de descubrimiento de la informacién descrito en la Figura 2.1} el cual
consiste de una serie de etapas para convertir los datos originales en datos ttiles

para las organizaciones [97]. Cada etapa es descrita a continuacién.

1. Preprocesamiento de la informacion. Esta etapa se refiere al tratamiento de
los datos (eliminacién de ruido, datos duplicados, datos vacios, entre otros)
antes de ser analizados por los métodos de extracciéon de conocimiento, con la
finalidad de que sean manipulables (con el formato correcto) por éstos y los

resultados sean consistentes con lo requerido por el usuario final.

2. Mineria de Datos. Como ya se menciond, ésta corresponde al conjunto de
técnicas empleadas para la extraccion del conocimiento en grandes volimenes

de informacién.
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3. Post-procesamiento de resultados. Esta tultima se refiere a la visualizacion de
los resultados, para darle la interpretacién necesaria para las organizaciones y

por consiguiente usar el conocimiento en la tarea requerida.

Procesamiento de la — Post-procesamiento
: Mineria de Datos
Informacion de resultados

o
)

Limpieza.
Transformacion.
Seleccion

Interpretacion
de patrones.
Visualizacién

Tareas descriptivas
Tareas predictivas

Figura 2.1: Proceso de descubrimiento de conocimiento

2.1.1. Tipos de Datos

Como todo proceso informatico, el descubrimiento de la informacion requiere
de datos de entrada para la ejecucion de los procesos posteriores. A cada grupo
de datos que representa una caracteristica en especial, se le conoce como Atributo;
mientras que a la coleccion de atributos de un caso particular se le conoce como
Instancias y al conjunto de instancias se le llama Base de Datos.

Existen varios tipos de datos en los que se puede representar la informacién de
las organizaciones. Estos pueden ser obtenidos de diversas formas y almacenados en
diferentes formatos dependiendo del problema que se esté abordando. La Figura
muestra una categorizacion de los tipos de datos realizada en [4], donde son

divididos en 2 grupos: los datos sin dependencia y datos con dependencia.

Datos independientes. Estos se refieren a aquellos datos simples recolectados de
forma independiente, es decir, sin que se necesite conocer otro valor para ser

interpretados.

Datos dependientes. Son aquellos datos que dependen de algin otro factor como
el tiempo o el espacio para ser utilizados, es decir, contienen relaciones

implicitas con otros datos.
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A continuacion se detallan los diferentes tipos datos dependientes e indepen-

dientes mostrados en la Figura [2.2]

Numéri-
cos

Categbéri-
cos

Tipo de Datos Independientes

Binarios

Figura 2.2: Clasificacién de los diferentes tipos de datos.

Datos Numéricos. Este tipo de datos es uno de los méas comunes en el mundo
empresarial. Expresan una medida cuantitativa de alguna caracteristica
mediante el conjunto de ntimeros reales. También son conocidos como datos
continuos. Ejemplo de datos numéricos: precio de un producto, edad, estatura,

etc.

Datos Categoéricos. Expresan una categoria en forma desordenada; es decir, son
datos cualitativos discretos sin un orden natural entre ellos. Ejemplos de este

tipo son: género, raza y codigo postal.

Datos Binarios. Un dato binario es un dato cuantitativo que solo puede tomar
uno o dos valores discretos. Por ejemplo, si una persona sabe o no manejar

un vehiculo, si presentd una patologia o no, etc.

Series de Tiempo. Una serie de tiempo es una colecciéon de valores, tipicamente
pertenecientes al conjunto de nimeros reales R, recolectados durante un
periodo de tiempo especifico [38], 26]. Formalmente, una serie de tiempo
se puede expresar como S = {s1, 89, -, 7} donde s; es el valor obtenido
en el instante ¢. Es importante mencionar que en este tipo de datos ya no

encontramos un unico valor para representar una caracteristica, sino que se
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tienen 2 valores que viven en dos espacios diferentes:espacio de valores, que es
el conjunto de valores resultante de las mediciones; y espacio temporal, que
son los valores de los momentos en que se tom6 cada mediciéon. Un ejemplo
de serie temporal seria el resultado de medir la actividad cardiaca de un
paciente o la medicién de los niveles de precipitacion para una zona geogréafica

especifica.

Secuencias Discretas o Cadenas de Caracteres. Este es un tipo especial de
series de tiempo; es decir, es una serie de tiempo pero en lugar de valores

continuos o reales, son almacenados valores discretos o categéricos.

Datos Espaciales. Los datos espaciales son mediciones de las caracteristicas de
objetos obtenidos en ubicaciones espaciales, es decir, caracteristicas geograficas
usualmente almacenadas como coordenadas. Por ejemplo, la medicion de la
temperatura y presion de la superficie del mar para prevenir la creacion de
huracanes, donde se puede conocer dicho valor mediante las coordenadas de

longitud y latitud.

2.1.2. Procesamiento de la Informacién

Dentro del proceso de descubrimiento de la informacion es usual encontrarnos con
problemas de almacenamiento de los datos, dificultando el andlisis de la informacion.
Este fenémeno se presenta de forma recurrente en la mayoria de bases de datos a
nivel mundial, donde los datos se generan a ritmos incontrolables y no existe un
filtro eficiente en el almacenamiento de la informaciéon. Dentro de los problemas
que podemos enfrentarnos al momento de aplicar técnicas de descubrimiento de

la informacién se tienen [97]:

1. Datos atipicos. Son valores que sobresalen del modelo general de los datos.
Generalmente, tienen un comportamiento aleatorio por lo que son dificiles de
detectar y por consiguiente eliminar o evitar en los procesos de extraccién de

conocimiento.
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. Datos incompletos. Este problema se presenta cuando existen valores faltantes

en las bases de datos debido a fallas en el almacenamiento o simplemente a la

falta de medicién para alguna caracteristica en particular.

. Datos ruidosos. Son datos que no pertenecen al modelo generador de la

informaciéon del problema, sino que se ajustan a otro modelo diferente al
buscado, generalmente aleatorio. Conlleva una distorsién de los valores de los
atributos. Algunos autores consideran los datos atipicos también como datos

ruidosos.

. Datos no estandarizados. Son datos que se presentan en diferentes escalas de

referencia de valores, es decir, se pueden presentar caracteristicas medidas en
intervalos pequenos ((0,1) por ejemplo) y otros medidos con magnitudes muy
altas. Esto puede conllevar a que los resultados estaran dominados por los

atributos de mayor magnitud [10T].

. Datos sin formato. Son datos que no fueron almacenados en formatos idéneos

para su manejo, por lo que no son utilizables por la mayoria de las técnicas

de descubrimiento de informacion.

. Datos inconsistentes. Son datos que no pertenecen al dominio especifico de

un atributo en particular. Por ejemplo, suponga que se tiene una base de
datos con un atributo edad, el cual tiene valores numéricos (son los valores
esperados) y caracteres (valores que no corresponderian al atributo), lo que
ocasiona que los algoritmos de descubrimiento de patrones se confundan o

simplemente arrojen resultados erréneos.

. Datos extensos. Este problema se deriva de la necesidad de almacenar y

mantener vastas cantidades de informacion. El andlisis de grandes cantidades

de datos pueden ocupar mucho tiempo, haciéndolo poco practico o inviable.

Con la finalidad de solventar cada uno de estos problemas, se han desarrollado

técnicas o métodos especiales agrupadas en cada una de las siguientes fases [53]:
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= Limpieza de datos. En esta fase, se busca eliminar las inconsistencia de los
datos, como son: datos faltantes, inconsistentes, con ruido y/o atipicos. Para
lidiar con datos faltantes, por ejemplo, se aplican técnicas de estimacién o
imputacion, dependiendo los valores del atributo, para rellenar los huecos
existentes. Por su parte, para la deteccion de datos atipicos o ruido, se utilizan
métodos estadisticos para analizar el comportamiento de los datos e identificar

aquellos que no se ajusten al modelo de los mismos.

s Transformacion de datos. Consiste en cambiar el tipo de dato actual por algun
otro reconocible por las técnicas tradicionales de mineria de datos. Se utiliza

para el manejo de datos sin formato reconocible.

s Normalizacion. En esta fase, los datos son escalados a un mismo rango de
valores usando las medidas de tendencia central y dispersion de la estadistica

tradicional.

» Reduccion de la dimensionalidad. Es el proceso de reducir el ntimero de
variables aleatorias o atributos, con la finalidad de obtener representaciones

mas compactas del conjunto original.

La fase de preprocesamiento de la informacién, aunque no realiza tareas de
descubrimiento de conocimiento, es una de las tareas mas importantes, debido a
que si los datos de entrada son inconsistentes, con una alta tasa de ruido y con
datos faltantes, los resultados obtenidos seran inttiles y fuera de la realidad del
problema a resolver. Desafortunadamente, la informacién obtenida de la mayoria
de los problemas actuales siempre presentan una o mas de estas inconsistencias,
por lo que es indispensable realizar este proceso cada vez que se desee aplicar

técnicas de mineria de datos.

2.1.3. Tareas de Mineria de Datos

Dentro del proceso de mineria de datos en general, se han definido diferentes

tipos de tareas para descubrir patrones y/o informacién 1til a partir de un conjunto
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de datos. De acuerdo a Pang Nin et al., en [97], estas tareas pueden ser agrupadas

como se muestra en la Figura [2.3

Tareas predictivas Las técnicas agrupadas bajo este rubro son disenadas para
predecir valores futuros dependiendo del comportamiento de los datos actuales.
El atributo a predecir se le conoce como variable dependiente mientras que

los otros son conocidos como variables independientes.

Tareas descriptivas Estas tareas tratan de descubrir patrones dentro del conjunto
de datos, los cuales describen las relaciones importantes de la informacion.
Por lo regular, se necesita un post-procesamiento de los resultados para
visualizarlos, validarlos y explicarlos. Utilizan un aprendizaje previo de los

datos para su funcionamiento.

Estas tareas utilizan procesos de aprendizaje que le permiten entender la estruc-
tura de los datos para la prediccion o extraccién de conocimiento. A continuacién
se presentan dos tipos de aprendizajes dependiendo el tipo de tarea de mineria

de datos a realizar.

= Aprendizaje Supervisado. En este rubro se encuentran las técnicas donde
el aprendizaje se realiza conociendo la clase de cada instancia de la base de
datos. La idea general es aprender de los datos para predecir la categoria
de futuros casos desconocidos. Dentro de estas técnicas estan: el clasificador
bayesiano, Vecinos Mas Cercanos, Arboles de Decision, entre otros. Este tipo

de aprendizaje es usado para tareas predictivas.

= Aprendizaje No Supervisado. Contrario al aprendizaje supervisado, las
técnicas bajo este grupo desconocen la categoria de la informacién, por lo
que su principal funcién es la separacién y asignacién de clases dependiendo
del modelo de los datos. Una de las técnicas més usadas de aprendizaje no
supervisado es el algoritmo K-Medias. Este tipo de aprendizaje es usado para

tareas descriptivas.
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Predictivas [Tareas MD)| Descriptivas

Figura 2.3: Categorizacion de las tareas de la Minerfa de Datos (MD).

En este capitulo se abordaran las tareas de clasificacion y agrupamiento para
un tipo de dato dependiente: las series de tiempo. Dado que este tipo de dato
suele ser extenso, es necesario aplicar técnicas de reduccién de la dimensionalidad y
transformaciéon de la informacion para realizar un analisis adecuado del conjunto
temporal. En el siguiente capitulo se abordaran estas fases de preprocesamiento

antes de aplicar alguna de las tareas de mineria de datos previamente mencionadas.

2.2. Discretizacién de Series de Tiempo

El proceso de discretizacién consiste en transformar un tipo de dato en valores
discretos [§]. Particularmente, en series de tiempo, éste consiste en transformar la
serie continua en secuencias discretas o cadenas de caracteres.

En esta seccién abordaremos una forma de discretizacién que ha demostrado
obtener resultados competitivos en las diversas tareas de minerias de datos en
los que se ha probado: discretizacion simbdlica. Sin embargo, todo proceso de
discretizacion requiere un proceso previo para reducir la dimensionalidad de la serie
antes de la transformacién, es por ello que a continuacién abordaremos algunos

de los métodos mas conocidos.

2.2.1. Reducciéon de Dimensionalidad

La reduccién de la dimensionalidad consiste en disminuir el tamafio de la

serie temporal. Diversos métodos han sido propuestos para tal tarea, entre los
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que encontramos: Transformada Discreta de Fourier, Andlisis de Componente
Principales, Piecewise Aggregate Aprozimation (PAA), entre otros.

El método PAA es uno de los métodos méas recurridos en la literatura, debido a
su simplicidad y rapida ejecucion. Dicho algoritmo consiste en subdividir la serie
temporal T'S = {ts1,ts9, -+ ,ts,} de tamano n en m intervalos de igual longitud.
Dichos intervalos son expresados como W = {wy, ws, ..., w,,}. La longitud de cada
intervalo es calculada dividiendo el tamano de la serie de tiempo n y el nimero de
cortes o intervalos temporales m. Por cada intervalo obtenido, se calcula el valor
promedio ts; de los valores de la serie temporal ts; que se encuentran dentro de los
mismos. El conjunto de valores promedios conforman la serie temporal reducida.
La Ecuacion expresa matematicamente dicho procedimiento, mientras que el

Algoritmo [I] detalla los pasos a seguir para obtener la serie de tiempo reducida.

gi = m Z tSj (21)
n -

Algoritmo 1 Proceso de reducciéon de dimensionalidad mediante el proceso PAA

Entrada: W = {w;,w,,...,w,}: Cortes en el espacio temporal, T'S: Serie de
tiempo
1: paraw; € W,1=0,1,2,...,m hacer
2 NoValores = 0
3: SumaValores = 0
4: para j = w;,j < w;y; hacer
5 SumaValores = SumaValores + T'S(j)
6 NoValores = NoValores + 1
7

TS(i) = SumaValores/NoValores
devolver T'S

La Figura [2.4] muestra un ejemplo de una serie de tiempo reducida mediante

el proceso de PAA.

2.2.2. Discretizacion Simbodlica

Uno de los métodos de discretizacion simbdlica que ha demostrado ser competitivo
en la literatura referente a mineria de datos en series temporales, es el bien conocido

método Symbolic Aggregate Approzimation (SAX).



2. Mineria de Datos en Series Temporales 27

—— Serie de tiempo original === Representacion PAA

20 40 60 80 100 120

Figura 2.4: Ejemplo de reduccién de dimensionalidad usando el método PAA

El método SAX inicia su proceso normalizando cada serie temporal de la base
de datos para ajustarla a una distribucién normal con media de cero y desviacion
estandar de uno. Posteriormente, se aplica el método PAA para obtener la serie
temporal reducida con los valores promedios de cada intervalo calculado en el
tiempo. SAX, llama a cada intervalo segmento de palabra, ya que por cada valor
promedio se obtendra un simbolo o letra que formara una palabra, que es la

serie temporal discreta.

Definicién 2.2.1. Segmentos de Palabra. Conjunto de nimeros que representan

los cortes o intervalos en que se subdividird la serie temporal.

Para la asignacién de los simbolos correspondientes, el algoritmo de SAX
subdivide el espacio de valores en cortes generados de forma automaética siguiendo
una distribucién normal. Cada corte representa una letra o simbolo en particular

y son conocidos como alfabeto.
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Definicién 2.2.2. Alfabetos. Valores ordenados de nimeros obtenidos mediante
distribucion normal en el espacio de valores de la serie temporal y que representardan

los simbolos de la serie temporal discreta.

Una vez que se han definido los cortes del alfabeto, se realiza una comparacién
de cada promedio, obtenido por el método PAA, para verificar si se encuentra entre
un intervalo determinado en el alfabeto, de ser asi, el simbolo correspondiente en
ese segmento sera asignado a la serie discreta. Este proceso se realiza por cada
segmento de palabra hasta formar la palabra o la serie temporal discreta. Este

proceso es mostrado mediante el Algoritmo

Definicién 2.2.3. Palabra. Conjunto de simbolos obtenidos en cada segmento de

palabra y que forman la serie temporal discreta.

Algoritmo 2 Proceso de discretizacion mediante el algoritmo SAX

Entrada: AS: Tamano del alfabeto, WS: Numero de segmentos de palabra, TS:

Serie de tiempo

1. TS" = Normalizar(TS) > Normalizar traslada la serie de tiempo para que
tenga media cero y desviacion estandar uno.

2: W = ObtenerSegmentosPalabra(W.S) > ObtenerSegmentosPalabra obtiene
WS segmentos de palabra equidistantes entre si

3: A = ObtenerAl fabetos(AS) > ObtenerAlfabetos obtiene AS alfabetos mediante
distribucién normal

4: TS = PAA(W,TS’) > PAA obtiene la serie de tiempo reducida mediante el
Algoritmo

5. para i = 0,4 < longitud(7'S) hacer > longitud determina el nimero de valores
en TS

para a = 0,a < longitud(A) hacer
si TS(i) > A(a) y TS(i) <= A(a + 1) entonces

D = AsignaSimbolo(i) > AsignaSimbolo asigna el simbolo
correspondiente al valor dado
devolver D > Regresa la serie de tiempo simbdlica encontrada

La Figura muestra un ejemplo de discretizacién simbdlica usando el procedi-
miento de SAX, donde se ilustran los cortes en el espacio temporal y el de valores,
asi como la asignacion de los simbolos correspondientes.

Aunque SAX es uno de los métodos méas utilizados dada su facil implementacién

y sus buenos resultados, éste tiene varias desventajas enumeradas a continuacion.
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Figura 2.5: Ejemplo de discretizaciéon de series de tiempo continuas a series discretas
simboélicas mediante el método de SAX

1. Asuncion de normalidad. Asume que todas las series temporales a discretizar
se ajustan a una distribucién normal, aunque algunas no cumplan con esta

condicién.

2. Numero de segmentos de palabra y alfabeto. Para poder realizar el proceso
de discretizacion, SAX necesita los valores para el tamano de la palabra y
el nimero de cortes del alfabeto para la conversién. Sin embargo, encontrar
los valores adecuados de estos parametros no es tarea facil, esto debido a
que un numero pequeno puede incurrir en la deformaciéon de la serie de
tiempo y valores altos minimiza el grado de discretizacion. Los valores de

estas caracteristicas depende del conocimiento a priori del conjunto de datos.

3. Distribucion de cortes. SAX, genera los cortes para la palabra de forma
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equidistante, es decir, con una misma distancia entre ellos. Mientras que para
el alfabeto, como ya se menciond, utiliza una distribucién normal, lo que

puede provocar que la serie de tiempo discreta no se ajuste a la serie original.

2.3. Medidas de Similitud o Distancia

Tener una medida de comparacion entre dos series de tiempo es de vital
importancia para las tareas de mineria de datos y el analisis de series temporales
[44]. Esta comparacién puede ser vista como una medida de similitud entre dos
series de tiempo, es decir, qué tanto se parecen una de la otra. Al hablar de similitud,
se sobreentiende que se compararan dos series con diferentes caracteristicas (forma,
tamafio, entre otras), siendo un problema definir una medida que aproxime una
“similitud” entre dos series de tiempo.

Existen diversos enfoques en los que se han agrupado las técnicas de comparacién
de series de tiempo, principalmente en este capitulo nos centraremos en tres medidas

de similitud organizadas en dos categorias descritas a continuacion [34].

Medidas punto a punto (Lock-step measures). En este tipo de medida se
compara el i-ésimo punto de la serie temporal A con el i-ésimo punto de la
serie temporal B; es decir, se comparan ambas series punto a punto. Se asume
que ambas series son de mismo tamano, de lo contrario, este tipo de métricas
no pueden ser usadas. Una de las medidas de similitud mas usadas de este

tipo es la distancia euclidiana.

Medidas elasticas (Elastics measures). Por su parte, este grupo de medidas
permite comparar segmentos de las series de tiempo para encontrar subse-
cuencias comunes en ambas series; es decir, no se hace una comparacion
punto a punto, sino que se comparan partes de ambas series para estimar la
similitud. Estas medidas también permiten la comparacion de series de tiempo
de diferentes tamanos. Dentro de las mas usadas se encuentran: Dynamic Time
Warping (DTW) y Subsecuencia Comin mas Larga (The Longest Common

Subsequence).
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A continuacién se detallan cada una de las medidas anteriormente mencionadas.

2.3.1. Distancia Euclidiana

Es la medida de similitud més simple para series de tiempo [85]. Una de sus
principales ventajas radica en la complejidad lineal que presenta, permitiendo su facil
implementacion y rapida ejecucién. Ademds, es un método que no conlleva ningtin
tipo de parametro adicional, evadiendo la calibracién inicial [34]. Sin embargo,
asume que ambas series son del mismo tamano, escala, base y no presentan huecos
o segmentos vacios [74]. Ello aunado a su sensibilidad al ruido presente en las
series, hacen que en casos reales no sea la métrica idonea de usar para comparar
dos o mas series de tiempo.

La Ecuacion representa la forma en que se calcula esta métrica, donde T'S;

y T'Ss son las series de tiempo a comparar y n es el tamano de ambas series.

(2

DistanciaEuclidiana(T S1,TSs) = \l (T'S1(i) — T'S5(1))? (2.2)
=1

2.3.2. Alineamiento Temporal Dindmico (Dynamic Time
Warping, DTW)

A diferencia de la distancia euclidiana, el método de Alineamiento Temporal
Dindmico (Dynamic Time Warping, DTW) es una medida de similitud que considera
la alineacion 6ptima de dos series temporales obtenidas en periodos de tiempo
distintos, siendo mas robusto que las medidas punto a punto [I].

Para obtener la distancia entre dos series temporales, DTW necesita generar
una matriz de distancias (MD) con el calculo de las distancias entre todas las
posibles subsecuencias encontradas en cada serie. Dadas dos series de tiempo
TSy = {ts\V s, 15} y TSy = {ts), ts8?,-++  tsi™}; la MD es calculada
mediante la Ecuacién , donde d(tsgi), tsgj )) es la distancia entre las subsecuencias

de las series de tiempo T'S7 y T'Ss.



32 2.3. Medidas de Similitud o Distancia

ditsiV tsy)) d(ts tsP) oo d(ts(? ts5™)

ditsi? ts$) d(ts? ts5))

MD = (2.3)

d(tsy", ts5") d(ts)", ts3")
La principal idea de DTW es calcular la ruta 6ptima en MD que minimice
la Ecuacién [2.4) donde k es el ntimero total de distancias encontradas y w; =

MD(a,b), 1 <a<n,1<b<m.

DTW(TS,,TSy) = min (4 zk:wz) (2.4)

Sin embargo, la ruta éptima esta sujeta a varias limitaciones que aseguran una
alineacién idénea entre las series de tiempo [58]. (1) Limites, se debe asegurar
que w; y wy correspondan al primer y tltimo elemento de MD y no se superen
esas posiciones. (2) Continuidad, se debe cumplir que dos distancias dentro de la
ruta sean subsecuentes y no existan brechas grandes entre ellas. (3) Monotonia,
cada distancia de la ruta deben estar ordenados en el tiempo, es decir, la primera
distancia debe ser menor que la segunda, y asi sucesivamente. Una forma para
cumplir con cada una de las restricciones es utilizar la programacion dindmica [23].

La programacion dinamica requiere el calculo de una matriz de costo acumulado
(MCA) del mismo tamano que MD [I]. MCA sustituira a MD en la minimizacién
de la Ecuacién 2.4 es decir ahora w; = MCA(a,b). Dicha matriz se calcula

de acuerdo a la Ecuacion 2.5

MCA(a,b) = d(tss,tsh) + min {MCA(a —1,b— 1), MCA(a — 1,b), MCA(a,b— 1)} (2.5)

En la literatura existen diversas modificaciones a esta medida de similitud,
pero en general, cada enfoque busca la alineacion correcta y por consiguiente
una estimacién de similitud correcta dependiendo de las caracteristicas de las

series temporales.
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2.3.3. Subsecuencia Comiin mas Larga (The Longest Com-
mon Subsequence)

Otra medida de similitud entre dos series de tiempo que busca la alineacién
de ambas mediante la comparaciéon de subsecuencias o partes de ellas, es el
método conocido como la Subsecuencia Comin mds Larga (The Longest Common
Subsequence, LCS).

Una de las principales ventajas de este método es la robustez al ruido o datos
atipicos, a diferencia de DTW, que si ve afectado su funcionamiento con series de
tiempo con este tipo de problemas [23]. Ello se debe a que este método permite
alinear series de tiempo con subsecuencias no encontradas en otra serie, es decir,
que no se pueden relacionar [85]. La Figura muestra una comparacion grafica
entre la distancia euclidiana, DTW y LCS, donde se puede apreciar que LCS no

relaciona segmentos de la segunda serie de tiempo que no se muestran en la primera.

— TS — TS ’—Tsl—ng ‘ — TS — TS ‘
T T T T
6| : 6| :
1 y 1 y
2 2
0 0
_2 | | _2 | |
50 100 50 100
(a) (b) (c)

Figura 2.6: Comparacion de alineacién de series de tiempo usando las medidas de
similitud: (a) distancia euclidiana, (b) DTW, y (c) LCS. Las lineas entre las dos series
temporales representan la correspondencia encontrada entre cada serie.

Aligual que DTW, LCS construye una matriz muy parecida a MCA. Sin embargo,
en lugar de considerar distancias, dicha matriz (mLCS) considera similitudes entre
subsecuencias. Dicha similitud es la longitud de la subsecuencia comiin mas larga.
Por ejemplo, imaginemos que tenemos dos series de tiempo X = {3,2,4,6,7,5,1} y
Y =19,3,4,8,7,5,1}, la subsecuencia comun mas larga es Z = {3,4,7,5, 1}, la cual

es la secuencia de elementos que consecutivamente se repiten en ambas series [85].
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Sean TSy = {ts\V ts? - ts} y T8y = {tsV s, -+ ts§™} dos series de
tiempo, mLCS se calcula mediante la Ecuaciéon 2.6, Cada elemento de la matriz
es la subsecuencia comin mas larga de todos los posibles segmentos de ambas

series de tiempo.

0 a=20
0 b=0
mLC5(a,b) = 1+mLCS[a—1,b— 1] Sitst—tsy (20

max(mLCS[a — 1,b], mLCS[a,b—1]) caso contrario
Una vez obtenida mLCS, la distancia entre dos series temporales T'S; y T'Sy
se obtiene con la Ecuaciéon donde n y m son las longitudes de TSy y T'Ss,
respectivamente, y [ es la subsecuencia comin mas larga encontrada.
LOS(TS:, TSy) = "rm T2 (2.7)

m-+n

La complejidad computacional de cada uno de esto métodos depende del tamano
de las series temporales. Para DTW y LCS la complejidad es medida como O(mn)
[23], donde m y n son los tamanos de las series comparadas. Para el caso de la
distancia euclidiana, la complejidad es lineal, es decir O(n) [34], debido a que hace

comparaciones directas en series de tiempo de mismo tamano.

2.4. Clasificacién en Series de Tiempo

La clasificacion es una tarea de mineria de datos encargada de asignar una
categoria o etiqueta de clase, mediante la construcciéon de modelos, objetos o casos
a través del aprendizaje que obtiene de los mismos datos (aprendizaje supervisado)
[17, 197, [56]. En esta tarea se asume conocimiento previo del problema a resolver [74],
el cual constituye un conjunto de datos llamado conjunto de entrenamiento, con el
que cada técnica aprende para realizar la clasificacion. Las técnicas probablemente
mas conocidas de clasificacion en mineria de datos son: k-NN: Vecinos mds Cercanos,
Clasificador Bayesiano y Arboles de Decision. Cada una de estas técnicas fue creada
para bases de datos no temporales, sin embargo pueden ser extendidas para el

manejo de series de tiempo.



2. Mineria de Datos en Series Temporales 35

2.4.1. k-NN: Vecinos mas Cercanos

Es una de las técnicas mas simples de clasificaciéon de datos. La idea basica
consiste en asignar a un caso sin clase, la categoria del caso mas cercano de un
conjunto de k instancias, llamadas vecinos. Para estimar la cercania de dos puntos
se usan medidas de distancia como la distancia euclidiana. k£ es un parametro
inicial del algoritmo y su funcionamiento varia dependiendo del valor que tome
dicho parametro.

La Figura muestra un ejemplo del funcionamiento del algoritmo K-NN
usando un conjunto de 5 casos conocidos (K = 5), donde el objeto con menor

distancia fue el tridngulo, asignando dicha forma al caso desconocido (Figura [2.7h)).

5 ] o 5 ] o

4 dsi dl 4\ d5i dl
| @ o @bk
dy,/ 2 s/ 2
2 A 2 A
@ @
1+ 1+
0 | | | | 0 | | | | J
1 2 3 4 ) 1 2 3 4 5)
(a) (b)
Figura 2.7: Ejemplo del funcionamiento del algoritmo k-NN, para & = 5. La forma
blanca en la Figura (a) representa el caso desconocido, d;,i = {1,...,5} representan

las distancias de ese punto a cada caso conocido. La Figura (b) muestra como el caso
desconocido tomo la forma de la figura més cercana encontrada.

A pesar de ser una técnica simple y sencilla de aplicar, tiene varias consideraciones

que deben tomarse en cuenta para su uso [74]:

s Valor adecuado para k. Como ya se menciond anteriormente, el algoritmo es
sensible al niimero de vecinos donde se buscara la clase correspondiente al
caso desconocido. A valores méas grandes de k, pueden encontrarse més de
una clase; mientras que, a valores pequenos, el algoritmo puede ser afectado

por ruido.
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= Medida de similitud. El uso de alguna técnica de estimacion de distancia puede
afectar al rendimiento del algoritmo, debido a que también éstas dependen

del tipo de datos, su distribucién y su dimensionalidad.

= FError. El error del algoritmo K-NN se aproxima de forma asintotica al error

de Bayes [74].

El Algoritmo [3| detalla el procedimiento general para clasificar bases de datos

usando el procedimiento de vecinos mas cercanos.

Algoritmo 3 Algoritmo de clasificacién del k-NN vecino méas cercano

Entrada: k£: Numero de vecinos mas cercanos, E: Conjunto de instancias de
entrenamiento, F: Conjunto de instancias de prueba
1: para f = (2/,y') € F hacer
2: Calcular la distancia d(z’,z) entre f y e = (z,y) € E.
3: Seleccionar las instancias de F mas cercanas a las instancias de F.
4: Elegir la etiqueta para 3’ de la etiqueta mds frecuente del conjunto de vecinos
mas cercanos.

Para clasificar bases de datos temporales mediante esta técnica, basta usar
una de las medidas de similitud mencionadas en la Seccién 2.3l como estimador

de la cercania entre dos series de tiempo.

2.4.2. Clasificador Bayesiano Ingenuo

El clasificador Bayesiano Ingenuo es una técnica de clasificacion estadistica basa-
da en el Teorema de Bayes, el cudl, calcula las probabilidades condicionales de que
una instancia desconocida pertenezca a otra con clase definida. Para ello, se asume
que todas las caracteristicas de la base de datos son condicionalmente independientes,
es decir, cada una cambia su valor independientemente de las otras [56].

Supongamos que tenemos una instancia I = {aty,ats, - ,at,} de clase des-
conocida y un conjunto de posibles clases para cada instancia de ese conjunto
CL = {c1,¢,+ -+ ,cm}. El clasificador bayesiano ingenuo consiste en calcular las
probabilidades condicionales (distribucién posterior) de que I pertenezca a un
elemento de C'. Dicha probabilidad condicional se calcula mediante la Ecuacién [2.8]
donde P(c;) y P(I) son las probabilidades de que la clase ¢; y la instancia I se
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presenten en el conjunto de entrenamiento respectivamente, siendo este tltimo sélo
es un factor de normalizacién, por lo tanto puede no ser ocupado. Para calcular
P(I|c;) se utiliza la Ecuacién , que es la multiplicacién de las probabilidades

de que los ¢ elementos de I pertenezcan a la clase c;.

Ploiin = TR (2.5)
P(l]e;) = ﬁIP(amcj) (2.9)

La idea del método es calcular todas las posibles probabilidades para cada
c¢; € C, de tal forma que aquella con la mayor probabilidad determina la clase

a la que corresponde la instancia de muestra.

2.4.3. Arboles de Decisién

El clasificador por arboles de decision es una herramienta fuertemente usada
en problemas del mundo real [59]. La idea bésica es construir un conjunto de
reglas que permitan inferir la clase a nuevas instancias con clase desconocida. Ese
conjunto de reglas es presentada mediante nodos y aristas que permiten asignar
una etiqueta de clase a una instancia. A este conjunto de nodos y aristas se
le llaman drboles de decision.

Un arbol de decisién es un modelo jerarquico no paramétrico donde las regiones
para una clase en particular son identificadas mediante subdivisiones recursivas a
través de nodos de decision [56]. La Figura [2.8 muestra los elementos de un arbol

de decision, los cuales se detallan a continuacion.

= Nodos raiz. Es el nodo principal, con el que se inicia el proceso de busqueda
en el arbol. No contiene aristas entrantes y de él pueden o no partir aristas,

en el peor de los escenarios.

= Nodos internos. Son nodos que reciben solo una entrada y de él se derivan

una o mas aristas dependiendo del dominio del atributo.
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» Nodos internos

.................... > Nodos hOJa

Figura 2.8: Elementos de un arbol de decision.

= Nodos hoja o terminales. Son nodos que reciben solo una arista o entrada y
no sale ningtin dato de ellos. Son el tltimo nivel del drbol y contienen el valor

de clase que se esta buscando.

En clasificacion, los nodos que no son terminales contienen los atributos, las
aristas contienen las reglas de separacion de los atributos y los nodos hojas contienen
las clases que, dada las reglas, deben contener.

La construccion de arboles de decisién a partir de los datos, es usualmente
generada mediante el algoritmo de Hunt [97], el cual es la base para los métodos de
clasificacién de arboles de decisién ID3, C4.5 y CART. El algoritmo de Hunt consiste
en dividir, en forma recursiva, los registros de entrenamiento en subconjuntos mas

puros, es decir, en subconjuntos que sélo contengan una clase.

Definiciéon 2.4.1. Sea CL = {cy,¢q, -+ ,cc} un conjunto de clases y T, =
{(v1,91), (V2,42), -+, (v, y¢)} un conjunto de registros de entrenamiento para el
atributo at, donde v; es un dato de la base y y; es la etiqueta del registro, un drbol de

decision es generado por el algoritmo de Hunt siguiendo los pasos que a continuacion

se describen [97):

1. Yy € Ty, si “y” pertenece a la misma clase entonces el atributo “at” es un

[l

nodo hoja del drbol etiquetado como “c”.

2. SiTy € D entonces se crea un nodo hoja asignandole la clase mas frecuente

del padre [50].
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3. Yy € Ty, si “y”, contiene diferente etiqueta de clase, entonces se crea un nodo
interno con el atributo “at” y se selecciona una condicion que divida a T, en
subconjuntos. Cada subconjunto forma un nodo hijo del nodo interno creado
y los datos de T,; se distribuyen de acuerdo a la condicion creada. Por cada

nodo hijo se repite el proceso desde el paso [l

Sin embargo, seleccionar el atributo “at” que sera el nodo raiz del arbol y cada
condicién de separacion de los datos no es tarea facil. Para ello, se ha propuesto el uso
de la ganancia de la informacién para hacer las divisiones e ir seleccionando los nodos
internos y hojas. Dicha métrica de separacion esta basada en el cdlculo de entropia,

la cual es una medida de aleatoriedad o caos dentro de un conjunto de datos.

Definicién 2.4.2. Sea T,y = {(v1,41), (v2,Y2), -+, (Vt, y)} un conjunto de registros
de entrenamiento para el atributo “at” y CL = {cy,ca, -+ ,cc} el conjunto de clases,
la entropia se calcula mediante la Ecuacion donde p(Ty|c;) es la frecuencia

relativa de la clase ¢; del nodo Ty [50].

C
E(Tu) = =D p(Tutlc:) - logy(p(Tutles)) (2.10)

i=1
Definicién 2.4.3. Sea T,y = {(v1,91), (v2,Y2), -+, (vt, y)} un conjunto de registros
de entrenamiento para el atributo “at” y CL = {cy,¢9, -+ ,cc} el conjunto de clases,

la ganancia de la informacion se calcula usando la Ecuacion donde k es el

nimero de particiones realizadas, t; es el tamatio de la particion i [8])].

IG(T.) = E(Tu) — (3 S E(7) (2.11)

i=1

La ganancia de la informacion calcula la impuridad de cada atributo, mediante
la resta de la Entropia de dicho atributo antes del proceso de separacion y el
promedio de las entropia de los grupos formados después de la separacion. El
atributo con el valor més alto de ganancia de la informacion es seleccionado para
ser el nodo raiz o interno dependiendo del nivel del arbol en construcciéon. El

numero de divisiones por cada atributo depende del tipo de dato que contiene,
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es decir, si es categérico, el niimero de divisiones sera el ntimero de categorias
encontradas, y si es numérico, se calcula un umbral de separacion donde la entropia
sea menor al generar dos nodos hijos.

Atun cuando la ganancia de la informacion obtiene buenos resultados con arboles
compactos, los arboles con muchos nodos hijos son preferidos a diferencia de
nodos con pocas salidas [56]. Para solucionar esta situaciéon se agrega un término
de normalizacién, el cual es la entropia de separar un nodo en p particiones. A
la ganancia de la informacién con dicho término se le conoce como porcentaje

de ganancia de informacion.

Definiciéon 2.4.4. El porcentaje de ganancia de informacion es la ganancia de la
informacion del atributo “at” dividida entre la entropia del conjunto de separaciones

creadas para “at”. La Ecuacion [2.19 muestra cdmo se calcula esta métrica.

1G(T)
Ta,i Ta,i
o T oy (i)

El porcentaje de ganancia de informacién refleja la proporcién de datos generados

PorcentajelG(T,) = (2.12)

por la divisién que es 1til, es decir, que parece util en la clasificacién [56].
El Algoritmo 4] muestra una estructura general para la construccién de un arbol

de decisién basado en un conjunto de instancias de entrenamiento 1.

Algoritmo 4 Proceso de construccion de un arbol de decisién

Entrada: E: Conjunto de instancias de entrenamiento, A: Conjunto de atributos
1: si E contiene la misma etiqueta de clase o los mismos valores de atributo
entonces
2: Se crea nodo hoja con la etiqueta de la clase mas frecuente en el conjunto
de entrenamiento devolver nodo hoja
3: si no
4: Se crea nodo raiz con el atributo con la mayor ganancia de la informacion
calculada con la Ecuacién R2.111
5: para cada valor del nodo raiz hacer
Se crea un nodo hijo del nodo raiz

7: Se repite el paso
devolver nodo raiz

Generalmente, después de la creacion de los arboles de decision, se realiza un

post-procesamiento para eliminar ramas que no aportan informacién al arbol y solo
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aumentan la complejidad del mismo. Esta etapa es considerada como adicional.
Sin embargo, es importante verificar que los arboles generados no entorpezcan el

proceso de clasificacion al ser de profundidad alta y complejos.

2.5. Agrupamiento ( Clustering) en Series de Tiem-
po

El proceso de agrupamiento (o clustering en inglés) consiste en subdividir un
conjunto de instancias u observaciones en grupos (clusters en inglés) dependiendo
de la similitudes entre las instancias, es decir, cada grupo contiene observaciones
similares entre si [53]. La Figura ejemplifica como se realizaria el proceso de
agrupamiento. Este tipo de método es considerado como aprendizaje no supervisado,
dado que se desconoce una clasificacion de los datos y lo que se pretende es
establecer una mediante la separacion de las observaciones. Dentro de los métodos

de agrupamiento mas usados esta el método llamado K-Medias.
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Figura 2.9: Ejemplificacion del proceso de agrupamiento de instancias, (a) datos antes
de la generacion de los grupos, y (b) datos agrupados de acuerdo al parecido entre ellos.

2.5.1. K-Medias

El método de agrupacion llamado K-Medias es el algoritmo més popular dentro de

esta tarea de minerfa de datos [74]. K-Medias consiste en encontrar los valores medios
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o centroides de las observaciones como guias para crear los grupos y definir que
instancias corresponden a cada uno. Los centroides se van modificando de acuerdo
a las observaciones existentes en cada grupo. Una vez modificados los centroides se
recalculan las distancias y se vuelven a asignar las instancias que deben contener
cada grupo. Este proceso es iterativo hasta que se minimice el error definido en la
Ecuaciéon , donde I es una observacién o instancia, O = {01,09, -+ , 01} es el
conjunto de grupos de instancias, 0; es el centroide del grupo ¢ y dist es una funcion
de similitud entre dos objetos. Dado que la biisqueda realizada es una heuristica
voraz, K-Medias es bueno encontrando valores locales 6ptimos pero no el 6ptimo

global [74]. El Algoritmo [5 detalla el procedimiento del método K-Medias.

k
Error =YY" dist(1,0;)* (2.13)

i=11€0;

Algoritmo 5 Proceso de agrupacion mediante el algoritmo K-Medias

Entrada: k: Numero de grupos, D: Conjunto de observaciones o instancias

1: Escoger aleatoriamente k centroides de D

2: E=1Inf() > Inf() es una funciéon que devuelve un valor alto

3: mientras F < ¢ hacer > ¢ es un umbral definido para determinar la condicion
de paro

4: Reasignar las observaciones a cada grupo que sean mas cercanas al centroide
de cada grupo.

5: Actualizar los valores de los centroides de acuerdo a las observaciones que

pertenecen a cada grupo.
devolver El conjunto de k£ grupos

Este algoritmo solo se puede utilizar cuando es posible determinar los centroides
dentro de un conjunto de observaciones. Por ejemplo, para tipos de datos categéricos,
se utiliza el método k-modas, donde en lugar de calcular medias, se calculan las
modas de los datos para generar los grupos.

Otra limitacion es el valor 6ptimo para k. Si k es alto, el nimero de observaciones
por grupo disminuye, generando soluciones parecidas al conjunto original. Por el
contrario, si k es bajo se tienen grupos con observaciones poco similares entre

ellas, acarreando malos resultados al analisis.
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3.1. Introduccion

Optimizar significa encontrar valores ideales a variables para la solucién de
un problema en particular [86]. Habitualmente, se suele utilizar este proceso para

encontrar la mejor soluciéon de un problema basados en una sola funciéon objetivo,

43
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a este tipo de problema se le conoce como optimizacion de un solo objetivo o
mono-objetivo (SOOP, en sus siglas en inglés). Una funcién objetivo es una métrica
utilizada para medir la calidad de las soluciones potenciales a un problema [18].

Sin embargo, existen otro tipo de situaciones donde se tienen dos o mas objetivos
que se requieren optimizar para resolver un problema; y por lo general, estos
objetivos suelen estar en conflicto unos con otros, lo que significa que, al mejorar
un objetivo, el(los) otro(s) suele(n) empeorar. Por tal motivo es necesario buscar
soluciones que optimicen ambas funciones sin que ninguna se vea afectada por la
otra, para ello se utiliza la optimizacion multi-objetivo.

El problema de optimizacién multi-objetivo (MOOP, en sus siglas en inglés)
consiste en buscar soluciones que maximicen o minimicen dos o mas funciones
objetivo simultdneamente [31]. E1l MOOP es expresado mediante la Ecuacién [3.1]
donde L es el nimero de variables de decision, F' es el nimero de funciones objetivo,
7 es una solucién potencial al problema conteniendo al conjunto de variables
de decision, ? es el conjunto de valores obtenidos al evaluar 7 en cada funcién
objetivo, y por tultimo, h(7) y ¢(7) son funciones de igualdad y desigualdad,
respectivamente. Estas funciones determinan la regién factible F de donde se

encuentran las soluciones potenciales al problema [31].

X1

—> X2 L
Hallar © = | | | € R™ tal que

f(T)

optimice ?(:_c’) = f2<:¥) (3.1)
e(7)

Sujeto a:

ho () =0

gn(T) <0

De la Ecuacion se distinguen dos tipos de espacios o conjuntos utilizados

para el proceso de optimizaciéon: el espacio de las variables de decision y el
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espacio de las funciones objetivo. En el primero, se encuentran los valores de
cada una de las variables involucradas para resolver el problema, mientras que en el
segundo, se encuentran los valores resultantes de evaluar una solucién en cada
funcion objetivo [31].

A diferencia de los SOOPs donde el proceso de optimizaciéon contempla un
tnico 6ptimo, en un MOOP el 6ptimo consiste de un conjunto de soluciones con
un buen compromiso entre todas las funciones objetivos.

Para encontrar dicho conjunto es utilizado los conceptos de optimalidad expuestos

por Edgeworth en 1881 y generalizados por Pareto en 1886 [7§].

3.1.1. Dominancia de Pareto

En problemas donde se busca optimizar un tinico objetivo, encontrar una solucion
que sea la mejor posible de todo el espacio de bisqueda es facil de determinar,
ya que se puede hacer una comparacion directa entre ellas mediante la calidad
determinada por la funciéon objetivo. Sin embargo, cuando dos o mas funciones
son involucradas, la comparacion ya no es directa, por lo que es necesario utilizar
métodos para discriminar o discernir entre soluciones mediante multiple objetivos.

Edgeworth y Pareto propusieron una de las técnicas mas usadas en los MOOPs
llamada optimalidad de Pareto. Dicha técnica determina si una solucién es mejor
que otra mediante el término de dominancia de soluciones, o también llamado

dominancia de Pareto.

Definicién 3.1.1. Dominancia de Pareto. Una solucién 7, es dominada por T,
siy solo si fi{(T9) < fi(Z1)Vie{l,2,....F} y f(72) < f(Z1) al menos en un

objetivo. Esta dominancia es expresada como @9 < 11 [70).

La dominancia de Pareto determina las soluciones que cumplen con el com-
promiso 6ptimo en todos los objetivos del conjunto de soluciones encontradas
en la regién factible F.

La Figura muestra un ejemplo de las soluciones que cumplen con un

compromiso, asumiendo minimizacién, en las dos funciones objetivo del problema
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Figura 3.1: Ejemplo de dominancia de Pareto en un problema con dos funciones objetivo,
donde x2, x3, y £¢ dominan a las demas soluciones en todos los objetivos.

(fi y f2), donde 7’3 es mejor que T5 y Tg en ambos objetivos y tienen la misma
calidad que las soluciones 71 y x'7 en al menos un objetivo. Por otro lado, 2’5 tiene
. Ny - o> o — . S, —
una mejor evaluaciéon que x4, T5, T7, y Tg en ambas funciones. Por tltimo, 7’4
tiene el mismo valor de calidad que 77, y domina a 27’5 y 27 en los dos objetivos. Por
lo tanto, 7’9, X3 v T son soluciones que cumplen con la Definicién [3.1.1] siendo el
) Y
conjunto de soluciones no dominadas debido a que dominan al resto de soluciones
en ambas funciones. Al conjunto de soluciones que son dominadas por al menos

una solucién se les conoce como soluciones dominadas.

3.1.2. Frente y Conjunto Optimo de Pareto

A la soluciéon dentro del espacio de variables de decisiéon que representa una
solucién no dominada en el espacio de las funciones objetivo se le conoce como

Solucion éptima de Pareto.

Definicién 3.1.2. Solucién Optima de Parcto (Z*). Una solucién T; € F se

>
considera solucién dptima de Pareto, si no exista otra ©; € F tal que f(Z;) <

(@)
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La Figura muestra la distribucion de las soluciones, tanto en el espacio de
las funciones como el de los valores, en un problema con dos objetivos. La Figura
muestra el conjunto de soluciones no dominadas en el espacio de las funciones
objetivo, el cual se le conoce como Frente de Pareto (PJF ). Por otro lado la Figura
muestra a las soluciones no dominadas en el espacio de las variables de decision,

el cual es conocido como conjunto 6ptimo de Pareto.

Espacion de las Variables de Decision Espacio de las Funciones Objetivo

15 ?11- ?15 ?15
6 [
10 ¢
g =Y
S 91|
0 | | | | O : : ‘ :
0 5 10 15 0 2 4 6
L1 fi
(a) Conjunto de Optimos de Pareto (b) Frente Optimo de Pareto

Figura 3.2: Representacion del conjunto y frente de Pareto. Los circulos representan las
mejores soluciones vistas tanto en el conjunto de Pareto, llamadas soluciones 6ptimas de
Pareto (a), como en el frente de Pareto conocidas como soluciones no dominadas (b).

Definicién 3.1.3. Conjunto Optimo de Pareto (POF). El conjunto éptimo de
Pareto es definido como POF ={7Z € F |2 =72*} [7Z]

Definicién 3.1.4. Frente Optimo de Pareto (PF). En los MOOPs, el frente dptimo
de Pareto PF es definido como PF = {f(T) | @ € POF [7Z].

3.1.3. Seleccion de Preferencias

Los métodos propuestos en la literatura especializada para la solucion de

problemas multi-objetivo utilizan dos fases para encontrar los valores 6ptimos
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a las variables del problema a resolver: (a) Encontrar el Frente de Pareto, y (b)
Seleccionar una o un subconjunto de soluciones de dicho frente [41].

Esta tltima fase representa una tarea dificil para el tomador de decisiones [22],
puesto que todos los elementos del frente de Pareto representan buenas soluciones
a su problema. Este proceso es llamado Manejo de Preferencias debido a que el
tomador de decisiones incluye informacién adicional necesaria para decidir sobre

los elementos del Frente de Pareto.

Definiciéon 3.1.5. Manejo de Preferencias. Proceso de seleccionar una solucion o
un subconjunto de ellas del Frente de Pareto, tomando en cuenta las preferencias

del tomador de decisiones [22, 196].

En problemas reales, es complicado definir un método para la seleccion de
preferencias; es por ello que, existen una alta cantidad de manejadores de preferencias
definidas acorde al problema que se esta optimizando, y que no necesariamente son

adecuados a otros problemas, incluso si optimizan problemas similares.

3.2. Meétodos Clasicos para Optimizacion Multi-
objetivo

En la literatura especializada [54], (18], BT, [70, 511, 28], existen varios métodos
matematicos o clasicos para la optimizacién de problemas con miultiples objetivos.
Dichos métodos se centran en convertir el problema multi-objetivo en problemas
de optimizacion de un soélo objetivo.

Una vez que el problema multi-objetivo ha sido transformado, ahora es posible
abordarlo con métodos de optimizacién mono-objetivo clasicos, permitiendo una
facil interpretacion de los resultados.

En este apartado nos enfocaremos en describir algunos de estos enfoques que

han sido usados para resolver problemas con mas de un objetivo.
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3.2.1. Suma Ponderada de Funciones (SPF)

Este método es uno de los enfoques mas comunes y simples utilizados en la
resolucién de problemas multi-objetivo [35]. Fue propuesto por Gass et al. en [50],
en el ano 1955 y consiste en minimizar un problema multi-objetivo mediante la
transformacion del conjunto de funciones en un solo objetivo. Lo anterior se realiza
sumando cada una de las funciones y ponderando su importancia mediante pesos. La
Ecuacion expresa dicha transformacion, donde u; representa el peso o prioridad
de cada funcién dependiendo de las preferencias del tomador de decisiones. Dichos

pesos estan sujetos a Z,’f:l u; = 1.

mznzk:ulfl(i"’) (3.2)
i=1

Este método es el enfoque mas simple encontrado para resolver MOOP, dado
a que es intuitivo y facil de implementar; ademéas, en problemas con Frentes
de Pareto convexos, la SPF garantiza encontrar soluciones en todo el conjunto
6ptimo de Pareto [31].

Sin embargo, su principal desventaja radica en su ineficiencia al encontrar solucio-
nes en frentes de Pareto no convexos o en funciones discontinuas, caracteristicas que
suelen ser frecuentes en el modelado de problemas del mundo real. Adicionalmente,
requiere una buena calibracion de pesos para explorar los puntos del Frente de

Pareto que son de interés para el tomador de decisiones.

3.2.2. Meétodo e-Constraint

Este método fue introducido por Haimes et al. en 1971 [102], el cudl mejora
las deficiencias mostradas por la SPF'; es decir, encuentra soluciones 6ptimas no
importando si el frente de Pareto es céncavo o convexo.

La idea detras de e-Constraint es minimizar uno de los objetivos del problema,
mientras que los objetivos restantes son transformados en funciones de restriccion
limitadas por diferentes valores definidos por el usuario (¢). La Ecuacién expresa

matematicamente el funcionamiento de este método.
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minimizar f;(7)

(3.3)

Este método es capaz de encontrar diferentes soluciones en el Frente de Pareto
dependiendo de los valores asignados a cada €, permitiendo ser robusto a la forma que
el mismo frente tenga, es decir, si es concavo o convexo. Por el contrario, la eleccion
de los valores 6ptimos para cada e representa la principal desventaja de este enfoque,

siendo visto incluso como otro problema de optimizacién dentro de los MOOP.

3.2.3. Meétodo de Programacion por Metas

El método de programacion por metas fue propuesto originalmente para re-
solver problemas de optimizacién lineales mono-objetivos por Charnes et al. en
1955, posteriormente, autores como Lee, Ignizio y Romero han demostrado su
funcionalidad en aplicaciones de ingenieria [31].

Este método consiste en definir metas 7; para cada funcién que se requiera
optimizar Fj(x). La idea es minimizar las desviaciones de cada meta hacia las
funciones objetivo; esto es, minimizar z{zl 0;, donde 6; es la desviacion de la meta
7; para la i-ésima funcién objetivo [70]. Dicha desviacion es separada en dos valores,
uno positivo d; y otro negativo d; , con el fin de modelar el bajo y alto rendimiento
de cada meta. En resumen, este método, a diferencia del método e-Constraint,
transforma un problema multi-objetivo a uno de un sélo objetivo definiendo una

funcion basada en desviaciones de los objetivos del problema a metas definidas para



3. Optimizacion Multi-Objetivo 51

cada una de ellos, y los objetivos son convertidos en restricciones del problema.

La Ecuacién expresa dicha transformacion.

J
minimizar Y w;6; + w;0;
i=1

Sujeto a: (3.4)
Pk, Nk 2 0
Donde @ = {u1,us, ..., u;} son pesos para controlar hacia donde debe dirigirse

la busqueda en la minimizaciéon de los objetivos, teniendo un comportamiento
similar a la SPF.

La programacién por metas es un método muy recurrido y popular debido
a que su idea es intuitiva, comprensible y facil para el tomador de decisiones
[18]. Adicionalmente, este método es capaz de lidiar con problemas de baja y alta
dimensionalidad, es decir, gran ntiimero de variables de decision [I§]. Sin embargo,
este método, al igual que la SPF, el tomador de decision requiere tener informacion

suficiente para definir los mejores posibles valores para cada w.

3.2.4. Meétodo Lexicografico

Una variante al método de programacion por metas, es el llamado programacion
por metas lexicogrdfico. La diferencia radica en que la meta estd dada por la
mejor aptitud encontrada en la funciéon predecesora. Para ello es necesario ordenar
las funciones en términos de importancia, lo que significa que se necesita tener
conocimiento a priori de las funciones para definir cuél debe ejecutarse primero.
Teniendo ordenadas el conjunto de funciones, se van ejecutando una a una y
el resultado de la anterior se convierte ahora en la meta de la funcién actual,
incluyéndola como restriccion de igualdad.

De lo anterior se aprecia que es un método simple, pero requiere de un buen
manejo de restricciones de igualdad, cuestion que no es simple en la optimizacion

de cualquier tipo de problema.
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3.2.5. Meétodo de Obtencion de Metas

El ltimo de los métodos presentados en esta seccion es Obtencion de metas.
Este método resuelve un MOOP convirtiéndolo en un problema de programacion

no lineal, tal cual se expresa en la Ecuacion [3.5]

Minimize A
Sujeto a : (3.5)
[i(Z)—ud<7,i=1,2,...k

Donde u;, son pesos que indican la relevancia de cada funcién objetivo, 7;
son cada una de las metas definidas para cada funcién objetivo y A es un valor
escalar no restringido de signo. La minimizacién de A conduce al hallazgo de una
solucion no dominada que alcanza o supera los objetivos especificados dependiendo

el coeficiente w; A [43].

3.3. Algoritmos evolutivos para optimizacién multi-
objetivo

Cada uno de los métodos presentados en la Seccion representan una transfor-
macién del modelo multi-objetivo a un modelo mono-objetivo, con la finalidad
de implementar los métodos tradicionales de optimizacién. Sin embargo, este
tipo de heuristicas mono-objetivo, tienen algunas limitaciones como por ejemplo:
suelen tener dificultades en funciones no derivables en segundo grado, la forma del
Frente de Pareto, entre otros. Estas desventajas han motivado el surgimiento de
meta-heuristicas capaces de encontrar soluciones adecuadas a cualquier tipo de
MOOP. Dichos enfoques son descritos de acuerdo a la categorizacion mostrada

en la Figura [3.3|

3.3.1. Basados en Pareto

Dentro de este rubro se encuentran aquellos métodos que basan su funcionamiento

en la optimalidad de Pareto. Algunos métodos encontrados en este rubro son:
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Algoritmos evolutivos

multi-objetivo

Basados en

q .., Basados en métricas
escomposicion

Basados en Pareto

Figura 3.3: Breve clasificacién de los algoritmos evolutivos multi-objetivo existentes en
la literatura

Multiple Objective Genetic Algorithm (MOGA), Non-dominated Sorting Genetic
Algorithm (NSGA ), Strength Pareto Evolutionary Algorithm 2 (SPEA-2), y Multi-
Objective Particle Swarm Optimization (MOPSO).

Multiple Objective Genetic Algorithm (MOGA)

Multiple Objective Genetic Algorithm (MOGA) es uno de los primeros métodos
en utilizar la asignacion de aptitud basada en la optimalidad de Pareto propuesta
por Goldberg [52]. MOGA fue propuesto por Fonseca y Fleming en 1993 [43]. Ellos
propusieron una jerarquizacién modificada a la propuesta por Goldberg, donde las
soluciones no dominadas son encontradas en primer lugar, y las soluciones dominadas
son penalizadas con una jerarquia calculada de acuerdo a la densidad de la poblacion

localizada en la generacién g mas uno, r9 = (7, g) + 1, donde v(7, g) representa

la densidad medida como el ntimero de individuos que dominan a 7°. Para garantizar
una buena distribuciéon de las soluciones a lo largo de todo el Frente de Pareto,
MOGA utiliza operadores de diversidad como crowding y fitness sharing, propuestos
por Holland en 1975 y Goldberg et al. en 1987, respectivamente. El mecanismo de

diversidad fitness sharing utilizado por MOGA calcula su valor en funcion de los

valores maximos y minimos actuales de los objetivos y el tamano de la poblacion.

Non-dominated Sorting Genetic Algorithm (NSGA)

Al igual que MOGA, el algoritmo evolutivo llamado Non-dominated Sorting
Genetic Algorithm (NSGA) utiliza el esquema de jerarquizacién propuesto por
Goldberg. Este método fue propuesto por Srinivas y Deb en 1994 [95]. La idea

principal de este método es subdividir a la poblacién en capas de acuerdo a la
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no dominancia de Pareto; es decir, en la primera capa o frente se encuentran las
soluciones no dominadas de la poblacién, en el segundo frente, se agrupan las
soluciones no dominadas de la poblacion sin el primer frente, y asi sucesivamente
se van clasificando todas las soluciones. Las soluciones encontradas en el primer
frente son las que tienen una mayor probabilidad de supervivencia. Una versién
mejorada de este algoritmo, llamada Non-dominated Sorting Genetic Algorithm
II (NSGA-II), fue propuesta por Deb et al. en 2002 [30] y sera discutida a detalle
en la Seccion debido a que es el algoritmo usado en este estudio como guia

de busqueda de esquemas de discretizacion.

Strength Pareto Evolutionary Algorithm 2 (SPEA2)

Strength Pareto FEvolutionary Algorithm 2 (SPEA2) es una versiéon mejorada
del algoritmo llamado Strength Pareto Evolutionary Algorithm (SPEA) propuesto
por Zitzler et al. [108]. SPEA utiliza un archivo externo donde se almacenan las
soluciones no dominadas encontradas durante su ejecucién. Dichas soluciones, en
cada generacion, son eliminadas de la poblacién. Este archivo se utiliza para calcular
la aptitud de cada individuo en la poblacion.

SPEA2 fue propuesto por Zitzler en [I09]. SPEA2, a diferencia de SPEA, utiliza
una forma de asignaciéon de aptitud para un individuo de acuerdo al nimero
de individuos dominados y los que éste domina. Adicionalmente, incorpora una
método para truncar el tamano del archivo externo que garantiza la preservacion

del limite de las soluciones.

Multi-Objective Particle Swarm Optimization (MOPSO)

La idea de utilizar el algoritmo Particle Swarm Optimization (PSO) para la
solucién de MOOPs fue introducida por Moore et al., en [75], el cual fue llamado
Multi-Objective Particle Swarm Optimization (MOPSO). La adaptacién consistié
en utilizar un archivo externo para almacenar los lideres del cimulo de particulas,
que son las soluciones no dominadas en el vuelo [. Por cada particula del ciimulo,
se selecciona un lider del archivo externo para actualizar su vuelo. Posteriormente,

el archivo externo es actualizado con las soluciones existentes y las nuevas no



3. Optimizacion Multi-Objetivo 55

dominadas, manteniendo sélo los elementos no dominados del mismo. Al final, el

archivo externo es reportado como el Frente de Pareto encontrado por MOPSO.

3.3.2. Basados en Descomposicion

Un enfoque que ha demostrado ser una buena estrategia para resolver problemas
complejos o de miltiple dimensiones, es el llamado divide y vencerds. Basicamente,
este enfoque consiste en subdividir un problema dificil en varios méas pequefnos
y faciles de resolver. Esta es la filosofia que siguen los algoritmos basados en
descomposicion. En esta apartado se describe uno de los algoritmos de este tipo
mas recurrido en la literatura, el llamado Multi-Objective Evolutionary Algorithm

based on Decomposition (MOEA/D).

Multi-Objective Evolutionary Algorithm based on Decomposition
(MOEA/D)

Multi-Objective Evolutionary Algorithm based on Decomposition (MOEA/D)
fue propuesto por Zhang et al., en 2007 [107]. MOEA/D subdivide un MOOP
en multiples SOOPs vistos como funciones de agregacion. Todos los SOOPs son
optimizados simultaneamente evolucionando una poblacién de soluciones.

En este proceso de evolucién, es necesario definir el concepto de vecindad entre
subproblemas, el cudl se calcula mediante la distancia entre sus vectores de peso de
agregacion; es decir, se dice que el subproblema ¢ es vecino del subproblema j si sus
pesos de agregacion son similares a los pesos del subproblema j. Este vecindario
es utilizado para optimizar cada subproblema, en otras palabras, un subproblema
se optimiza utilizando la informaciéon de los subproblemas vecinos.

MOEA/D, al igual que MOPSO o SPEA, utiliza un archivo externo donde se
almacena la solucion no dominada encontrada hasta el momento ¢. Posteriormente
y mediante operadores genéticos, se generan nuevas soluciones y si alguna es mejor
que la encontrada en el archivo, ésta es reemplazada por la nueva soluciéon no
dominada. Este algoritmo mantiene un bajo costo computacional, y conserva la
diversidad de la poblacién debido a la buena distribucion de los vectores de peso

que, ademas, sirven como guias del proceso de la busqueda.
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3.3.3. Basados en Métricas

En este rubro se agrupan los algoritmos que utilizan alguna métrica para medir
el desempeno de los algoritmos como medida de seleccion. Particularmente, en
este rubro se describira el conocido algoritmo llamado Multi-Objective Selection
based on Dominated Hypervolume (SMS-EMOA) debido a su facil implementacion,

idea intuitiva y resultados competitivos.

Multi-Objective Selection based on Dominated Hypervolume
(SMS-EMOA)

Multi-Objective Selection based on Dominated Hypervolume (SMS-EMOA) fue
propuesto por Beume et al., en [12]. SMS-EMOA es un algoritmo intuitivo y de rapida
implementacién. Basicamente, SMS-EMOA genera un hijo mediante operadores
de variaciéon aleatorios, el cual es incluido en la poblacién de la generacion actual.
Posteriormente, la poblacién es subdivida en frentes de Pareto, al igual que NSGA,
para eliminar la solucion del ultimo frente con la menor medida de hipervolumen;
de esta manera, se mantiene uniforme el tamafnio de la poblacién inicial. La medida
de hipervolumen es un indicador de calidad que premia la convergencia hacia
el frente de Pareto, asi como la distribucién representativa de puntos a lo largo
del frente [12]. Esto lo realiza obteniendo el 4rea formada por cada solucién del
frente de Pareto y un punto de referencia, el cual debe ser dominado por todas
las soluciones de dicho frente.

Una ventaja de SMS-EMOA es que encuentra frentes de Pareto bien distribuidos

con poblaciones pequenas, lo que conlleva a una complejidad computacional menor.

3.4. Non-dominated Sorting Genetic Algorithm
IT (NSGA-II)

El algoritmo Non-dominated Sorting Genetic Algorithm II (NSGA-II) fue
propuesto por Deb et al., en [30]. NSGA-II se distingue por ser un algoritmo evolutivo
multi-objetivo y elitista con un procedimiento de ordenamiento por dominancia

(NS) y un operador de nichos sin parametros [30]. El operador de nichos es una
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técnica para mantener la diversidad de las soluciones del frente de Pareto [110].

El Algoritmo [6] ilustra los pasos generales de NSGA-II.

Algoritmo 6 Algoritmo de NSGA-II

Entrada: GN: Numero de generaciones, SP: Tamano de la poblacién
Inicializa una poblacién aleatoria P de tamano SP.
Evalta la poblacién P en cada funcién objetivo.
gn =1
mientras gn < GN hacer
Ordena la poblacion P de acuerdo al algoritmo de ordenaciéon rapida de
dominancia [7| y se almacena en PF.

6: Calcula la distancia de amontonamiento de cada elemento en PF basado en
el algoritmo [§]

7 Escoge un conjunto de individuos (padres) R de P mediante torneos
estocasticos.

8: Genera O descendientes de R aplicando un operador de cruza.

Mutar O mediante operadores de mutacion.

10: Evaluar O en cada objetivo.

11: Unir en J la poblacion actual P y la descendencia O.

12: Calcular un nuevo frente PF, como en el paso 5] pero usando el conjunto J.

13: Repetir el paso [0
14: Reemplazar la poblacion P con P.F.

El procedimiento NS fue incluido en el algoritmo NSGA, tal cual se describié
en la Seccién [3.3.1] Dicho procedimiento consiste en subdividir el conjunto de
soluciones potenciales en x capas de acuerdo al proceso de dominancia de Pareto.
Como consecuencia, en la primera capa, se encuentran las soluciones no dominadas
de la poblacién actual (PF), en la segunda capa se encuentran las soluciones no
dominadas del resto de la poblacion (PF2) y asi sucesivamente. El Algoritmo
[7] muestra este proceso.

Una caracteristica importante de NSGA-II es el manejo de diversidad entre
los miembros de la poblacion. Esta propiedad se logra mediante un operador de
comparacion de amontonamiento <, el cual prefiere una solucién del resto de
acuerdo a su rango y a la suma de las distancias de los puntos vecinos al punto
actual en cada uno de los objetivos del problema. El Algoritmo [§] describe la forma

de favorecer la diversidad en NSGA-II.
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Algoritmo 7 Algoritmo de ordenamiento rapido de dominancia
Entrada: P: Poblacion

1. N = size(P)
2: parap=1to N — 1 hacer
3: Spp =0
4: np, = 0
5: para ¢ = p + 1 hasta N hacer
6: si P, < P, entonces
7 Spp = Spp U {Pq}
8: si no si P, < P, entonces
9: np, =nNp, +1
10: si np, = 0 entonces
11: Ppmnk =1
12: Fi=FU Pp
13: 2 =1
14: mientras F; # () hacer
15: Q=10
16: para cada f € F; hacer
17: para cada s € Sy hacer
18: ng=mn, — 1
19: si n, = 0 entonces
20: Srank =1+ 1
21: Q=0QUs
22: 1=1+1
23: Fi=Q

Algoritmo 8 Procedimiento para asignar el valor de la distancia de amontonamiento

Entrada: F: Conjunto de soluciones, num_objetivos: Nimero de funciones objetivo
a optimizar
n=|F;
para ¢ = 0 hasta n — 1 hacer
Fli].distancia =0
para m = 1 hasta num,bjetivos hacer
F = sort(F,m) > Ordena de acuerdo a los objetivos
F0].distancia = oo
Fln — 1].distancia = oo
para ¢ = 1 to n — 2 hacer

Fli].distancia = F[i].distancia + Flit1].m=F[i—1].m

mazxr _ [min
fm Fm
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La seleccién de padres se realiza mediante torneos estocasticos. Sin embargo,
el criterio para decidir un ganador esta dado por el operador <,,.

Por tltimo, NSGA-II genera una nueva poblacion seleccionando los individuos
del primer Frente de Pareto encontrado por el procedimiento NS; en caso de que
la nueva poblacién sea de menor tamano a la original, se toman los siguientes
individuos de los subsecuentes frentes. Las soluciones usadas para completar la
poblacion, seran aquellas con el menor valor obtenido mediante el operador <,,.

Como se mencion6 en parrafos anteriores, NSGA-II es el algoritmo evolutivo
multi-objetivo seleccionado como herramienta de buisqueda de esquemas de discreti-
zacion simbdlicas. Sin embargo, para cumplir dicha funcién es necesario adaptar
los elementos descritos en este capitulo para tratar con los problemas derivados de
nuestra propuesta. Es por ello, que en el siguiente capitulo se describiran tanto la
propuesta como las adaptaciones realizadas a NSGA-II para encontrar esquemas
de discretizacion simbolicas adecuadas en términos de clasificacion, reduccion de

la dimensionalidad y pérdida de informacion.
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4.1. Introduccion

En este capitulo se describen los elementos de nuestra propuesta, surgida para
mejorar las desventajas de los métodos analizados en la Seccién [1.7] Basicamente,
nuestra propuesta se centra en proporcionar mayor libertad de bisqueda de esquemas
de discretizacion capaces de reducir considerablemente la dimensionalidad de las
bases temporales y con tasas de clasificacion buenas. Dicho incremento en el grado
de libertad de busqueda, se realiza mediante la definiciéon de un alfabeto por cada

segmento de palabra, es decir, en un esquema de discretizacion. Para ello se tendra
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un esquema de discretizacion flexible, donde por cada segmento de palabra se
tendran diferentes cortes de alfabeto.

Esta propuesta no sélo apunta a incrementar la capacidad de busqueda de
esquemas de discretizacion, sino que también trata de minimizar la pérdida de
informacién presente cuando se reduce la dimensionalidad de la base temporal.
Esta desventaja ha sido fuertemente criticada por los expertos en analisis de
series temporales. Para lograrlo, se incluye, como parte del conjunto de funciones
objetivo, una métrica para estimar la pérdida de informacién en la que incurre un
esquema de discretizacion, cuestion que no ha sido abordada por ningiin método
de discretizacion de series de tiempo en la literatura especializada.

Nuestro método llamado eMODITS (enhanced Multi-objective symbOlic
Discretization for Time Series), estd basado en el método presentado en [71],
llamado MODiTS (Multi-objective symbOlic Discretization for Time Series).
MODITS utiliza un algoritmo evolutivo multi-objetivo para encontrar el nimero de
segmentos de palabras adecuados y un conjunto de cortes de alfabeto acorde a la
serie temporal. Las funciones objetivos usadas fueron la estimacion de la tasa de
clasificacién mediante el uso de Entropia, una métrica para estimar la complejidad
del modelo, y la tasa de compresion lograda por el esquema de discretizacion. El
algoritmo evolutivo empleado para realizar la busqueda, fue NSGA-II, debido a
los resultados satisfactorios encontrados en las multiples aplicaciones en que ha
sido probado en la literatura especializada [55, [73], 83, [7), 19], siendo considerado
como un algoritmo fuertemente competitivo para optimizar problemas con miltiples
objetivos. Sin embargo, una de las criticas a MODIiTS es la pérdida de informacion
presente en los esquemas de discretizacion encontrados al final de la ejecucion del
algoritmo. Es por ello, que en eMODITS se incluye un objetivo relacionado con
esta caracteristica como una de las guias de la biisqueda.

La Figura muestra los principales elementos de nuestra propuesta y cémo
estan conectados unos con otros. Dichas etapas se detallan en las siguientes subseccio-

nes.
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Figura 4.1: Metodologia general de eMODITS. Rectangulos con lineas discontinuas
representan las modificaciones realizadas al algoritmo evolutivo multi-objetivo para lidiar
con esquemas de discretizacién con multiples alfabetos.

[ Conjunto de esquemas de ]

4.2. Esquemas de Discretizacion con Miltiples
Alfabetos

En la Secciéon se presentaron un conjunto de enfoques de discretizacion
simbdlica de series de tiempo surgidos para mejorar las limitaciones de SAX: el
nimero 6ptimo de segmentos de palabra y de cortes de alfabetos. La mayoria de
ellos asumen un unico esquema de alfabetos para todos los segmentos de palabra,
lo que limita encontrar un esquema idéneo para tareas de clasificacion. El esquema
de discretizaciéon usado en eMODITS y propuesto en [71], cambia completamente la
estructura que hasta el momento se ha descrito en la literatura especializada, dado

que se definen conjuntos de alfabetos acordes a cada segmento de palabra.

Definicién 4.2.1. Muiltiples conjuntos de alfabetos. Sea W = {wy, wy, -+ ,w;} un

conjunto de segmentos de palabra, el conjunto de cortes de alfabeto para cada w; es

definido como: @, = {al}), a@ -, aQ)}.

k3
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El tamafno de cada esquema de alfabetos varia entre cada segmento de palabra,
es decir, el nimero de cortes en un alfabeto puede ser similar o distinto al resto
de los alfabetos en el mismo esquema de discretizaciéon. La Figura muestra
graficamente un ejemplo del esquema con muiltiples alfabetos propuesto, donde se
aprecia como la malla bidimensional es transformada por una malla mas flexible

que se adapta al segmento de serie de tiempo dentro de cada palabra.

f
e d
e
“Id
| . d
C
b C
b
a b
o a
w, W, Wy

Figura 4.2: Ejemplo de un esquema de discretizacién generado por eMODITS para la
base temporal llamada Beef obtenida de [27].

En nuestra propuesta, eMODITS utiliza el método de PAA para reducir la
dimensionalidad de la serie temporal. Sin embargo, dado que PAA fue desarrollado
para funcionar con cortes equidistantes de segmentos de palabra, se realizé una

adaptacion del mismo para obtener la reduccién bajo cortes no equidistantes.

Definicion 4.2.2. Coeficiente de PAA adaptado. Sea T'S = {ts1,tsq,- - ,ts,} una
serie de tiempo, y W = {wq,ws, -+ ,wy,} el conjunto de segmentos de palabra, un

coeficiente calculado con el método de PAA ts; es obtenido como sigue:

Io. — 1 Wi )
tsi = (wip1—w;) Zj:“’i"'l ts;

Cada coeficiente obtenido por el método PAA es transformado en simbolos o

caracteres para obtener la serie de tiempo simbdlica completa. Dado que eMODITS
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propone un esquema con miultiples alfabetos, cada coeficiente es transformado de

acuerdo a su respectivo esquema de alfabetos.

Definicién 4.2.3. Serie de tiempo simbdlica. Un serie de tiempo simbolica es
una serie de tiempo discreta construida a partir de simbolos o caracteres. Sea 1
una funcion para transformar valores discretos a caracteres, una serie de tiempo

simbdlica D = {dy,ds, -+ ,dy,} es obtenida mediante:

di =n(k), alf™ >1s; <al)

w; w;

donde k denota el nimero de corte de alfabeto.

4.3. Algoritmo Evolutivo Multi-objetivo

Como se ha mencionado anteriormente, nuestra propuesta encuentra esquemas
adecuados de discretizacién basado en tres criterios: clasificacion estimada mediante
entropia, complejidad del modelo y pérdida de informacién. Generalmente, los
algoritmos tradicionales de toma de decisién multi-criterio suelen atrapar éptimos
locales limitando la busqueda a pequenas regiones donde es posible que no se
encuentren buenas soluciones. Como consecuencia, eMODiITS emplea un algoritmo
de busqueda global multi-objetivo como herramienta de buiisqueda de esquemas
competitivos de discretizacion, llamado Non-dominated sorting genetic algorithm I1
(NSGA-II). NSGA-II fue adoptado debido a ser uno de los algoritmos evolutivos
multi-objetivo mas competitivo en la literatura y por su simplicidad e intuitividad
para su implementacién. En los siguientes apartados se presentan las modificaciones
realizadas al algoritmo candénico de NSGA-II para la bisqueda de esquemas de

discretizaciéon con multiples alfabetos.

4.3.1. Codificacion de Esquemas de Discretizacion con Mlti-
ples Alfabetos

En eMODITS, una solucién representa un esquema de discretizacion con multiples
alfabetos codificado como un vector de nlimeros reales. La estructura del vector

es definida posicionando el primer corte del conjunto de segmentos de palabra
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seguido de su correspondiente alfabeto, posteriormente se inserta el siguiente corte
de palabra con su alfabeto, y asi sucesivamente hasta tener el vector completo
con todos los cortes de ambos conjuntos. La Figura muestra dicha estructura
donde w; es el j—ésimo corte de palabra y a’;j es el i—ésimo corte del alfabeto

para el segmento de palabra wj.

(1) ey (2 | 2| ] a4 ) M qa@ .. KIS A e |l
r'wl' a’w, a‘w, w,@ aw2 a awg a‘wg ?“”3 a‘w3 a a‘w3 w'a a‘w‘t Ay

We W i

B Corte de Palabra [ ]Corte de Alfabelo

Figura 4.3: Codificacién de un esquema de discretizacién donde cada segmento de
palabra (w;) es incluido seguido de su correspondiente esquema de alfabetos (a, ).

Es importante resaltar que, como consecuencia de la estructura de una solucién
en eMODITS, cada individuo de la poblacion puede tener diferentes longitudes,

tanto en el nimero de segmentos como el nimero de cortes de cada alfabeto.

4.3.2. Funciones de Evaluacion

En la literatura especializada existen diversas funciones objetivo utilizadas para
guiar a un algoritmo de discretizacion hacia esquemas competitivos en términos
de clasificacion, tales como: criterio de la informacién [33], estado de persistencia
[76], maximizacién de la entropia de la informacién (IEM, en sus siglas en inglés)
[405, [60], ganancia de la informacién, longitud de descripcién minima (MDL) [39, [61],
entre otros. eMODITS adopta dos de las funciones propuestas por el método de
discretizaciéon EP para estimar la precision en clasificacion mediante entropia y
la complejidad del modelo. A parte de estas funciones, eMODITS usa el Error
Cuadratico Medio (MSE, en sus siglas en inglés) para estimar la pérdida de la
informacién entre la serie original y la serie simbdlica reconstruida [93]. Antes
de calcular el valor de cada funcién objetivo es necesario discretizar las series
de tiempo, tal cudl fue descrito en la Seccién [4.2] Cada una de las funciones

mencionadas son descritas a continuacion.
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Tasa de Clasificacion Estimada Mediante Entropia

La precision en clasificacién es estimada mediante la creacién de una matriz de
confusiéon (CM) donde se almacenan cada serie de tiempo simbélica no repetida
junto con las diferentes clases con las que originalmente aparecen en la base de
datos temporal. La métrica propone estimar si la base de datos discreta de tamafio
D’ es cadtica, es decir, si una serie de tiempo simbdlica contiene méas de una clase
asignada. La Ecuaciéon expresa matematicamente el calculo de la Entropia,
donde CM(P,;;) es la matriz de confusién, mencionada lineas arriba. CM (P, ;)
contiene las probabilidades de que una serie de tiempo D pertenezca a una clase
determinada c. Para esta métrica, las soluciones con menor valor son preferidas
con respecto al resto de la poblacion.

D C

Entropia = Z — Z CM(PD(i),c) * 10g2 CM(PD@)’C) (41)

=1 c=1
Complejidad del Modelo

Esta métrica consiste en medir la complejidad de la discretizacion resultante
de cada esquema o individuo. Para su calculo, es necesario contar el niimero de
series de tiempo simbodlicas distintas generadas por una solucion, tal cual se expresa
en la Ecuacién [£.2] donde N es ntimero total de series de tiempo en la base de
datos original, C' es el nimero de etiquetas de clase y D’ es la cantidad de series
de tiempo simbdlicas. Al igual que la funciéon descrita en el Apartado [4.3.2] es

preferible tener soluciones con el menor valor en esta métrica.

Complejidad = (D' — C)/(N + C) (4.2)
Pérdida de Informacion

Una forma de estimar la pérdida de la informacién propuesta en [93] es utilizar la
bien conocida funcién llamada Error Cuadratico Medio (MSE), la cual es usada para
estimar que tan separados se encuentran dos conjuntos de datos. Para aplicarlo a

nuestro problema, es necesario reconstruir la serie de tiempo simbdlica sustituyendo
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el dato original con su correspondiente simbolo. MSE calcula la separacion entre
la serie de tiempo original (T'S) y la reconstruida (D) como una forma de estimar
la pérdida de la forma de la serie de tiempo original. La Ecuacion expresa
esta funcion, donde D' es el ntmero de series de tiempo reconstruidas en la base
de datos temporal discreta, d; es el valor de la serie de tiempo reconstruida en
la posicién i, y ts; es el valor de la series temporal en el tiempo j. Las series de
tiempo original y reconstruida fueron escaladas a [0,1] para que la comparacién
entre ambas sea justa. Las soluciones con valores bajos en esta funcién representan

las mejores soluciones al problema.

1 .
Pérdida de Informacién = = Z MSE(D;,TS;)
b= (4.3)
— d. —ts.)2 ~ —
MSE(D,TS) = Z(lej),di € D,ts; € TS
n—

4.3.3. Operador de Cruza Adaptado

Como se menciond en la Seccion [£.2) en eMODITS el tamano de cada solucién
en una misma poblacién varia entre ellas, por lo tanto, no pueden ser aplicados los
operadores de cruza tradicionales propuestos en la literatura especializada. Para
generar descendientes en eMODITS, se propone una adaptacién del operador de
cruza mas simple desarrollado para algoritmos genéticos, el operador de cruza de un
solo punto. La modificaciéon a dicho operador consistié en generar aleatoriamente
puntos de corte en cada uno de los padres; posteriormente, los primeros elementos
hasta el punto de corte del primer padre son copiados en las primeras posiciones del
primer hijo, y los elementos restantes son copiados en la tltima parte del segundo;
de la misma forma, los primeros elementos del segundo padre antes de su corte son
copiados a las primeras posiciones del segundo hijo y los elementos restantes son
copiados a la ultima parte del primer hijo. Este proceso se muestra en la Figura
donde se puede apreciar que no sélo se copian los segmentos de palabra sino
que se copian dichos segmentos junto con sus respectivos alfabetos para mantener

la factibilidad de los esquemas de discretizacion.
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Figura 4.4: Operador de cruza implementado en eMODITS y basado en el operador de
cruza de un sélo punto. Las posiciones de los cortes en cada padre son representados por
una linea punteada.

4.4. Seleccion de Preferencias

Dado que eMODITS encuentra un conjunto de posibles soluciones en lugar
de una, se propusieron cuatro métodos para seleccionar la solucién final de dicho
conjunto, conocido como Frente de Pareto (PF), descrito en la Seccién [3.1.2] Para
realizar dicha seleccion, cada PF encontrado en cada ejecucion del algoritmo fue
agrupado en un solo conjunto, llamado PF acumulado, donde sdlo se conservan
las soluciones no dominadas de este tltimo. Los métodos propuestos y utilizados

en esta propuesta son descritos a continuacion.

1. Knee Method (Método de la rodilla). En este método se selecciona el
punto mas cerca al origen (0,0,0). Ver Figura

2. CV Method (Método CV). Este método selecciona la solucién con la

menor tasa de error en clasificacién obtenida a través del método de validacion
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cruzada usando sélo el conjunto de entrenamiento. Ver Figura [4.50]

3. KM1 Method (Método KM1). Para escoger una solucién del PF acumu-
lado se utiliza el algoritmo k-medias con k£ = 1, seleccionando aquel punto

que se localice mas cerca al punto medio del grupo generado. Ver Figura [4.5¢]

4. KM20 Method (Método KM20). Este método es una combinacién de los
métodos CV y KMI1. El valor para k en el algoritmo k-medias fue el 20 %
del tamano del PF acumulado. La seleccién de la solucion final fue realizada
tomando aquella con el menor valor de la tasa de error en clasificacion de
las soluciones méas cercanas a los centroides de cada grupo generado por el
algoritmo k-medias. Al igual que el método CV, el calculo de la tasa de error

en clasificacion se obtuvo usando sélo el conjunto de entrenamiento extraido

de la base temporal original. Ver Figura [4.5d]

4.5. Evaluacién del Esquema de Discretizacion
Final

El ultimo paso de nuestra propuesta es la evaluacion del esquema de discretizacion
final. Dicha evaluacién fue realizada usando un nuevo conjunto de datos, llamado con-
junto de prueba, y el algoritmo de clasificacion mediante arboles de decisién, descrito
en la Seccion [2.4.3] Dicho clasificador fue seleccionado debido a la representacion
grafica en forma de arbol que genera, la cual es usada para analizar y entender las
relaciones o patrones encontrados en las bases de datos temporales, relevantes para el
tomador de decisiéon, y que no son faciles de identificar con los métodos tradicionales.

En el siguiente capitulo se presentaran los resultados y las discusiones logradas
al implementar la propuesta descrita en este capitulo. Adicionalmente, se detallara
el disenio experimental realizado con la finalidad de medir el desempeiio de nuestro

algoritmo en la discretizacion de series temporales.
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Figura 4.5: Métodos se seleccion de preferencias propuestos para escoger una solucion
dentro del frente de Pareto encontrado por eMODITS. (a) Método de la rodilla, donde el
punto s es la solucién méas cercana al punto de referencia, y por lo tanto es el punto
seleccionado. (b) Método CV, donde el punto 75 es la solucién seleccionada debido a
que presenta el menor error en clasificaciéon E. (¢) Método KM1, donde el punto 75 es
la solucién més cercana al punto medio (centroide) C' del grupo formado por k-medias
con k =1y es la elegida para ser reportada por eMODITS. (d) Método KM20, donde la
solucién 75 es la que menor error en clasificacién E obtuvo de las soluciones cercanas a

sus respectivos centroides.
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5.1. Introduccién

En esta seccién se presentan los experimentos y resultados dirigidos a evaluar el
desempeno de nuestra propuesta. El primer analisis realizado consistié en comparar
los cuatro métodos de seleccion de preferencias descritos en la Seccién [4.4], con la
finalidad de escoger una solucién con el error en clasificaciéon menor en la mayoria

de las bases de datos. Una vez seleccionada una solucién, se realizd el segundo

73
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analisis, el cual consistiéo en comparar varios métodos de discretizacion simbodlicas
basados en SAX contra eMODiITS. Cada comparacién fue realizada de acuerdo
a la tasa de error en clasificacién encontrada mediante el clasificador de arboles
de decision bajo el mismo ambiente experimental.

La Tabla resume el entorno de parametros usado en todos los experimentos
realizados. Los valores de los parametros fueron seleccionados basados en un anélisis
previo donde se compararon otros conjuntos de valores, siendo los reportados en
la Tabla aquellos con los mejores resultados obtenidos basados en la prueba
estadistica multi-comparador de Friedman. En dicho analisis se compararon cinco
configuraciones de parametros diferentes, donde se busco que el algoritmo tuviera
una mayor exploracion del espacio de busqueda, incrementando el ntimero de
evaluaciones y ejecuciones independientes de nuestro algoritmo, para proporcionarle

mayor posibilidad de alcanzar soluciones competitivas.

Tabla 5.1: Entorno de parametros usado en eMODiITS

Nombre del Parametro Valor
Tamano de la poblacion 100
Ntmero de Generaciones 300

Numero de ejecuciones independientes 15
Probabilidad de Cruza 80 %
Probabilidad de Mutacion 20 %

Para validar estadisticamente los resultados mostrados en esta seccién, se aplicd
una prueba de normalidad a los datos para determinar el método idoneo a utilizar.
Los resultados de dicha prueba sugirieron que la distribucion de los datos no
seguia una distribuciéon normal, por lo tanto, se seleccioné la prueba estadistica
multi-comparador llamada Prueba de Friedman, la cual ha demostrado buenos
resultados en datos bajo un distribuciéon no normal. Junto con esta prueba, se
utiliz6 la prueba post hoc de Nemenyi con un 95 % de confianza para reforzar los
datos obtenidos por la prueba de Friedman. En nuestro contexto, la hipdtesis nula
es que todos los métodos comparados obtienen resultados similares sin presentar

diferencias significativas entre ellos [32, [46].
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Es importante senalar que, la mayoria de las pruebas estadisticas multi-comparador
utilizan una categorizaciéon para ordenar los métodos de acuerdo al rendimiento
alcanzado en cada caso de prueba. Para la asignaciéon de una categoria o rango,
las pruebas asignan el ntimero uno al algoritmo con mejor rendimiento, el valor
dos al segundo mejor, y asi sucesivamente; en caso de que haya empates (dos
o més algoritmos obtuvieron el mismo rendimiento) se les asigna el promedio
de las categorias involucradas, por ejemplo, si dos métodos obtuvieron el mejor
rendimiento, se les asigna a ambos el promedio del primer y segundo lugar, en otras
palabras, ambos obtendrian 1,5 como rango [32] 46].

Los resultados que se presentan en esta secciéon fueron ejecutados usando
un equipo de cémputo con procesadores Intel(R) Xeon(R), CPU E5-2680 v4
a 2.40GHz. Mientras que, la propuesta fue codificada utilizando el lenguaje de
programacion JAVA por ser un lenguaje de programacion libre y se puede ejecutar
en cualquier sistema operativo. El coédigo se puede consultar en el repositorio

https://github.com/scoramg/eMODiTS/.

5.2. Bases de Datos Temporales

Antes de describir cada uno de los experimentos realizados en este trabajo, es
necesario describir las caracteristicas de los conjuntos de datos usados como prueba.
Dichos conjuntos de datos fueron tomados de [9], el cual es un repositorio con 85
bases de datos con series de tiempo artificiales y de aplicacién real. La Tabla
resume las principales caracteristicas de cada base de datos, las cuales son: nombre,
tamano del conjunto de entrenamiento (# STE), tamano del conjunto de prueba
(# STP), ntmero de clases (C), longitud de la serie temporal (7'), y si cada base
de datos es normalizada o no (NI). Las caracteristicas de balanceo de clases (BC),
proximidad entre clases (PC) y ruido (R) fueron propuestos en este trabajo para

medir la complejidad de cada conjunto de datos temporal.
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Tabla 5.2: Caracteristicas de las bases de datos temporales usadas en cada experimento
realizado en este trabajo. # STE representa el nimero de series de tiempo en el conjunto
de entrenamiento, # STP es el niimero de series de tiempo en el conjunto de prueba,
C es el niimero de clases, T es el tamano de cada serie temporal, NI representa si la
base fue inicialmente normalizada o no, BC es si la base de datos esta balanceado, PC es
la proximidad entre las clases y R es la cantidad de ruido presente en la base de datos
temporal.

Base de datos # STE # STP C T NI BC PC R

Adiac 390 391 37 176 Si No Traslapado  Bajo
ArrowHead 36 175 3 251 No No Separado Bajo
Beef 30 30 5 470 No Si Separado Bajo
BeetleFly 20 20 2 512 No Si Separado Bajo
BirdChicken 20 20 2 512 No Si Separado Bajo
Car 60 60 4 577 Si Si Separado Bajo
CBF 30 900 3 128 Si Si Separado Bajo
ChlorineConcentration 467 3840 3 166 Si No Traslapado  Alto
CinCECGtorso 40 1380 4 1639  Si Si Separado Alto
Coffee 28 28 2 286 No No Separado Bajo
Computers 250 250 2 720 No Si Separado Alto
CricketX 390 390 12 300 Si No Traslapado  Alto
CricketY 390 390 12 300 Si No Traslapado  Bajo
CricketZ 390 390 12 300 Si No Traslapado  Alto
DiatomSizeReduction 16 306 4 345 Si No Separado Bajo
DistalPhalanxOutlineAgeGroup 400 139 3 80 No No Separado Alto
DistalPhalanxOutlineCorrect 600 276 2 80 No No Separado Alto
DistalPhalanxTW 400 139 6 80 No No Separado Alto
Earthquakes 322 139 2 512 No No Separado Alto
ECG200 100 100 2 96 No No Separado Alto
ECG5000 500 4500 5 140 Si No Traslapado  Alto
ECGFiveDays 23 861 2 136 Si Si Separado Alto
ElectricDevices 8926 7711 7 96 No No Traslapado  Alto
FaceAll 560 1690 14 131 Si No Separado Alto
FaceFour 24 88 4 350 Si No Separado Bajo
FacesUCR 200 2050 14 131 Si No Traslapado  Bajo
FiftyWords 450 455 50 270 Si No Traslapado  Alto
Fish 175 175 7 463 Si Si Separado Bajo
FordA 3601 1320 2 500 No No Separado Bajo
FordB 3636 810 2 500 No No Separado Bajo
GunPoint 50 150 2 150 Si Si Separado Bajo
Ham 109 105 2 431 No No Separado Bajo
HandOutlines 1000 370 2 2709  Si No Separado Bajo
Haptics 155 308 5 1092 Si No Traslapado  Bajo
Herring 64 64 2 512 No No Separado Bajo
InlineSkate 100 550 7 1882  Si No Traslapado  Bajo
Insect WingbeatSound 220 1980 11 256 Si Si Separado Alto
ItalyPowerDemand 67 1029 2 24 Si No Separado Alto
LargeKitchenAppliances 375 375 3 720 No Si Traslapado  Alto
Lighting2 60 61 2 637 Si No Separado Bajo
Lighting7 70 73 7 319 Si No Separado Alto
Mallat 55 2345 8 1024  Si Si Separado Bajo
Meat 60 60 3 448 No Si Separado Bajo
Medicallmages 381 760 10 99 Si No Traslapado  Alto
MiddlePhalanxOutlineAgeGroup 400 154 3 80 No No Separado Alto
MiddlePhalanxOutlineCorrect 600 291 2 80 No No Separado Alto
MiddlePhalanxTW 399 154 6 80 No No Separado Alto
MoteStrain 20 1252 2 84 Si No Separado Alto
NonlInvasiveFetalECGThorax1 1800 1965 42 750 Si No Separado Bajo
NonlInvasiveFetalECGThorax2 1800 1965 42 750 Si No Separado Bajo
OliveOil 30 30 4 570 No No Separado Bajo
OSULeaf 200 242 6 427 Si No Traslapado  Bajo
PhalangesOutlinesCorrect 1800 858 2 80 No No Separado Alto
Phoneme 214 1896 39 1024  Si No Traslapado  Bajo
Plane 105 105 7 144 No Si Separado Bajo
ProximalPhalanxOutlineAgeGroup 400 205 3 80 No No Separado Alto
ProximalPhalanxOutlineCorrect 600 291 2 80 No No Separado Alto
ProximalPhalanxTW 400 205 6 80 No No Separado Alto
RefrigerationDevices 375 375 3 720 No Si Traslapado  Alto
ScreenType 375 375 3 720 No Si Traslapado  Alto
ShapeletSim 20 180 2 500 No Si Traslapado  Alto
ShapesAll 600 600 60 512 No No Separado Alto
SmallKitchenAppliances 375 375 3 720 No Si Traslapado  Alto
Sony AIBORobotSurfacel 20 601 2 70 Si No Separado Alto
Sony AIBORobotSurface2 27 953 2 65 Si No Separado Alto
StarLightCurves 1000 8236 3 1024  Si No Separado Bajo
Strawberry 613 370 2 235 No No Separado Bajo
SwedishLeaf 500 625 15 128 Si Si Separado Bajo
Symbols 25 995 6 398 Si No Separado Bajo
SyntheticControl 300 300 6 60 Si Si Separado Alto
ToeSegmentationl 40 228 2 277 No No Separado Bajo
ToeSegmentation2 36 130 2 343 No No Traslapado  Alto
Trace 100 100 4 275 Si Si Separado Alto
TwoLeadECG 23 1139 2 82 Si Si Separado Alto
TwoPatterns 1000 4000 4 128 Si No Separado Alto
UWaveGestureLibrary All 896 3582 8 945 No No Separado Bajo

(Continua...)
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BASE DE DATOS # STE # STP C T NI BC PC R

UWaveGestureLibraryX 896 3582 8 315 Si No Separado Bajo
UWaveGestureLibraryY 896 3582 8 315 Si No Separado Bajo
UWaveGestureLibraryZ 896 3582 8 315 Si No Separado Bajo
‘Wafer 1000 6164 2 152 Si No Separado Alto
Wine 57 54 2 234 No No Separado Bajo
‘WordSynonyms 267 638 25 270 Si No Traslapado  Alto
‘Worms 181 7 5 900 No No Traslapado  Alto
‘WormsTwoClass 181 7 2 900 No No Separado Bajo
Yoga 300 3000 2 426 Si No Separado Bajo

Para calcular el balanceo entre clases en una base de datos, se utilizé la Ecuacién
[63,166], donde T'D es una base de datos temporal y P(c); representa la proporcion
entre el nimero de instancias de una clase y el nimero total de instancias. Como
puede observarse, dicha Ecuaciéon utiliza la Entropia para determinar si cada
etiqueta de clase contiene el mismo ntmero de instancias.

No (=1%X{, P(c); *log(P(c);)) mod log(C)

S caso contrario

BC(TD) = { (5.1)

Por otro lado, la proximidad entre clases se calcula usando el Coeficiente de
Silhouette (SC)[9T]. Dicho coeficiente es una métrica para evaluar la consistencia
entre los grupos de datos generados por algin algoritmo de agrupamiento; es decir,
mide qué tan bien estan formados (separados) los grupos. En nuestro caso, el SC
se utiliza para medir si las etiquetas de clase estan separadas o traslapadas, tal
como se expresa en la Ecuacion 5.2

Traslapado, SC(TD) <0
Separado, SC(TD) >0
1 X Separacion(TS;) — Cohesion(T'S;)
TD) = -
SC(TD) N Zz:;) max{Cohesion(T'S;), Separacion(T'S;)}

PC(TD) = {
(5.2)

La funcién Cohesion(T'S;) es la distancia de una serie de tiempo en la posicién 4
con respecto al conjunto de series de tiempo etiquetadas con la misma clase [97]. Sea
TS; € K., donde K. = {TS,,T5,,...,TSy} es un subconjunto de la base temporal
de tamano k perteneciente a la clase ¢, y DE(T'S;, T'S;) la distancia euclidiana de la
serie temporal T'S; a T'S;, la funcién cohesién se calcula mediante la Ecuacién

1

Cohesion(T'S;) = z

Z DE(TS;,TS,) (5.3)

1=0,j7#1

Mientras tanto, la funcion Separacion(TS;) es la distancia entre la serie de
tiempo T'S; a cada serie de tiempo perteneciente al subconjunto de la clase mas
proxima donde 7T'S; no es miembro. Sea L = {K., K,,,...,K.._,} el conjunto
de series de tiempo pertenecientes a las etiquetas de clase que no corresponden a
la clase de la serie temporal T'S;, la funcion separaciéon es calculada a través

de la Ecuacién (.41

Separacion(T'S;) = ng}l{IéL{ ZDE TS;,TS,)} (5.4)
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Por tltimo, el nivel de ruido presente en cada base de datos es calculado mediante
la Ecuacién |5.5] [89], donde RD = { Ruido(T D), Ruido(T Ds), . .., Ruido(T'D,)} es
el conjunto de medidas de ruido obtenidas para todas las bases de datos temporales,
RD es el valor de la mediana del conjunto RD, T'S; es la serie de tiempo promedio
para una clase en particular, y T'S; es la serie de tiempo de la mediana del conjunto
para una clase especifica. Para el cdlculo de la distancia entre estas series temporales
se tom6 la métrica de la Subsecuencia Comun més Larga (LCSS) descrita en la
Seccién [2.3.3] y calculada mediante la Ecuacién 2.7, dado que permite obtener
distancias normalizadas dentro del intervalo [0, 1], donde valores cercanos a 0
significa similitud y valores cercanos a 1 disimilitud.

Bajo, Ruido(TD) <= RD

R(TD) = v
(TD) {Alto, Ruido(TD) > RD

e B (5.5)
Ruido(T'D) = > LCSS(TS;,TS;)

5.3. Evaluacion de Métodos de Seleccion de una
Solucion del Frente de Pareto

5.3.1. Resultados

Antes de comparar el rendimiento de eMODITS con respecto a otros enfoques
basados en SAX, es necesario decidir la forma de extraer la solucién del Frente de
Pareto que sera utilizada para tal fin. Los cuatro métodos usados en este analisis
fueron descritos en la Seccién Cada uno de ellos fue disefiado de acuerdo al tipo
de problema al que esta dirigido nuestro enfoque: Clasificacion de series de tiempo.

La Tabla muestra la tasa de error en clasificaciéon obtenida por cada método
bajo el mismo ambiente experimental descrito en la Seccién [5.1 donde los niimeros
entre paréntesis representan la categoria o rango asignado, y los nimeros en negritas
representan los métodos con el mejor resultado entre los cuatro, el cudl, en nuestro
contexto implicaria aquel con la menor tasa de error en clasificacion.

Tabla 5.3: Error en clasificacién obtenido por cada método de seleccion de preferencias
a través del clasificador de Arbol. Los valores posteriores al simbolo 4 representan la
desviacion estandar de los datos, el niimero entre paréntesis representa el rango calculado
por la prueba estadistica multi-comparador, y los ntimeros en negrita representan los
mejores valores obtenidos por cada base de datos temporal.

Base de datos CV Knee KM1 KM20
Adiac 0.5358 =+ 0.0055 (2) 0.5418 =+ 0.0121 (3) 0.5441 + 0.0148 (4) 0.5193 + 0.0155 (1)
ArrowHead 0.2923 £ 0.0499 (3) 0.2042 + 0.0295 (1) 0.3936 £ 0.0215 (4) 0.2483 £ 0.0442 (2)
Beef 0.4397 £ 0.0371 (2) 0.4091 + 0.0342 (1) 0.5701 £ 0.0302 (4) 0.536 + 0.084 (3)
BeetleFly 0.08 + 0.051 (1) 0.3388 4+ 0.0464 (4) 0.3376 £ 0.0765 (3) 0.2118 £ 0.0839 (2)
BirdChicken 0.1169 + 0.07 (1) 0.4429 £ 0.0519 (4) 0.2766 £ 0.0695 (2) 0.3344 £ 0.0638 (3)
Car 0.2983 + 0.0345 (1)  0.3445 £+ 0.0174 (4) 0.2998 £ 0.0631 (2) 0.3042 £ 0.039 (3)
CBF 0.171 + 0.0122 (3) 0.1087 4 0.0201 (1)  0.2641 + 0.012 (4) 0.115 + 0.0158 (2)
ChlorineConcen- 0.2515 £ 0.0077 (2) 0.2431 + 0.0076 (1) 0.436 + 0.0031 (4) 0.2519 £ 0.0095 (3)
tration
CinCECGtorso 0.3668 £ 0.0112 (2) 0.3522 + 0.0121 (1) 0.3792 £ 0.014 (4) 0.3728 £ 0.0049 (3)
Coffee 0.1872 + 0.0868 (1) 0.5304 + 0.031 (4) 0.3268 £+ 0.0417 (2) 0.3384 + 0.0628 (3)

(Continua...)
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Base de datos

CV

Knee

KM1

KM20

Computers
CricketX
CricketY
CricketZ
DiatomSizeRe-
duction
DistalPhalan-
xOutlineAge-
Group
DistalPhalan-
xOutlineCorrect
DistalPha-
lanxTW
Earthquakes
ECG200
ECG5000
ECGFiveDays
ElectricDevices
FaceAll
FaceFour

FacesUCR
FiftyWords
Fish

Ford A

FordB
GunPoint
Ham
HandOutlines

Haptics

Herring
InlineSkate
InsectWingbeat-
Sound
ItalyPowerDe-
mand
LargeKitchenAp-
pliances
Lighting2
Lighting7

Mallat

Meat
Medicallmages
MiddlePhalan-
xOutlineAge-
Group
MiddlePhalan-
xOutlineCorrect
MiddlePha-
lanxTW
MoteStrain
NonInvasiveFeta-
IECGThorax1
NonInvasiveFeta-
IECGThorax2
OliveOil
OSULeaf
PhalangesOutli-
nesCorrect
Phoneme

Plane
ProximalPha-
lanxOutlineAge-
Group
ProximalPhalan-
xOutlineCorrect
ProximalPha-
lanxTW
RefrigerationDe-
vices

ScreenType
ShapeletSim
ShapesAll
SmallKitchenAp-
pliances
SonyAIBORo-
botSurfacel
SonyAIBORo-
botSurface2
StarLightCurves
Strawberry
SwedishLeaf
Symbols
SyntheticCon-
trol
ToeSegmenta-
tionl

0.3334 + 0.0139 (1)
0.643 4 0.0152 (3)
0.6123 + 0.0065 (4)
0.5766 + 0.0118 (2)
0.1297 + 0.0079 (2)

0.2028 + 0.009 (1)

0.1832 + 0.0165 (1)
0.264 4 0.0108 (2)

0.2014 + 0.0044 (2)
0.1508 + 0.0398 (3)
0.0767 %+ 0.0021 (3)
0.2386 + 0.0223 (2)
0.2966 + 0.0016 (2)
0.303 + 0.0105 (1)
0.2007 + 0.0209

(1.5)

0.4429 + 0.0081 (3)
0.6053 + 0.0178 (4)
0.3992 + 0.0143 (3)
0.4139 + 0.0032 (1)
0.4723 + 0.0033 (4)
0.134 + 0.027 (1)
0.2203 + 0.0297 (1)
0.1107 + 0.0127

(1.5)

0.5673 + 0.029 (2)
0.3858 £ 0.0423 (2)
0.7399 + 0.0138 (4)
0.4201 =+ 0.0097 (1)

0.059 4 0.0036 (3)
0.4084 + 0.0099 (2)
0.195 4 0.0163 (3)
0.296 + 0.0327 (1)
0.2418 + 0.0079 (3)
0.0173 + 0.0099 (1)
0.3041 + 0.0104 (1)
0.2691 + 0.022 (1)
0.2149 + 0.0086 (1)
0.4063 + 0.0121 (3)

0.2783 4 0.0058 (4)
0.3451 £ 0.012 (3)

0.2462 + 0.0091 (1)
0.1665 =+ 0.037 (3)
0.5334 + 0.0245 (2)
0.2418 + 0.0062 (1)
0.8958 + 0.0034 (4)
0.0426 + 0.0163 (1)
0.1288 + 0.0203 (1)
0.1874 + 0.0134 (1)
0.2039 + 0.0206 (2)
0.4684 + 0.0161 (1)
0.5831 %+ 0.0188 (4)
0.4796 + 0.0352 (3)
0.522 + 0.0092 (1)
0.3405 + 0.0118 (2)
0.2067 + 0.0139 (2)
0.1907 + 0.0117 (1)
0.0821 %+ 0.0017 (2.5)
0.0787 + 0.0042 (2)
0.368 + 0.0213 (2)
0.1493 + 0.0086 (2)
0.0867 + 0.0142 (2.5)

0.4559 + 0.0096 (4)

0.3561 + 0.0164 (3)
0.6021 + 0.0099 (1)
0.5697 + 0.0151 (2)
0.6202 + 0.0141 (3)
0.6377 + 0.0143 (4)

0.2303 + 0.0205 (3)

0.216 + 0.0047 (3)
0.2983 =+ 0.0116 (4)

0.2014 + 0.0044 (2)
0.2022 + 0.0435 (4)
0.0688 + 0.0017 (2)
0.3077 + 0.0125 (3)
0.4665 + 0.0031 (4)
0.3348 + 0.0067 (2)
0.2007 + 0.0209
(1.5)

0.3831 + 0.0111 (2)
0.5544 + 0.0086 (2)

0.1367 + 0.0103 (4)

0.5684 + 0.047 (3)
0.3942 + 0.0312 (3)
0.6666 + 0.0099 (1)
0.4472 + 0.0123 (3)

0.0415 + 0.0067 (1)
0.4442 + 0.0084 (4)
0.1926 + 0.0345 (2)
0.4137 + 0.011 (3)
0.0732 + 0.0042 (1)
0.5962 + 0.024 (4)
0.3459 + 0.0144 (3)
0.2721 + 0.017 (2)
0.2768 + 0.0279 (3)
0.3938 + 0.0233 (2)

0.2006 + 0.0026 (2)
0.3198 + 0.0099 (1)

0.2522 + 0.0028 (3)
0.0969 + 0.0547 (1)
0.6291 + 0.0303 (3)
0.264 + 0.0091 (4)
0.8805 + 0.0053 (2)
0.0692 + 0.0093 (2)
0.1857 + 0.0138 (4)
0.2171 + 0.0055 (3)
0.2019 + 0.0093 (1)
0.4895 + 0.0078 (4)
0.5127 + 0.0257 (1)
0.4971 + 0.0276 (4)
0.5521 + 0.0162 (3)
0.4009 + 0.0228 (3)
0.2977 + 0.0143 (3)
0.2611 + 0.0143 (3)
0.0821 + 0.0017 (2.5)
0.107 + 0.0085 (3)
0.3361 + 0.0061 (1)
0.2335 + 0.0057 (4)
0.0867 + 0.0142 (2.5)

0.397 + 0.0262 (2)

0.3878 + 0.0194 (4)
0.6351 + 0.0105 (2)
0.5868 + 0.0287 (3)
0.6291 + 0.0111 (4)
0.1096 + 0.0289 (1)

0.2339 + 0.0112 (4)

0.246 + 0.0125 (4)
0.291 4 0.0091 (3)

0.2014 + 0.0044 (2)
0.1175 + 0.0308 (1)
0.0864 + 0.0045 (4)
0.4012 + 0.0215 (4)
0.3106 + 0.0019 (3)
0.349 4 0.0144 (4)
0.5254 + 0.0532 (4)
4)

0.5039 + 0.0101 (
0.5961 + 0.011 (3)
0.4264 + 0.0213 (4)
0.487 4 0.0004 (4)
0.4408 + 0.0045 (1)
0.1422 + 0.0217 (2)
0.3173 + 0.0583 (4)
0.1329 + 0.0053 (3)

0.6004 + 0.0381 (4)
0.4081 + 0.0207 (4)
0.7019 + 0.0128 (3)
0.4385 + 0.0146 (2)

0.0874 + 0.0035 (4)
0.4119 + 0.0111 (3)

0.317 + 0.0171 (4)
0.4387 + 0.025 (4)
0.2766 + 0.0042 (4)
0.2617 + 0.0219 (3)
0.3462 + 0.0208 (4)
0.3002 + 0.0147 (4)

0.2931 + 0.0213 (4)
0.4088 + 0.0144 (4)

0.166 + 0.0257 (1)
0.3791 + 0.015 (4)

0.3459 =+ 0.0069 (4)
0.2011 + 0.0555 (4)
0.6305 + 0.0153 (4)
0.2524 + 0.0057 (3)
0.8749 + 0.0079
0.3153 + 0.0371 (
0.1495 + 0.0151 (

(1)
4)
2)
0.2442 + 0.0074 (4)
0.2259 + 0.0095 (3
0.4815 =+ 0.0286 (2
0.5317 + 0.0147

0.4176 £ 0.0202

)
(2)
(2)
(2)

0.6093 £ 0.0044 (4)
(4)
5

0.4555 + 0.0283
0.1784 + 0.0115 (1)
0.2269 + 0.0119 (2)
0.1014 + 0.0024 (4)
0.1152 & 0.0122 (4)
0.4004 + 0.0197 (4)
0.1263 + 0.0069 (1)
0.1194 + 0.0147 (4)

0.3807 + 0.0482 (1)

0.3375 + 0.019 (2)
0.6693 + 0.0208 (4)
0.531 + 0.0297 (1)
0.5688 + 0.0166 (1)
0.1739 + 0.0288 (3)

0.2044 =+ 0.0206 (2)

0.1968 =+ 0.0116 (2)
0.2598 + 0.0065 (1)

0.219 + 0.0117 (4)
0.1383 + 0.0122 (2)
0.0675 + 0.0036 (1)
0.1646 + 0.0099 (1)
0.2925 + 0.0053 (1)
0.3386 + 0.0058 (3)
0.2568 + 0.0598 (3)

0.336 + 0.0124 (1)
0.546 + 0.0063 (1)
0.3734 + 0.0328 (1)
0.4216 + 0.005 (2)
0.4698 + 0.0075 (3)
0.1775 + 0.0234 (3)
0.2842 + 0.0258 (3)
0.1107 + 0.0127
(1.5)

0.5389 + 0.0493 (1)
0.3517 + 0.0348 (1)
0.7003 =+ 0.0207 (2)
0.4815 + 0.0125 (4)

0.0426 + 0.0056 (2)
0.3832 + 0.0179 (1)
0.1775 + 0.052 (1)
0.3883 + 0.0361 (2)
0.1768 + 0.0124 (2)
0.0175 + 0.0177 (2)
0.3331 + 0.0126 (2)
0.2776 + 0.0129 (3)
0.246 + 0.0151 (2)
0.3932 + 0.0079 (1)

0.2755 4 0.0088 (3)
0.3374 £ 0.0055 (2)

0.2492 + 0.005 (2)
0.1312 =+ 0.075 (2)
0.5314 + 0.0262 (1)
0.2495 £ 0.0071 (2)
0.8861 =+ 0.0094 (3)
0.0954 + 0.0097 (3)
0.16 £ 0.0138 (3)
0.1954 = 0.0068 (2)
0.2263 =+ 0.0107 (4)
0.4884 =+ 0.0153 (3)
0.547 + 0.0143 (3)
0.3624 + 0.035 (1)
0.5312 £ 0.0051 (2)
0.3288 + 0.0149 (1)
0.4483 = 0.0045 (4)
0.2714 + 0.0218 (4)
0.0806 =+ 0.0016 (1)
0.0775 + 0.0101 (1)
0.381 + 0.0111 (3)
0.2151 + 0.0073 (3)
0.0808 =+ 0.0178 (1)

0.4202 + 0.0264 (3)

(Continua...)
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Base de datos

CV

Knee

KM1

KM20

ToeSegmenta-
tion2
Trace
TwoLead ECG

TwoPatterns
UWaveGesture-
LibraryAll
UWaveGesture-
LibraryX
UWaveGesture-
LibraryY
UWaveGesture-
LibraryZ

‘Wafer

Wine
‘WordSynonyms
‘Worms
‘WormsTwoClass
Yoga

0.2351 + 0.0233 (1)

0.0958 =+ 0.0047 (2)
0.2787 + 0.0317 (4)

0.1813 + 0.0017 (1)
0.1454 + 0.0028 (1)

0.3031 + 0.0061 (1)
0.3913 + 0.0066 (2)
0.3804 + 0.0081 (3)

(

(
0.0042 + 0.0013 (2)
0.3599 + 0.0303 (4)
0.5149 + 0.0264 (1)
0.5504 + 0.0336 (
0.4589 + 0.1056 (

(

3)
3)
0.2044 + 0.0077 (2)

0.2506 + 0.0146 (4)

0.2155 + 0.0168 (3)
0.2314 + 0.0211
(1.5)

0.2438 + 0.0031 (3)
0.1623 £ 0.0053 (3)

0.3531 + 0.0052 (4)
0.3862 + 0.007 (1)
0.3745 + 0.007 (1)

0.0061 %+ 0.0006 (3)
0.1693 + 0.0147 (1)
0.548 + 0.0121 (2)
0.5214 + 0.0176 (2)
0.4438 + 0.0117 (2)
0.2384 + 0.0031 (3)

0.2457 + 0.0092 (2.5)

0.2405 + 0.0236 (4)
0.2706 + 0.0238 (3)

0.3127 + 0.0063 (4)
0.252 & 0.0068 (4)

0.3402 + 0.0082 (3)
0.4191 =+ 0.0061 (4
0.3782 + 0.0041 (2
0.2748 + 0.0579 (3
0.5824 + 0.0124 (4
0.604 4 0.0183 (4)

0.4633 + 0.072 (4)
0.1802 + 0.0055 (1)

)
)
0.0254 + 0.0017 (43
)

0.2457 + 0.0092 (2.5)

0.0582 =+ 0.0228 (1)
0.2314 + 0.0211
(1.5)

0.2174 =+ 0.0059 (2)
0.1601 =+ 0.0056 (2)

0.3331 + 0.0063 (2)
0.3997 + 0.0084 (3)
0.3957 + 0.006 (4)

0.0035 + 0.0011 (1)
0.2203 + 0.063 (2)
0.5686 + 0.021 (3)
0.5173 + 0.0191 (1)
0.4376 + 0.0642 (1)
0.2479 + 0.0053 (4)

La Figura muestra la categorizacién de los cuatro métodos comparados;
en ella, se aprecia el rango promedio alcanzado por cada uno en las 85 bases de
datos temporales de prueba. Por su parte, la Figura |5.1b| muestra el resultado
de aplicar la prueba estadistica multi-comparador de Friedman usando la prueba
post hoc de Nemenyi; el intervalo de color azul representa el método con el cual
se esta visualizando si existe diferencia significativa estadistica, los de color negro
representan aquellos que no presentaron dicha diferencia con el método del intervalo
azul, y el intervalo rojo representan los métodos en donde si se presentd una
diferencia significativa con aquel tomado como base para la visualizacién.

4 o
KM1 | 3,19
o
S
D]
Knee | | 2,55 g 3l
[l
KM20 | | 2,17 S
=
x 20
CV | 12,08
| | |
0 1 2 3 4

Rango promedio

()

g

o
N
=
e

(b)

Knee |

KM1 |

Figura 5.1: (a) Rango promedio obtenido por cada método de seleccién de preferencias.
(b) Resultado de aplicar la prueba post hoc de Nemenyi usando la tasa de error en
clasificacién minima obtenida en cada método.

5.3.2.

Discusion

En este experimento, se realizé un analisis para escoger el método de seleccién
de preferencias a usar en nuestra propuesta. Para tal tarea, se utilizaron cuatro
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métodos: el método CV, el método K20, el método Knee (de la rodilla), y el método
K1, cada uno descritos en la Seccion

Los parametros utilizados fueron los mismos para cada una de las técnicas
comparadas, asi como las pruebas estadisticas usadas. La prueba multi-comparador
estadistica de Friedman junto con la prueba post hoc de Nemenyi fueron aplicadas
para validar el comportamiento de cada método en la tarea de seleccionar la
solucion final del Frente de Pareto obtenido por eMODITS.

Los resultados sugieren que el método con el menor rango alcanzado, es decir,
con la menor tasa de error en clasificaciéon obtenida en la mayoria de las bases de
datos temporales, fue el método CV. Dichos resultados fueron confirmados con la
prueba estadistica aplicada, donde se aprecia que CV supera estadisticamente a K1.
Aunque no existe diferencia significativa con los métodos K20 y Knee, CV logra
posicionarse mejor en seleccionar soluciones con menor tasa de error en clasificacion,
por lo que este método fue seleccionado para extraer la solucion final del Frente
de Pareto que serd usada para comparar nuestra propuesta contra otros métodos
de discretizacion simbélica basados en SAX.

5.4. Comparaciéon Contra Otros Métodos Simbdli-
cos

5.4.1. Introduccion

Una vez seleccionado el método de seleccion de preferencias para extraer la
solucién final del Frente de Pareto obtenido por nuestra propuesta, es conveniente
realizar un andlisis del rendimiento (en términos de clasificacion y discretizacién)
de nuestro enfoque contra métodos de discretizaciéon simbdlica basados en SAX
y encontrados en la literatura especializada.

Los enfoques seleccionados para este analisis, fueron escogidos de acuerdo a
las caracteristicas que poseen y la tarea hacia donde fueron dirigidos, es decir,
se escogieron aquellos métodos que tuvieran caracteristicas similares a nuestra
propuesta y que fueran frecuentemente usados en la literatura especializada. Dichos
métodos fueron: EP, SAX, aSAX, ESAX, ESAXKMeans, 1D-SAX, RKMeans,
SAXKMeans y rSAX. Cada uno de ellos fueron descritos en la Seccién [1.7

Como se menciond en la Seccién [I.7, cada uno de estos métodos ocupan
parametros adicionales a los empleados por eMODITS, por lo que los valores
para éstos fueron seleccionados como sigue: el método EP fue ejecutado con la
misma configuracion de parametros empleados por eMODITS y detallados en la
Tabla Los métodos restantes usaron el nimero de cortes de palabra y alfabeto
encontrados por EP para cada base de datos, debido a que, originalmente, no fueron
probados con las 85 bases de datos del repositorio UCR.

Para el caso de 1d-SAX y rSAX que utilizan pardmetros adicionales al tamanio
de la palabra y el alfabeto, se utilizaron aquellos valores sugeridos por los autores
en las publicaciones donde se propuso cada método. Para 1d-SAX, el nimero de
pendientes (slopes) usado fue ocho, y para rSAX, el valor para el pardmetro 7 fue 10.
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Cada método fue comparado en términos de clasificacion, reduccion de di-
mensionalidad y pérdida de informacién. Los resultados son presentados en la
siguiente seccion.

5.4.2. Resultados
Analisis del error en clasificaciéon

La Tabla muestra los resultados obtenidos por cada método en 15 ejecuciones
independientes. Los valores resaltados en negritas, representan las tasas de error
en clasificacion minimas por cada una de las bases de datos. Se incluyeron las
tasas de clasificaciéon obtenidas por el clasificador de arboles de decisién, usando
los datos originales o puros de cada base de datos como referencia, es decir, para
verificar que nuestro método mejora la clasificacion con la discretizacion obtenida
en lugar de usar los datos originales.

La Figura [5.2 ilustra el rango promedio obtenido por cada método basado
en SAX, el cual, como se ya se menciond, es calculado mediante la prueba es-
tadistica de Friedman.

RAW | | 8,93
RKMeans | ‘ 7,8
SAXKMeans | ‘ 7,79
ESAXKMeans | ‘ 7,56
aSAX | 6,05
1D-SAX | 5,64
SAX - | 5,31
EP | | 4,64
rSAX | 4,35
ESAX | 14,21
eMODITS | 3,72

o 1 2 3 4 5 6 7 8 9 10 11
Rango promedio

Figura 5.2: Rango promedio obtenido al clasificar las 85 bases de datos temporales de
prueba por cada método basado en SAX.
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Por su parte, la Figura muestra los resultados estadisticos de la comparacion
de todos los enfoques usando la prueba de Friedman y Nemenyi.
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Figura 5.3: Resultados obtenidos al aplicar la prueba estadistica post hoc de Nemenyi
usando los mejores valores encontrados por cada método en cada base de datos.

Sin embargo, era de nuestro interés analizar a fondo los casos en los que eMODITS
era estadisticamente similar a otros métodos; por ello, se utilizo la prueba estadistica
de suma de rango por pares de Wilcoxon, para comparar nuestra propuesta con
cada uno de los métodos que no arrojaron diferencias significativas en la prueba
estadistica. Para aplicar la prueba de Wilcoxon, se tomaron las valores minimos
de clasificacién por cada base de datos en cada método, es decir, este analisis se
hizo a nivel de base de datos y no a nivel general por método. Los resultados
se presentan en la Figura [5.4]

Reduccion de la dimensionalidad

La principal meta de los algoritmos de discretizacién de series de tiempo es
la reduccion de la dimensionalidad del conjunto temporal. Por lo tanto, en este
apartado se muestra la reducciéon de la dimensionalidad alcanzada por eMODITS y
los enfoques basados en SAX. Dado que estos ultimos utilizan el mismo ntimero de
cortes de palabras para discretizar una base de datos temporal, fueron agrupados
en un sélo rubro para la comparacion.
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Figura 5.4: Resultados estadisticos obtenidos al aplicar la prueba de suma de rangos
por pares de Wilcoxon con un 95 % de confianza, comparando eMODITS en contra de
EP, SAX, ESAX, rSAX, 1D-SAX y aSAX.

La Figura muestra la tasa de reduccion alcanzada por nuestra propuesta y
esos métodos, la cual es calculada usando la Ecuacién 5.6, donde m es el nimero
de segmentos de palabra (longitud de la serie de tiempo discreta), y n es el tamano
de la serie de tiempo original. La valores obtenidos por dicha métrica varian entre 0
y 1, donde valores cercanos a cero representan una tasa de reduccion alta y valores
cercanos a uno representan bajos porcentajes de reduccion.

, m
TasaCompresion = —
n

(5.

6)
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Figura 5.5: Tasas de compresién obtenidas por eMODITS y los métodos basados en
SAX en cada una de las bases de datos del repositorio UCR.

Pérdida de Informacién

Atun cuando la meta de los algoritmos de discretizacion es alcanzar una tasa
alta de compresion o reduccion de la dimensionalidad, ésta suele representar un
problema mayor: incurrir en pérdida de informacién importante.

Por lo tanto, se realizd una estimacion de la pérdida de la informacién incurrida
por cada método comparado usando una métrica de similitud de la serie de tiempo
original y la serie de tiempo discreta reconstruida. Para realizar la reconstruccion
de la serie temporal se sustituyé cada dato continuo de la serie temporal por su
correspondiente simbolo [93]. Cabe destacar que, para tener una comparacioén justa,
se escalaron ambas series dentro del intervalo [0, 1].

La métrica de similitud empleada fue la métrica de la Subsecuencia Comin mds
Larga (Longest Common Subsequence, LCSS), la cual fue descrita en la Seccién m
Este método permite comparaciones entre series de tiempo de diferente tamano,
asi como, evitar relaciones de regiones atipicas con regiones de la serie comparada;
es decir, LCSS es un método robusto al ruido o datos atipicos [100), [34].

La estimacion de la pérdida de la informacion fue aplicada usando las series de
tiempo promedio obtenidas tanto del conjunto temporal original como del conjunto
reconstruido. Una serie temporal promedio es el promedio de todas las series de
tiempo del conjunto de datos. La Tabla muestra los resultados obtenidos de
comparar la serie de tiempo promedio original y la serie de tiempo promedio
reconstruida, donde los valores iguales o cercanos a cero representan similitud entre
ambas series, es decir, pérdida de informacion minima. Mientras que, valores cercanos
o iguales a uno indican que se presenta una pérdida sustancial de informacién cuando
la serie original fue discretizada por el método correspondiente.
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Por su parte, las Figuras N muestran los resultados graficamente del
rango obtenido por cada enfoque comparado y la aplicacién de la prueba estadistica
de Friedman con la prueba post hoc de Nemenyi, respectivamente.
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Figura 5.6: Resultados obtenidos por cada método al analizar la pérdida de informacién
incurrida en cada base de datos temporal, presentando (a) los rangos promedios obtenidos
por cada enfoque, y (b) los resultados estadisticos al aplicar la prueba post hoc de
Nemenyi.

Analisis de las caracteristicas de las bases de datos temporales

Otro estudio realizado en este trabajo fue el andlisis de las caracteristicas
mas relevantes de las bases de datos temporales, con la finalidad de descubrir las
fortalezas y debilidades de nuestra propuesta.

Para ello, se analiz6 especificamente la proximidad, el balanceo de clases y la
intensidad de ruido presente, cada una de estas caracteristicas fueron detalladas
en la Seccién y obtenidas de la Tabla [5.2] La Figura [5.7a] muestra el rango
promedio alcanzado por cada método considerando bases de datos balanceadas y no
balanceadas; mientas que, para bases de datos con clases traslapadas o separadas
se presenta la Figura [5.7D] y finalmente, la Figura [5.7d ilustra el comportamiento
de cada enfoque dependiendo de la intensidad de ruido presente en las bases
de datos temporales.

Tiempo computacional

Un aspecto necesario que se debe estudiar cuando se introduce un nuevo enfoque
al estado del arte, es el tiempo de computo ocupado para obtener el resultado
deseado. Este aspecto es de vital importancia cuando se emplean meta-heuristicas
como herramientas de busqueda, ya que, por lo general, suelen ser criticadas por
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Figura 5.7: Rangos promedios logrados por cada método basados en SAX en 85 bases
de datos temporales para (a) clases balanceadas y no balanceadas, (b) clases separadas y
traslapadas, (c) intensidad de ruido.

ocupar un tiempo considerable para encontrar soluciones a problemas reales. Esto
debido a que son poblacionales y que toman decisiones con elementos aleatorios.

Dado que nuestro enfoque utiliza una meta-heuristica como herramienta de
busqueda de esquemas de discretizacion, fue necesario medir el tiempo ocupado
en cada base de datos para encontrar una solucion. La Figura muestra el
comportamiento de eMODiITS cuando la dimensionalidad de los datos aumenta.
Dicha dimensionalidad es calculada multiplicando el tamano de las series temporales
por el nimero de instancias que tiene la base temporal.
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Figura 5.8: Tiempo empleado por eMODiITS en cada base de datos temporal. La
dimensionalidad de las series de tiempo es calculada multiplicando el tamafio de las series
de tiempo por el nimero de series en el conjunto de datos.

5.4.3. Discusion

En esta seccion se presentaron los resultados obtenidos por cada método de
discretizacion simbdlica comparado, los cuales fueron rSAX, SAXKMeans, RKMeans,
1D-SAX, ESAXKMeans, ESAX, aSAX, SAX, EP, y nuestra propuesta llamada
eMODITS. En cada uno de ellos se analizo la tasa de error en clasificaciéon obtenida, la
tasa de compresion alcanzada, y la pérdida de informacion incurrida. Los resultados
obtenidos por cada uno fueron ejecutados sin dar ventaja a ninguno de los enfoques,
es decir, se ejecutaron bajo circunstancias iguales y justas.

A continuaciéon se analizaran los resultados obtenidos basados en las tres
caracteristicas mencionadas en el parrafo anterior: Evaluacion del desempeno de
nuestra propuesta, reduccion de la dimensionalidad y pérdida de la informacion.
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Evaluacién del desempeno de nuestra propuesta

En este rubro se analizara el desempenio de eMODITS en términos de clasificacién
de las series temporales. En la Tabla se presentaron las tasas de error en
clasificaciéon minimas obtenidas por cada enfoque, asi como el rango alcanzado
de acuerdo a dichos porcentajes. En esta tabla se puede apreciar como eMODITS
encuentra las tasas de error en clasificacién mas bajas en comparaciéon con los
otros nueve enfoques comparados, lo que sugiere que nuestra propuesta es capaz de
mejorar el error en clasificaciéon en bases de datos temporales. Graficamente, esto
puede apreciarse en la Figura donde se observa que eMODITS tiene el rango
promedio mas bajo de los 10 enfoques de discretizacion simbolica.

Sin embargo, al aplicar una prueba estadistica multi-comparador, en este caso
la prueba de Friedman, se observa que eMODITS logra superar estadisticamente a
tres métodos de los 9 contra los que fue comparado (ESAXKMeans, SAXKMeans
y RKMeans), asi como a la clasificacién usando los datos originales (sin ninguna
discretizacién), lo que demuestra que, nuestra propuesta no pierde capacidad de
clasificacion cuando discretiza series temporales, sino que al contrario, mejora el
porcentaje de esta tarea, permitiendo analizar grandes voltimenes de datos en
computadoras personales mediante la reduccion de la dimensionalidad. Esta prueba
se puede apreciar en la Figura [5.3]

En los enfoques donde no hubo diferencia significativa (ESAX, rSAX, EP,
SAX y 1D-SAX), se aplic6 una prueba estadistica por pares (suma de rangos de
Wilcoxon), con la finalidad de analizar a detalle el rendimiento de eMODITS, es
decir, observar la tasa de clasificaciéon obtenida en cada base de datos. La Figura
muestra que eMODITS es estadisticamente superior en mas de la mitad de
las bases temporales en comparacién con estos enfoques, siendo superada solo en
unos cuantos casos. Dicha prueba confirma que nuestro enfoque es una herramienta
competitiva para tareas de clasificacién de series de tiempo, superando a los enfoques
con objetivos similares e incluso mejorando el error en clasificacion en la mayoria
de las bases de datos de prueba.

Por otro lado, al utilizar una meta-heuristica como herramienta de bisqueda de
soluciones, eMODITS adolece de emplear tiempo computacional alto, tal cual lo
demuestra la Figura 5.8 donde se aprecia que al aumentar la dimensionalidad de los
datos, mayor sera el tiempo empleado por nuestro enfoque para encontrar la solucion
al problema. Desafortunadamente, en el mundo real, es frecuente encontrarse con
problemas donde la dimensionalidad de los datos es alta, dejando a criterio del duenio
de la informacién, el uso de herramientas que tengan un bajo costo computacional,
pero que los resultados no sean los mejores, o usar herramientas (como la propuesta
en este documento) que sean costosas en tiempo pero que encuentren soluciones
competitivas o mejores a las que podria encontrar con otros métodos.

Observando el comportamiento de nuestra propuesta en las 85 bases de datos
de prueba, se puede destacar que, eMODiITS tiene un rendimiento superior en
bases temporales donde las clases se traslapan, ello tomando en cuenta los enfoques
comparados en este trabajo (Figura . Como se demuestra en las bases de
datos LargeKitchenAppliances v Medicallmages, donde se puede apreciar como
nuestra propuesta obtiene una tasa de error significativamente menor a los otros
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enfoques de acuerdo a la Tabla [5.4

Otra problema de las bases de datos en donde nuestra propuesta presenta un
rendimiento favorable, es el ruido. En la Figura [5.7¢| se aprecia como eMODITS
es robusto a este tipo de problema. Esto se refleja en las bases de datos BeetleFly
y Lighting7, donde se presentan niveles de ruido alto y bajo, respectivamente.
En ambos conjuntos, nuestra propuesta alcanza una tasa de error en clasificacion
significativamente menor a las encontradas por los otros métodos independientemente
del nivel de ruido. Mismo efecto se presenta en bases de datos no balanceadas (Figura
, donde nuestra propuesta obtiene las menores tasas de error en clasificacion
en la mayoria de los conjuntos con esta caracteristica.

Estas ventajas se deben al esquema flexible propuesto, ya que, al utilizar
diferentes esquemas de alfabeto por cada segmento de palabra, se incrementa el grado
de libertad en la busqueda, generando esquemas de discretizacion que permiten:
(a) incrementar la separacién entre los grupos de series de tiempo etiquetados con
clases diferentes, (b) minimizar el nivel de ruido, y (c¢) mejorar la clasificacién en
conjuntos de datos con pocas instancias.

Sin embargo, atin cuando nuestra propuesta es robusta a fuentes de dificultad en
bases de datos poco complejas (clases separadas, balanceadas y con ruido bajo), el
costo computacional de eMODITS es una limitacion que debe tomarse en considera-
cion cuando se requiere aplicar un proceso de discretizacion de bases temporales.

Reducciéon de la dimensionalidad

Como se mencion6 anteriormente, los métodos de discretizacion buscan transfor-
mar una base de datos de alta dimensional en una de baja dimensionalidad, para
poder analizarla de forma mas eficiente y en equipos de cémputo convencionales. La
mayoria de los métodos comparados en este estudio realizan una reducciéon de las
dimensiones de la serie de tiempo, con excepcion de RKMeans que s6lo transforma
series de tiempo continuas en series de tiempo discretas, es decir, sélo convierte los
numeros reales a datos discretos sin realizar un proceso de reduccion.

Como puede observarse en la Figura [5.5] eMODITS logra reducir la dimensién
de los datos significativamente en mas del 95 % de las bases de datos temporales de
prueba. En tres de las 85 bases de datos, la reduccion lograda fue minima, y en otras
dos la compresion fue ligeramente menor a aquella obtenida por los otros métodos.

Estos resultados sugieren que nuestro enfoque es una herramienta competitiva
capaz de encontrar soluciones con una tasa de compresion alta, pero con el mayor
porcentaje de clasificacion, convirtiéndose en una buena opcién para clasificar datos
de gran tamano con el menor espacio de almacenamiento en memoria.

Pérdida de la informacién

Un efecto colateral de una alta compresién de los datos es la pérdida de la
informacion importante de los mismos. Por lo tanto, es necesario comprobar que
eMODITS, al ser una herramienta con una alta capacidad de compresion, no esta
perdiendo la mayor cantidad de informacién durante el proceso de discretizacion.
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En la Figura se puede observar como eMODITS tiene un rango promedio
similar a la mayoria de los enfoques comparados, siendo superado por SAXKMeans,
quien es el método con el porcentaje menor de pérdida de informacion. La Figura
demuestra estadisticamente estos resultados, donde SAXKMeans supera a
los deméas métodos de discretizacién simbolica excepto a ESAXKMeans quien es
estadisticamente similar a éste.

Al analizar el comportamiento de los enfoques comparados en este estudio,
se hace evidente el compromiso entre la pérdida de la informacion y el error en
clasificacién. Los algoritmos con la menor pérdida de informacién (SAXKMeans
y ESAXKMeans) encuentran altas tasas de error en clasificacion en la mayoria
de las bases de datos temporales; mientras que, los métodos con el porcentaje de
error en clasificacion minimo (eMODITS, ESAX, rSAX, y EP) tienen una pérdida
de informacién considerable, tal es el caso de EP, que es el método con la mayor
cantidad de informacion perdida. Este fenémeno se presenta porque, con un conjunto
de datos muy comprimido, un proceso de clasificaciéon hace una separaciéon de las
clases eficientemente, y como consecuencia, una tasa de clasificacién més eficiente.
Sin embargo, puede presentar pérdida de informacién de los componentes principales
de la serie de tiempo. Por otro lado, con una compresion baja del conjunto temporal,
las clases siguen traslapadas o muy juntas unas de otras, presentando tasas de
error en clasificacion altas, y pérdida de informacion bajas dado que la series de
tiempo discreta es similar a la original.

Nuestra propuesta presenta un buen compromiso entre las medidas de evaluacién
discutidas en este apartado. Dado que se posiciondé como el mejor método para
clasificar series de tiempo en comparacién con los otros algoritmos comparados,
basado en el rango promedio obtenido y los resultados estadisticos de la prueba
de Friedman. De la misma forma, eMODiITS alcanza porcentajes de compresion
superiores en la mayoria de las bases de datos de prueba. Sin embargo, atin cuando
nuestro enfoque no es el método con la menor pérdida de informacion, presenta una
pérdida similar a la mayoria de los enfoques superando a aSAX y EP.

En resumen, eMODITS es una herramienta competitiva para discretizar series
de tiempo reduciendo significativamente su dimensionalidad con la menor tasa de
error en clasificacién y una aceptable pérdida de informacion, es decir, eMODITS
reduce lo suficiente una base de datos temporal para eliminar traslapes entre
subconjuntos de series de tiempo de cada una de las etiquetas de clase existentes sin
perder demasiada informacion de los datos. Estas caracteristicas son vitales para el
dueno de la informacion dado que sus datos pueden almacenarse en dispositivos de
almacenamiento comerciales y ser analizados de una forma eficiente. Sin embargo, el
precio que tiene que pagar por ello es el alto costo computacional del proceso
de discretizacion.
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5.5. Interpretaciéon Grafica

5.5.1. Introduccion

Otro aspecto critico para el dueno de la informacién es la interpretacion de
los datos; es decir, conocer los patrones relevantes presentes en las bases de datos
temporales que permitird anticipar posibles eventos y tomar las decisiones acertadas
en el tiempo adecuado.

Existen diversas herramientas graficas y estadisticas para extraer estas relaciones
o patrones de los conjuntos temporales. Dado que eMODITS utiliza arboles de
decision como clasificador de los datos, éste también fue utilizado para entender
graficamente cada base de datos temporal. En nuestra propuesta, los conjuntos
de datos temporales, que son datos de un solo atributo, son transformados en
conjuntos de datos con m atributos que representan intervalos de tiempo de la serie,
permitiendo graficar la ocurrencia de cada una de las clases de las bases temporales.

En el arbol de decision obtenido, cada nodo hoja representa una determinada
clase; un nodo interno representa un segmento en el tiempo y cada arista representa
un intervalo de valores necesarios que se satisfagan para que se presente una clase o
evento. Con esta informacion y usando nuestro esquema de discretizaciéon, se puede
observar graficamente el periodo de tiempo y el rango de valores en los cuales un
evento puede ocurrir y entonces, ser capaces de anticipar las repercusiones que
pudiera tener a un determinado problema.

Para facilitar la presentacion e interpretacion de los resultados, sélo se tomaron
3 de las 85 bases de datos temporales utilizadas en este estudio. Dichas bases
son: BeetleFly, GunPoint y ItalyPowerDemand, las cuales son representativas del
conjunto de problemas encontrados en el repositorio UCR de prueba. Los resultados
de las bases de datos restantes pueden consultarse en los Anexos [A]y

La base de datos BeetleFly consiste de un conjunto de imagenes binarias
convertidas en series de tiempo de contornos de insectos en diferentes posiciones.
Las clases de este conjunto son dos tipos de insectos: escarabajo y mosca. Por su
parte, la bases de datos GunPoint consiste de un conjunto de series de tiempo con
los movimientos de un actor, tanto masculino como femenino, simulando apuntar
con una pistola hacia un objetivo particular. Las clases de esta base de datos
son: desenfundar y apuntar la pistola.

Finalmente, la base de datos ItalyPowerDemand contiene series de tiempo que
representan el consumo de energia diario en un ano en Italia. Dicho consumo
es clasificado dependiendo del periodo del afio debido a que los calefactores son
usados con mas frecuencia en invierno gastando una considerable cantidad de energia
eléctrica. Mientras tanto, en verano, el uso de aires acondicionados es poco frecuente,
generando una baja demanda de electricidad en dicho pais. Por lo tanto, la tarea
de clasificacién en esta base consiste en determinar si un dia particular corresponde
a uno de estos dos periodos del ano. Las clases de esta base de datos son: dias de
invierno (de Octubre a Marzo) y dias de verano (Abril a Septiembre).

En la Seccién [5.5.2] se muestra la interpretacién visual de cada una de las
bases de datos mencionadas mediante el esquema encontrado por eMODITS y los
arboles de decision usados para su evaluacion.
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5.5.2. Resultados

En este apartado se presentan los arboles de decision y el esquema final obtenido
por eMODITS, en donde se marcan las secciones del espacio temporal donde se
presenta principalmente una clase. Las Figuras [5.9a], [5.10a], y [5.11a] muestran los
arboles de decision para cada base de datos anteriormente mencionadas. Mientras
que las Figuras[5.9b] [5.100, y [5.11b] muestran la distribucién de las clases de acuerdo
a las reglas indicadas en su correspondiente arbol de decision.

lClase 2
liClase 1

2 (14.0/2.0) 2(6.0) 1(6.0/20) 1(5.0) : ,%
(a) (b)

Figura 5.9: (a) Arbol de decisién obtenido por eMODITS para la base de datos BeetleFly.
(b) Distribucién de las clases para la bases de datos BeetleFly donde cada rectangulo
representa un nodo hoja del arbol de decision.

[Clase 2
[|Clase 1
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Figura 5.10: (a) Arbol de decisién obtenido por eMODITS para la base de datos
GunPoint. (b) Distribucién de las clases para la base de datos GunPoint donde cada
rectangulo representa un nodo hoja del arbol de decisién.

5.5.3. Discusién

En esta secciéon se presentaron los resultados visuales de algunas de las bases de
datos temporales usadas en los experimentos: BeetleFly, GunPoint y ItalyPowerDe-
mand. De cada una de ellas, se obtuvo el arbol de decision y el esquema grafico
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Figura 5.11: Arbol de decisién obtenido por eMODITS para la base de datos ItalyPower-
Demand. (b) Distribucién de las clases para la base de datos ItalyPowerDemand donde
cada rectangulo representa un nodo hoja del arbol de decisién.

obtenidos por eMODITS. En este ultimo se plasmé graficamente la informaciéon
del arbol de decisiéon para analizar como se distribuyen o se localizan cada una
de las clases de cada base de datos.

La Figura [5.9b| muestra la distribucién de las clases para la base de datos
BeetleFly, donde se puede apreciar que la clase escarabajo es ubicada de la parte
media al final de las series temporales, y la clase mosca puede ser identificada al
final de la serie de tiempo. Como puede observarse, con esta informacién es posible
desarrollar sistemas inteligentes que, basados en una imagen, encuentre todas las
imagenes relacionadas y regrese un conjunto de objetos similares al inicial, s6lo con
analizar una porcién de la serie temporal en lugar de la serie completa. De igual forma,
con estos resultados, se podria desarrollar un robot con la habilidad de identificar
objetos de acuerdo a su contorno basdndose en un conjunto de imagenes previas.

Por otro lado, la Figura[5.10b]ilustra la ubicacién de cada clase de la base de datos
GunPoint, donde es claro que del inicio a la mitad de la informaciéon temporal es
posible determinar si una persona va a apuntar con una pistola hacia un objetivo, o no.
Para esta tltima, es hasta la mitad de la serie temporal cuando es posible determinar
que la intencion del individuo no es apuntar y sélo esta sacando la pistola para otro
fin. Con esta informacién, se pueden desarrollar aplicaciones o agentes inteligentes
que puedan ser entrenados para anticipar eventos dependiendo de las acciones de
una persona, evitando situaciones de alto riesgo o incluso salvando vidas humanas.

Por 1ultimo, la Figura muestra las relaciones y ubicaciones de cada etiqueta
de clase para la base de datos IltalyPowerDemand. En esta figura, un dia es
considerado de invierno si su demanda desde el medio dia hasta la noche es alta,
por el contrario, un dia es considerado de verano si su demanda es baja en el mismo
periodo de tiempo. Este tipo de informacién puede ser 1til para desarrollar sistemas
de potencia que permitan controlar los voltajes de energia para una casa con un
importante ahorro energético regional, contribuyendo a la mitigacién de problemas
severos de indole mundial como el calentamiento global.

Como se menciond anteriormente, eMODITS no sélo contribuye con esquemas
de discretizacién competitivos de series temporales en términos de clasificacién y
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reduccién de la dimensionalidad, sino que también permite visualizar graficamente los
componentes importante de los datos, caracteristica ttil para desarrollar herramien-
tas capaces de tomar decisiones oportunas en determinadas situaciones de riesgo.



Conclusiones y Trabajo Futuro

En este documento, se presenté un algoritmo de discretizacion de series de
tiempo, llamado eMODITS, basado en tres caracteristicas esenciales para dicho
proceso: clasificacion, complejidad, y pérdida de la informacion. La propuesta define
un esquema de discretizacion flexible o adaptativo a los datos, es decir, define
esquemas de cortes de alfabetos diferentes por cada segmento o corte de palabra,
permitiendo adaptarse a la informacién temporal encontrada en cada uno. Para
definir los valores de cada uno de los cortes, eMODiITS utiliza una herramienta
de busqueda global capaz de encontrar soluciones en mas de dos caracteristicas
conflictuadas entre si. Dicha herramienta es el algoritmo evolutivo multi-objetivo
NSGA-II, implementado por ser uno de los algoritmos que ha demostrado buenos
resultados en la mayoria de los problemas donde se ha utilizado. NSGA-II busca los
valores competitivos tanto para el nimero de cortes de palabra y alfabetos, como los
valores de dichos cortes, situacién que representa una desventaja para el conocido
algoritmo de discretizacion llamado SAX, es decir, eMODITS trata de solventar
dos de las desventajas descritas en la literatura especializada de SAX: (1) niimero
de cortes de palabra y alfabeto, y (2) valores competitivos para cada corte.

Dado que NSGA-II es un algoritmo multi-objetivo, el 6ptimo es un conjunto
de soluciones compromiso llamado conjunto de éptimos de Pareto; por lo cual, fue
necesario determinar una estrategia de seleccién de dicho conjunto para obtener la
solucién final al problema. Para dicha tarea, se implementaron y analizaron cuatro
métodos de seleccion de preferencias con la finalidad de observar cudl seleccionaba
la solucién més competitiva. Dichos métodos fueron: el método de la rodilla (Knee),
el método CV (validacién cruzada), el método KM1, y el método KM20. De acuerdo
a los resultados de ese analisis, el método CV fue el que selecciond la mejor solucion
de PF, dado que fue el que mejor rango promedio alcanzé en todas las bases de
datos de prueba y de todos los algoritmos confrontados.

Las bases temporales de prueba fueron obtenidas de [27], las cuales forman
un total de 85 conjuntos de series temporales disenadas para resolver diferentes

103



104 6. Conclusiones y Trabajo Futuro

problemas de clasificacién de aplicaciones reales. Las caracteristicas de las bases

de datos fueron descritas en la Seccién [5.2] y en la Tabla [5.2]

Una vez escogido el método de seleccion de preferencias, eMODITS fue comparado
contra nueve algoritmos de discretizacién simbdlica basados en SAX, implementados
por tener caracteristicas similares a nuestra propuesta y obtener resultados compe-
titivos en los problemas donde fueron implementados. Dicho algoritmos fueron: EP,
SAX, aSAX, ESAX, ESAXKMeans, 1D-SAX, RKMeans, SAXKMeans, y rSAX.
Los experimentos fueron guiados para analizar el rendimiento de nuestra propuesta
en tres tareas criticadas cuando un proceso de discretizacion es realizado: porcentaje
de clasificacion, reduccion de la dimensionalidad y pérdida de la informacion.

Con respecto a la tarea de clasificacion, eMODITS supera estadisticamente a
ESAXKMeans, RKMeans, y SAXKMeans basado en los resultados de la prueba
estadistica multi-comparacion de Friedman y la prueba post hoc de Nemenyi. Sin
embargo, comparado contra EP, SAX, ESAX, rSAX, aSAX, y 1D-SAX, la prueba
de Friedman no arroja diferencias significativas contra eMODITS, por ello y para
analizar a detalle el comportamiento de nuestro algoritmo con respecto a dichos
métodos, se realizo una prueba estadistica por pares, donde se utilizaron los mejores
resultados por base de datos y no en forma general. Dicha prueba es la bien conocida
prueba de suma de rangos de Wilcoxon. Los resultados de la prueba demostraron
que eMODITS supera a cada uno de esos métodos donde la prueba de Friedman
no encontré diferencias significativas, en mas de la mitad de las bases de datos,
demostrando que eMODITS tiene un comportamiento superior con respecto a cada
uno de los métodos comparados en cuanto a clasificacién de series de tiempo se refiere.

Por otro lado, eMODITS logré encontrar esquemas con tasas alta de reduccion de
dimensionalidad en mas del 95 % de las bases temporales, ahorrando espacio de alma-
cenamiento y facilitando su procesamiento en recursos convencionales de computo.

Finalmente, el altimo punto evaluado fue la pérdida de la informacion, la cual
es un problema serio en algoritmos de reduccion de dimensionalidad. La pérdida
de la informacién fue estimada usando una medida de similitud robusta a datos
atipico y/o ruido, llamada la Subsecuencia Comin mds Larga (Longest Common
Subsequence, LCSS). Los resultados sugieren que ESAXKMeans y SAXKMeans
conservan mas informacién de la serie de tiempo original comparado con los otros
enfoques. Por otra parte, eMODiITS pierde menos informaciéon que EP, pero tiene
un comportamiento similar al resto de los métodos basados en SAX. Es importante
mencionar que los enfoques con un pérdida de informacién menor obtuvieron una
alta tasa de error en clasificacion, y viceversa, demostrando el compromiso entre
estos aspectos. Sin embargo, eMODITS logré encontrar un equilibrio entre estas
funciones, obteniendo tasas de error en clasificacién menores con alta reduccion
de dimensionalidad y pérdida de informacién aceptable.

En resumen, el método propuesto es un enfoque novedoso que busca esquemas
de discretizacion con una alta tasa de compresion, sin una pérdida significativa
de la informaciéon y con una habilidad superior para clasificar datos temporales.
Estos aspectos no son considerados en conjunto en los métodos basados en SAX
encontrados en la literatura especializada, los cuales sélo se enfocan en la reduccion
de la dimensionalidad y/o en clasificacién de datos, dejando de lado la pérdida de
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informacion resultante de los procesos de compresion de datos.

Adicionalmente, eMODITS es ttil en bases de datos donde es dificil encontrar
un modelo para discernir entre etiquetas de clase, asi como, en bases de datos
no balanceadas y con niveles altos de ruido. Por lo contrario, en bases de datos
donde las clases estan separadas, balanceadas y con poco ruido, es conveniente
utilizar otro método de discretizacion simbélica basado en SAX, los cuales obtienen
resultados competitivos, similares a los obtenidos por eMODITS, pero con menor
costo computacional que el empleado por nuestra propuesta.

Con todo lo mencionado, se puede concluir que nuestra propuesta alcanzo el
objetivo general planteado en esta investigacién. De la misma forma, se logré
comprobar la hipdtesis planteada, debido a que nuestra propuesta logré reducir
el error en clasificacién con una alta tasa de compresion de las series de tiempo y
con una pérdida de informacién aceptable, siendo una propuesta competitiva en
el proceso de discretizacion de bases de datos temporales.

El tiempo computacional representa la principal limitacion de nuestro método.
Dicho problema depende del tamano de la base de datos a analizar, es decir, en
bases de datos temporales pequenias (pocas instancias) una ejecucion toma alrededor
de 30 segundos en encontrar una soluciéon adecuada al problema. Para el caso de
bases de datos con un ntumero alto de instancias, una ejecucién toma alrededor de
una hora o mas. Queda a eleccién del usuario decidir el uso de eMODITS en sus
datos sin importar el tiempo empleado en la busqueda de la soluciéon idonea.

Como consecuencia, se puede sugerir como trabajo futuro un anélisis de la
complejidad de nuestro algoritmo para decrementar el tiempo computacional del
mismo. Una posible acciéon para minimizar el tiempo es probar con otros algoritmos
evolutivos multi-objetivo que demostraron gastar menos tiempo computacional
en los problemas donde fueron implementados, asi como el uso de algoritmos
subrogados que aproximen el valor de la evaluacién de soluciones en un menor
tiempo que el empleado por eMODITS.

Ademas, podrian incluirse otros mecanismos para reducir la pérdida de infor-
macién, ya sea cambiando la funciéon objetivo o mejorando el método de reduccion
de dimensionalidad utilizado.
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Los arboles de decision presentados en este apartado son aquellos resultantes
de la clasificacion usada para evaluar el esquema de discretizacion encontrado por
eMODITS. Cada uno de los arboles de decision incluidos pueden ser consultados en
la pagina https://github.com/scoramg/eMODiTS/ para mayor detalle.

A.1l.

Adiac

Figura A.1: Arbol de decisién obtenido por eMODITS para la base de datos Adiac.

A.2.

ArrowHead

x4
=4 =5 /=6 \=7 =8 =10
0(1.0) 0(4.0) 0 (40.0/1.0) x5 x5 2(10)
=2 =3 2 =3
2 (44.0/14.0) 1 (83.0/29.0) 0(5.0/1.0) x2

1(1.0) 2(29.0/6.0) 1(3.0/1.0) 2(0.0)

Figura A.2: Arbol de decisién obtenido por eMODITS para la base de datos ArrowHead.
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A.3. Beef

X3

1¢7.0) 1 (300 L ¢402.00 4 (12076.0) x2 x2 3.(4.011.00

/4:5 gtk e =4 =3 =6 =7

2040200 | |a@onm | |4@o)p| |a@om| | 200 | |3@opn | |20k | | 5@E000)

Figura A.3: Arbol de decisién obtenido por eMODITS para la base de datos Beef.

A.4. BeetleFly

2(1402.0) | | 2(60) | |1(60720) 1(5.0)

Figura A.4: Arbol de decisién obtenido por eMODITS para la base de datos BeetleFly.
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A.5. BirdChicken

1(3.0) 1(15.0/1.0) 2(19.0/1.0) 1(3.0/1.0)

Figura A.5: Arbol de decisién obtenido por eMODITS para la base de datos BirdChicken.

A.6. Car

4 (10.0/4.0)

=5 =6
=T

=8

311072400
‘ 3 (1206309 ‘ ‘ 2 (80 2(00)

=10

T =8 =7 /=% =Y
‘ 2 (Q030) ‘ ‘ 2 ({h0) ‘ |2(|1un,u: ‘ ‘4(41;(2'0) ‘ ‘ 2 (i) ‘ ‘ 2(00)
9

=10

‘ 1(0.0) ‘ ‘ 113900170 | ‘ 3(6.030)

3B |

Figura A.6: Arbol de decisién obtenido por eMODITS para la base de datos Car.
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A.7. CBF

2 (301.0/7.0) 1 (4.0) 1 (438.0/146.0) 320

Figura A.7: Arbol de decisién obtenido por eMODITS para la base de datos CBF.

A.8. ChlorineConcentration

Figura A.8: Arbol de decisién obtenido por eMODITS para la base de datos Chlorine-
Concentration.
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A.9. CinCECGtorso

=4 =5 6 =T =8

1 (360.0/172.0) x3 1 (125.0/59.0) 1(4.0/1.0) 4 (83.0/38.0)

=1 2 =3

2 (134.0/3.0) 3 (576.0/234.0) 2 (138.0/10.0)

Figura A.9: Arbol de decisién obtenido por eMODITS para la base de datos CinCECG-
torso.

A.10. Coffee

--\"""-=-\.\_J\_3
i L] ou'ml
// —_ e
26,27 j=8 \=9 =6.= = =9 =6 =7 =8 29— =11
L . \M —
|n(rsmm| |1:3.u:| ||{uu;| ||(u.:n| ||cn,o;| |o<um|_|nuzmn)| ||{mnm| |mtw}| |u(un>| |n¢u.n)| |o;m}| |uuwm}| |l(BM.U)|-]U(n.0)|

Figura A.10: Arbol de decisién obtenido por eMODITS para la base de datos Coffee.
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A.11. Computers

_4{ =1 /= 'l = = r& =
. Y T Y
| I{’IDJID)| | I.t!.OI?.m| (x.‘ [ Il]TllfI.U)i | 100 | ‘ 1(10) | | 1(00) | | l(‘J.U]| 2011-’I.0]| | :IIH.OBMJE
=6 =1 =3 =&
_'_/ditlsmﬂ} | | 2180600 [ 1o 2 {3.0) L 1 LOVRT)

L |
6 ) |1um| |1(zm| |21smzm|
= g xj\:.ma
|2umwjrl|;27.wsn;| [1(0.15}| ||[n.u;‘ |1;e.mm)| |2qmsm9.a)! l:‘um 1(2.0;|

Figura A.11: Arbol de decisién obtenido por eMODITS para la base de datos Computers.

A.12. CricketX

Figura A.12: Arbol de decisién obtenido por eMODITS para la base de datos CricketX.

A.13. CricketY

Figura A.13: Arbol de decisién obtenido por eMODITS para la base de datos CricketY.

A.14. CricketZ

Figura A.14: Arbol de decisién obtenido por eMODITS para la base de datos CricketZ.
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A.15. DiatomSizeReduction

22010y

‘ 4mm| | 4. (5803 I |4(36ﬂ.'sn)| | zuuml

Figura A.15: Arbol de decisién obtenido por eMODITS para la base de datos
DiatomSizeReduction.

A.16. DistalPhalanxOutlineAgeGroup

x11

=4 5 =6
3 (264.0/10.0) =12 2 (3.0)
=32 =4 =4 \=35 =0 =7
2{00) X2 X6 xl xl 2(1.;)
=4 /=5 =0 10 3 =4 =3 =4
1 (19.0/4.0) 2(2.0) 2(29.0/9.0) 1(12.0/2.0 3(20) 2 (28.0/6.0) x6 2 (100.0/29.0)
=9 =10
x5 x10
=8 =0 =10 =3 =4 =5

2510022100 310073, 3 (12.0/50) EXER ] 230110y R R

Figura A.16: Arbol de decisién obtenido por eMODITS para la base de datos
DistalPhalanxOutlineAgeGroup.
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A.17. DistalPhalanxOutlineCorrect

Figura A.17: Arbol de decisién obtenido por eMODITS para la base de datos
DistalPhalanxOutlineCorrect.

A.18. DistalPhalanxTW

S
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2 /a3 a4 =3 \:3 / /1 \- J\:\a
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Figura A.18: Arbol de decisién obtenido por eMODITS para la base de datos
DistalPhalanxTW.

A.19. Earthquakes

0 (461.0/93.0)

Figura A.19: Arbol de decisién obtenido por eMODITS para la base de datos
Earthquakes.
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A.20. ECG200

x5
21 =5 =4 =7
| -L (340700 i ‘ -L (50110 ‘ xl X3
23 /24 RS N6 23 k4 No§ =6
{,usn.rl,{:) ‘ | 1 {00y ‘ l 112001 0 ‘ iy X 1 (87.0/4.0) 1(1.0) xl

‘ mel

-L(70RD) ‘ ‘ 1120 ‘ Lo ‘ L {0.0) ‘ %2 l -1 (7.073.0) | l -1 (14.0/3.0) I -l l

=1 =2

| 1 {1L03.0) ‘ | SR E LS Ri)| |

Figura A.20: Arbol de decisién obtenido por eMODITS para la base de datos ECG200.

A.21. ECG5000

2 {30260 2061 R x‘;‘l
e a' \

,4/1

- .
Xl,llﬂj W 208 ?ﬂl‘) tﬂiﬂ) 26‘05! 1(TINR0) E
; A ,r ¥ /.A Ls \C,x . . :
20 -’lml) |§(«1nzm| | (uu:zm| 1y ‘msmm‘ lla.tumum! xl 1- M z(wn'l.omg
|mmj *ll?ﬂ a0

Figura A.21: Arbol de decisién obtenido por eMODITS para la base de datos ECG5000.
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A.22. ECGFiveDays

2 (337.0/48.0)

= 10

2(3.0)

1 (542.0/148.0) 2(2.0)

Figura A.22: Arbol de decisién obtenido por eMODITS para la base de datos
ECGFiveDays.

A.23. ElectricDevices

Este darbol, por cuestiones de tamafio, no puede ser desplegado en esta seccion por
lo que se puede consultar en la pagina https://github.com/scoramg/eMODiTS/.

A.24. FaceAll

Este arbol, por cuestiones de tamafio, no puede ser desplegado en esta seccién por
lo que se puede consultar en la pagina https://github.com/scoramg/eMODiTS/.
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A.25. FaceFour

2(00) 4 (28.0/6.0) 2 (41.0/12.0) 1(19.0/3.0) 3(1.0)

Figura A.23: Arbol de decisién obtenido por eMODITS para la base de datos FaceFour.

A.26. FacesUCR

Este arbol, por cuestiones de tamano, no puede ser desplegado en esta secciéon por
lo que se puede consultar en la pagina https://github.com/scoramg/eMODiTS/.

A.27. FiftyWords

Este arbol, por cuestiones de tamafo, no puede ser desplegado en esta seccion por
lo que se puede consultar en la pagina https://github.com/scoramg/eMODiTS/.

A.28. Fish

o

2 a3 e
T S Sl
| |eimane | wenm| |aomie ‘EI
.

Figura A.24: Arbol de decisién obtenido por eMODITS para la base de datos Fish.
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A.29. FordA

Este arbol, por cuestiones de tamano, no puede ser desplegado en esta seccion por
lo que se puede consultar en la pagina https://github.com/scoramg/eMODiTS/.

A.30. FordB

Este éarbol, por cuestiones de tamafio, no puede ser desplegado en esta secciéon por
lo que se puede consultar en la pagina https://github.com/scoramg/eMODiTS/.

A.31. GunPoint

1 (6.0/1.0)

2(49.0)

2(14.0/2.0) 1 (50.0/9.0) 1 (43.0/1.0)

Figura A.25: Arbol de decisién obtenido por eMODITS para la base de datos GunPoint.
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A.32. Ham

1 (LOy

1 (26.0/3.0) 2(81.0/9.0) 2.(22.0/8.0)

1 (31.0/11.0) 2 (4.0 120 2(2.0)

Figura A.26: Arbol de decisién obtenido por eMODITS para la base de datos Ham.

A.33. HandOutlines

' i
o | Yy | wiseam
LR,
Y for Ve T
. —F e S
{3} fonn | | onseanse )
-2 . B o

e

ey | [

"
vy | |teaenm|

Figura A.27: Arbol de decisién obtenido por eMODITS para la base de datos
HandOutlines.



124 A.34. Haptics

L
A.34. Haptics
(o
/%li’ T
[ |m| €
=l L’L\
T ] ][] el
oy 3om [23:00 13anday {ﬂﬂ’lﬂﬂ‘ -’ 13 w
/)‘ I’\ - o
‘‘‘‘‘ 0y | @anam tJJ S | ”T |l?|‘l‘ll)| ||w ) | anm| --_-__\___"‘/—:;'-‘_:: IIJMM:
et 6\ 171 %—H—L—
W 2400 !ZAWIJ) m‘:mm: h IE “ |!(! n‘l‘DDI |l(§am‘1 m|—|4u MD
7| - —‘\_—|‘ o -

Figura A.28: Arbol de decisién obtenido por eMODITS para la base de datos Haptics.

A.35. Herring
x4
=2 =3
1(55.0/14.0) X7
=4 5 =6
1(1.0) 1(7.0/2.0) x9
=13/=15 16 ~s=17
1 (2.0/1.0) x1 2(170/60) | | 2@20)
=7 =8
2(22.0/90) 1(22.0/8.0)

Figura A.29: Arbol de decisién obtenido por eMODITS para la base de datos Herring.
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A.36. InlineSkate

Figura A.30: Arbol de decisién obtenido por eMODITS para la base de datos InlineSkate.

A.37. InsectWingbeatSound

Figura A.31: Arbol de decisién obtenido por eMODITS para la base de datos
InsectWingbeatSound.

A.38. ItalyPowerDemand

2 (13.0)

1 (458.0/21.0) 2 (29.0/4.0) 1 (0.0)

1(92.0/11.0) 2(20)

Figura A.32: Arbol de decisién obtenido por eMODITS para la base de datos
ItalyPowerDemand.
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A.39. LargeKitchenAppliances

Figura A.33: Arbol de decisién obtenido por eMODITS para la base de datos
LargeKitchenAppliances.

A.40. Lighting2

-1(80)

-1 (20.0/3.0)

1(0.0) -1(23.0/9.0) 1 (67.0/9.0)

Figura A.34: Arbol de decisién obtenido por eMODITS para la base de datos Lighting2.
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A.41. Lighting7

|1(sm.01| |smwsu}| |s{3.m1m| |s.:zm]| |5(m:n‘

[MID.U.I'I’DI | |4E3£Il |

ﬂIO.IJl|

Figura A.35: Arbol de decisién obtenido por eMODITS para la base de datos Lighting?7.

A.42. Mallat

Figura A.36: Arbol de decisién obtenido por eMODITS para la base de datos Mallat.
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A.43. Meat
2 (40.0)

1 (38.0)

3 (42.0/2.0)

A.48. Meat

Figura A.37: Arbol de decisién obtenido por eMODITS para la base de datos Meat.

A.44. Medicallmages

Figura A.38: Arbol de decisién obtenido por eMODITS para la base de datos

Medicallmages.
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A.45. MiddlePhalanxOutlineAgeGroup

1(8.02.0) 3 (217.0/5.0) 1(1.0) 2 (99.0/35.0) 2 (206.0/85.0) 1(23.0/7.0)

Figura A.39: Arbol de decisién obtenido por eMODITS para la base de datos
MiddlePhalanxOutlineAgeGroup.

A.46. MiddlePhalanxOutlineCorrect

------

Figura A.40: Arbol de decisién obtenido por eMODITS para la base de datos
MiddlePhalanxOutlineCorrect.
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A.47. MiddlePhalanxTW

Figura A.41: Arbol de decisién obtenido por eMODITS para la base de datos
MiddlePhalanxTW.

A.48. MoteStrain

X7

2 (174.0/7.0) 2 (500.0/221 0) x5 x5 2 (4.0)

2(11.0/3.0) 1 (474.0/97.0) 1 (0.0) 2(2.0) 1 (107.0/30.0) 1 (0.0)

Figura A.42: Arbol de decisién obtenido por eMODITS para la base de datos MoteStrain.

A.49. NonlnvasiveFetal ECGThoraxl1

Este éarbol, por cuestiones de tamafio, no puede ser desplegado en esta seccion por
lo que se puede consultar en la pagina https://github.com/scoramg/eMODiTS/.

A.50. NonlnvasiveFetalECGThorax?2

Este arbol, por cuestiones de tamafio, no puede ser desplegado en esta seccion por
lo que se puede consultar en la pagina https://github.com/scoramg/eMODiTS/.
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A.51. OliveOil

4 (28.0/4.0) 1 (14.0/5.0)

Figura A.43: Arbol de decisién obtenido por eMODITS para la base de datos OliveQil.

A.52. OSULeaf

Figura A.44: Arbol de decisién obtenido por eMODITS para la base de datos OSULealf.

A.53. PhalangesOutlinesCorrect

Figura A.45: Arbol de decisién obtenido por eMODITS para la base de datos
PhalangesOutlinesCorrect.
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A.54. Phoneme

Este arbol, por cuestiones de tamafio, no puede ser desplegado en esta seccion por
lo que se puede consultar en la pagina https://github.com/scoramg/eMODiTS/.

A.55. Plane

x5

=2 =3

x1 x2

=9,/=11 12 =13 =4 =% =6
1(0.0) 5(26.0) 2(1.0) x6 5(4.0) 4(31.0/1.0) x4
=12(=13 =14 =3 4 &5 =6
1(0.0) x2 x4 3(5.0) 3 (2.4.0) 7 (30.0) 7(0.0)
=4 /=5 6 =3 \=4 =5 =6
2(0.0) 2(21.0) x4 6(0.0) x2 6(260) 6(0.0)
=3 =4 =5 =6 4 N\=5 =6

120) | | 66020

1(0.0) 127020) | | 2(7.01.0 1(0.0) 1(0.0)

Figura A.46: Arbol de decisién obtenido por eMODITS para la base de datos Plane.
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A.56. ProximalPhalanxOutlineAgeGroup

X135

=4 5 =6

x9 x10 icam
=l /=l 3 =4 =] /=2 \=3 =4 =5
L (2.0/1.0) 3 (0.0} 1(14.0/29 3 (260.0/11.0) 1(5.0/10) xl 2 (18.0/5.0) 2(2220/48.0 3(1.0)y
=4 =35 =140

2(10) x5 1 (48.0/9.0)

=12 13 ~= 15

xl1 20120000 | | 200

1(6.0/10) L0 Ll 2(4.0M10)

Figura A.4T7: Arbol de decisién obtenido por eMODITS para la base de datos
ProximalPhalanxOutlineAgeGroup.

A.57. ProximalPhalanxOutlineCorrect
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Figura A.48: Arbol de decisién obtenido por eMODITS para la base de datos
ProximalPhalanxOutlineCorrect.

/
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A.58. ProximalPhalanxTW

8 (269.0/17.0) 3(1.0) o o
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22 T3 4 E5 Ne6 =T 29 =10 =1l

e 5(1250/510) | | 5@0)| |707.070) | |53010)
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=1 =27/23 4 \=5 =12 =13
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-
54.0/1.0) 4 (4.0/2.0) 4 (0.0) 4 (0.0) 4(0.0) 4(40/1.0) 5 (6.0/3.0)

Figura A.49: Arbol de decisién obtenido por eMODITS para la base de datos
ProximalPhalanxTW.

A.59. RefrigerationDevices

e R

Figura A.50: Arbol de decisién obtenido por eMODITS para la base de datos
RefrigerationDevices.
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A.60. ScreenType

Figura A.51: Arbol de decisién obtenido por eMODITS para la base de datos ScreenType.

A.61. ShapeletSim

x3

=5 ‘:6 7 =8 =9

0 (25.0/11.0) 1 (35.0/17.0) 1 (48.0/17.0) 0 (86.0/35.0) 1(6.0/1.0)

Figura A.52: Arbol de decisién obtenido por eMODITS para la base de datos
ShapeletSim.

A.62. ShapesAll

Este arbol, por cuestiones de tamafio, no puede ser desplegado en esta seccién por
lo que se puede consultar en la pagina https://github.com/scoramg/eMODiTS/.
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A.63. SmallKitchenAppliances

:_ b ‘- r|1||' zm
| oSy | 2uzan nu 1

( e ) 1
N

|2ll67m|1“ V el J'l | L&) Em 1BQ‘|JI‘|
e | fagm | [2po0mn I

Figura A.53: Arbol de decisién obtenido por eMODITS para la base de datos
SmallKitchenAppliances.

A.64. SonyAIBORobotSurfacel

xl

=? =8 9 =1{] =].].

1(330) 1(1.0) 1¢514) 1 (356.0/68.0) x3

=3 =2

2 (253.0/49.0) 1(3.0)

Figura A.54: Arbol de decisién obtenido por eMODITS para la base de datos
SonyAIBORobotSurfacel.
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A.65. SonyAIBORobotSurface2

x4
=4 =5 =6 =7
x3 1 (285.0/63.0) 2 (38.0/10.0) 2 (18.0)
=1 “\=2
x6 1(21.0/2.0)
=7 /=8 =9 =10

1(4.0) 1 (11.0/2.0) 1 (25.0/8.0) 2(578.0/95.0)

Figura A.55: Arbol de decisién obtenido por eMODITS para la base de datos
Sony AIBORobotSurface2.

A.66. StarLightCurves

Figura A.56: Arbol de decisién obtenido por eMODITS para la base de datos
StarLightCurves.
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A.67. Strawberry

1 (301 0431 0y |

|2(IU.U.’3.0] ‘ | 1 (13.002.0) ‘

Figura A.57: Arbol de decisién obtenido por eMODITS para la base de datos Strawberry.

A.68. SwedishLeaf

Este darbol, por cuestiones de tamafio, no puede ser desplegado en esta secciéon por
lo que se puede consultar en la pagina https://github.com/scoramg/eMODiTS/.

A.69. Symbols

Figura A.58: Arbol de decisién obtenido por eMODITS para la base de datos Symbols.
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A.70. SyntheticControl

Figura A.59: Arbol de decisién obtenido por eMODITS para la base de datos
SyntheticControl.

A.71. ToeSegmentationl

=6 =9 =10 =11 =3 =13 =14 =15

Loy | | teaonm | |o@ionze | | o@e.0220) | | 0@60170) x3 13201500 | | 1¢20)

0B.020) 1 (94.0/43.0)

Figura A.60: Arbol de decisién obtenido por eMODITS para la base de datos
ToeSegmentation]l.

A.72. ToeSegmentation2

1 (30.0/12.0) 0 (102.0/12.0) 0 (34.0/12.0)

Figura A.61: Arbol de decisién obtenido por eMODITS para la base de datos
ToeSegmentation?2.
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‘ltﬁlﬂmil |2(4Sﬂl| |l(1.0)| | fo.ﬂ}‘ |3fmﬂ.‘3-0!| Rﬁ\__ = {
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Wtum 4(0.0) |4fcrm| [4fom| ‘Af«mm| |4t&ﬂflml 320) |3(um| |Jﬁmj| ‘um'zml 300 | 308

Figura A.62: Arbol de decisién obtenido por eMODITS para la base de datos Trace.

A.74. TwoLeadECG

2(412.0/111.0)

1 (623.0/173.0) 2 (127.0/20.0)

Figura A.63: Arbol de decisién obtenido por eMODITS para la base de datos
TwoLead ECG.
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A.75. TwoPatterns

Este arbol, por cuestiones de tamano, no puede ser desplegado en esta secciéon por
lo que se puede consultar en la pagina https://github.com/scoramg/eMODiTS/.

A.76. UWaveGestureLibraryAll

Figura A.64: Arbol de decisién obtenido por eMODITS para la base de datos
UWaveGestureLibraryAll.

A.77. UWaveGestureLibraryX

Este arbol, por cuestiones de tamafo, no puede ser desplegado en esta seccion por
lo que se puede consultar en la pagina https://github.com/scoramg/eMODiTS/.

A.78. UWaveGestureLibraryY

Figura A.65: Arbol de decisién obtenido por eMODITS para la base de datos
UWaveGestureLibraryY.

A.79. UWaveGestureLibraryZ

Este arbol, por cuestiones de tamafo, no puede ser desplegado en esta secciéon por
lo que se puede consultar en la pagina https://github.com/scoramg/eMODiTS/.
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A.80.

Wafer

A.80. Wafer

1(2138.0/10.0)

-1 (264.0/7.0)

-1 (30.0/1.0)

1 (1987.0/7.0)

-1 (470.0/11.0)

1(2275.0)

Figura A.66: Arbol de decisién obtenido por eMODITS para la base de datos Wafer.

A.81.

Wine

2(40/1.0)

2(5.0/1.0)

1(16.0)

1(33.0/12.0)

2(29.0/8.0)

1(12.0/4.0)

2(20)

Figura A.67: Arbol de decisién obtenido por eMODITS para la base de datos Wine.
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A.82. WordSynonyms

Figura A.68: Arbol de decisién obtenido por eMODITS para la base de datos
WordSynonyms.

A.83. Worms

i T o i e o e
Figura A.69: Arbol de decisién obtenido por eMODITS para la base de datos Worms.

A.84. WormsTwoClass

x3

=4 /=5 =0 =1
2 (24.0/30) xl 2 (20.0/5.0) x?
=2 /=3 4 =8 =3 /=4 \=5 =b =T
| (35.0/12 0) X2 1 20) am | 200 | |260 ]| |200]| |2@on70) | | 16000)

%

100} 1(190/60)

1 (0.0

2(240/11.0) 1 (14.0/3.0)

Figura A.70: Arbol de decisién obtenido por eMODITS para la base de datos
WormsTwoClass.

A.85. Yoga

Este arbol, por cuestiones de tamano, no puede ser desplegado en esta seccion por
lo que se puede consultar en la pagina https://github.com/scoramg/eMODiTS/.
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En este apartado se presentan las distribuciones de
datos, donde los rectangulos indican un nodo hoja del

las clases por cada base de
arbol de decision, es decir,

una clase. Cada uno de los graficos mostrados pueden ser consultados en la pagina
detalle.

https://github.com/scoramg/eMODiTS/ para mayor

[ Clase 9
2

-(“Lns ll.'l 11, 14,19, 2, 20, 22 27, 33 [ Clase DII 21: 47

.( Lase 10, 14, 220, 2283, 6
B Clase 10, 11, 21
5 -cm m 0, 35, &

W Clase 11, 14, 20, 22,

, 2,20, 22, 27, 33, 6 [ Clase 1, 18, 22, 33, 7
B Cliwse 18, 20, 22, 26, 36 |
W Clise L, 14, 35

-( lesse: 2
[ Cliser 14, 2, 35, 4
s 14, 2, 25

T Clase 10, 25, &

st 2,5
[ s 18
8 [ Clisse 6
I Clase 13, 4
I Clase 10, 4
B Clase 10, 2

[ Clage 189, 20, 24, 4. b,
v 0] ] w 0]

0 w ] ] ]

Figura B.1: Distribucién de las clases para la base de datos Adiac extraida del arbol
obtenido por eMODITS. Cada segmento en el eje del tiempo representa un nodo interno
(x;) del arbol y cada rectangulo de color representa un nodo hoja.


https://github.com/scoramg/eMODiTS/

148 B.2. ArrowHead

B.2. ArrowHead

HClase 0
JClase 0, 2
[Clase 1
JClase 2

= El

Figura B.2: Distribucién de las clases para la base de datos ArrowHead extraida del
arbol obtenido por eMODITS. Cada segmento en el eje del tiempo representa un nodo
interno (z;) del drbol y cada rectangulo de color representa un nodo hoja.

B.3. Beef

BClase 1
HClase 4
BClase 2
lClase 3, 4.
' Clase 2, 4
BClase 4, 5 ]
JClase 5

i

o ] 0 [ [ m m m 3 = .

Figura B.3: Distribucién de las clases para la base de datos Beef extraida del arbol

obtenido por eMODITS. Cada segmento en el eje del tiempo representa un nodo interno
(x;) del arbol y cada rectangulo de color representa un nodo hoja.
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B.4. BeetleFly

BClase 2
BClase 1

e ] ] o . an

Figura B.4: Distribucion de las clases para la base de datos BeetleFly extraida del arbol
obtenido por eMODITS. Cada segmento en el eje del tiempo representa un nodo interno
(x;) del arbol y cada rectangulo de color representa un nodo hoja.

B.5. BirdChicken

BClase 1
Clase 2|

il
|
i

e ] ] o . an

Figura B.5: Distribucién de las clases para la base de datos BirdChicken extraida del

arbol obtenido por eMODITS. Cada segmento en el eje del tiempo representa un nodo
interno (z;) del arbol y cada rectdngulo de color representa un nodo hoja.
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B.6. Car

[IClase 4
BClase 1, 2 .'
[Clase 3, 4 Vi Yy
BClase 2, 3 B
JClase 2 |
Clase 3 ; 70
_ ) e

% 3 *3 X %

T ;0 ) ] T e

Figura B.6: Distribucion de las clases para la base de datos Car extraida del arbol
obtenido por eMODITS. Cada segmento en el eje del tiempo representa un nodo interno
(x;) del arbol y cada rectangulo de color representa un nodo hoja.

B.7. CBF

BClase 2
JClase 1 N B TR _
ICIase 3: - i il ) (RO (A7 19 .'i."l ':"l'u Ui ‘I B L v
i IO kAl
il
l I:-i
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b i .Ir..l 'I||r
it TR Rt
J 5 - Al
| " I
T | ! f
|
s A = 8 s | L [ |

Figura B.7: Distribucion de las clases para la base de datos CBF extraida del arbol
obtenido por eMODITS. Cada segmento en el eje del tiempo representa un nodo interno
(x;) del arbol y cada rectangulo de color representa un nodo hoja.
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B.8. ChlorineConcentration

[IClase 1
BClase 1, 2, 3 '
BClase 1, 3
Clase 2, 3
Clase 2

BClase 1, 2
JClase 3

= w w w ] ] ] ] o

Figura B.8: Distribucién de las clases para la base de datos ChlorineConcentration
extraida del arbol obtenido por eMODiITS. Cada segmento en el eje del tiempo representa
un nodo interno (z;) del arbol y cada rectdngulo de color representa un nodo hoja.

B.9. CinCECGtorso

BClase 1
B Clase 2
JClase 3
JiClase 4

L] b Xy
Figura B.9: Distribucién de las clases para la base de datos CinCECGtorso extraida del

arbol obtenido por eMODITS. Cada segmento en el eje del tiempo representa un nodo
interno (z;) del arbol y cada rectdngulo de color representa un nodo hoja.
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B.10. Coffee

"Clase 0
[Clase 0, 1+
lClase 1 _
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= ) ] ) = El

Figura B.10: Distribucion de las clases para la base de datos Coffee extraida del arbol
obtenido por eMODITS. Cada segmento en el eje del tiempo representa un nodo interno
(x;) del arbol y cada rectangulo de color representa un nodo hoja.

B.11. Computers

Clase 1
[Clase 2
BClase 1, 2

]

I ——

1l

I
y

Lo il

] [ i) o 0 o 0 .

Figura B.11: Distribucion de las clases para la base de datos Computers extraida del
arbol obtenido por eMODITS. Cada segmento en el eje del tiempo representa un nodo
interno (z;) del arbol y cada rectdngulo de color representa un nodo hoja.
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B.12. CricketX
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Figura B.12: Distribucion de las clases para la base de datos CricketX extraida del drbol
obtenido por eMODITS. Cada segmento en el eje del tiempo representa un nodo interno
(x;) del arbol y cada rectangulo de color representa un nodo hoja.

B.13. CricketY
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Figura B.13: Distribucién de las clases para la base de datos CricketY extraida del drbol
obtenido por eMODITS. Cada segmento en el eje del tiempo representa un nodo interno
(x;) del arbol y cada rectangulo de color representa un nodo hoja.
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B.14. CricketZ

it
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x: |I“'* -n-
T
I

; Xl XXt X M X g

Figura B.14: Distribucién de las clases para la base de datos CricketZ extraida del drbol
obtenido por eMODITS. Cada segmento en el eje del tiempo representa un nodo interno
(z;) del &rbol y cada rectdngulo de color representa un nodo hoja.

B.15. DiatomSizeReduction

HClase1 | = H T
BClase 1, 4 .
BClase 3
BClase 2, 3
Clase 2
JiClase 4

e ,i‘s M S ’J!x\!;n Ay Xy ﬂ,"‘" Ha— aa—— ety ;§1§ - Xyr il

Figura B.15: Distribucién de las clases para la base de datos DiatomSizeReduction
extraida del arbol obtenido por eMODITS. Cada segmento en el eje del tiempo representa
un nodo interno (x;) del drbol y cada rectangulo de color representa un nodo hoja.
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B.16. DistalPhalanxOutlineAgeGroup

BCisse 3 :__ . : S |
BClase 2 | — H
BClase 1 HI — -l I

o ot i & = g - — T ’Jm' Fyr g4y o

Figura B.16: Distribucién de las clases para la base de datos DistalPhalanxOutlineAge-
Group extraida del arbol obtenido por eMODITS. Cada segmento en el eje del tiempo
representa un nodo interno (z;) del drbol y cada rectangulo de color representa un nodo
hoja.

B.17. DistalPhalanxOutlineCorrect

BClase 1
[ Clase 0
i Clase 0, 1

=l
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Figura B.17: Distribucion de las clases para la base de datos DistalPhalanxOutline-
Correct extraida del arbol obtenido por eMODITS. Cada segmento en el eje del tiempo
representa un nodo interno (z;) del drbol y cada rectangulo de color representa un nodo
hoja.
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B.18. DistalPhalanxTW
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Figura B.18: Distribucién de las clases para la base de datos DistalPhalanxTW extraida
del arbol obtenido por eMODITS. Cada segmento en el eje del tiempo representa un nodo
interno (z;) del arbol y cada rectdngulo de color representa un nodo hoja.

B.19. Earthquakes
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Figura B.19: Distribucién de las clases para la base de datos Earthquakes extraida del
arbol obtenido por eMODITS. Cada segmento en el eje del tiempo representa un nodo
interno (z;) del arbol y cada rectdngulo de color representa un nodo hoja.
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B.20. ECG200

BClase -1
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Figura B.20: Distribucién de las clases para la base de datos ECG200 extraida del drbol

obtenido por eMODITS. Cada segmento en el eje del tiempo representa un nodo interno
(x;) del arbol y cada rectangulo de color representa un nodo hoja.

B.21. ECG5000

BClase 1, 2 :
BClase 1, 3, : =
BClase 2 T
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Figura B.21: Distribucién de las clases para la base de datos ECG5000 extraida del
arbol obtenido por eMODITS. Cada segmento en el eje del tiempo representa un nodo
interno (z;) del arbol y cada rectdngulo de color representa un nodo hoja.
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B.22. ECGFiveDays
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Figura B.22: Distribucién de las clases para la base de datos ECGFiveDays extraida del
arbol obtenido por eMODITS. Cada segmento en el eje del tiempo representa un nodo
interno (z;) del arbol y cada rectangulo de color representa un nodo hoja.

B.23. ElectricDevices

Figura B.23: Distribucién de las clases para la base de datos ElectricDevices extraida
del arbol obtenido por eMODiITS. Cada segmento en el eje del tiempo representa un nodo
interno (z;) del arbol y cada rectdngulo de color representa un nodo hoja.
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B.24. FaceAll
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Figura B.24: Distribucion de las clases para la base de datos FaceAll extraida del arbol
obtenido por eMODITS. Cada segmento en el eje del tiempo representa un nodo interno
(x;) del arbol y cada rectangulo de color representa un nodo hoja.

B.25. FaceFour
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Figura B.25: Distribucién de las clases para la base de datos FaceFour extraida del
arbol obtenido por eMODITS. Cada segmento en el eje del tiempo representa un nodo
interno (z;) del arbol y cada rectdngulo de color representa un nodo hoja.
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B.26. FacesUCR
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Figura B.26: Distribucion de las clases para la base de datos FacesUCR extraida del
arbol obtenido por eMODITS. Cada segmento en el eje del tiempo representa un nodo
interno (z;) del arbol y cada rectdngulo de color representa un nodo hoja.

B.27. FiftyWords
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Figura B.27: Distribucién de las clases para la base de datos FiftyWords extraida del
arbol obtenido por eMODITS. Cada segmento en el eje del tiempo representa un nodo
interno (z;) del arbol y cada rectdngulo de color representa un nodo hoja.
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B.28. Fish
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Figura B.28: Distribucion de las clases para la base de datos Fish extraida del arbol
obtenido por eMODITS. Cada segmento en el eje del tiempo representa un nodo interno

(z;) del drbol y cada

rectangulo de color representa un nodo hoja.

B.29. FordA

BClase -1
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Figura B.29: Distribucién de las clases para la base de datos FordA extraida del arbol
obtenido por eMODITS. Cada segmento en el eje del tiempo representa un nodo interno

(z;) del arbol y cada

rectangulo de color representa un nodo hoja.
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B.30. FordB
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Figura B.30: Distribucién de las clases para la base de datos FordB extraida del arbol
obtenido por eMODITS. Cada segmento en el eje del tiempo representa un nodo interno
(x;) del arbol y cada rectangulo de color representa un nodo hoja.

B.31. GunPoint

HClase 2
BClase 1

Figura B.31: Distribucién de las clases para la base de datos GunPoint extraida del
arbol obtenido por eMODITS. Cada segmento en el eje del tiempo representa un nodo
interno (z;) del arbol y cada rectdngulo de color representa un nodo hoja.
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B.32. Ham
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Figura B.32: Distribucién de las clases para la base de datos Ham extraida del arbol

obtenido por eMODITS. Cada segmento en el eje del tiempo representa un nodo interno
(x;) del arbol y cada rectangulo de color representa un nodo hoja.

B.33. HandOutlines
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Figura B.33: Distribucion de las clases para la base de datos HandOutlines extraida del

arbol obtenido por eMODITS. Cada segmento en el eje del tiempo representa un nodo
interno (z;) del arbol y cada rectdngulo de color representa un nodo hoja.
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B.34. Haptics
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Figura B.34: Distribucién de las clases para la base de datos Haptics extraida del drbol
obtenido por eMODITS. Cada segmento en el eje del tiempo representa un nodo interno
(x;) del arbol y cada rectangulo de color representa un nodo hoja.

B.35. Herring
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Figura B.35: Distribucion de las clases para la base de datos Herring extraida del arbol
obtenido por eMODITS. Cada segmento en el eje del tiempo representa un nodo interno
(x;) del arbol y cada rectangulo de color representa un nodo hoja.
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B.36. InlineSkate
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Figura B.36: Distribucion de las clases para la base de datos InlineSkate extraida del
arbol obtenido por eMODITS. Cada segmento en el eje del tiempo representa un nodo
interno (z;) del arbol y cada rectdngulo de color representa un nodo hoja.

B.37. InsectWingbeatSound
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Figura B.37: Distribucién de las clases para la base de datos InsectWingbeatSound
extraida del arbol obtenido por eMODITS. Cada segmento en el eje del tiempo representa
un nodo interno (x;) del drbol y cada rectangulo de color representa un nodo hoja.
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B.38. ItalyPowerDemand

BClase 2
BClase 1

Figura B.38: Distribucién de las clases para la base de datos ItalyPowerDemand extraida
del arbol obtenido por eMODiITS. Cada segmento en el eje del tiempo representa un nodo
interno (z;) del arbol y cada rectdngulo de color representa un nodo hoja.

B.39. LargeKitchenAppliances
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Figura B.39: Distribucion de las clases para la base de datos LargeKitchenAppliances

extraida del arbol obtenido por eMODITS. Cada segmento en el eje del tiempo representa
un nodo interno (x;) del drbol y cada rectangulo de color representa un nodo hoja.
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B.40. Lighting2
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Figura B.40: Distribucién de las clases para la base de datos Lighting2 extraida del
arbol obtenido por eMODiITS. Cada segmento en el eje del tiempo representa un nodo
interno (z;) del arbol y cada rectdngulo de color representa un nodo hoja.

B.41. Lighting7
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Figura B.41: Distribucién de las clases para la base de datos Lighting7 extraida del
arbol obtenido por eMODITS. Cada segmento en el eje del tiempo representa un nodo
interno (z;) del arbol y cada rectdngulo de color representa un nodo hoja.
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B.42. Mallat
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Figura B.42: Distribucién de las clases para la base de datos Mallat extraida del arbol
obtenido por eMODITS. Cada segmento en el eje del tiempo representa un nodo interno
(z;) del &rbol y cada rectdngulo de color representa un nodo hoja.

B.43. Meat
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Figura B.43: Distribucion de las clases para la base de datos Meat extraida del arbol
obtenido por eMODITS. Cada segmento en el eje del tiempo representa un nodo interno
(x;) del arbol y cada rectangulo de color representa un nodo hoja.
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B.44. Medicallmages
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Figura B.44: Distribucion de las clases para la base de datos Medicallmages extraida
del arbol obtenido por eMODiITS. Cada segmento en el eje del tiempo representa un nodo
interno (z;) del arbol y cada rectdngulo de color representa un nodo hoja.

B.45. MiddlePhalanxOutlineAgeGroup
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Figura B.45: Distribucién de las clases para la base de datos MiddlePhalanxOutlineA-
geGroup extraida del arbol obtenido por eMODITS. Cada segmento en el eje del tiempo
representa un nodo interno (z;) del drbol y cada rectangulo de color representa un nodo
hoja.
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B.46. MiddlePhalanxOutlineCorrect
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Figura B.46: Distribucién de las clases para la base de datos MiddlePhalanxOutline-
Correct extraida del drbol obtenido por eMODITS. Cada segmento en el eje del tiempo
representa un nodo interno (x;) del drbol y cada rectdngulo de color representa un nodo
hoja.

B.47. MiddlePhalanxTW
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Figura B.47: Distribucién de las clases para la base de datos MiddlePhalanxTW extraida
del arbol obtenido por eMODITS. Cada segmento en el eje del tiempo representa un nodo
interno (z;) del arbol y cada rectdngulo de color representa un nodo hoja.
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B.48. MoteStrain
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Figura B.48: Distribucién de las clases para la base de datos MoteStrain extraida del
arbol obtenido por eMODITS. Cada segmento en el eje del tiempo representa un nodo
interno (x;) del arbol y cada rectangulo de color representa un nodo hoja.

B.49. NonlnvasiveFetal ECGThorax1
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Figura B.49: Distribucion de las clases para la base de datos NonInvasiveFetal ECGT-
horax1 extraida del arbol obtenido por eMODiITS. Cada segmento en el eje del tiempo
representa un nodo interno (z;) del drbol y cada rectangulo de color representa un nodo
hoja.
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B.50. NonlInvasiveFetalECGThorax?2

Figura B.50: Distribuciéon de las clases para la base de datos NonlnvasiveFetal ECGT-
horax2 extraida del arbol obtenido por eMODITS. Cada segmento en el eje del tiempo
representa un nodo interno (x;) del drbol y cada rectdngulo de color representa un nodo
hoja.

B.51. OliveOil
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Figura B.51: Distribucién de las clases para la base de datos OliveQil extraida del drbol
obtenido por eMODITS. Cada segmento en el eje del tiempo representa un nodo interno
(x;) del arbol y cada rectangulo de color representa un nodo hoja.
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B.52. OSULeaf
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Figura B.52: Distribucién de las clases para la base de datos OSULeaf extraida del
arbol obtenido por eMODITS. Cada segmento en el eje del tiempo representa un nodo
interno (z;) del arbol y cada rectdngulo de color representa un nodo hoja.

B.53. PhalangesOutlinesCorrect
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Figura B.53: Distribucién de las clases para la base de datos PhalangesOutlinesCorrect
extraida del arbol obtenido por eMODITS. Cada segmento en el eje del tiempo representa
un nodo interno (x;) del drbol y cada rectangulo de color representa un nodo hoja.
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Figura B.54: Distribucion de las clases para la base de datos Phoneme extraida del
arbol obtenido por eMODITS. Cada segmento en el eje del tiempo representa un nodo

interno (z;) del drbol y cada rectangulo de color representa un nodo hoja.
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Figura B.55: Distribucién de las clases para la base de datos Plane extraida del arbol
obtenido por eMODITS. Cada segmento en el eje del tiempo representa un nodo interno
(x;) del arbol y cada rectangulo de color representa un nodo hoja.
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B.56. ProximalPhalanxOutlineAgeGroup
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Figura B.56: Distribucién de las clases para la base de datos ProximalPhalanxOutlineA-
geGroup extraida del arbol obtenido por eMODITS. Cada segmento en el eje del tiempo
representa un nodo interno (z;) del drbol y cada rectangulo de color representa un nodo
hoja.

B.57. ProximalPhalanxOutlineCorrect
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Figura B.57: Distribucion de las clases para la base de datos ProximalPhalanxOutline-
Correct extraida del arbol obtenido por eMODITS. Cada segmento en el eje del tiempo
representa un nodo interno (z;) del drbol y cada rectangulo de color representa un nodo
hoja.
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B.58. ProximalPhalanxTW
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Figura B.58: Distribucion de las clases para la base de datos ProximalPhalanxTW
extraida del arbol obtenido por eMODiITS. Cada segmento en el eje del tiempo representa
un nodo interno (z;) del arbol y cada recténgulo de color representa un nodo hoja.

B.59. RefrigerationDevices
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Figura B.59: Distribucion de las clases para la base de datos RefrigerationDevices

extraida del arbol obtenido por eMODITS. Cada segmento en el eje del tiempo representa
un nodo interno (x;) del drbol y cada rectangulo de color representa un nodo hoja.
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B.60. ScreenType
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Figura B.60: Distribucion de las clases para la base de datos ScreenType extraida del
arbol obtenido por eMODITS. Cada segmento en el eje del tiempo representa un nodo
interno (z;) del arbol y cada rectdngulo de color representa un nodo hoja.

B.61. ShapeletSim
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Figura B.61: Distribucion de las clases para la base de datos ShapeletSim extraida del
arbol obtenido por eMODITS. Cada segmento en el eje del tiempo representa un nodo
interno (z;) del arbol y cada rectdngulo de color representa un nodo hoja.
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B.62. ShapesAll
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Figura B.62: Distribucion de las clases para la base de datos ShapesAll extraida del
arbol obtenido por eMODITS. Cada segmento en el eje del tiempo representa un nodo
interno (z;) del arbol y cada rectdngulo de color representa un nodo hoja.

B.63. SmallKitchenAppliances
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Figura B.63: Distribucién de las clases para la base de datos SmallKitchenAppliances
extraida del arbol obtenido por eMODITS. Cada segmento en el eje del tiempo representa
un nodo interno (x;) del drbol y cada rectangulo de color representa un nodo hoja.
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B.64. SonyAIBORobotSurfacel
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Figura B.64: Distribucion de las clases para la base de datos Sony AIBORobotSurfacel
extraida del arbol obtenido por eMODITS. Cada segmento en el eje del tiempo representa
un nodo interno (x;) del drbol y cada rectangulo de color representa un nodo hoja.

B.65. SonyAIBORobotSurface2
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Figura B.65: Distribucién de las clases para la base de datos SonyAIBORobotSurface2
extraida del arbol obtenido por eMODITS. Cada segmento en el eje del tiempo representa
un nodo interno (x;) del drbol y cada rectangulo de color representa un nodo hoja.
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B.66. StarLightCurves
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Figura B.66: Distribucion de las clases para la base de datos StarLightCurves extraida
del arbol obtenido por eMODiITS. Cada segmento en el eje del tiempo representa un nodo
interno (z;) del arbol y cada rectdngulo de color representa un nodo hoja.

B.67. Strawberry
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Figura B.67: Distribucion de las clases para la base de datos Strawberry extraida del
arbol obtenido por eMODITS. Cada segmento en el eje del tiempo representa un nodo
interno (z;) del arbol y cada rectdngulo de color representa un nodo hoja.
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B.68. SwedishLeaf
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Figura B.68: Distribucion de las clases para la base de datos SwedishLeaf extraida del
arbol obtenido por eMODITS. Cada segmento en el eje del tiempo representa un nodo
interno (z;) del arbol y cada rectdngulo de color representa un nodo hoja.

B.69. Symbols
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Figura B.69: Distribucién de las clases para la base de datos Symbols extraida del drbol
obtenido por eMODITS. Cada segmento en el eje del tiempo representa un nodo interno
(x;) del arbol y cada rectangulo de color representa un nodo hoja.
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Figura B.70: Distribucién de las clases para la base de datos SyntheticControl extraida
del arbol obtenido por eMODiITS. Cada segmento en el eje del tiempo representa un nodo
interno (z;) del arbol y cada rectdngulo de color representa un nodo hoja.

B.71. ToeSegmentationl
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Figura B.71: Distribucion de las clases para la base de datos ToeSegmentationl extraida
del arbol obtenido por eMODiITS. Cada segmento en el eje del tiempo representa un nodo
interno (z;) del arbol y cada rectdngulo de color representa un nodo hoja.
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B.72. ToeSegmentation2
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Figura B.72: Distribucién de las clases para la base de datos ToeSegmentation2 extraida
del arbol obtenido por eMODITS. Cada segmento en el eje del tiempo representa un nodo
interno (x;) del arbol y cada rectangulo de color representa un nodo hoja.

B.73. Trace
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Figura B.73:
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Distribucién de las clases para la base de datos Trace extraida del arbol

obtenido por eMODITS. Cada segmento en el eje del tiempo representa un nodo interno
(x;) del arbol y cada rectangulo de color representa un nodo hoja.
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B.74. TwolLeadECG

BClase 1
JClase 2

* 1% | % | | i S L
= ie =" i n - i .. A

Figura B.74: Distribucion de las clases para la base de datos TwoLead ECG extraida del
arbol obtenido por eMODITS. Cada segmento en el eje del tiempo representa un nodo
interno (z;) del drbol y cada rectangulo de color representa un nodo hoja.

B.75. TwoPatterns
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Figura B.75: Distribucién de las clases para la base de datos TwoPatterns extraida del
arbol obtenido por eMODITS. Cada segmento en el eje del tiempo representa un nodo
interno (z;) del arbol y cada rectdngulo de color representa un nodo hoja.



B. Distribucion de clases 185

B.76. UWaveGestureLibraryAll
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Figura B.76: Distribucién de las clases para la base de datos UWaveGestureLibraryAll
extraida del arbol obtenido por eMODITS. Cada segmento en el eje del tiempo representa
un nodo interno (x;) del drbol y cada rectangulo de color representa un nodo hoja.

B.77. UWaveGestureLibraryX
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Figura B.77: Distribucién de las clases para la base de datos UWaveGestureLibraryX
extraida del arbol obtenido por eMODITS. Cada segmento en el eje del tiempo representa
un nodo interno (x;) del drbol y cada rectangulo de color representa un nodo hoja.
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B.78. UWaveGestureLibraryY
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Figura B.78: Distribucién de las clases para la base de datos UWaveGestureLibraryY
extraida del arbol obtenido por eMODITS. Cada segmento en el eje del tiempo representa
un nodo interno (x;) del drbol y cada rectangulo de color representa un nodo hoja.

B.79. UWaveGestureLibraryZ
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Figura B.79: Distribucion de las clases para la base de datos UWaveGestureLibraryZ
extraida del arbol obtenido por eMODITS. Cada segmento en el eje del tiempo representa
un nodo interno (x;) del drbol y cada rectangulo de color representa un nodo hoja.
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B.80. Wafer
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Figura B.80: Distribucién de las clases para la base de datos Wafer extraida del arbol
obtenido por eMODITS. Cada segmento en el eje del tiempo representa un nodo interno
(x;) del arbol y cada rectangulo de color representa un nodo hoja.

B.81. Wine
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Figura B.81: Distribucién de las clases para la base de datos Wine extraida del arbol
obtenido por eMODITS. Cada segmento en el eje del tiempo representa un nodo interno
(x;) del arbol y cada rectangulo de color representa un nodo hoja.
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Figura B.82: Distribucién de las clases para la base de datos WordSynonyms extraida
del arbol obtenido por eMODITS. Cada segmento en el eje del tiempo representa un nodo
interno (z;) del arbol y cada rectdngulo de color representa un nodo hoja.

B.83. Worms
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Figura B.83: Distribucién de las clases para la base de datos Worms extraida del arbol
obtenido por eMODITS. Cada segmento en el eje del tiempo representa un nodo interno
(x;) del arbol y cada rectangulo de color representa un nodo hoja.
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B.84. WormsTwoClass
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Figura B.84: Distribucién de las clases para la base de datos WormsTwoClass extraida
del arbol obtenido por eMODiITS. Cada segmento en el eje del tiempo representa un nodo
interno (z;) del arbol y cada rectdngulo de color representa un nodo hoja.

B.85. Yoga
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Figura B.85: Distribucién de las clases para la base de datos Yoga extraida del arbol
obtenido por eMODITS. Cada segmento en el eje del tiempo representa un nodo interno
(x;) del arbol y cada rectangulo de color representa un nodo hoja.
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