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Resumen
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Job 28:28

En problemas de optimización numérica con restricciones, referidos en
este trabajo, el enfoque de optimización di�ere del utilizado en optimización
sin restricciones. De entrada, la presencia de restricciones divide el espacio
de búsqueda en dos regiones: la región factible y la región no factible, sien-
do las soluciones localizadas en el área factible las de interés en este tipo
de problemas. Por otro lado, si al evaluar la restricción su valor es cero, se
dice que, ésta es una restricción activa, la cual, de acuerdo a la literatura
especializada, di�cultará el proceso de búsqueda al aumentar la concentra-
ción de soluciones en la frontera de la región factible, un espacio difícil de
explorar por un método de búsqueda global. Esas condiciones posibilitan la
introducción de métodos especiales que permiten guiar la búsqueda hacia las
dos zonas de interés en problemas de optimización restringida: el borde de
la región factible y el interior de la región factible.

En este trabajo se emplean Algoritmos Inspirados en la Naturaleza (NIAs,
por sus siglas en inglés) reforzados con operadores especiales de frontera y
de factibilidad que permitirán concentrar la búsqueda en las dos regiones
de interés en optimización restringida. Como algoritmo global de búsque-
da se emplea el algoritmo de Inteligencia Colectiva inspirado en el proceso
de tormenta de ideas (BSO, por sus siglas en inglés Brain Storm Optimi-
zation)reforzado con dos operadores especiales. En primer lugar, BSO es
reforzado con el operador especial de frontera BS (por sus siglas en ingles
Boundary Search) utilizado para guiar la búsqueda hacia la frontera de la
región factible. Por otra parte, el método de consenso de restricciones (CC,
por sus siglas en inglés Constraint Consensus) es agregado al algoritmo para
alcanzar con rapidez la zona factible y reducir el número de evaluaciones
utilizadas en el proceso. Inspirados en estos dos operadores especiales, dos
nuevos operadores de frontera son propuestos en este trabajo: el primero
(BS-r), basa su comportamiento en el tópico de la división de un segmento
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de línea propuesto en Álgebra Lineal; el segundo (BS-G), trata de alcanzar
la frontera de las restricciones a través de la información proporcionada por
el gradiente, obtenido éste de forma numérica, a partir de la restricción con
mayor grado de violación. Para guiar la búsqueda hacia la región factible
se propone una variante al método CC denominada R+V (Restricción mas
Violada), mediante la cual se intenta alcanzar con rapidez la zona factible
calculando un único vector de factibilidad para la restricción con mayor gra-
do de violación. La nueva variante R+V logra resultados similares a otras
variantes existentes con la ventaja de reducir el costo computacional cal-
culando el gradiente sólo para una restricción sin importar el número de
restricciones violadas en el punto actual.

Al �nal se tiene un nuevo algoritmo reforzado con operadores especiales
mostrando resultados competitivos en problemas de optimización con res-
tricciones comparado con algoritmos representativos del estado del arte y
enfatizando un ahorro computacional medido por el número de evaluacio-
nes. Además de contribuir al área con dos nuevos operadores especiales de
frontera y un nuevo operador especial de factibilidad, los cuales pueden ser
integrados a otros algoritmos del estado del arte sin necesidad de cambios
adicionales.
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Capítulo 1

Introducción

Un término cada vez más común en el área de optimización es el referido a
optimización restringida y aunque existe un gran número de métodos clásicos
que pueden ser empleados para dar solución a esta problemática, en los
últimos años los Algoritmos Inspirados en la Naturaleza (Nature Inspired
Algorithms, NIA) se han convertido en una alternativa muy utilizada para
este �n logrando resultados alentadores y competitivos en el área [1], [2],
[14], [16].

El enfoque utilizado al resolver problemas restringidos di�ere del utilizado
en espacios sin restricciones. En primer lugar, ahora el espacio de búsqueda
se encuentra dividido principalmente en dos zonas: la zona factible y la zona
no factible, siendo la zona factible la región de interés en optimización res-
tringida. Para todo método o algoritmo de optimización empleado en resolver
problemas de optimización con restricciones, el primer reto es encontrar la
zona factible para después mantenerse dentro de ésta y encontrar el óptimo
global localizado en alguna parte de la misma [11] [35]. Dependiendo del
tipo de problema a optimizar, la zona factible puede ser muy pequeña en
comparación con la zona no factible dentro del espacio de búsqueda, además
de existir la posibilidad de tratarse de una zona factible disjunta.

Otro reto a vencer en optimización restringida es el tipo de restricciones
asociadas al problema, que pueden generalizarse en dos tipos: restricciones
de igualdad y restricciones de desigualdad. A su vez, una restricción de de-
sigualdad puede clasi�carse en dos tipos, en el primero, cuando al evaluar
la restricción en el punto actual el valor de la restricción es positivo, se dice
que es una restricción inactiva que se satisface dentro de la zona factible. En
contraste, si al evaluar la restricción en el punto actual el valor de la restric-
ción es cero, se le conoce como una restricción activa la cual se encuentra
en el límite entre la región factible y la región no factible. Por de�nición,
a toda restricción de igualdad se le considera como restricción activa [16].
Además, está documentado en la literatura especializada que la presencia
de restricciones activas agrega mayor di�cultad al proceso de optimización,
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2 Capítulo 1. Introducción

ya que es muy probable que el óptimo global se localice justo en la frontera
de la región factible, un lugar no fácil de explorar por cualquier método de
búsqueda global sea a través de programación matemática o meta-heurística.

Por todo lo anterior, se deriva que en optimización restringida el óptimo
global de una función puede localizarse ya sea dentro de la zona factible o en
la frontera de ésta, convirtiendo el proceso de optimización en una tarea no
trivial para cualquier método utilizado en el proceso y abriendo la posibilidad
del surgimiento de métodos especiales que ayuden a guiar la búsqueda global
hacia las zonas de interés.

Los operadores especiales son métodos que permiten posicionarse en una
región de interés dentro del espacio de búsqueda. De esta manera, en com-
binación con un algoritmo de búsqueda global se espera obtener algoritmos
robustos ofreciendo resultados competitivos con respecto a los obtenidos por
algoritmos del estado del arte al enfrentar exitosamente problemas de opti-
mización con restricciones.

1.1. De�nición del problema

Distintos algoritmos inspirados en la naturaleza han mostrado resultados
exitosos cuando se enfrentan a problemas restringidos [43], [56], [60]. Algu-
nos de ellos han sido reforzados con operadores especiales mostrando un
mejor desempeño en los problemas donde han sido probados. Por ejemplo,
en 1996 Z. Michalewicz y M. Schoenauer utilizaron un Algoritmo Genético
junto con dos operadores especiales para explorar la frontera de la región fac-
tible de dos problemas en particular [45]. Basados en la idea de Michalewicz
y Schoenauer, en 2006 G. Leguizamón y C. A. Coello-Coello presentaron
un operador de frontera en combinación con un algoritmo de Inteligencia
Colectiva de optimización basado en colonia de hormigas (Ant Colony Opti-
mization, ACO) para optimizar el conjunto de 24 problemas presentados en
el Congreso de Cómputo Evolutivo CEC2006 [40]. En el 2014, M. R. Bonyadi
and Z. Michalewicz [3] presentaron un método para guiar la búsqueda hacia
la frontera de la región factible reduciendo el espacio de búsqueda mediante
un factor de relajación controlado por el usuario. El algoritmo de Inteligen-
cia Colectiva PSO es utilizado como algoritmo global de búsqueda. Por otro
lado, el algoritmo evolutivo de Evolución Diferencial es utilizado desde 2011
hasta 2016 por Hamza [32] en combinación con el método de consenso de
restricciones con el objetivo de alcanzar con rapidez la zona factible y mejo-
rar el rendimiento �nal del algoritmo. Como se puede observar, la literatura
especializada muestra que la combinación de operadores especiales con Algo-
ritmos Inspirados en la Naturaleza puede mejorar el rendimiento global del
algoritmo. Cabe destacar que, de inicio, estos algoritmos por sí mismos eran
ya exitosos en espacios restringidos.

Recientemente en el 2011 surge un nuevo algoritmo de Inteligencia Co-
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lectiva inspirado en el proceso de tormenta de ideas (Brainstorming: proceso
utilizado por el ser humano para generar ideas que den solución a problemas
que difícilmente se resolverían de forma individual). El algoritmo es conocido
como Algoritmo de Optimización basado en tormenta de Ideas (Brain Storm
Optimization algorithm, BSO). Desde su aparición, BSO ha atraído la aten-
ción de varios investigadores y ha sido exitosamente utilizado para resolver
problemas sin restricciones [9], sin tener conocimiento hasta el momento, de
si el éxito presentado por BSO en espacios sin restricciones puede replicarse
en espacios restringidos.

Con el objetivo de reforzar el área en optimización restringida y opera-
dores especiales, en este trabajo se analiza el desempeño del algoritmo BSO
en espacios restringidos, reforzándolo además con dos operadores especiales.
Por un lado se refuerza al algoritmo con operadores especiales de frontera
(Boundary Search, BS, [40]) guiando su búsqueda hacia la frontera de la
región factible esperando encontrar soluciones factibles aún cuando se trate
de restricciones activas. Por otro lado, se intenta acelerar la llegada a la re-
gión factible utilizando el método de consenso de restricciones (Constraint
Consensus, CC) propuesto en [10], de esta manera, el algoritmo concentrará
su búsqueda dentro o muy cerca de la región factible de interés tratando de
mejorar los resultados y gastando un número menor de evaluaciones en el
proceso.

1.2. Hipótesis

La incorporación de dos operadores especiales, búsqueda de frontera (BS)
y consenso de restricciones (CC), al algoritmo BSO, hará de éste un algo-
ritmo robusto en alcanzar la zona factible y competitivo contra algoritmos
del estado del arte para resolver problemas de optimización numérica con
restricciones.

1.3. Objetivos

1.3.1. Objetivo Principal

Enriquecer el estado del arte en el área de optimización numérica restrin-
gida agregando el algoritmo basado en tormenta de ideas BSO reforzado con
operadores especiales, mostrándolo como un algoritmo capaz de obtener re-
sultados competitivos con otros algoritmos del estado del arte y enfatizando
un ahorro en el número de evaluaciones.
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1.3.2. Objetivos especí�cos

Analizar el desempeño del algoritmo BSO en espacios restringidos me-
diante un comparativo entre las primeras versiones surgidas del algo-
ritmo BSO con diferentes técnicas para el manejo de restricciones.

Analizar el desempeño del algoritmo BSO reforzado con operadores es-
peciales de frontera comparando los resultados �nales contra la versión
del algoritmo sin operador.

Contribuir al área de operadores especiales de frontera con dos nuevos
operadores, incluyendo ventajas y desventajas de uso en problemas
restringidos.

Contribuir al área de operadores especiales de factibilidad con una
nueva variante al método de consenso de restricciones con base en la
restricción más violada.

Comparar el desempeño del algoritmo BSO reforzado con operado-
res especiales contra algoritmos representativos del estado del arte.
Aplicando medidas de tendencia central y dispersión a los resultados
obtenidos en la función objetivo.

1.4. Contribuciones

Agregar al estado del arte un nuevo algoritmo basado en el proceso de
tormenta de ideas reforzado con operadores especiales capaz de obtener
resultados competitivos comparados con algoritmos del estado del arte
para resolver problemas de optimización numérica con restricciones.

Dos nuevos operadores de frontera: el primero, (BS-r), basado en el
concepto de división de un segmento de línea de Álgebra lineal y el
segundo, (BS-G), basado en la proyección del gradiente eliminando la
condición de entrada de puntos factibles necesaria en BS.

Una nueva variante del método de CC basada en la restricción más
violada. La cual permitirá obtener resultados competitivos con las va-
riantes de CC existentes, enfatizando un ahorro de costo computacional
al calcular un solo gradiente y sin la necesidad de métodos para generar
vectores consenso.

1.5. Publicaciones

Los productos obtenidos durante el desarrollo de esta tesis son mencio-
nados en este apartado.
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1.5.1. Conferencias Internacionales

A. Cervantes-Castillo and E. Mezura-Montes. A study of constraint-
handling techniques in brain storm optimization, in Proceedings of
2016 IEEE Congress on Evolutionary Computation (CEC 2016). Van-
couver, Canada: IEEE, 2016, pp. 3740-3746.

A. Cervantes-Castillo, G. Leguizamón, E. Mezura-Montes. Exploring
boundary constraints using the modi�ed brain storm optimization al-
gorithm and a boundary search operator: MBSO-BS. IEEE Internatio-
nal Autumn Meeting on Power, Electronics and Computing (ROPEC),
2017, 1-6.

1.5.2. Artículo de revista

A. Cervantes-Castillo and E. Mezura-Montes. A new Constraint Con-
sensus Variant based on the Hardest Constraint combined with the MBSO
Algorithm: MBSO-R+V,....

1.6. Estructura del documento

La estructura de este documento se encuentra dividida en 7 capítulos,
de los cuales, los primeros tres describen los conceptos básicos que sirven de
base para entender la dirección y los aportes de este trabajo descritos en los
capítulos restantes.

En el Capítulo 1 se presentó la introducción y de�nición del problema,
así como la hipótesis, los objetivos, contribuciones y publicaciones obtenidas
del trabajo de tesis. En el Capítulo 2 se presentan los conceptos básicos de
optimización con y sin restricciones, así como los métodos clásicos utiliza-
dos en optimización restringida. Posteriormente, como una alternativa a los
métodos clásicos para resolver problemas de optimización, en el Capítulo 3
se describen los conceptos básicos de un Algoritmo Evolutivo y sus princi-
pales paradigmas. Además, se describe el concepto de Inteligencia Colectiva
y se �naliza mencionando algunas técnicas utilizadas en el manejo de res-
tricciones. Una vez que se conocen las alternativas a los métodos clásicos
de optimización, en el Capítulo 4 se analiza el desempeño de un algoritmo
de inteligencia colectiva conocido como BSO el cual es inspirado en el con-
cepto de tormenta de ideas. En el Capítulo se presenta un comparativo de
técnicas para el manejo de restricciones en tres versiones del algoritmo con
el objetivo de obtener la mejor versión en problemas de optimización con
restricciones y ser utilizado como algoritmo global de búsqueda en capítulos
posteriores. Por otra parte, dado que en optimización restringida los óptimos
a las funciones pueden localizarse dentro de la zona factible o en la frontera
de ésta, en los siguientes dos capítulos se centra la búsqueda en estas regiones
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de interés mediante la aplicación de operadores especiales. En primer lugar,
en el Capítulo 5 se analiza el desempeño del algoritmo BSO reforzado con
operadores especiales de frontera. De esta manera, además de una búsqueda
global, con los operadores especiales la búsqueda se dirigirá hacia la frontera
de las restricciones esperando localizar puntos óptimos que difícilmente pue-
den ser localizados por un algoritmo de búsqueda global. Se proponen dos
nuevos operadores de frontera: uno basado en el concepto de la división de
un segmento de linea de Álgebra Lineal y uno más basado en la proyección
del gradiente. Por otra parte, en el Capítulo 6 se describe el desempeño del
algoritmo BSO reforzado con una nueva variante del método de consenso de
restricciones conocida como R+V. Al igual que en las variantes existentes,
la variante R+V intenta alcanzar con rapidez la región factible, la única di-
ferencia es que lo hace tomando en cuenta la restricción con mayor grado de
violación y no el consenso de todas las restricciones violadas, enfatizando así,
un ahorro computacional al calcular el gradiente sólo para una restricción y
no para todas las restricciones violadas en el punto actual. Se �naliza en el
Capítulo 7 con las conclusiones y trabajos futuros al trabajo aquí presentado.



Capítulo 2

Optimización

En este capítulo, el concepto de optimización hace referencia a métodos
de búsqueda aplicados para obtener la mejor solución a un problema pro-
puesto, el cual es aplicado en distintas áreas de la vida real como lo es la
ingeniería, las matemáticas, la minería de datos, entre otras [1], [15], [16].

De acuerdo con Deb en [16], un problema de optimización necesita ser re-
�ejado a través de un modelo matemático perfectamente diseñado. El modelo
matemático consistirá entonces, en elegir las variables de diseño o variables
de decisión a optimizar, formular las restricciones asociadas al problema y
establecer una función objetivo en términos de las variables de�nidas, la cual
se resolverá mediante la optimización del vector conformado por las variables
de decisión que minimizan o maximizan la función objetivo en cuestión.

2.1. Conceptos de optimización

Los conceptos generales de optimización son descritos en este apartado.
Se de�nirá un problema de optimización y sus elementos, además de los
conceptos de mínimos locales y globales en una función.

2.1.1. De�nición del problema

Sin pérdida de generalidad, un problema de optimización sin restricciones
se de�ne en la Ecuación 2.1 y consiste en:
Encontrar el vector ~x

~x = x1, x2, ....xD (2.1)

que minimice
f(~x)

donde xd, es el vector conformado por las variables de decisión del problema,
d = 1, . . . , D se encuentra delimitado por un límite inferior Ld y un límite

7
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superior Ud, Ld ≤ xd ≤ Ud.

2.1.2. Mínimo Global

En la minimización de funciones un mínimo global es el mejor valor
conocido en la función objetivo. Dentro del espacio de búsqueda es el punto
~x que minimiza el valor de f(~x), también conocido como punto óptimo de la
función.

2.1.3. Mínimo Local

Un mínimo local se de�ne como el mejor punto encontrado relativo a
una vecindad especí�ca en la función que rodea este punto. En ocasiones un
óptimo local puede ser también el óptimo global [16].

Figura 2.1: Máximos y mínimos en una función.

Cabe destacar que dependiendo de si el problema a optimizar tiene o
no restricciones asociadas, la optimización puede ser clasi�cada en dos ti-
pos: Optimización no restringida y optimización restringida. En este trabajo
nos centraremos en la minimización de funciones mono-objetivo sujetas a
restricciones.

2.2. Optimización con Restricciones

En Problemas de Optimización Numérica con Restricciones, CNOP,(por
sus siglas en inglés) el enfoque de optimización di�ere del enfoque no restrin-
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gido, ya que ahora es necesario satisfacer en primer lugar las restricciones
del problema y en un segundo paso optimizar la función objetivo. Este tipo
de problemas divide en dos áreas principales el espacio de búsqueda: el área
factible y el área no factible. Siendo muchas veces, la mayor di�cultad en un
problema con restricciones localizar el área factible y más aún mantenerse
dentro de ésta, ya que esta zona puede ser muy pequeña en comparación
con la región no factible y en ocasiones estar disjunta dentro del espacio de
búsqueda constituyendo un reto para todo algoritmo asociado con este tipo
de problemas.

Matemáticamente, un problema de optimización con restricciones puede
ser de�nido como sigue: Encontrar

f(~x) (2.2)

Sujeto a:

gi(~x) ≤ 0; i = 1, 2, . . . ,m

hj(~x) = 0; j = 1, 2, . . . , p

donde f(~x) representa la función objetivo, gi(~x), i = 1, . . . ,m y hj(~x),
j = 1, . . . , p son el conjunto de restricciones de desigualdad e igualdad, res-
pectivamente, ~x = [x1, x2, . . . , xD] es el vector de variables de decisión del
problema, donde cada xd, d = 1, . . . , D es delimitado por un limite inferior
Ld y un limite superior Ud, Ld ≤ xd ≤ Ud. Los límites en las variables, de-
�nidas por el usuario, de�nen el espacio de búsqueda S y la región factible
F ⊆ S es de�nida por aquellas soluciones que satisfacen el conjunto de res-
tricciones tanto de igualdad como de desigualdad.

De acuerdo a la de�nición anterior, un punto o solución se de�ne como
factible si tanto las restricciones de igualdad, desigualdad y de límite son
satisfechas por dicho punto. Este punto se considera óptimo si además de lo
anterior también es un mínimo global. Cualquier otro punto que no cumpla
con esta condición se conoce como no factible y por lo tanto nunca será un
punto óptimo.

De acuerdo a la de�nición del problema, hay dos maneras de satisfacer
las restricciones de desigualdad, ya sea que el punto se encuentre sobre la
super�cie (o límite) de la restricción gi(~x) = 0. En este caso se dice que la
restricción es activa en este punto. Por otro lado, si el punto se encuentra
sobre el lado factible de la super�cie de la restricción, donde la restricción
es positiva, entonces se dice que la restricción es inactiva en este punto. Por
de�nición, todas las restricciones de igualdad son activas. Dada esta situación
es muy común que el óptimo de la función se encuentre ya sea en el límite
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de la región factible o dentro de ésta, por lo tanto, concentrar la búsqueda
en estas dos regiones es vital para poder alcanzar los resultados deseados.

2.3. Algoritmos clásicos en optimización restringi-
da

Con referencia en el libro de Deb [16], en este apartado se clasi�cará a
los algoritmos utilizados en optimización restringida en dos tipos: métodos
directos y métodos basados en gradiente.

2.4. Métodos directos

Como parte de los métodos directos, en este apartado se menciona a la
penalización de funciones y el método de Complex.

2.4.1. Penalización de funciones

La penalización de funciones es un método de transformación, en el cual
un problema con restricciones se convierte en un problema sin restricciones
con sólo agregar factores de penalización a las restricciones violadas como se
muestra en la Ecuación 2.3.

P (~x,R) = f(~x) + Ω(R, g(~x), h(~x)) (2.3)

donde f(~x) es la función a optimizar, R es un conjunto de parámetros de
penalización, Ω es el término de penalización (interior o exterior) y por último
g, h son las restricciones de desigualdad e igualdad respectivamente. En el
algoritmo la condición de paro puede ser un número máximo de iteraciones,
un número máximo de evaluaciones o un valor determinado de la función
objetivo.

De acuerdo en como se aplica el término de penalización Ω, en la litera-
tura se habla de dos tipos de penalización de funciones:
Penalización interior que consiste en penalizar aquellas soluciones facti-
bles que se encuentran muy cerca de la frontera de la restricción. Por lo tanto
puntos factibles son requeridos en cada iteración del algoritmo. Estos puntos
pueden obtenerse después de optimizar la Ecuación 2.3 utilizando cualquier
método de optimización sin restricciones.

Penalización exterior. Consiste en penalizar soluciones no factibles.
El método no requiere de soluciones factibles ya que el punto no factible se
mejora en cada iteración del algoritmo.

El valor del factor de penalización varía de acuerdo al grado de violación
de la restricción actual, por lo tanto, entre mayor sea la violación de la
restricción, mayor será el valor que tomará el factor de penalización.
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De acuerdo al tipo de restricción es la forma en que se elige el factor
de penalización. Por ejemplo para restricciones de igualdad, dicho factor se
calcula de acuerdo a la Ecuación 2.4

Ω = R{h(~x)}2 (2.4)

Como se puede observar cualquier punto no factible es penalizado con el
cuadrado de la violación de la restricción actual. Al penalizar solo puntos
no factibles, se está re�riendo a una penalización exterior. Una forma de
seleccionar la función de penalización para restricciones de desigualdad es
usando la Ecuación 2.5

Ω = R

m∑
i=1

|gi(~x)| (2.5)

donde, m es el conjunto de todas las restricciones de desigualdad violadas
por ese punto. A continuación se describe el procedimiento de penalización
de funciones en el Algoritmo 1.

Algoritmo 1 Penalización de funciones

1: Elegir un punto inicial xt, un valor inicial de Ω, un valor inicial de Rt,
un parámetro c que servirá para actualizar el valor de R, t = 0;

2: while No se cumpla una condición de paro do
3: Formar P (~xt, Rt) = f(~xt) + Ω(Rt, g(~xt), h(~xt));
4: Encontrar ~xt+1 tal que P (~xt+1, Rt) es mínimo para un valor �jo de Rt;

5: if |P (~xt+1, Rt)− P (~xt, Rt−1)| ≤ ε then

6: ~xt = ~xt+1;
7: else

8: Rt+1 = cRt;
9: t = t+ 1;

10: end if

11: end while

12: ;

Una de las ventajas del método es que puede utilizarse para cualquier tipo
de restricciones. Su mayor desventaja es la calibración de los factores de
penalización que deben ser de�nidos por el usuario �nal.

2.4.2. Método Complex

El método fue propuesto por M. J. Box en 1965 [4] y es muy similar
al método simplex utilizado en optimización sin restricciones; la diferencia
es que las restricciones son tomadas en cuenta para generar el complex. El
algoritmo inicia con un conjunto P de puntos factibles generados de for-
ma aleatoria. Si en el proceso de búsqueda se encuentra que algún punto
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es no factible éste es movido hacia el centroide del conjunto hasta lograr la
factibilidad del punto. Una vez formado el complex se pasa al proceso de
optimización en el cual se elegirá el peor de los puntos para ser re�ejado
hacia el centroide del conjunto actual y generar un nuevo punto factible. Si
el nuevo punto es factible, éste reemplazará al peor del conjunto actual. Los
pasos a seguir para implementar el método se encuentran en el Algoritmo 2.

El algoritmo muestra un buen desempeño cuando la región factible es
convexa y cuando el óptimo se encuentra dentro de la zona factible, es decir
el óptimo no está en la frontera de la zona factible.

2.5. Métodos basados en gradiente

Los métodos que se describen en esta sección buscan acercarse a la región
factible utilizando la información del gradiente tanto de la función objetivo
como de las restricciones del problema. Por lo tanto, aunque son métodos en
teoría mas rápidos en alcanzar su objetivo, tienen la desventaja de cumplir
con la condición de continuidad y ser diferenciales para un mejor resultado.

2.5.1. Método de direcciones factibles

El método consiste en la búsqueda de direcciones locales a través de
aproximaciones lineales de la función objetivo y las restricciones asociadas a
ésta. Partiendo de un punto factible y una dirección de búsqueda factible se
genera un nuevo punto con la �nalidad de que éste sea mejor que el actual
y más cercano al punto óptimo. El método requiere que se cumplan dos
condiciones que son: a) factibilidad (a partir de las restricciones activas se
encuentra una dirección de búsqueda) y b) descendencia dada por ∇f(~xt) ·
d ≤ 0. Los pasos necesarios para implementar el método se presentan en el
Algoritmo 3.
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Algoritmo 2 Complex

1: xL ≤ x ≤ xU ; Inicializar α; ε, δ;
2: while i < P do

3: Generar N números aleatorios en el rango permitido de las variables
para generar el punto ~xpi

4: if ~xpi es no factible then

5: repeat

6: calcular el centroide x̄ del conjunto P;
7: ~xpi = ~xpi + 1

2(x̄− ~xpi );
8: until ~xpi sea factible
9: end if

10: end while

11: Evaluar los puntos generados
12: //Re�exión
13: Seleccionar ~xR = maxf(~xp)
14: calcular x̄ del conjunto P sin contar ~xR, generar el nuevo punto ~xm ;
15: ~xm = x̄+ α(x̄− ~xR) ;
16: if ~xm es factible y f(~xm) ≥ f(~xR) then
17: repeat

18: retraer la mitad de la distancia del centroide x̄
19: ~xm = x̄+ α(x̄− ~xR) ;
20: until f(~xm) < f(~xR)
21: else

22: if ~xm es factible y f(~xm) < f(~xR) then
23: ~xR = ~xm

24: Calcular f̄ = 1
P

∑P
i=1 f(~xpi ) y x̄ = 1

P

∑P
i=1 ~x

p
i

25: if

√∑P
i=1(f(~xpi )− f̄)2 ≤ ε y

√∑P
i=1 ‖ ~x

p
i − x̄ ‖2 ≤ δ then

26: Terminar
27: else

28: k = k + 1, regresar al paso 13
29: end if

30: end if

31: else

32: if ~xm es no factible then
33: Veri�car que las variables de diseño se encuentren en el rango per-

mitido;
34: if ~xm es no factible then
35: repeat

36: retraer la mitad de la distancia del centroide x̄
37: ~xm = x̄+ α(x̄− ~xR) ;
38: until f(~xm) sea factible
39: Regresar al paso 16
40: end if

41: end if

42: end if
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Algoritmo 3 Método basado en direcciones factibles

1: t = 0, ε = 10−3. Elegir un punto factible ~xt , θt = −∇f(~xt);
2: while θt ≥ 0 do
3: It = {i : 0 ≤ gi(~xt) ≤ ε, i = 1, 2, . . . ,m}
4: if It es vacío then

5: usar dt = θt = −∇f(~xt)
6: normalizar dt

7: if θt ≤ 0 then
8: Terminar;
9: else

10: ᾱ = min[α : gi(~x
t + αdt) = 0, i = 1, 2, . . . ,m, α > 0];

11: end if

12: if no existe ᾱ > 0 then
13: ᾱ =∞;
14: end if

15: end if

16: Resolver el LP problem presentado en 2.6
17: Etiquetar dt, θt

18: Encontrar αt tal que: f(~xt + αtdt) = min[f(~xt + αdt) : 0 ≤ α ≤ ᾱ]
19: ~xt+1 = ~xt + αtdt

20: t = t+ 1
21: end while
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Maximizar θ (2.6)

sujeto a:
∇f(~xt)d ≤ −θ,

∇gi(~xt)d ≥ θ, i ⊂ It

−1 ≤ di ≤ 1 i = 1, 2, . . . , N ; N = total de variables

Dado que sólo restricciones activas son consideradas para determinar las
direcciones de búsqueda, el algoritmo puede padecer de convergencia lenta
ya que no hace una búsqueda directa en linea recta, sino que el algoritmo
zigzaguea en el espacio de búsqueda tratando de llegar a su objetivo.

2.5.2. Método de proyección del gradiente

La idea del algoritmo es partir de un punto no factible que al ser proyecta-
do a la super�cie de las restricciones activas, éste se torna un punto factible.
En cada iteración se encuentran las restricciones activas, luego, a través del
algoritmo de Newton-Rapson (algoritmo utilizado en optimización clásica sin
restricciones) se encuentra una dirección de búsqueda para proyectarla sobre
dichas restricciones y así obtener una dirección factible de búsqueda. Una vez
que se ha encontrado una dirección factible de búsqueda, se continúa con una
búsqueda unidireccional para obtener el punto mínimo en dicha dirección.
Cuando se trata de restricciones no lineales, la búsqueda unidireccional es
modi�cada con el objetivo de hacer factibles los puntos de búsqueda. En
este sentido, cada punto creado es proyectado hacia la super�cie de la inter-
sección de las restricciones utilizando el método de interpolación cuadrática
para tener información de donde se encuentra el punto óptimo. Los pasos
necesarios para implementar este método se describen en el Algoritmo 4.

Algunos inconvenientes del método es que se necesita calcular y evaluar
la matriz A, la cual contiene los gradientes de las restricciones activas, en
cada iteración, además de que cada punto no factible debe proyectarse sobre
la super�cie de las restricciones activas, lo que no siempre es una tarea fácil
y puede necesitar un gran número de evaluaciones.

2.6. Conclusiones

En este capítulo se presentó un resumen muy general sobre los conceptos
básicos de optimización. Se hizo énfasis en la optimización restringida donde
el espacio de búsqueda se encuentra dividido en dos áreas principales, el área
factible y el área no factible, siendo de interés en este tipo de problemas
el área factible, ya que es ahí donde se encontrará el óptimo global de la
función. Para lograr este objetivo, se presentaron algunos métodos clásicos
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Algoritmo 4 Método de Proyección del gradiente

1: t = 0, ε1 = ε2 = 0,001. Elegir un punto inicial ~xt;
2: Evaluar las restricciones de desigualdad e identi�car las restricciones ac-

tivas It en el punto ~xt. It = {i : |gi(~xt)| ≤ ε1, i = 1, 2, . . . ,m}
3: um = min{ul : l ⊂ It}
4: while um > ε2 do

5: if t ≥ 1 y It = It−1 or It es vacío then

6: s = −∇f(~xt)
7: if ‖ st ‖> ε2 then

8: Determinar el tamaño de paso máximo αmax de tal manera que
gl(w(α)) ≥ 0 para todo l 6⊂ It, donde cualquier punto st es repre-
sentado por w(α);

9: else

10: (v, u) = (AAT )−1A∇f
11: if |um| ≤ ε2 then

12: Terminar
13: else

14: Borrar la restricción de desigualdad m de It e ir al paso 4.
15: end if

16: end if

17: else

18: Formar la matriz A cuyas �las son ∇hk y ∇gi, donde, i ⊂ It
19: Calcular la matriz de proyección P = I −AT (AAT )−1A
20: s = −P∇f(~xt)
21: end if

22: if El algoritmo de pasos descendiente(algoritmo de Newton-Raphson)
se lleva a cabo then

23: Hacer una búsqueda direccional en el rango(0, αmax) para calcular
α∗

24: else

25: Concentrar la búsqueda sobre α en el intervalo (0, αmax) para deter-
minar tres puntos w(α1), w(α2), w(α3). Donde cada valor de α,w(α)
es la solución �nal en cada iteración sobre las restricciones activas
de wt+1 = wt − AT (AAT )−1H. Donde H es el vector que contie-
ne los valores de las restricciones de igualdad y las restricciones de
desigualdad activas al punto wt

26: Calcular la matriz A en el punto wt

27: Utilizar una interpolación cuadrática para estimar α∗

28: end if

29: ~xt+1 = w(αast)
30: t = t+ 1
31: Evaluar las restricciones de desigualdad e identi�car las restricciones

activas It en el punto ~xt. It = {i : |gi(~xt)| ≤ ε1, i = 1, 2, . . . ,m}
32: um = min{ul : l ⊂ It}
33: end while
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de búsqueda utilizados en optimización restringida, los cuales, como se pudo
observar, aunque no son nada triviales, permiten obtener resultados alen-
tadores en este tipo de problemas. En el siguiente capítulo se presentarán
algoritmos alternativos a los métodos clásicos para dar solución a problemas
restringidos. Estos métodos son conocidos con el nombre de Algoritmos Ins-
pirados en la Naturaleza y se mencionarán tanto sus componentes como sus
principales paradigmas.





Capítulo 3

Algoritmos Inspirados en la
Naturaleza

En este Capítulo se presentarán algunos métodos alternativos a los méto-
dos clásicos utilizados en la solución a problemas de optimización con restric-
ciones. Los métodos aquí presentados, enmarcados dentro de los algoritmos
meta-heurísticos, imitan el comportamiento natural de los seres vivos y son
identi�cados como Algoritmos Evolutivos (EA) o Algoritmos Inspirados en
la Naturaleza (NIA). Por su simplicidad, en las últimas décadas han sido uti-
lizados en distintas áreas de las ciencias ofreciendo resultados competitivos
y atrayendo cada vez mas la atención de los investigadores. Los algoritmos
Inspirados en la Naturaleza imitan el comportamiento y evolución natural
de los seres vivos. Existen dos grandes grupos de estos algoritmos: los Evo-
lutivos y los de Inteligencia Colectiva. Ambos grupos se mencionarán en este
trabajo.

3.1. Algoritmos Evolutivos

Los Algoritmos Evolutivos (EAs, por sus siglas en inglés), son métodos
inspirados en la naturaleza, los cuales imitan el comportamiento de los seres
vivos [60] y basan su función en la evolución de las especies y la supervivencia
del más apto. Surgen de la experiencia de observar la naturaleza, de analizar
como los organismos que la habitan son capaces de ya sea individualmente
o grupalmente realizar ciertas actividades que los llevan a la supervivencia.
Dicho análisis es sistematizado y utilizado para dar solución a una gran gama
de problemas en en el campo de la optimización.

Los EAs son poblacionales y estocásticos, es decir, puede ser lanzado al
espacio de búsqueda más de un punto a la vez y obtener diferentes soluciones
al problema. A cada punto en el espacio de búsqueda se le conoce como
individuo o solución y dependiendo del algoritmo seleccionado, estos términos
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pueden variar de acuerdo al ente natural de inspiración en que se base el
algoritmo. La mayoría de los EAs comparten los mismos componentes los
cuales se mencionan a continuación.

3.2. Elementos de un Algoritmo Evolutivo

En esta sección se mencionan los elementos básicos de un algoritmo evo-
lutivo. Se describe la población de soluciones, los mecanismos de selección y
de reemplazo así como a los operadores de variación.

3.2.1. Población de soluciones

La población es el conjunto de individuos generados en el espacio de bús-
queda. Cada individuo perteneciente a la población se genera, en la mayoría
de las veces, de forma aleatoria con distribución uniforme dentro del espacio
de búsqueda determinado por los límites de las variables de decisión, ver Fi-
gura 3.1. Una vez generada la población inicial, cada individuo es evaluado
de acuerdo a la función f(~x) y entra en un ciclo conocido como proceso evo-
lutivo, en el cual, mediante la intervención de ciertos operadores de selección
y de variación, se obtiene una nueva generación de individuos que reempla-
zaran a algunos o a todos los elementos de la población inicial. Este proceso
continúa hasta que se cumpla una condición de paro, la cual es de�nida por
el usuario y que puede ser alcanzar el valor deseado de la función f(~x) o un
cierto número de iteraciones o evaluaciones ejecutadas del algoritmo. Es en
cada iteración, también conocida como generación, donde se llevan a cabo
todos los procesos del algoritmo

Figura 3.1: Población de soluciones.
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3.2.2. Mecanismos de Selección

Un operador de selección separa aquéllos individuos de la población con
mejores características, como puede ser un mejor valor en la función f(~x)
o un menor valor en la violación de las restricciones. Los individuos selec-
cionados compartirán sus características a la nueva generación a partir de
los operadores de variación. Existen diferentes mecanismos de selección en-
tre ellos se mencionan los basados en selección proporcional como la ruleta,
sobrante estocástico y muestreo determinista. Por otro lado, esta la selección
mediante torneo y la selección de estado uniforme [13], [28].

3.2.3. Operadores de variación

Los operadores de variación son los encargados de generar nuevos in-
dividuos, conocidos como hijos, en la población. Las nuevas soluciones son
creadas a partir de los individuos seleccionados por los mecanismos de se-
lección, que en este paso toman el rol de padres. Aunque la mayoría de los
operadores de variación utiliza operaciones matemáticas básicas sobre los
padres para generar los nuevos descendientes, es necesario aclarar que tam-
bién existen operadores en los cuales se requiere un grado matemático más
avanzado para su implementación [22], [26]. Dentro de los operadores de va-
riación se encuentra a los operadores de cruza y los operadores de mutación.
La idea general es que los operadores de cruza transmitan a los nuevos indi-
viduos aquellas características que permitan explotar el espacio de búsqueda,
mientras que los operadores de mutación son aplicados para aumentar la ca-
pacidad de exploración del espacio de búsqueda. Existe una gran variedad de
operadores de cruza y mutación dependiendo del tipo de representación uti-
lizada, binaria, entera, real o permutaciones, entre otras [13], [37]. La Figura
3.2 muestra un ejemplo de la cruza de un punto en representación binaria
donde a partir de dos padres seleccionados se crean dos descendiente después
de aplicar el operador de cruza sobre los padres. En la cruza de un punto, se
selecciona un punto aleatorio de corte de acuerdo al tamaño de las solucio-
nes, la parte izquierda del punto de corte pasa directamente a cada uno de
los hijos, la parte derecha del punto de corte se intercambia en los hijos, es
decir, el padre 1 le aporta esa parte al hijo 2 y el padre 2 al hijo 1.
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Figura 3.2: Cruza de un punto.

3.2.4. Mecanismos de reemplazo

El mecanismo de reemplazo es el utilizado para decidir qué individuos
ya sea de la población actual, de la nueva población o de la combinación
de éstas formarán la población que continuará para la siguiente generación.
El reemplazo puede ser poblacional, en el que la población nueva sustituye
a la actual. Puede ser elitista, en la que sólo los mejores individuos de la
combinación entre la población nueva y la actual serán los que permanecerán
para la siguiente generación. El concepto elitista alude al sentido de que la
mejor solución de la población actual pasará intacta a la siguiente generación.

Los elementos presentados constituyen los componentes generales de un
Algoritmo Evolutivo (ver Figura 3.3). Gracias al éxito reportado por el uso de
los mismos la literatura presenta una gran variedad de estos algoritmos donde
éstos componentes pueden observarse. En este capítulo sólo se presentarán
los paradigmas más utilizados en el área.
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Figura 3.3: Esquema general de un Algoritmo Evolutivo.

3.3. Paradigmas de Algoritmos Evolutivos

Los primeros paradigmas de algoritmos evolutivos surgidos en la década
de 1960 son mencionados a continuación.

3.3.1. Programación Evolutiva

En la década de l960, Fogel et al., [24] propuso la técnica de Programación
Evolutiva, la cual contempla sólo al operador de mutación para generar los
nuevos individuos, esto con el �n de simular el proceso evolutivo a nivel de
las especies donde especies diferentes no se cruzan. El Algoritmo 5 presenta
los pasos generales de la programación evolutiva.

Algoritmo 5 Programación Evolutiva

1: Generar aleatoriamente una población inicial;
2: Evaluar la población inicial;
3: Aplicar mutación a la población;
4: Evaluar la nueva población;
5: Seleccionar a los individuos que pasará a la siguiente generación;
6: Regresar al paso 3 hasta que se cumpla una condición de paro;
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3.3.2. Estrategias Evolutivas

Igno Rechenberg por el año de 1964 [2] introduce las Estrategias Evoluti-
vas (EE), inspirado en el mecanismo de mutación observado en la naturaleza
donde las mutaciones pequeñas son mas frecuentes a diferencia de mutacio-
nes grandes. El primer algoritmo de este tipo no fue poblacional, la evolución
se generaba a partir de un individuo que �gura como padre al cual se le apli-
ca una mutación con ruido Gaussiano y se obtenía un nuevo descendiente
(1+1)-EE. Al �nal, se aplica un proceso de selección extintiva ya que el me-
jor entre los dos individuos (padre e hijo) será el que pase a la siguiente
generación. El nuevo individuo es generado a partir de la Ecuación (3.1).

~xt+1 = ~xt +N(0, σ) (3.1)

donde t indica la generación actual y N(0, σ) es un vector de números
Gaussianos con media cero y desviación estándar σ.

En años posteriores el algoritmo se vuelve poblacional y se agregan las
siguientes versiones:

(µ + 1)-EE, en la cual se presentan µ padres, los cuales generan un
solo descendiente. El proceso de selección continúa siendo extintiva, ya
que el peor de los padres se elimina.

(µ + λ)-EE, en la que µ padres generan λ hijos. Los µ mejores entre
la combinación de padres e hijos pasan a la siguiente generación.

(µ, λ)-EE, en la que µ padres generan λ hijos. Los µ mejores hijos
pasan a la siguiente generación.

Por último, es importante destacar que las estrategias evolutivas intro-
ducen el término de auto-adaptación de parámetros.

3.3.3. Algoritmos Genéticos

Los Algoritmos Genéticos (GAs) surgen del interés de John H. Holland
en la década de los 1960 por estudiar procesos de adaptación [34]. Los GAs
hacen énfasis en los operadores de cruza sexual, ya que a partir de dos in-
dividuos que participan como padres se obtiene un nuevo descendiente. El
Algoritmo 6 presenta de manera general los pasos necesarios para implemen-
tar un Algoritmo Genético. El elitismo es muy utilizado por estos algoritmos
al momento del reemplazo ya que se recomienda conservar siempre al mejor
individuo de cada generación para acelerar el proceso de convergencia, la
cual puede ser prematura o exitosa.
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Algoritmo 6 Algoritmo Genético

1: Generar aleatoriamente una población inicial;
2: Evaluar la población inicial;
3: Seleccionar de forma probabilista con base en su aptitud los individuos

que tomarán el rol de padres;
4: Aplicar operadores de variación a los padres, para generar la nueva po-

blación;
5: Evaluar la nueva población;
6: La nueva población sustituye a la anterior y se aplica elitismo;
7: Regresar al paso 3 hasta que se cumpla una condición de paro;

3.4. Inteligencia Colectiva

Al conjunto de algoritmos que emulan el comportamiento social de or-
ganismos y resolver problemas complejos, se le conoce con el nombre de
Inteligencia Colectiva IC [23].

3.4.1. Fundamento Biológico

La IC surge del análisis del comportamiento social en los organismos
vivos. Parte del análisis de pequeños insectos como hormigas y abejas que
trabajan de forma colectiva para obtener un bien común, como por ejemplo,
la obtención de alimento y/o la construcción de sus nidos. Cuatro reglas
pueden observarse en este comportamiento [61]:

1. Cada individuo se rige mediante reglas simples.

2. No existe un control o controlador central que mueva o rija a cada
individuo.

3. Estos individuos pueden auto-organizarse y colectivamente mostrar ha-
bilidades que les permiten resolver problemas complejos. A este com-
portamiento colectivo, se le conoce como inteligencia.

4. El comportamiento colectivo surge a través de la interacción entre los
organismos, el cual puede ser por comunicación local o indirecta me-
diante cambios en el ambiente.

A partir de estas reglas se de�ne que la inteligencia se obtiene en el pro-
ceso de interacción o cooperación entre individuos. Por lo tanto, el establecer
un modelo que imite estos comportamientos de la naturaleza, establece las
pautas necesarias para aplicarlo en la resolución de problemas de optimiza-
ción complejos. A estos modelos sistematizados se les conoce con el nombre
de IC. Algunos algoritmos representativos de IC son presentados a continua-
ción.
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3.4.2. Algoritmo ACO

Ant Colony Optimization (ACO), un algoritmo de optimización basado
en colonia de hormigas, fue propuesto por Marco Dorigo en [19], e imita el
comportamiento de las hormigas al llevar a cabo la tarea de forrajeo. Cuando
una hormiga encuentra una fuente de alimento, lleva parte del alimento a la
colonia, dejando en su trayecto el rastreo de una sustancia conocida como
feromona. La feromona se evapora con el tiempo. De acuerdo a la concen-
tración de esta sustancia en el camino, el resto de las hormigas decidirá si
tomar éste o algún otro camino. El camino con mayor concentración de fe-
romona tiene mayor posibilidad de ser transitado y por lo tanto, el camino
más transitado suele ser el camino más corto entre la fuente de alimento y
el nido. Siguiendo esta metáfora es como surge ACO, donde el problema es
representado mediante un grafo con aristas que representan los posibles ca-
minos a seguir. Las hormigas serán generadas arti�cialmente y se encargarán
de recorrer dichos caminos con el objetivo de encontrar una solución compe-
titiva al problema de optimización. Los pasos necesarios para implementar
ACO se encuentran en el Algoritmo 7.

Algoritmo 7 Algoritmo ACO

1: Inicializar de forma aleatoria el depósito de feromonas en cada nodo;
2: Colocar a las hormigas en un nodo inicio ;
3: while no se cumpla la condición de paro do
4: Basado en la concentración de feromona en cada nodo, decidir el no-

do a visitar, marcando los caminos recorridos con mayor cantidad de
feromona;

5: Actualizar la cantidad de feromona de cada nodo;
6: Computar la longitud de la ruta de cada hormiga;
7: end while

8: Al �nal quedarse con la ruta más corta;

Aunque ACO es un algoritmo muy diferente a otros algoritmos de IC,
suele ser muy competitivo particularmente en problemas de optimización
combinatoria.

3.4.3. Algoritmo PSO

Particle Swarm Optimization (PSO) propuesto por Kennedy and Eber-
hart in 1995 [36], es un algoritmo que surge a través de la simulación del
vuelo de las aves partiendo de la sincronía entre los pájaros, el cambio de
dirección repentino, la dispersión y su reagrupamiento. En este algoritmo
particular, a la población se le conoce como cúmulo y a los individuos co-
mo partículas. El cúmulo puede dividirse en vecindarios lo cual favorece la
exploración del espacio de búsqueda. Cada partícula está formada por una
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posición actual, una memoria que guarda la mejor posición por donde ha
pasado (Pbest) y una velocidad para indicar la dirección de búsqueda. Así,
las partículas vuelan por el espacio de soluciones tratando de encontrar la
mejor de ellas para un determinado problema, actualizando su posición a
partir de su experiencia Pbest y de la posición del líder en el cúmulo. El
Algoritmo 8 muestra los pasos necesarios para implementar PSO.
PSO es un algoritmo de convergencia muy rápida por lo tanto, es posible

Algoritmo 8 Algoritmo PSO

1: Generar de forma aleatoria un cúmulo inicial de partículas;
2: Calcular la aptitud de cada partícula ;
3: while no se cumpla la condición de paro do
4: Seleccionar al líder del cúmulo;
5: Aplicar el operador de vuelo a cada partícula;
6: Evaluar cada partícula;
7: Actualizar el valor de Pbest de cada partícula;
8: end while

9: Del cúmulo �nal, reportar la mejor solución obtenida;

quedar atrapado en óptimos locales debido a esta característica.

3.4.4. Algoritmo ABC

Arti�cial Bee Colony (ABC), es un algoritmo propuesto por Karaboga en
el 2005 [38] que emula el comportamiento de forrajeo de las abejas meliferas.
Tres tipos de abejas son consideradas en este algoritmo: abejas empleadas,
abejas observadoras y abejas exploradoras. Las abejas empleadas son asig-
nadas a una fuente de alimento y comparten su información mediante una
danza a las abejas observadoras, las cuales reciben la información y eligen la
fuente con mayor cantidad de néctar. Por último, las abejas exploradoras se
encargan de buscar nuevas fuentes de alimento. En este algoritmo cada fuen-
te de alimento, representa una solución potencial al problema y la cantidad
de néctar representa su aptitud. El algoritmo general de ABC se muestra en
el Algoritmo 9.
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Algoritmo 9 Algoritmo ABC

1: Generar de forma aleatoria un conjunto inicial de fuentes de alimento;
2: Evaluar cada fuente de alimento;
3: while no se cumpla la condición de paro do
4: Las abejas empleadas visitan su fuente de alimento y generan una

nueva, la cual si es mejor sustituirá a la actual;
5: Las abejas observadoras seleccionarán la fuente de alimento que visi-

tarán con base en su aptitud;
6: Las abejas observadoras visitan la fuente elegida y crearán una nueva

fuente, que de ser mejor sustituirá a la actual;
7: Las abejas exploradoras crearán fuentes de alimento que sustituirán

aquéllas que no hayan sido mejoradas después de un límite de ciclos;
8: end while

9: Obtener la mejor fuente de alimento del conjunto �nal;

3.5. Técnicas para el manejo de restricciones

Originalmente los algoritmos inspirados en la naturaleza no fueron pen-
sados para trabajar en espacios restringidos, es por ello que al enfrentarse a
problemas con restricciones se hizo necesaria la adición de métodos que per-
mitieran manejar las restricciones asociadas al problema. Algunos de estos
métodos son mencionados a continuación.

3.5.1. Penalización de funciones

La penalización de funciones consiste en transformar la función original
con restricciones a una función sin restricciones agregando a la función ob-
jetivo factores de penalización que consideran el valor de las restricciones
violadas.

Una función de penalización puede representarse de manera general como
sigue:

fp(~x) = f(~x[

n∑
i=1

ri × gi +

p∑
j=1

cj × hj ]) (3.2)

donde, fp es la nueva función sin restricciones a optimizar, g, h son las res-
tricciones de desigualdad e igualdad respectivamente, y ri, cj son los factores
de penalización.

El mayor inconveniente en este método es la calibración de los factores de
penalización, ya que valores grandes favorecen una rápida aproximación a la
zona factible, pudiendo quedar atrapado en óptimos locales. Por otra parte,
valores pequeños favorecen una aproximación más lenta a la zona factible
necesitando un número mayor de evaluaciones para encontrar un buen valor
factible de la función objetivo.
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3.5.2. Reglas de Factibilidad

Las Reglas de Factibilidad (FR, por sus siglas en inglés Feasible Rules),
fueron propuestas por Deb [17] en el 2000. Ejercen presión al momento de la
selección, ya que soluciones factibles son preferibles a soluciones no factibles,
permitiendo una rápida convergencia hacia la región factible. El método
consiste en comparar dos soluciones tomando en cuenta tanto el valor de
violación de las restricciones como el valor de la función objetivo. Las reglas
que se aplican en el proceso de comparación se mencionan a continuación:

1. Entre dos soluciones factibles, aquélla con mejor valor en la función
objetivo es seleccionada.

2. Entre dos soluciones no factibles, aquélla con menor grado de violación
de restricciones es seleccionada.

3. Entre dos soluciones, una factible y otra no factible, la solución factible
es preferible.

3.5.3. Jerarquización estocástica

El método fue propuesto por Runarsson y Yao en [49], (SR, por sus siglas
en inglés Stochastic Ranking). El objetivo fue mitigar los inconvenientes de
la calibración de los factores de penalización, en la penalización de funciones.
SR sólo utiliza un parámetro Pf de�nido por el usuario para controlar el
criterio utilizado al comparar soluciones no factibles. Estos criterios son: 1)
basarse en la suma de la violación de las restricciones, φ(~x) o 2) basarse sólo
en el valor de la función objetivo f(~x). Los pasos para implementar SR son
descritos en el Algoritmo 10.

La presión de selección ejercida por SR se puede calibrar, ya que de
acuerdo al valor del parámetro Pf es posible incorporar a la población so-
luciones no factibles con un buen valor en la función objetivo, favoreciendo
así la diversidad de la misma. Un proceso adaptativo puede incorporarse a
SR, de tal manera que al inicio del ciclo evolutivo el parámetro Pf obtenga
valores altos que favorezcan la diversidad en la población y al mismo tiempo
la exploración del espacio de búsqueda. Por otro lado, al �nal del ciclo evo-
lutivo usar valores pequeños de Pf permitirá favorecer a la convergencia de
la población y a su vez a la explotación del espacio de búsqueda.

3.5.4. Método ε−Constrained

El método fue propuesto por Takahama y Sakai [57]. Al igual que la pe-
nalización de funciones forma parte de los métodos de transformación, en el
cual un problema restringido es transformado en un problema sin restriccio-
nes. Consiste principalmente de dos partes: 1) un método de relajación, en
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Algoritmo 10 Algoritmo SR

1: Ij = j∀j ∈ {1, . . . , λ}
2: for i=1 to NP do

3: for j=1 to λ− 1 do
4: u = rand (0,1)
5: if (φ(Ij) = φ(Ij+1)) or (u < Pf) then
6: if (f(Ij) > f(Ij+1)) then
7: intercambiar(Ij , Ij+1))
8: end if

9: else

10: if (φ(Ij) > φ(Ij+1)) then
11: intercambiar(Ij , Ij+1))
12: end if

13: end if

14: end for

15: end for

el que se considera a una solución como factible con base en la suma de vio-
lación de sus restricciones y el valor de una tolerancia ε, y, 2) un mecanismo
en el cual la minimización de la suma de violación de restricciones precede a
la minimización de la función objetivo. El parámetro ε determina el nivel de
comparación entre dos soluciones ~x1 y ~x2 como se muestra a continuación:

f( ~x1), φ( ~x1) <ε f( ~x2), φ( ~x2) ⇐⇒


f( ~x1) < f( ~x2), if φ( ~x1), φ( ~x2) ≤ ε;
f( ~x1) < f( ~x2), if φ( ~x1) = φ( ~x2);
φ( ~x1) < φ( ~x2), otherwise

donde, φ(~x) se re�ere a la suma de violación de restricciones y f(~x) es el
valor de la función objetivo.

Los valores de ε son controlados de acuerdo a la Ecuación (3.3).

ε(0) = φ( ~xθ)

ε(t) =

{
ε(0)(1− t

T c)
cp 0 < t < Tc;

0 t ≤ Tc. (3.3)

donde t representa la iteración actual; Tc es el máximo de iteraciones per-
mitidas al algoritmo and φ( ~xθ) es la solución con mayor violación de restric-
ciones de la θ-th solución, θ = 0.2NP y cp es el parámetro que controla el
decremento de la tolerancia de la violación.

Al principio del ciclo evolutivo, el algoritmo permite mayor diversidad
y mayor relajación en el proceso de selección ya que soluciones no factibles
son permitidas en la nueva población de acuerdo al valor de ε. La presión de
selección aumenta al �nal de proceso evolutivo, ya que cuando ε es cero, el
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método se convierte automáticamente en las reglas de factibilidad propuestas
por Deb.

3.5.5. Operadores especiales

Los operadores especiales son métodos que actúan en un área especí�ca de
interés en el espacio de búsqueda en combinación con el algoritmo principal.
Debido a que en problemas de optimización restringida se requiere concentrar
la atención en la región factible y en la frontera de ésta, los operadores
especiales pueden clasi�carse como sigue.

Operadores de Frontera. La existencia de restricciones activas hace
probable que el óptimo de una función se encuentre en el área com-
prendida entre la región factible y la región no factible, por lo tanto, los
operadores de frontera intentan explorar y mantener soluciones en esta
área de interés (ver Figura 3.4). A continuación se mencionan algunos
de los operadores de frontera encontrados en la literatura.

Figura 3.4: Operadores de Frontera.

• Cruza Geométrica y Esférica. Estos dos operadores especiales de
frontera fueron propuestos por Schoenauer y Michalewicz en [52].
A partir de un proceso de inicialización de la población ad hoc
para dos problemas especí�cos donde se generan soluciones que
de inicio se posicionan justo en la frontera de la región factible, los
operadores de cruza especiales son utilizados para generar nuevas
soluciones que permanezcan en esta región de interés.

• En 2002 Wu, Z.Y. y Simpson, A.R. [59] utilizaron la penalización
de funciones para explorar la frontera de la región factible con
ayuda de un Algoritmo Genético. Mediante la co-evolución y la
auto-adaptación de los factores de penalización intentan guiar la
búsqueda hacia la frontera factible.
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• Boundary Search Operator. En 2006 [40] Guillermo Leguizamón
presentó un operador especial capaz de explorar la frontera facti-
ble de las restricciones aplicando una búsqueda binaria. Partiendo
de dos puntos, uno factible y uno no factible, se adentra en un
ciclo en el cual se genera el punto medio entre los dos puntos,
cuando el punto medio se encuentra sobre o muy cerca de la fron-
tera factible el proceso termina.

• En 2014 Bonyadi y Michalewicz [3] presentaron una técnica lla-
mada Subset Constraints Boundary Narrower (SCBN) que per-
mite ajustar el área factible de cualquier problema restringido a
su frontera factible de�nida por el conjunto de restricciones con-
templadas en SCBN. La técnica propuesta utiliza un parámetro
que permite de�nir el tamaño de la frontera a explorar. Dado un
punto x, el parámetro tomará un valor menor a 0 si x es factible
y alguna de las restricciones contenidas en SCBN se encuentra
dentro de un rango establecido.

De estos operadores el propuesto en [40] se mencionará en capítulos
posteriores.

Operadores de Factibilidad. En este tipo de operadores se intenta
mantener o buscar la factibilidad de las soluciones en todo momento ya
sea a partir de puntos iniciales no factibles o en su defecto, mantener
la factibilidad de las soluciones (ver Figura 3.5).

Figura 3.5: Operadores de Factibilidad.

Los operadores especiales que inician el proceso de búsqueda a partir
de soluciones no factibles tratan de alcanzar el punto más cercano a la
zona factible con la mayor rapidez posible, para después concentrar la
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búsqueda en optimizar la función objetivo y no en satisfacer las restric-
ciones asociadas a dicha función. En esta categoría se encuentran los
operadores basados en vectores de proyección de factibilidad que utili-
zan el gradiente de cada restricción como la dirección de búsqueda, así
podemos mencionar el método de consenso de restricciones propuestos
por Jhon W. Chineck, [10], [11]. De los operadores que intentan mante-
ner la factibilidad de las soluciones podemos mencionar a GENOCOP
III [44], el cual parte de dos poblaciones donde el desenvolvimiento
de una afecta el desarrollo de la otra. La primera población contiene
sólo puntos que satisfacen las restricciones lineales cuya factibilidad es
mantenida por operadores especiales. La segunda población contiene
puntos de referencia completamente factibles, es decir, que satisfacen
todas las restricciones. Estos puntos son evaluados directamente en la
función objetivo. Los puntos no factibles son reparados en cada gene-
ración haciendo uso de los puntos de referencia. Cuando alguno de los
puntos reparados es mejor que alguno de los puntos de referencia, el
punto reparado sustituye al punto de referencia con el objetivo de ge-
nerar convergencia hacia mejores zonas del espacio de búsqueda. Como
salida el método ofrece sólo puntos factibles.

3.6. Conclusiones

Algunos de los métodos alternativos a los métodos clásicos utilizados en
optimización restringida fueron expuestos en este capítulo. Se describieron los
elementos básicos que los caracterizan, así como los principales paradigmas
surgidos en la década de 1960. Entre los principales paradigmas, el más
utilizado en la literatura es sin duda el Algoritmo Genético propuesto por
John H. Holland, este auge se debe principalmente a su capacidad de admitir
varias representaciones ya sea binaria, real, entera, entre otras, además de
poder ser utilizado tanto en optimización numérica como en optimización
combinatoria. En el capítulo se hizo referencia a las técnicas para el manejo
de restricciones ya que en espacios restringidos forman la dupla perfecta con
los NIAs para tratar las restricciones asociadas al problema.

Una área de interés dentro de los NIAs es la IC, la cual surge de analizar el
comportamiento e interacción de organismos sociales dentro de la naturaleza.
El siguiente capítulo, se centra en un nuevo algoritmo de IC conocido como
algoritmo BSO, el cual está inspirado en el proceso de tormenta de ideas
utilizado por el ser humano para dar solución a problemáticas difíciles de
resolver de forma individual. Se hace un comparativo de tres versiones del
algoritmo con tres técnicas para el manejo de restricciones con el objetivo
de determinar si alguna versión presenta ventajas competitivas sobre otra y
utilizarla como algoritmo base en capítulos posteriores.





Capítulo 4

Algoritmo BSO en espacios
restringidos

En el esfuerzo por dar solución a problemas restringidos, los NIAs han
sido exitosamente utilizados y el área de IC ha sido particularmente activa
en este sentido [16], [23], [37]. Recientemente el algoritmo BSO, ha mos-
trado resultados competitivos al ser utilizado en problemas de optimización
sin restricciones. El algoritmo fue propuesto por Yuhui Shi en 2011 [62],
analizando su comportamiento en dos funciones sin restricciones obteniendo
resultados �nales competitivos con algoritmos del estado del arte. En 2012
Zhan et al. [63] propuso algunas modi�caciones al algoritmo BSO y presentó
una nueva versión conocida como: Modi�ed Brain Storm Optimization (MB-
SO). En esta versión, dos modi�caciones fueron hechas al algoritmo BSO,
la primera de ellas fue utilizar el método conocido como: Simple Grouping
Method, en lugar del algoritmo k-means en el operador de agrupamiento. La
segunda modi�cación fue descartar la estrategia de ruido Gaussiano aleatorio
para generar nuevas ideas proponiendo una nueva estrategia en su lugar. En
2013, un estudio de parámetros fue presentado en BSO [30], en este trabajo,
las dos versiones anteriores, BSO y MBSO, fueron tomadas en cuenta para
analizar los tres parámetros utilizados en los principales operadores del al-
goritmo, estos parámetros son: preplace, pone, y pcenter. El primer parámetro
es una probabilidad para dar mayor capacidad de exploración al algoritmo y
así reducir la posibilidad de quedar atrapado en óptimos locales. El segundo
parámetro se relaciona a la probabilidad de usar uno o dos clusters para
generar las nuevas ideas, por último, el tercer parámetro es una probabili-
dad para generar las nuevas ideas basados ya sea en la mejor idea o en una
idea aleatoria del cluster seleccionado. Los mejores resultados se obtuvie-
ron al omitir el parámetro preplace y al utilizar sólo un cluster para generar
las nuevas ideas con un valor obtenido de una distribución Gaussiana con
media de 0.4 y desviación estándar de 0.1 para el parámetro pcenter. Desde
entonces, BSO ha atraído la atención de diferentes investigadores en el área

35
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[9]. Sin embargo, la literatura muestra que su desempeño en problemas de
optimización numérica con restricciones ha sido poco explorado. Por lo tan-
to, siendo BSO un algoritmo de reciente aparición y motivados por el éxito
mostrado en espacios sin restricciones, es este capítulo se presenta un estudio
de tres versiones del algoritmo BSO: Brain Storm Optimization Algorithm
(BSO) [62], Modi�ed Brain Storm Optimization Algorithm (MBSO) [63] y
Simple Modi�ed Brain Storm Optimization Algorithm (SMBSO) [30] en pro-
blemas de optimización numérica con restricciones utilizando tres diferentes
manejadores de restricciones que son las reglas de factibilidad, el método de
ε− constrained y jerarquización estocástica. El desempeño de cada versión
se analiza al resolver los 24 problemas de optimización propuestos en el Con-
greso de Cómputo Evolutivo celebrado en el 2006 (CEC2006) [41].

4.1. Algoritmo de Optimización Basado en el pro-
ceso de Tormenta de ideas, BSO

Brain Storm Optimization Algorithm (BSO) propuesto por Yuhui Shi en
el 2011 [62] es un algoritmo de inteligencia colectiva inspirado en el método
de tormenta de ideas, utilizado por los seres humanos para generar solu-
ciones a problemas que difícilmente podrían resolverse individualmente. La
motivación del algoritmo parte de que al ser inspirado indirectamente en el
ser humano y siendo éste el animal más inteligente en la naturaleza, BSO
debería ser, sino el mejor, uno de los mejores algoritmos del estado del arte
en resolver problemas de optimización. A continuación se muestra el proceso
de tormenta de ideas el cual sirve de base para el algoritmo BSO.

4.1.1. Tormenta de ideas (Brainstorming Process)

El proceso de tormenta de ideas consiste en reunir a un grupo de personas
con diferentes especialidades con la �nalidad de generar el mayor número
posible de ideas para tratar de resolver una problemática.

Cuatro reglas propuestas en [47], son tomadas en cuenta para facilitar el
proceso de generación de ideas, las cuales se de�nen a continuación.

1. No criticar, no enjuiciar las ideas generadas.

2. Toda idea es bienvenida.

3. Generar el mayor número de ideas como sea posible.

4. Combinar las ideas para generar nuevas ideas.
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El seguimiento de las cuatro reglas anteriores permite a cada integrante
pensar libremente y genera el ambiente propicio para reunir el mayor número
posible de ideas.

A continuación se mencionan los pasos necesarios para generar una tor-
menta de ideas:

1. Reunir un grupo de personas con diferentes especialidades.

2. Generar el mayor número posible de ideas, tomando en cuenta las cua-
tro reglas mencionadas anteriormente.

3. Seleccionar mínimo dos personas que tomarán el rol de propietarios del
problema, cuya función principal es seleccionar las mejores ideas que
solucionen dicho problema.

4. Utilizar las ideas seleccionadas como pistas para generar nuevas ideas.

5. Una vez generadas las nuevas ideas, los propietarios del problema se-
leccionan las mejores ideas que resuelvan su problemática.

6. Para evitar quedarse atrapados en las mismas ideas, puede seleccionar-
se aleatoriamente un grupo de ideas y tomarse como base para generar
las nuevas ideas.

7. Nuevamente los propietarios del problema seleccionan las mejores ideas.

8. El proceso continua hasta cumplirse un limite de tiempo proporciona-
do.

Imitando los pasos de la tormenta de ideas, es como surge el algoritmo
de optimización BSO, el cual se describe en el Algoritmo 11, en el cual
existen tres operadores principales: operador de agrupamiento, operador de
reemplazo y operador de cruza, los cuales se describen a continuación.

4.1.2. Operador de Agrupamiento

El proceso de agrupar las ideas generadas en el algoritmo BSO simula
el rol de los propietarios del problema de seleccionar las mejores ideas en
el proceso de tormenta de ideas. El objetivo de este operador es guiar la
búsqueda del algoritmo hacia zonas promisorias dentro del espacio de bús-
queda. Aunque distintas técnicas de agrupamiento pueden ser utilizadas en
este operador, el algoritmo de k-means es utilizado en el algoritmo original
de BSO [62]. En la actualidad hay diferentes trabajos en este sentido [8],
[63], [64].
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Algoritmo 11 BSO algoritmo

1: De forma aleatoria generar NP ideas y evaluarlas;
2: while iter < Maxiter do
3: // operador de agrupación
4: Agrupar las NP ideas en M clusters;
5: Identi�car la mejor idea en cada cluster, con base en su aptitud, como

el centroide;
6: // Operador de reemplazo
7: if random(0, 1) < preplace then
8: Aleatoriamente seleccionar un cluster y reemplazar el centroide por

una idea generada aleatoriamente;
9: end if

10: // Operador de variación
11: for i=1 to NP do

12: if random(0, 1) < pone then
13: Aleatoriamente seleccionar un cluster
14: if random(0, 1) < poneCenter then
15: Utilizar el centroide del cluster seleccionado y generar la nueva

idea Yi;
16: else

17: Utilizar una idea aleatoria del cluster seleccionado y generar la
nueva idea Yi;

18: end if

19: else

20: Aleatoriamente seleccionar dos clusters;
21: if random(0, 1) < ptwoCenter then

22: Generar la nueva idea Yi, tomando como base la idea generada
después de combinar los dos centroides de los clusters seleccio-
nados;

23: else

24: Generar la nueva idea Yi, tomando como base la idea generada
después de combinar dos ideas aleatorias de los clusters selec-
cionados;

25: end if

26: end if

27: Evaluar la nueva idea Yi. Si Yi es mejor que Xi, Xi = Yi;
28: end for

29: end while
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4.1.3. Operador de Reemplazo

El objetivo general del operador de reemplazo es evitar que el algoritmo
quede atrapado en óptimos locales y a su vez generar mayor diversidad en la
población actual y poder cubrir la mayor parte del espacio de búsqueda [30].
Lo anterior se emula reemplazando la mejor idea de un cluster seleccionado
aleatoriamente por una nueva idea generada de forma aleatoria en el rango
de las variables de decisión.

Existen algunos trabajos que revelan la poca utilidad de este operador e
incluso deciden no utilizarlo o proponen rediseñar la forma en que se aplica
el operador dentro del algoritmo, por ejemplo reemplazar la peor idea y no
necesariamente la mejor [30].

4.1.4. Operador de cruza

La �nalidad del operador de cruza es generar las nuevas ideas tomando
como base las ideas seleccionadas ya sea a partir de uno o más clusters. La
generación de ideas a partir de un cluster favorece la habilidad de explotación
del algoritmo re�nando las áreas de interés en el espacio de búsqueda. Al
contrario, el generar ideas a partir de más de un cluster favorece la diversidad
de la población y por lo tanto, la capacidad de exploración del algoritmo [7].
Tomando en consideración este análisis, se podría diseñar una nueva version
del algoritmo BSO aumentando o disminuyendo la probabilidad para generar
las nuevas ideas a partir de uno o más clusters de acuerdo al estatus de la
población actual en cada generación.

En el algoritmo BSO [62] se generan las nuevas ideas agregando un ruido
Gaussiano a la idea seleccionada como se muestra en la Ecuación (4.1) y
(4.2).

Yi = Xs + ξ ∗ n(µ, σ) (4.1)

ξ = logsig(
(0,5 ∗ T − t)

k
) ∗ rand() (4.2)

donde Yi es la nueva idea, Xs es la idea seleccionada; n(µ, σ) es una función
Gaussiana con media µ y varianza σ; T es el máximo número de iteraciones,
t es la iteración actual y k es usado para cambiar la pendiente de la función
logsig () y establece el tamaño de paso en el operador de cruza.

4.1.5. Parámetros de control en el algoritmo BSO

preplace: Es un parámetro que favorece la diversidad del algoritmo y
evitar quedar atrapado en óptimos locales al cambiar el centroide por
una solución generada aleatoriamente. El autor propone un valor inicial
de 0.2 para este parámetro.
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pone: Parámetro que determina si las nuevas ideas serán creadas a partir
de uno o más clusters. El autor propone un valor inicial de 0.8 para
este parámetro.

poneCenter, ptwoCenter: Parámetros que determinan si las nuevas ideas
se crearán a partir de la mejor idea (centroide) o a partir de ideas
aleatorias del cluster seleccionado. El autor propone un valor inicial de
0.4 para poneCenter y un valor inicial de 0.5 para ptwoCenter.

M: Parámetro numérico positivo que indica el número de clusters que
se formarán en el algoritmo. Su valor inicial propuesto por el autor es
de M = 5.

k: Parámetro numérico que permite de�nir el tamaño de paso en la
función logsig () en el operador de cruza del algoritmo BSO. El valor
propuesto por el autor para este parámetro es k = 20.

A pesar de ser un algoritmo relativamente joven, el algoritmo BSO ha
llamada la atención de los investigadores en los recientes años, muestra de
esto se encuentra en el survey publicado por Shi Cheng en 2017 [9]. Distintas
variantes al algoritmo BSO han sido presentadas en la literatura especiali-
zada, en este apartado sólo se presentan dos de las primeras modi�caciones
al algoritmo por ser sujetas de estudio en este capítulo.

4.2. Algoritmo MBSO

Modi�ed Brain Storm Optimization algorithm (MBSO) es una versión
del algoritmo BSO que surge en 2012 [63], en la cual se sustituye el algorit-
mo k-means utilizado en el operador de clustering por un método simple de
agrupación (Simple Grouping Method, SGM). Además de lo anterior, susti-
tuye el ruido Gaussiano utilizado en BSO para generar las nuevas ideas por
una estrategia de diferencia de ideas (Idea Di�erence Strategy, IDS).

El proceso de agrupamiento utilizado en MBSO se describe a continua-
ción.

1. Seleccionar M ideas aleatoriamente (diferentes entre sí) de la población
actual, las cuales se convertirán en la semilla de cada cluster.

2. Por cada idea en la población calcular la distancia Euclidiana a cada
cluster.

3. Comparar las distancias y asignar la idea al cluster mas cercano.

4. Regresar al paso 2 hasta que todas las ideas hayan sido agrupadas.
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Introduce una nueva estrategia para generar las ideas tomando en cuenta
la diferencia generada por dos ideas seleccionadas de forma aleatoria de la
población actual. De esta manera la nueva idea es generada de acuerdo a la
Ecuación (4.3).

Yi =

{
rand(L,H) if rand(0, 1) < pr;
Xi + rand(0, 1)× (Xa −Xb) otherwise.

(4.3)

donde Yi es la nueva idea, L,H representan el limite inferior y superior de
las variables de decisión respectivamente. Xi es la idea seleccionada a partir
de uno o mas clusters, Xa, Xb son dos ideas diferentes entre si seleccionadas
de forma aleatoria de la población actual; pr es un parámetro que simula la
libertad de la generación de ideas simulando la regla 2 del proceso de Osborn
[47].

4.3. Algoritmo SMBSO

El algoritmo SMBSO (Simple Modi�ed Brain Storm Optimization) surge
de un estudio sobre los parámetros del algoritmo BSO, en el cual determinan
la afectación de los parámetros en el rendimiento del algoritmo. Tres son los
parámetros en cuestión: preplace, pone and pcenter. De este estudio se concluye
que la ausencia o el menor uso del operador preplace favorece el rendimiento
del algoritmo, por lo que el no utilizarlo hace al algoritmo más simple, y de ser
utilizado debería rediseñarse para darle un mejor uso. Respecto del operador
pone se concluye que valores altos favorecen al rendimiento del algoritmo, por
lo tanto, deciden crear las nuevas ideas utilizando sólo un cluster y no dos
como en los algoritmos MBSO y BSO. Por otra parte, se demostró que al
crear nuevas ideas utilizando la mejor idea del cluster o una idea aleatoria, los
resultados eran favorecidos si se utilizaba la mejor idea con una probabilidad
basada en una distribución Gaussiana con media = 0.4 y desviación estándar
de 0.1, pcenter = N(0,4, 0,1) [30]. Por lo tanto, el algoritmo SMBSO es una
version simpli�cada del algoritmo MBSO, en el cual se omite el operador
preplace, se crean las nuevas ideas a partir de un solo cluster y el parámetro
pcenter toma valores centrados en 0.4 con varianza de 0.1.

4.4. Diseño Experimental

Dos experimentos se llevaron a cabo. El primero de ellos consistió en
analizar el desempeño de las tres versiones presentadas del algoritmo BSO
con cada manejador de restricciones con el propósito de mostrar evidencia
acerca de los efectos de un manejador de restricciones con una versión en
particular del algoritmo BSO. De acuerdo a los resultados obtenidos en el
primer experimento un segundo experimento se llevó a cabo comparando las
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Tabla 4.1: Conjunto de funciones de prueba. CEC2006 . �n� es el número
de variables del problema, �LI� es el número de restricciones de desigualdad
lineal, �NI� es el número de restricciones de desigualdad no lineal, �LE� es
el número de restricciones de igualdad lineal, �NE� es el número de restric-
ciones de igualdad no lineal, �a� es el número de restricciones activas y �ρ�
es el tamaño estimado de la región factible con respecto de todo el espacio
de búsqueda [45]

Función n Tipo de función ρ LI NI LE NE a

g01 13 cuadrática 0.0003% 9 0 0 0 6

g02 20 no lineal 99.9973% 2 0 0 0 1

g03 10 no lineal 0.0026% 0 0 0 1 1

g04 5 cuadrática 27.0079% 4 2 0 0 2

g05 4 no lineal 0.0000% 2 0 0 3 3

g06 2 no lineal 0.0057% 0 2 0 0 2

g07 10 cuadrática 0.0000% 3 5 0 0 6

g08 2 no lineal 0.8581% 0 2 0 0 0

g09 7 no lineal 0.5199% 0 4 0 0 2

g10 8 lineal 0.0020% 6 0 0 0 6

g11 2 cuadrática 0.0973% 0 0 0 1 1

g12 3 cuadrática 4.7697% 0 1 0 0 0

g13 5 no lineal 0.0000% 0 0 1 2 3

g14 10 no lineal 0.0000% 0 0 3 0 3

g15 3 cuadrática 0.0000% 0 0 1 1 2

g16 5 no lineal 0.0204% 4 34 0 0 4

g17 6 no lineal 0.0000% 0 0 0 4 4

g18 9 cuadrática 0.0000% 0 13 0 0 6

g19 15 no lineal 33.4761% 0 5 0 0 0

g20 24 lineal 0.0000% 0 6 2 12 16

g21 7 lineal 0.0000% 0 1 0 5 6

g22 22 lineal 0.0000% 0 1 8 11 19

g23 9 lineal 0.0000% 0 2 3 1 6

g24 2 lineal 79.6556% 0 2 0 0 2

tres versiones del algoritmo BSO con el manejador de restricciones que repor-
tó los mejores resultados en el primer experimento. El objetivo del segundo
experimento fue obtener la mejor combinación de BSO/manejador de res-
tricciones para ser utilizada posteriormente. Se aplicó la prueba estadística
de suma de rango de Wilcoxon con 95% de con�anza a los resultados �nales.
Los resultados se obtuvieron después de hacer 30 ejecuciones independientes
por cada función por cada variante. El conjunto de funciones presentado en
la Tabla 4.1 fue utilizado como conjunto de prueba en este capítulo. Los valo-
res para cada parámetro utilizado se presentan en la Tabla 4.2. El equipo de
cómputo utilizado para llevar a cabo los experimentos cuanta con un sistema
operativo Windows 7 home premium, un procesador Intel(R) Core(TM) i5
CPU M 460 2.53GHz con una memoria de 4G.
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Tabla 4.2: Con�guración de parámetros. Los valores de los parámetros fueron
tomados de las referencias originales de cada versión de BSO [62], [63], [30]
y también de las referencias de los manejadores de restricciones [56, 49].

Algoritmo Parámetros Valor

BSO, MBSO, SMBSO NP 100
M 5

Evaluaciones 500,000
BSO k 20

µ 0
σ 1

MBSO pr 0.005
SMBSO poneCenter N(0.4,0.1)

BSO , MBSO preplace 0.2
pone 0.8

poneCenter 0.4
ptwoCenter 0.5

ε-constrained cp 0.5
stochastic ranking Pf 0.45
Test Problems CEC2006 [41]

Considerando que el manejador de restricciones de jerarquización estocás-
tica requiere un proceso de ordenamiento, se decidió combinar la población
actual y la nueva en un solo conjunto para aplicar el método en cada variante
del algoritmo y así mantener el tamaño de la población en cada iteración.

4.5. Resultados y Discusión

Los resultados de los experimentos son presentados en las Tablas 4.3-4.6,
donde la primer columna identi�ca el nombre de la función, las siguientes
tres columnas incluyen el resultado obtenido por la versión de BSO con cada
manejador de restricciones ε-constrained (ε), Reglas de Factibilidad (FR)
y jerarquización estocástica (SR). La última columna presenta el resultado
de la prueba estadística (ST, por sus siglas en inglés Statistical Test) Rank
Sum de Wilcoxon, donde (=) signi�ca que no existe diferencia signi�cativa
entre el algoritmo de referencia y el algoritmo comparado, (+) signi�ca que
el algoritmo de referencia supera al algoritmo comparado y (-) signi�ca que
el algoritmo comparado supera al algoritmo de referencia. Un espacio vacío
en las tablas (columnas 2-4) signi�ca que el algoritmo no encontró soluciones
factibles para el problema de prueba, en esos casos no se reportan pruebas
estadísticas. Los mejores resultados son marcados en negritas y los proble-
mas omitidos son aquellos en donde la versión de BSO no consiguió obtener
soluciones factibles en ninguna ejecución.
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Tabla 4.3: Valor de la Mediana reportada por el algoritmo BSO con cada
manejador de restricciones. ε es tomado como referencia sobre FR y SR para
mostrar los resultados de la prueba estadística (ST).

BSO

Función ε FR SR ST

g01 -13.7259834 -13.4356792 -12.1210574 (=)(+)
g02 -0.78487125 -0.78544357 -0.75745431 (=)(+)
g03 -0.28321891 -0.21301742 -0.28573573 (=)(=)
g04 -30665.2927 -30665.0269 -30653.4706 (=)(+)
g05 5294.00651 5178.08668

g06 -6961.46576 -6961.7764 -6939.50205 (-)(+)
g07 24.6005362 24.6343637 27.2056687 (=)(+)
g08 -0.09582504 -0.09582504 -0.09582504 (=)(=)
g09 680.666694 680.663085 681.246018 (=)(+)
g10 13318.7426 14411.6122 18149.3709 (-)(+)
g11 0.74997285 0.7499743 0.75171115 (=)(+)
g12 -1 -1 -1 (=)(+)
g13 0.61567416 0.85296517 0.99999849 (+)(+)
g14 -43.6473924 -43.6896006 -42.7105425 (=)(-)
g15 961.729572 961.910793 967.332323 (=)(+)
g16 -1.90423112 -1.90402015 -1.88560212 (=)(+)
g18 -0.86579247 -0.86599032 -0.820099 (=)(+)
g19 62.1777691 63.8393044 84.1350502 (=)(+)
g23 -97.9634101

g24 -5.50801327 -5.50801327 -5.50656964 (=)(+)

En el experimento 1, las versiones de BSO con el método de ε-constrained
fueron tomadas como algoritmo de referencia para realizar las pruebas esta-
dísticas ya que fue la combinación que presentó mejores resultados con base
en estadística descriptiva. En el experimento 2, la variante de MBSO fue
utilizada como algoritmo de referencia por razones similares.

4.5.1. Resultados y Discusión: Experimento 1

De acuerdo a los resultados obtenidos para la variante de BSO en la
Tabla 4.3, la prueba estadística indica un empate entre la versión de ε y
FR ya que resultados similares fueron obtenidos en 15 de las 19 funciones
de prueba donde se obtuvieron soluciones factibles. ε superó a FR sólo en
uno de los problemas mientras que FR lo superó en dos de ellos. Por otra
parte, ε fue claramente mejor que SR dado que ε encontró mejores resultados
en 15 funciones, y solo en una función fue mejor SR, obteniendo resultados
similares en dos funciones de prueba.
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Figura 4.1: Grá�ca de convergencia para la función g01 usando BSO con los
tres manejadores de restricciones.

En la Figura 4.1 se presenta la grá�ca de convergencia para las tres
versiones de BSO en el problema de prueba representativo g01. Como se
puede observar, ε es capaz de evitar óptimos locales presentando mejora
durante todo el proceso de evolución. Este comportamiento contrasta del
obtenido por los otros dos manejadores de restricciones que presentan un
comportamiento de convergencia prematura.

Respecto a MBSO, los resultados estadísticos presentados en la Tabla 4.4
indican que ε superó a FR en 11 de 22 funciones en las que se obtuvieron
soluciones factibles, obteniendo resultados similares en 9 y mostrando que
FR no logró superarlo en ninguno de ellos. SR fue mejor en 2 funciones de
prueba siendo superado por ε en 13 y obteniendo resultados similares en 5
de las 22 funciones.

La grá�ca de convergencia para las tres versiones de MBSO se muestran
en la Figura 4.2 para el problema representativo g01. ε presenta la mejor
convergencia y a su vez obtiene los mejores resultados. Por otra parte, FR
y SR requirieron de mayor tiempo para obtener los resultados mostrados.
Únicamente se presentan las primeras 250 generaciones para poder identi�car
las diferencias en cada version.
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Tabla 4.4: Valor de la Mediana reportada por el algoritmo MBSO con cada
manejador de restricciones. ε es tomado como referencia sobre FR y SR para
mostrar los resultados de la prueba estadística (ST).

MBSO

Función ε FR SR ST

g01 -15 -15 -15 (=)(=)
g02 -0.72905855 -0.72195232 -0.70338773 (=)(=)
g03 -1.00029549 -0.99932567 -0.99689488 (+)(+)
g04 -30665.5387 -30665.5387 -30665.5387 (=)(-)
g05 5126.57055 5182.01052 5220.21686 (+)(+)
g06 -6961.81388 -6961.81388 -6961.81387 (=)(+)
g07 24.3420728 24.4072619 24.5270199 (+)(+)
g08 -0.09582504 -0.09582504 -0.09582504 (=)(=)
g09 680.633326 680.639841 680.652859 (+)(+)
g10 7148.88021 7267.76964 7327.29121 (=)(+)
g11 0.74990035 0.7546776 0.76300509 (+)(+)
g12 -1 -1 -1 (=)(=)
g13 0.05395068 0.95770084 0.88762401 (+)(+)
g14 -47.6011839 -43.3648135 -42.9230471 (+)(+)
g15 961.716101 964.030798 964.857912 (+)(+)
g16 -1.90515526 -1.90515526 -1.90515526 (=)(+)
g17 8853.57277 8957.76168 8957.47279 (+)(+)
g18 -0.8658459 -0.8643457 -0.86453845 (+)(-)
g19 33.1293739 36.4198197 40.4967993 (+)(+)
g21 329.575325
g23 78.705459 242.962969
g24 -5.50801327 -5.50801327 -5.50801327 (=)(=)

Finalmente, en la Tabla 4.5, la variante SMBSO presenta un patrón simi-
lar a los resultados reportados por la variante MBSO, donde ε supera a FR
en 13 de 21 problemas de prueba en los que se obtuvieron soluciones facti-
bles, presentando resultados similares en 5 y empeora sólo en una función de
prueba. Por otra parte, ε superó a SR en 15 funciones de prueba mostrando
resultados similares en 4. SR no logró superar a ε en ninguna función de
prueba.

Un comportamiento muy similar al observado por la variante MBSO se
presenta en la variante SMBSO en la Figura 4.3 para el problema de prueba
g01. ε presentó mejor convergencia que las otras variantes, su grá�ca es la
que se encuentra pegada al eje de las x en la Figura 4.3. Sólo se presentan
las primeras 250 generaciones para poder identi�car las diferencias entre
versiones.
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Figura 4.2: Grá�ca de convergencia para la función g01 usando MBSO con
los tres manejadores de restricciones.

Figura 4.3: Grá�ca de convergencia para la función g01 usando SMBSO y
los tres manejadores de restricciones.
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Tabla 4.5: Valor de la Mediana reportada por el algoritmo SMBSO con cada
manejador de restricciones. ε es tomado como referencia sobre FR y SR para
mostrar los resultados de la prueba estadística (ST).

SMBSO

Función ε FR SR ST

g01 -14.9999992 -15 -14.9993215 (=)(+)
g02 -0.67133279 -0.71850795 -0.69465066 (-)(=)
g03 -1.00027242 -0.99144829 -0.67607676 (+)(+)
g04 -30665.5387 -30665.431 -30654.787 (+)(+)
g05 5126.75765 5205.27027 5346.15283 (+)(+)
g06 -6659.64967 -6619.74874
g07 24.3630671 24.5280728 25.1630264 (+)(+)
g08 -0.09582504 -0.09582504 -0.09582504 (+)(+)
g09 680.636058 680.649006 680.71517 (+)(+)
g10 7322.8129 7309.84216 7525.8942 (=)(=)
g11 0.7499004 0.75636641 0.76383497 (+)(+)
g12 -1 -1 -1 (=)(=)
g13 0.05394833 0.86163753 0.92297506 (+)(+)
g14 -47.6608268 -41.9986648 -42.523399 (+)(+)
g15 967.519963 965.925127 965.770638 (=)(=)
g16 -1.90514953 -1.90454387 -1.83348496 (+)(+)
g17 8855.91728 8954.23605 8955.62533 (+)(+)
g18 -0.8658068 -0.86331758 -0.77768727 (=)(+)
g19 33.7540853 39.8877045 52.0551162 (+)(+)
g23 119.152469 145.598656
g24 -5.50801327 -5.50798652 -5.5002577 (+)(+)

Un descubrimiento importante en el experimento 1 es que el manejador
de restricciones ε fue el más competitivo en las tres variantes del algorit-
mo BSO. Además, de favorecer al algoritmo BSO en sus tres versiones con
una rápida convergencia obteniendo resultados competitivos. Este compor-
tamiento se atribuye a las características del manejador de restricciones, que
al permitir soluciones ligeramente no factibles en la población mediante una
tolerancia ε que va disminuyendo hasta acercarse a cero favorece en mayor
grado a la exploración del espacio de búsqueda en las primeras generaciones
del algoritmo. Ésto hace que se cubra una mayor parte del espacio de bús-
queda abriendo la posibilidad de encontrar zonas prometedoras con mayor
rapidez en comparación con los otros manejadores utilizados donde se ejerce
una mayor presión de selección. Por lo tanto, en el siguiente experimento se
utilizará ε como manejador de restricciones en las tres versiones del algoritmo
BSO con el �n de obtener la versión más competitiva.
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4.5.2. Resultados y Discusión: Experimento 2

La Tabla 4.6 presenta la comparación de las tres versiones del algoritmo
BSO con ε como manejador de restricciones. La version MBSO se toma
como referencia para realizar la prueba estadística de Wilcoxon en la cual
se observa que MBSO supera la versión SMBSO en 7 problemas de prueba,
alcanzando resultados similares en 11. Además, MBSO supera a la version
BSO en 12 funciones de prueba obteniendo resultados similares en 5 y siendo
superado por BSO sólo en 1 de los problemas de prueba.

Tabla 4.6: Valor de las Medianas obtenidas por MBSO, SMBSO and BSO
usando ε-constrained como manejador de restricciones. MBSO es tomando
como referencia sobre SMBSO y BSO para mostrar los resultados estadísti-
cos.

MBSO, SMBSO y BSO

Función MBSO SMBSO BSO ST

g01 -15 -14.99999925 -13.72598342 (+)(+)
g02 -0.729058554 -0.671332787 -0.784871252 (+)(-)
g03 -1.000295492 -1.000272424 -0.283218907 (=)(+)
g04 -30665.53867 -30665.53867 -30665.29271 (+)(+)
g05 5126.570551 5126.757652 5294.006507 (=)(+)
g06 -6961.813876 -6961.46576
g07 24.34207279 24.36306708 24.60053615 (=)(+)
g08 -0.095825041 -0.095825041 -0.095825041 (+)(=)
g09 680.6333264 680.6360583 680.6666943 (=)(+)
g10 7148.880214 7322.812904 13318.74261 (=)(+)
g11 0.749900347 0.749900398 0.749972845 (=)(+)
g12 -1 -1 -1 (=)(=)
g13 0.053950678 0.053948325 0.615674157 (=)(+)
g14 -47.60118387 -47.6608268 -43.64739239 (=)(+)
g15 961.7161006 967.5199633 961.7295719 (+)(=)
g16 -1.905155259 -1.905149534 -1.904231122 (+)(+)
g17 8853.572769 8855.917276
g18 -0.865845899 -0.8658068 -0.865792468 (=)(=)
g19 33.12937392 33.75408534 62.17776907 (=)(+)
g24 -5.508013272 -5.508013272 -5.508013272 (+)(=)

La Figura 4.4 presenta la grá�ca de convergencia para las tres versiones
del algoritmo BSO con ε como manejador de restricciones en la función
representativa g01. Como se puede observar las versiones MBSO y SMBSO
presentan una rápida convergencia obteniendo resultados competitivos (Su
grá�ca se presenta cercana al eje de las x). En contraste, BSO necesita mucho
más tiempo para converger quedando atrapado en óptimos locales.
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De acuerdo a los resultados �nales presentados en la Tabla 4.6 la combi-
nación MBSO y ε como manejador de restricciones presentaron los mejores
resultados en el conjunto de problemas de prueba utilizados en este traba-
jo. Por otra parte, se observa que la versión SMBSO, siendo la versión más
simple con menos parámetros que calibrar por el usuario, presentó un com-
portamiento muy competitivo en este tipo de problemas, por lo tanto, la
convierte en centro de atención para un análisis posterior.

Figura 4.4: Grá�ca de convergencia para la función g01 usando ε-constrained
como manejador de restricciones en las tres versiones del algoritmo BSO.

4.6. Conclusiones

En este capítulo se hizo mención al algoritmo BSO, el cual es inspirado en
el proceso de tormenta de ideas utilizado por el ser humano para dar solución
a problemas que difícilmente pudieran ser solucionados de forma individual.
BSO ha sido un algoritmo bastante explorado en espacios sin restricciones
pero no así en espacios con restricciones, por tal motivo, en este capítulo se
habilitó al algoritmo BSO para explorar espacios restringidos con la ayuda de
los manejadores de restricciones. Tres técnicas para el manejo de restricciones
fueron utilizadas en este estudio con el propósito de analizar sus efectos
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sobre tres versiones recientes del algoritmo en problemas de optimización
numérica con restricciones. Se realizaron dos experimentos. En el primero,
se analizó el efecto de los tres manejadores de restricciones sobre cada versión
del algoritmo BSO. De los resultados obtenidos se presenta a ε-constrained
como el manejador de restricciones más competitivo en las tres versiones de
BSO sujetas de estudio. Tomando como base los resultados obtenidos en el
experimento 1, en el experimento 2 se consideró al manejador de restricciones
ε-constrained con las tres versiones del algoritmo BSO. Los resultados �nales
muestran a la version MBSO como la más competitiva quedando la versión
SMBSO en segundo lugar. Los resultados indican que algoritmos como BSO
requieren de un manejador de restricciones como ε-constrained que permita
soluciones ligeramente no factibles como factibles dentro de la población para
obtener mejores resultados �nales.

El algoritmo MBSO con el manejador de restricciones ε-constrained será
el algoritmo base en los siguientes capítulos por mostrar una mayor com-
petitividad en el conjunto de prueba utilizado. En el siguiente capítulo se
reforzará este algoritmo con operadores especiales de frontera con el �n de
guiar la búsqueda hacia la frontera de la región factible y poder localizar los
puntos óptimos que pudieran encontrarse en esta área de interés.





Capítulo 5

Explorando el límite de las
restricciones con operadores
especiales de frontera

La existencia de restricciones activas así como la división del espacio
de búsqueda en regiones factible y no factible son obstáculos a vencer en
optimización numérica con restricciones. Así mismo, las restricciones activas
incrementan la posibilidad de que puntos óptimos sean localizados sobre
el límite de tales restricciones, haciendo necesario la adición de métodos
especiales que permitan explorar esta área [3], [40], [52].

En los últimos años, los NIAs han sido exitosamente aplicados en la so-
lución de este tipo de problemas. Aunque inicialmente no fueron pensados
para tratar con restricciones, la adición de una o más técnicas para el mane-
jo de las mismas les ha permitido ser exitosos en espacios restringidos [16],
[43],[45]. Hoy en día existe una gran variedad de técnicas para el manejo
de restricciones, entre las cuales, los operadores especiales, conocidos como
operadores de frontera, son sujetos de estudio en este capítulo. El principal
objetivo es concentrar las soluciones en la frontera de una o todas las res-
tricciones asociadas al problema. La literatura especializada reporta el éxito
obtenido cuando un operador de frontera es combinado con un NIA, algunos
ejemplos de ésto se describen a continuación.

En 1996, Schoenauer y Michalewicz, [52] propusieron dos operadores de
cruza especial (cruza esférica y cruza geométrica) para muestrear el límite
la restricción en dos problemas especí�cos usando un Algoritmo Genético en
codi�cación binaria. Después de un proceso de inicialización ad-hoc, en la
cual los puntos son colocados sobre el límite de la super�cie de la región fac-
tible, la cruza es aplicada a cada solución para preservar a los nuevos puntos
en el límite de cada restricción. A pesar del éxito de esta combinación, la
principal desventaja es el proceso de inicialización ad-hoc para un problema
en particular. En 2006 un nuevo operador de frontera, Boundary Search (BS)
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especiales de frontera

fue publicado por Leguizamón y Coello-Coello [40], en el cual a través de dos
puntos (uno factible y uno no factible) y operaciones matemáticas simples se
intenta guiar la búsqueda hacia el límite de la región factible de la restricción.
Una búsqueda binaria es aplicada a los parámetros de entrada obteniendo
un punto medio con el propósito de que el nuevo punto permanezca sobre
la frontera de la restricción actual. Si éste es el caso, el proceso termina, de
lo contrario, el nuevo punto es sustituido por el punto factible o no factible
según corresponda y el proceso continúa. El algoritmo basado en Colonia
de Hormigas (ACO) fue utilizado para actualizar las direcciones de búsque-
da en el proceso de búsqueda global. El inconveniente en este operador es
la necesidad de puntos factibles y el uso de una política para decidir sobre
cual restricción es aplicado en caso de existir más de una en el problema ac-
tual. En 2014, Bonyady y Michalewicz [3], propusieron un método conocido
como Subset Constraints Boundary Narrower (SCBN), capaz de ajustar el
área factible de un problema restringido a su frontera de�niendo el grosor
de ésta área a través de un parámetro σ, permitiendo al algoritmo controlar
la cercanía al área de interés. El algoritmo basado en partículas (PSO) fue
utilizado como algoritmo de búsqueda global. Pobres resultados fueron ob-
tenidos cuando el parámetro σ tomaba valores cercanos a cero y mejoraban
al utilizar valores altos de σ. Por lo tanto, sugieren un ajuste adaptativo o
auto-adaptativo del parámetro σ como trabajo futuro.

Como se muestra en la literatura, un gran potencial es generado por
la combinación de algoritmos inspirados en la naturaleza y operadores de
frontera. Siguiendo con esta línea de investigación en este capítulo se propone
mejorar el rendimiento del algoritmo MBSO [6] con el uso de operadores
especiales de frontera. De esta manera se habilita al algoritmo MBSO para
explorar la frontera de la restricción con mayor grado de violación en el punto
actual. Se proponen además, dos nuevos operadores de frontera, el primero
de ellos inspirado en el método algebraico de la división de un segmento de
línea en un determinado radio y el segundo basado en la información del
gradiente de la restricción. El desempeño del algoritmo es analizado en el
conjunto de treinta y seis funciones de prueba propuesto en el Congreso de
Cómputo Evolutivo del 2010 (CEC2010) [42].

5.1. Operador de frontera Boundary Search (BS)

En 2009 Guillermo Leguizamón y Carlos. A. Coello-Coello [40] presentan
un operador de frontera denominado Boundary Search (BS). BS puede ser
utilizado tanto por algoritmos evolutivos como por algoritmos de inteligencia
colectiva, además de estar diseñado para ser aplicado a diferentes problemas
de optimización con restricciones. Aunque puede ser aplicado a cualquier
tipo de restricciones, al ser un operador de frontera se espera mayor éxito en
problemas con restricciones activas. El pseudocódigo de BS se presenta en el
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Algoritmo 12.

Algoritmo 12 Algoritmo BS

1: x, un punto factible;
2: y,un punto no factible;
3: m = puntoMedio(x,y) //Obtener el punto medio entre x, y
4: while g(m) 6= 0, o, dist-frontera(m) > δ do
5: if factible(m) then
6: x = m
7: else

8: y = m;
9: end if

10: m = puntoMedio(x,y)
11: end while

12: regresa m

Figura 5.1: Operador de frontera BS.

A partir de dos puntos x, y, donde x es un punto factible, y es un punto
no factible (ambos en la restricción actual), se aplica una búsqueda binaria
donde se obtiene el punto medio m entre los puntos x, y. m es evaluado y
si resulta un punto sobre o muy cerca de la frontera de la región factible, el
método termina, de lo contrario entra en un ciclo hasta que m se encuentre
lo mas cerca posible a la frontera de la restricción, ver Figura 5.1.

Dos reglas son necesarias para decidir si un punto se encuentra en la
frontera, las cuales se mencionan a continuación:

1. Si la restricción i es una restricción de desigualdad, el punto m estará
en la frontera si y solo si (-δ ≤ gi(m) ≤ 0),
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2. Si la restricción j es una restricción de igualdad, el punto m indicará
que se encuentra en la frontera si y solo si (0 ≤|hj(m) |≤ δ).

Donde δ es un parámetro establecido por el usuario con un valor muy
cercano a cero, que indicará qué tan cercano se encuentra el punto m del
objetivo, en este caso, la frontera de la región factible.

La simplicidad del método y su buen desempeño en problemas restrin-
gidos son su principal atracción [40]. Aunque como todo método, tiene sus
desventajas, y una de las principales es el requerimiento de puntos factibles,
que, de entrada, obtenerlos se convierte en un problema de optimización en
espacios restringidos. Por otra parte, cuando más de una restricción es aso-
ciada al problema se debe establecer una política adecuada para decidir sobre
qué restricción se aplicará el operador. En este sentido, el autor menciona
las siguientes:

De existir restricciones activas, iniciar con dichas restricciones.

Aplicar el operador a una restricción en turno durante un cierto número
de iteraciones.

Aplicar el operador a una restricción en turno, pero sólo contemplar
las restricciones activas.

Además de estas opciones en [5], se propuso aplicar el operador BS a la
restricción más difícil hasta el momento, es decir, la restricción con mayor
grado de violación en el punto actual, fuese o no una restricción activa,
obteniendo resultados competitivos.

5.2. Operador de frontera basado en el método de
división de segmento de línea (BS-r)

Si tamaños de paso variables, largos o cortos, pudieran utilizarse para
alcanzar la frontera de las restricciones, cabe entonces la posibilidad de dis-
minuir el número de evaluaciones utilizados en dicho objetivo. Basados en
esa posibilidad un nuevo operador de frontera es explorado en este capítulo.
El nuevo operador está diseñado con base en el método de división de un
segmento de línea propuesto en Geometría Analítica [25]. A partir de dos
puntos de entrada el método traza un segmento de línea en la cual se intenta
encontrar las coordenadas de un punto C que divide la línea en un determi-
nado radio r. Si el par de puntos de entrada (A, B) en el operador BS son
tomados para dibujar el segmento de línea y el tamaño de paso se convierte
en el valor de r utilizado para generar el nuevo punto C, entonces, es posible
alcanzar la frontera de la restricción utilizando menor número de evaluacio-
nes con valores cortos o largos de r en lugar de solo generar puntos medios.
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Las coordenadas del punto de interés C estarán dadas por las Ecuación (5.1)
y (5.2).

AC

AB
=

x− x1

x2 − x1
= r

AC

AB
=

y − y1

y2 − y1
= r (5.1)

x = x1 + r(x2 − x1) y = y1 + r(y2 − y1) (5.2)

donde, A,B son dos puntos extremos en la línea y (x1, y1), (x2, y2) sus res-
pectivas coordenadas; C es el punto no conocido en la línea y (x, y) sus
coordenadas particulares; r es el radio en el cual el segmento de línea es
dividido. Si r es 0 o 1, entonces, C sería el punto A o B, respectivamente;
de otra manera, si r toma un valor de 0.5, entonces, C viene a ser el punto
medio entre A and B.

El nuevo operador de frontera conocido como BS-r intenta acercarse a la
frontera de las restricciones reduciendo el espacio de búsqueda al tamaño de
la linea generada por los dos puntos de entrada A,B en cada iteración. En la
Figura 5.2 se presenta de forma muy general el comportamiento del operador
BS-r. Una vez que se tienen los puntos de entrada A y B donde A es un punto
no factible y B es un punto factible, se procede a explorar el segmento de
linea generado por dichos puntos de tal manera que los puntos generados
se aproximen lo más posible a la región de interés, en este caso en el área
delimitada por el circulo rojo punteado. Si un punto d se genera partiendo
de un valor en r de 0.5 se estaría en el caso mostrado en la Figura 5.2. El
siguiente paso es evaluar si el punto d es un punto factible o no factible, como
en este caso el punto d es no factible pero con menor grado de violación que
el punto A, entonces, automáticamente el punto A se convierte en el punto
d quedando un espacio de búsqueda delimitado entre el punto d,B. Ahora
parece más cercana la frontera de la restricción si se aproxima la búsqueda
por el punto A en lugar de aproximarla por el punto B. En este caso puntos
generados con valores de r menores a 0.5 se aproximarían mejor al objetivo
del operador.
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Figura 5.2: Operador de frontera BS-r.

5.3. Operador de frontera utilizando el gradiente
de la restricción (BS-G)

Alcanzar la frontera de la restricción partiendo de puntos factibles no
siempre es lo mas conveniente ya que en este tipo de problemas generar
puntos factibles no siempre es posible. En este apartado se presenta una
nueva forma de explorar la frontera de la restricción partiendo de puntos no
factibles. El nuevo operador de frontera BS-G, intenta acercar un punto no
factible a otro punto el cual se encuentre muy cerca de la frontera factible
de la restricción tomando la idea de algoritmos de proyección.

El operador parte de identi�car la restricción con mayor grado de vio-
lación para calcular su gradiente. Tomando en cuenta el gradiente de la
restricción ∇gi(x), su grado de violación gi(x) y la longitud del gradiente
‖∇gi(x)‖ se procede a construir un vector conocido como vector de factibili-
dad fv que será utilizado para alcanzar el punto más cercano a la frontera
de la restricción. fv es construido a partir de la Ecuación (5.3).

fv =
−gi(x)∇gi(x)

‖∇gi(x)‖2
(5.3)

Una vez que el vector de factibilidad es construido, este es usado para
modi�car el punto actual. El método es aplicado durante µ iteraciones o
hasta que el nuevo punto sea factible o se encuentre cerca de la frontera de
la restricción. El operador de frontera basado en gradiente se presenta en el
Algoritmo (13).
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Algoritmo 13 Operador de frontera basado en gradiente: BS-G

1: y, punto no factible;
2: while no se cumpla una condición de paro do
3: calcular fv
4: if g(y) 6= 0, o, dist-frontera(y) > δ then
5: regresa y
6: else

7: y = y + fv;
8: end if

9: end while

Los operadores de frontera BS, BS-r o BS-G, se convierten en el primer
paso en el ciclo del Algoritmo 14, MBSO-BS. De esta manera, el algoritmo
BSO no esta limitado a trabajar directamente con el operador, sino que,
indirectamente MBSO utiliza las bondades del operador de frontera para
alcanzar los mejores puntos conocidos en los problemas de prueba.

Algoritmo 14 Algoritmo MBSO-BS

1: Aleatoriamente generar NP ideas y evaluarlas;
2: while No se cumpla la condición de paro do
3: Seleccionar P pares de puntos(factibles y no factibles) de N
4: if P es no vacío then
5: Aplicar BS o BS-r a P , mp = BS(P )
6: else

7: Aplicar BS-G sólo a los puntos P no factibles; mp = BS-G(P )
8: end if

9: Reemplazar los peores P puntos de la población actual por los mp
puntos encontrados

10: // operador de agrupamiento
11: // operador de reemplazo
12: // Operador de cruza
13: end while

5.4. Diseño Experimental

Los valores de parámetros utilizados en este trabajo se presentan en la
Tabla 5.1 donde P se re�ere al máximo de puntos (factible, no factible) de
entrada en el operador de frontera. El gradiente se calcula numéricamente
como g(x+∆)−g(x)

∆ donde ∆ es igual a 0.0001. Se aplicaron pruebas estadística
de Wilcoxon a los resultados �nales para hacer la comparación entre dos
algoritmos. Cuando existe la posibilidad de comparar más de dos variantes
o algoritmos, se utiliza la prueba post-hoc de Bonferroni.
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Tabla 5.1: Con�guración de parámetros.

MBSO NP = 100, M =5, preplace = 0.2, pone = 0.8,
poneCenter = 0.4, ptwoCenter = 0.5, Maxiter =
Maxfes

NP

ε−Constrained cp=5, TC = 0.2*Maxiter, θ = 0.2NP
Maxfes 200,000 , 600,000

P 5
BS-G µ = 10
BS-r r=[0.1,0.2,0.3,0.4,0.5,0.6,0.7,0.8,0.9]

Tabla 5.2: Conjunto de funciones de prueba CEC2010 con �10D, 30D� es
el número de variables del problema, �E� es el número de restricciones de
igualdad, �I� es el número de restricciones de desigualdad, �ρ� es el tamaño
estimado de la región factible con respecto de todo el espacio de búsqueda.
Tipo de función, �S� Separable, �NS� No Separable, �R� Rotada

F Rango de búsqueda Tipo de función Restricciones Región factible ρ

E I 10D 30D

C01 [0, 10]D NS 0 2 NS 0.997689 1

C02 [−5,12, 5,12]D S 1S 2 NS 0 0

C03 [−1000, 1000]D NS 1S 0 0 0

C04 [−50, 50]D S 2 NS, 2 S 0 0 0

C05 [−600, 600]D S 2 S 0 0 0

C06 [−600, 600]D S 2 R 0 0 0

C07 [−140, 140]D NS 0 1 S 0.505123 0.503725

C08 [−140, 140]D NS 0 1 R 0.379512 0.375278

C09 [−500, 500]D NS 1 S 0 0 0

C10 [−500, 500]D NS 1 R 0 0 0

C11 [−100, 100]D R 1 NS 0 0 0

C12 [−1000, 1000]D S 1 NS 1 S 0 0

C13 [−500, 500]D S 0 2 S, 1 NS 0 0

C14 [−1000, 1000]D NS 0 3 S 0.003112 0.006123

C15 [−1000, 1000]D NS 0 3 R 0.00321 0.006023

C16 [−10, 10]D NS 2 S 1 S, 1 NS 0 0

C17 [−10, 10]D NS 1 S 2 NS 0 0

C18 [−50, 50] NS 1 S 1 S 0.00001 0

El conjunto de treinta y seis funciones con 10 y 30 dimensiones propuesto
en [42] es utilizado en este trabajo. Las características de cada función se
pueden observar en la Tabla 5.2.

Para analizar el desempeño tanto del operador de frontera propuesto en
[40], como los propuestos en este capítulo se realizaron tres experimentos,
los cuales se de�nen a continuación.

1. Experimento 1. Desempeño del operador de frontera BS. Se analiza
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el rendimiento del operador de frontera BS [40] en combinación con el
algoritmo MBSO [63] en el conjunto de funciones de prueba presenta-
dos.

2. Experimento 2. Desempeño del operador de frontera BS-r. En el
segundo experimento, la versión del operador de frontera basado en
la división del segmento de línea (BS-r) se combina con el algoritmo
MBSO. El objetivo �nal es acercarse a la frontera de las restricciones
utilizando un menor número de evaluaciones, por ello, se considera que
variando el tamaño de paso a largo y/o corto podría acercarnos a este
objetivo. En este operador el tamaño de paso estará dado por el valor
dado al parámetro r, pero como el parámetro r puede tomar valores
entre 0 y 1, no se conoce aún el valor de r que debe usarse para lograr
este �n, es por ello que se probaron nueve versiones similares de BS-r
donde el valor de r fue la variante en cada versión tomando valores
entre 0.1 y 0.9.

3. Experimento 3. Desempeño del operador de frontera BS-G. Final-
mente, la versión basada en gradiente es agregada al algoritmo MBSO
de dos formas diferentes. En la primera versión, (MBSO-BS-CG), el
método se aplica al punto medio obtenido después de aplicar el opera-
dor original BS durante µ iteraciones o mientras el punto generado por
el gradiente sea mejorado. En la segunda versión (MBSO-BS-or-G), el
método es aplicado sólo si los parámetros de entrada en el operador BS
no están presentes en la población actual. En este caso, la condición de
paro son µ iteraciones o cuando el punto generado se encuentra ya muy
cerca de la frontera de la restricción. Cuando la condición de paro son
µ iteraciones, entonces, de los µ puntos generados por BS-G, el mejor
de éstos es el reportado como más cercano a la frontera factible de la
restricción.

Si el problema tiene más de una restricción, el operador de frontera es apli-
cado a la restricción más difícil de satisfacer hasta el momento. Siendo esta
restricción aquélla con menor cantidad de puntos factibles.

Los resultados �nales reportados por Takahama en [56] son tomados como
base de comparación para medir el desempeño de la propuesta.

5.5. Resultados y Discusión

5.5.1. Experimento 1. Desempeño del operador de frontera
BS

Los resultados obtenidos del mejor valor en f(~x), la media y la desviación
estándar después de combinar el algoritmo MBSO con el operador de frontera
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BS se presentan en la Tabla 5.3. Los resultados muestran que el uso del
operador de frontera BS en el algoritmo MBSO permite mejorar los valores
en la función objetivo tanto con 10D como en 30D, los cuales son resaltados
en negritas en la misma tabla.

La Tabla 5.3 compara los resultados de la propuesta MBSO-BS con los
obtenidos por el algoritmo MBSO sin el operador de frontera. Como se puede
observar en 10D se pudo mejorar el valor obtenido por el algoritmo MBSO
en 12 funciones (C01-C05, C08, C12, C14-C18). Además, aunque estadística-
mente (ver columna ST de la misma tabla) sólo la función C16 muestra una
mejora signi�cativa de acuerdo a la prueba de suma de rango de Wilcoxon, la
version del algoritmo con el operador especial es capaz de obtener soluciones
factibles en todo el conjunto de funciones de prueba con 10D. Este compor-
tamiento indica que colocar puntos clave en la frontera de las restricciones
esta permitiendo al algoritmo MBSO concentrar la búsqueda en la región de
interés, es decir, en la región factible de cada función de prueba. Un compor-
tamiento similar se presentó en 30D mejorando el valor de 13 funciones en
comparación con el algoritmo MBSO. Las funciones mejoradas son C01-C07,
C10, C12, C14, C15, C17, C18.

5.5.2. Experimento 2: Desempeño del operador de frontera
BS-r

Los resultados de este experimento se muestran en las Tablas 5.4 y 5.5
donde se observa que valores de r mayores a 0.6 hacen que en funciones
como C04, C05, C06, C09 y C10 sea difícil obtener soluciones factibles y ma-
yormente en 30D. Este desempeño muestra que valores altos en r requieren
un mayor número de evaluaciones para alcanzar la frontera factible dejando
pocas evaluaciones al algoritmo MBSO e impidiendo a éste explorar efec-
tivamente el espacio de búsqueda y encontrar así la región factible. Este
comportamiento se re�eja en la Figura 5.3.
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Tabla 5.3: Experimento 1: Resultados obtenidos por la combinación del Al-
goritmo MBSO con el operador BS, 10D y 30D

F CRITERIO
D10 D30

MBSO MBSO-BS ST MBSO MBSO-BS ST

C01
MEJOR -7.473103E-01 -7.473103E-01

=
-8.199336E-01 -8.218535E-01

=MEDIA -7.426697E-01 -7.453253E-01 -7.940688E-01 -8.002866E-01
STD 1.061624E-02 5.884700E-03 1.839617E-02 1.604693E-02

C02
MEJOR -1.024535E+00 -2.277705E+00

=
-1.931765E+00 -2.261698E+00

+MEDIA -1.024535E+00 -2.126006E+00 8.023309E-03 -1.884621E+00
STD 0.000000E+00 4.276689E-01 2.000646E+00 4.181442E-01

C03
MEJOR 0.000000E+00 0.000000E+00

=
2.867347E+01 2.867347E+01

=MEDIA 1.966720E+06 3.110000E-21 5.300617E+01 3.590278E+01
STD 9.634921E+06 1.210000E-20 4.452446E+01 2.883039E+01

C04
MEJOR -1.000000E-05
MEDIA 3.885281E-03
STD 6.036209E-03

C05
MEJOR -4.834950E+02 -1.840970E+02
MEDIA -1.793699E+02 3.366424E+02
STD 4.300943E+02 2.567318E+02

C06
MEJOR -5.739239E+02 -5.737048E+02

=
-1.698576E+02 -2.475472E+02

=MEDIA -3.806216E+02 -3.761981E+02 3.345201E+02 2.408127E+02
STD 3.487267E+02 3.562107E+02 3.001146E+02 3.172443E+02

C07
MEJOR 0.000000E+00 0.000000E+00

=
9.900265E-10 1.610000E-09

=MEDIA 8.370000E-20 1.450000E-05 1.594651E-01 1.100000E-06
STD 3.540000E-19 7.090000E-05 7.812155E-01 3.370000E-06

C08
MEJOR 3.820000E-28 0.000000E+00

=
2.993716E-12 6.930000E-11

-MEDIA 8.797871E+00 7.402312E+00 1.160860E+01 8.119647E+01
STD 4.492596E+00 6.236581E+00 5.687029E+01 1.713378E+02

C09
MEJOR 1.952055E+00 0.000000E+00

=
2.820875E-07 9.760000E-11

=MEDIA 3.433254E+01 4.880000E+10 1.193549E+02 3.076190E+02
STD 2.876523E+01 2.070000E+11 9.847024E+01 9.378332E+02

C10
MEJOR 8.553841E-02 2.590000E-24

=
2.294922E+01 3.131214E+01

+MEDIA 3.162346E+02 1.270000E+11 1.704831E+12 9.720000E+11
STD 3.387936E+02 5.100000E+11 7.620273E+12 4.350000E+12

C11
MEJOR -1.522713E-03 -1.522713E-03

=
-3.922282E-04 -3.920000E-04

+MEDIA -1.522711E-03 -1.522711E-03 -3.137408E-04 -3.380000E-04
STD 1.560000E-09 1.280000E-09 6.331270E-05 1.080000E-04

C12
MEJOR -1.992458E-01 -5.700852E+02

=
-1.992618E-01 -1.992632E-01

=MEDIA -4.506579E-02 -1.687469E+02 -1.080196E-01 -1.938905E-01
STD 7.553234E-01 2.575207E+02 4.469290E-01 2.269356E-02

C13
MEJOR -6.842936E+01 -6.842936E+01

-
-6.562204E+01 -6.490825E+01

-MEDIA -6.738378E+01 -6.379652E+01 -6.344104E+01 -5.991580E+01
STD 1.761360E+00 2.471246E+00 1.439881E+00 2.606253E+00

C14
MEJOR 5.570000E-27 0.000000E+00

=
7.071555E-09 5.010000E-12

=MEDIA 5.100000E+08 1.594632E-01 1.074479E+01 6.554351E+00
STD 2.420000E+09 7.812068E-01 5.260264E+01 2.266280E+01

C15
MEJOR 0.000000E+00 3.160000E-27

=
4.215002E+00 1.470000E-11

=MEDIA 1.060000E+10 3.059192E+06 3.331180E+12 6.080000E+09
STD 4.740000E+10 1.500000E+07 1.080224E+13 2.980000E+10

C16
MEJOR 0.000000E+00 0.000000E+00

+
0.000000E+00 0.000000E+00

=MEDIA 5.994882E-01 1.006303E-01 1.200782E-03 1.015864E-02
STD 4.454175E-01 1.968174E-01 4.083554E-03 4.452883E-02

C17
MEJOR 0.000000E+00 0.000000E+00

=
1.451447E-02 1.279146E-03

+MEDIA 7.366529E+00 2.376878E-01 2.135308E+02 2.464582E+00
STD 1.714114E+01 5.408658E-01 4.122819E+02 8.412085E+00

C18
MEJOR 0.000000E+00 0.000000E+00

=
1.526043E-04 6.291048E-02

=MEDIA 5.830000E-06 0.000000E+00 5.756742E+03 4.795064E+02
STD 2.330000E-05 0.000000E+00 8.694744E+03 1.911847E+03
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Figura 5.3: Experimento 2. Evaluaciones gastadas por el operador BS basado
en segmento de línea variando el valor de r.
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Capítulo 5. Explorando el límite de las restricciones con operadores

especiales de frontera
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Valores muy similares fueron obtenidos en las variantes del operador BS-
r (ver Tablas 5.4 y 5.5), esta situación implica que no hay preferencia por
algún valor del parámetro r como se muestra en los resultados de la prueba
estadística post-hoc de Bonferroni en las Figuras 5.5 y 5.6. Lo que sí nos
permite es reducir el rango de posibles valores que este parámetro pudiera
tomar, ahora en lugar de tomar valores entre 0.1 y 0.9 este rango puede redu-
cirse a 0.1 y 0.7 que son valores donde el operador obtiene soluciones factibles
en todo el conjunto de prueba. Además, aunque el número de evaluaciones
usado por la versión BS-r comparada con la versión original del operador
BS no decrementó, como se muestra en la Figura 5.4, mejores valores en la
función objetivo fueron reportados usando la version BS-r en las funciones
C02, C05, C06 y C10 con 10D y en la mitad de las funciones con 30D ( C02,
C03, C05 - C10, C17 y C18).

De las nueve versiones presentadas en las Tablas 5.4 y 5.5 haciendo un
conteo numérico la versión con valor de r = 0.3 con 10D y 0.4 con 30D son
las que mejores valores reportan en la función objetivo, es por ello que se
toman estas versiones para compararse con los resultados obtenidos por los
operadores BS y BS-G.

Figura 5.4: Evaluaciones utilizadas en las variantes propuestas 30D.



68
Capítulo 5. Explorando el límite de las restricciones con operadores

especiales de frontera

Figura 5.5: Prueba estadística post-hoc de Bonferroni para los resultados del
operador BS-r D10

Figura 5.6: Prueba estadística post-hoc de Bonferroni para los resultados del
operador BS-r D30

5.5.3. Experimento 3. Desempeño del operador BS-G

Las condiciones necesarias para aplicar los operadores de frontera BS y
BS-r es contar con puntos factibles y no factibles como puntos de entrada,
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si el algoritmo tiene problemas para encontrar soluciones factibles en alguna
función como en la C04 con 30D, esta condición no se cumpliría y por lo tanto
los operadores nunca serían aplicados. Como una solución a este problema,
el método basado en gradiente, el cual no necesita de puntos factibles es
ejecutado en este experimento obteniendo los resultados reportados en la
Tabla 5.6.

Como se puede observar en la Tabla 5.6, agregando el operador de gra-
diente al algoritmo MBSO se lograron mejorar los resultados de las funciones
tanto con 10D como en 30D. En 10D se mejoraron los resultados de siete fun-
ciones (C02, C04, C05, C06, c09, c10 y C14. Por otro lado, con 30D, además
de encontrar soluciones factibles en todas las funciones de prueba, se mejo-
raron los resultados en once de las dieciocho funciones (C02-C06, C09-C11,
C14, C15 y C18). Estadísticamente (ver columna ST en la misma tabla) la
versión del algoritmo que utiliza el operador especial basado en el gradiente
de la restricción más difícil de satisfacer muestra una mejora signi�cativa a
favor de 5 funciones (C03, C06, C10, C11, y C16) en D10 y D30 (C02, C03,
C06, C15 y C18).

Aunque los resultados en la función objetivo fueron mejorados utilizando
el operador de frontera basado en gradiente no necesariamente se redujo el
número de evaluaciones como se esperaba. En la Figura 5.4 puede observarse
un comparativo de las evaluaciones gastadas por cada operador de frontera
visto en este capítulo.
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Tabla 5.6: Resultados obtenidos por la combinación del Algoritmo MBSO y
el método del gradiente como operador de frontera, 10D y 30D.

F CRITERIO
D10 D30

MBSO MBSO-BS-CG ST MBSO MBSO-BS OR G ST

C01
MEJOR -7.473103E-01 -7.473102E-01

=
-8.199336E-01 -8.180541E-01

=MEDIA -7.426697E-01 -7.461825E-01 -7.940688E-01 -7.934879E-01
STD 1.061624E-02 4.350296E-03 1.839617E-02 1.856451E-02

C02
MEJOR -1.024535E+00 -2.277707E+00

=
-1.931765E+00 -2.256826E+00

+MEDIA -1.024535E+00 -2.243236E+00 8.023309E-03 -1.685913E+00
STD 0.000000E+00 4.043046E-02 2.000646E+00 6.670892E-01

C03
MEJOR 0.000000E+00 0.000000E+00

+
2.867347E+01 2.390000E-19

+MEDIA 1.966720E+06 6.106018E-21 5.300617E+01 1.605714E+01
STD 9.634921E+06 2.926590E-20 4.452446E+01 1.423313E+01

C04
MEJOR -9.999998E-06 1.590548E-03
MEDIA 2.835219E-02 2.354341E-02
STD 1.327263E-01 2.771898E-02

C05
MEJOR -4.836106E+02 -4.629752E+02
MEDIA -3.674250E+02 -2.003758E+02
STD 1.295727E+02 1.358803E+02

C06
MEJOR -5.739239E+02 -5.785518E+02

+
-1.698576E+02 -5.287628E+02

+MEDIA -3.806216E+02 -4.909016E+02 3.345201E+02 -2.746376E+02
STD 3.487267E+02 1.382472E+02 3.001146E+02 1.639472E+02

C07
MEJOR 0.000000E+00 0.000000E+00

=
9.900265E-10 4.470000E-09

=MEDIA 8.370000E-20 5.994037E-20 1.594651E-01 3.189305E-01
STD 3.540000E-19 2.849815E-19 7.812155E-01 1.081544E+00

C08
MEJOR 3.820000E-28 2.335028E-27

=
2.993716E-12 4.990000E-10

-MEDIA 8.797871E+00 5.949551E+00 1.160860E+01 7.941454E+01
STD 4.492596E+00 5.182512E+00 5.687029E+01 2.161634E+02

C09
MEJOR 1.952055E+00 0.000000E+00

-
2.820875E-07 4.100000E-15

-MEDIA 3.433254E+01 1.720570E+09 1.193549E+02 6.460000E+11
STD 2.876523E+01 7.584969E+09 9.847024E+01 2.150000E+12

C10
MEJOR 8.553841E-02 0.000000E+00

+
2.294922E+01 1.271753E+01

=MEDIA 3.162346E+02 5.007209E+00 1.704831E+12 2.360000E+11
STD 3.387936E+02 1.355959E+01 7.620273E+12 1.120000E+12

C11
MEJOR -1.522713E-03 -1.522713E-03

+
-3.922282E-04 -3.920000E-04

=MEDIA -1.522711E-03 -1.522712E-03 -3.137408E-04 -2.580000E-04
STD 1.560000E-09 4.909212E-10 6.331270E-05 2.270000E-04

C12
MEJOR -1.992458E-01 -1.992458E-01

=
-1.992618E-01 -1.992441E-01

=MEDIA -4.506579E-02 2.724112E+01 -1.080196E-01 -1.764895E-01
STD 7.553234E-01 9.415815E+01 4.469290E-01 2.275455E-02

C13
MEJOR -6.842936E+01 -6.842936E+01

-
-6.562204E+01 -6.533404E+01

-MEDIA -6.738378E+01 -6.427393E+01 -6.344104E+01 -5.953384E+01
STD 1.761360E+00 2.864785E+00 1.439881E+00 2.761740E+00

C14
MEJOR 5.570000E-27 0.000000E+00

=
7.071555E-09 1.630000E-09

=MEDIA 5.100000E+08 2.102895E+01 1.074479E+01 1.207542E+03
STD 2.420000E+09 1.030204E+02 5.260264E+01 5.843198E+03

C15
MEJOR 0.000000E+00 1.593491E-22

=
4.215002E+00 2.450000E-10

+MEDIA 1.060000E+10 1.727940E+08 3.331180E+12 3.680995E+01
STD 4.740000E+10 6.100501E+08 1.080224E+13 8.581481E+01

C16
MEJOR 0.000000E+00 0.000000E+00

+
0.000000E+00 0.000000E+00

=MEDIA 5.994882E-01 1.399923E-01 1.200782E-03 8.758593E-03
STD 4.454175E-01 1.988350E-01 4.083554E-03 3.016258E-02

C17
MEJOR 0.000000E+00 0.000000E+00

=
1.451447E-02 8.947486E-02

=MEDIA 7.366529E+00 7.701546E+00 2.135308E+02 2.042799E+01
STD 1.714114E+01 3.717040E+01 4.122819E+02 3.409048E+01

C18
MEJOR 0.000000E+00 0.000000E+00

=
1.526043E-04 2.450000E-09

+MEDIA 5.830000E-06 1.435094E+01 5.756742E+03 2.575481E+02
STD 2.330000E-05 7.030496E+01 8.694744E+03 1.102910E+03
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Figura 5.7: Mejor versión del operador de frontera y su porcentaje de mejora.

5.6. MBSO-BS comparado contra al algoritmo εDEag

En este apartado se muestra un comparativo entre los resultados ob-
tenidos por el algoritmo MBSO sin operador de frontera y los resultados
obtenidos por el mismo algoritmo combinado con los operadores de fronte-
ra vistos en este capítulo. El algoritmo εDEag es utilizado como base para
comparar los resultados obtenidos. Los resultados muestran al mejor valor
obtenido en la función objetivo, el promedio y la desviación estándar.
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0
0
E
-0
6

0
.0
0
0
0
0
0
E
+
0
0

2
.2
3
4
6
7
5
E
+
0
1

1
.4
3
5
0
9
4
E
+
0
1

8
.7
5
4
5
6
9
E
+
0
1

5
.7
5
6
7
4
2
E
+
0
3

4
.7
9
5
0
6
4
E
+
0
2

3
.8
1
1
5
3
7
E
+
0
0

2
.5
7
5
4
8
1
E
+
0
2

S
T
D

1
.8
1
1
2
3
4
E
-1
8

2
.3
3
0
0
0
0
E
-0
5

0
.0
0
0
0
0
0
E
+
0
0

5
.7
5
2
4
1
6
E
+
0
1

7
.0
3
0
4
9
6
E
+
0
1

1
.6
6
4
7
5
3
E
+
0
2

8
.6
9
4
7
4
4
E
+
0
3

1
.9
1
1
8
4
7
E
+
0
3

7
.2
9
9
3
5
9
E
+
0
0

1
.1
0
2
9
1
0
E
+
0
3
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Los resultados de la Tabla 5.7 muestra que de las tres versiones presenta-
das, el método basado en el gradiente es la versión más robusta obteniendo
soluciones factibles en todo el conjunto de funciones de prueba. Tomando
en cuenta que son en total 18 funciones en 10D y 30D, el grado de mejora
se encuentra en el rango del 22 al 27% del total de funciones en 10D y del
50 al 66% del total de funciones en 30D como se muestra en la Figura 5.7.
Por ende, se tiene al algoritmo MBSO en un nivel de desempeño similar al
algoritmo εDEag al resolver problemas de optimización numérica con res-
tricciones. Esta similitud se puede observar en las Figuras 5.8, 5.9 en las
cuales se presentan los resultados estadísticos obtenidos después de aplicar
la prueba estadística post-hoc Bonferroni a los resultados �nales. Los resul-
tados estadísticos muestran que no existe diferencia signi�cativa entre los
algoritmos presentados.

Figura 5.8: Prueba estadística post-hoc Bonferroni 10D.
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Figura 5.9: Prueba estadística post-hoc Bonferroni 30D.

5.7. Conclusiones

En este capítulo se analizó el desempeño del algoritmo MBSO [6] para
resolver problemas de optimización restringida. Se mejoró el desempeño del
algoritmo mediante el uso del operador especial de frontera BS y se propu-
sieron dos nuevos operadores de frontera.

En el primer operador propuesto BS-r, se aplica la idea de la división
de segmento de línea expuesto en Álgebra Lineal variando el factor r desde
0.1 hasta 0.9. La intención es explorar la frontera de la restricción utilizando
tamaños de paso variables ya sea largos o cortos en lugar de solo obtener
puntos medios como lo hace el operador BS y así poder disminuir el núme-
ro de evaluaciones utilizados en este proceso. Los resultados mostraron que
valores de r entre 0.1 y 0.7 permiten obtener los mejores resultados en la
función objetivo encontrando soluciones factibles en la mayoría de las fun-
ciones con excepción de la función C04 en 30D debido a su dimensión y sus
restricciones de igualdad. Aunque los resultados �nales, en algunas funciones
fueron mejorados, el número de evaluaciones no fueron disminuidas, esto es
porque aunque se simulen tamaños de paso variables sigue sin conocerse la
ubicación de la frontera de la restricción. Por lo tanto, el hecho de moverse
dentro del espacio de búsqueda delimitado por la línea formada entre el pun-
to factible y no factible mediante saltos largos o cortos �jos no proporciona
información su�ciente para alcanzar la frontera de la restricción ya que el
método sigue moviéndose a ciegas dentro de ese espacio de búsqueda. En
un trabajo futuro se debe buscar agregar mayor información al método para
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aumentar la información disponible al momento de generar los nuevos puntos
de tal manera que no se posicionen cerca del punto actual sino dentro del
radio entre el punto actual y la frontera de la restricción. Por otro lado, los
tamaños de paso �jos se deben transformar a tamaños de paso ajustables al
radio de interés dentro del espacio de búsqueda.

El segundo operador propuesto BS-G, intenta explorar la frontera de las
restricciones utilizando la información del gradiente de la restricción violada
con el objetivo de alcanzar la frontera con mayor rapidez. El operador se
aplicó en dos sentidos: En la primera opción (MBSO-BS-CG), se aplica en
primer lugar el operador de frontera BS un cierto número de iteraciones, si el
punto obtenido como resultado es no factible, entonces se aplica el operador
BS-G a dicho punto con la �nalidad de obtener un punto dentro o muy cerca
de la frontera factible de la restricción. En la segunda opción (MBSO-BS-
or-G), BS-G se utiliza como operador de frontera en lugar del operador BS,
siempre y cuando no se cumpla la condición de entrada en el operador BS.

De las versiones presentadas (BS, BS-r y BS-G), la versión basada en gra-
diente se presenta como la más robusta obteniendo soluciones factibles en
todas las funciones de prueba. Por lo anterior, si el problema permite cálcu-
los de gradientes, un operador de frontera basado en gradiente representa
la mejor opción para algoritmos como BSO y se evita el requerimiento de
puntos factibles de entrada. Los resultados �nales fueron comparados con el
algoritmo εDEag mostrando un comportamiento similar en 10D y mejorando
los resultados en mas del 50% del total de funciones en 30D.

Además de poder explorar la frontera de la región factible con ayuda de
los operadores especiales, es posible también acercarse con rapidez al área
factible y poder alcanzar soluciones factibles disminuyendo el número de
evaluaciones utilizadas en el proceso. En el Capítulo 6 se explorará un método
de este tipo conocido como método de Consenso de Restricciones. Con este
método se espera que el algoritmo MBSO alcance con mayor rapidez la zona
factible, además, de obtener los mejores resultados del conjunto de prueba
empleando un menor número de evaluaciones comparado con el algoritmo
MBSO.





Capítulo 6

R+V: Una nueva variante del
método de consenso de
restricciones

Localizar la región factible y permanecer dentro de ella son dos grandes
retos a los que se enfrenta cualquier método de búsqueda al tratar de resolver
problemas restringidos, ya que en muchas ocasiones dentro del espacio de
búsqueda la región factible suele ser de menor tamaño en comparación con
la región no factible. Por lo tanto, dado que el objetivo de los métodos de
búsqueda en este tipo de problemas es encontrar la mejor solución ubicada
dentro de la región factible, encontrar esta región se convierte en una tarea
no trivial para cualquiera de los método utilizados en este proceso [3], [45],
[53].

En la literatura especializada existen tanto métodos que permiten man-
tener la factibilidad de una solución como métodos que tratan de obtener
factibilidad a través de puntos no factibles reduciendo el número de evaluacio-
nes requeridos para completar esta tarea. El inconveniente con los primeros
métodos es el requerimiento de puntos factibles [11], [16], [48]. Dentro de
la segunda clasi�cación, el método de consenso de restricciones (Constraint
Consensus Method, CC) propuesto por John W. Chineck en 2004 [10] es de
especial interés en este trabajo con el �n de obtener soluciones factibles com-
petitivas en los problemas de prueba utilizados. El método de CC calcula un
vector de factibilidad por cada restricción violada en el punto actual. Una
vez que todos los vectores de factibilidad son calculados, el siguiente paso es
combinarlos para formar un vector conocido como vector de consenso, el cual
contiene tanto la dirección como la distancia necesaria para encontrar facti-
bilidad. Algunos trabajos en donde el método de CC ha sido utilizado para
resolver problemas de optimización restringida se presentan a continuación.

En 2004 Jhon W. Chineck [10] presentó el método de consenso de restric-
ciones como un método que permite acercar un punto arbitrario no factible
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a un punto relativamente cercano a la región factible requiriendo un bajo
costo. Un conjunto con diferente tipo de restricciones, formas y complejidad
fue utilizado para probar el método utilizando el software comercial MINOS
[46]. En 2008 Walid Ibrahim y John W. Chinneck presentaron cinco nuevas
variantes del método de consenso de restricciones [35]. Las variantes presen-
tadas di�eren únicamente en la forma de construcción del vector consenso.
En las variantes FDnear y FDfar el vector consenso viene a ser el vector
de factibilidad de menor y mayor longitud respectivamente. En las versiones
restantes DBavg, DBmax, DBbnd, el vector consenso se conforma toman-
do en cuenta el signo (positivo o negativo) de las variables que conforman
los vectores de factibilidad participantes. Para probar su propuesta resolvie-
ron un conjunto de 231 funciones utilizando el software comercial CONOPT
3.13[20], SNOPT 6.1-1[27], MINOS 5.5[46], DONLP2[55], y KNITRO 4.0[58].
La variante DBmax resultó ser la más competitiva en este tipo de problemas.
En 2013 Laurence Smith et al. [54] presentó una nueva versión al método de
consenso de restricciones conocido como SUM, en la cual el vector consen-
so es el resultado de promediar los vectores de factibilidad obtenidos en el
punto actual. Adicionalmente proponen la versión aumentada, donde la idea
principal es buscar factibilidad utilizando la información del vector consenso
y de la restricción violada en la generación anterior. En ese mismo año [53]
los mismos autores presentaron el uso del método de consenso de restric-
ciones para identi�car regiones factibles disjuntas utilizando algoritmos con
múltiples puntos de inicio.

En los trabajos presentados diferente software comercial donde se utili-
zan algoritmos clásicos de optimización se han combinado con el método de
consenso de restricciones para resolver problemas restringidos mostrando re-
sultados competitivos. Recientemente, desde el 2011 hasta el 2016 [31], [32],
[33] Hamza probó la combinación de este método con algoritmos inspirados
en la naturaleza como son los Algoritmos Genéticos (GA) y la Evolución
Diferencial (DE) en un conjunto de veinticuatro y treinta y seis funciones de
prueba [41], [42]. El método de CC se utilizó como un método de preprocesa-
miento, donde en cada iteración algunos puntos no factibles son seleccionados
de la población actual y procesados por el método de CC. Los puntos obte-
nidos reemplazan a los peores en la población actual. En 2016 Hamza et al.
[32], aplicó el método dentro del operador de mutación utilizado en el algo-
ritmo DE. La idea principal es generar un porcentaje de soluciones aplicando
el nuevo operador para acercarse lo más rápido posible a la zona factible. La
idea de combinar un algoritmo global con un operador especial logro superar
tanto a la versión original de DE como a los algoritmos del estado del arte
utilizados para comparar la propuesta.

Aunque los resultados obtenidos por la combinación del método CC con
los algoritmos inspirados en la naturaleza muestran ser competitivos y alen-
tadores, es necesario tener más evidencia que respalde este comportamiento.
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Siguiendo la misma linea de investigación, en este capítulo se presenta una
nueva variante del método de consenso de restricciones conocida como R+V
en combinación con el algoritmo de inteligencia colectiva basado en el proceso
de tormenta de ideas (MBSO). R+V construye el vector de consenso toman-
do en cuenta únicamente al vector de factibilidad generado por la restricción
más violada en el punto actual. La variante propuesta es comparada con las
versiones presentadas en [35] y [54] obteniendo resultados competitivos en el
conjunto de treinta y seis funciones de prueba propuesto en [42]. Finalmente,
la nueva variante en combinación con el algoritmo MBSO (MBSO-R+V) se
compara con algoritmos del estado del arte mostrando un desempeño similar
al resolver problemas de optimización numérica con restricciones, además
de reportar un ahorro en el número de evaluaciones en comparación con el
algoritmo MBSO.

6.1. Método de Consenso de Restricciones: Cons-
traint Consensus Method (CC)

Consenso de restricciones es un método propuesto por Jhon W. Chinneck
en 2004 [10] basado en algoritmos de proyección. Partiendo de un punto no
factible, el vector obtenido de la restricción violada es proyectado hacia el
punto actual con el objetivo de disminuir su grado de violación y acercarlo
a la región factible.

El vector obtenido a partir de la restricción violada, se conoce como vec-
tor de factibilidad fv, conformado por el grado de violación de la restricción
gi(x), el gradiente obtenido de la restricción ∇gi(x) y la longitud del gra-
diente ‖∇gi(x)‖. Al contemplar el gradiente de la restricción, el vector fv
contiene tanto la distancia como la dirección necesarios para buscar factibi-
lidad en el punto actual. Al existir una sola restricción en el problema, el
vector de factibilidad automáticamente es usado para actualizar y obtener el
nuevo punto, en caso contrario, se procede a obtener el vector de factibilidad
por cada restricción violada.

Una vez generados los vectores de factibilidad, éstos se combinan de
tal manera que se obtenga un solo vector donde se contemple la opinión
de todas las restricciones y por supuesto pueda acercarnos lo más rápido
posible hacia la región factible. El vector que resulta al combinar todos los
vectores de factibilidad se le conoce con el nombre de vector consenso y será
utilizado para actualizar el punto no factible. Se espera que el vector consenso
re�eje la opinión de todos los vectores de factibilidad para cada restricción
violada, así se buscará la factibilidad de tal manera que puedan satisfacerse o
quedar representadas todas las restricciones a la vez. Por supuesto, se espera
que el punto actualizado con el vector consenso resulte en un punto con un
menor grado de violación de restricciones, aunque esto dependerá del método
utilizado para formar el vector consenso.
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El vector de factibilidad fv se genera a partir de la Ecuación (6.1).

fv =
−gi(x)∇gi(x)

‖∇gi(x)‖2
(6.1)

Donde, gi(x) representa el valor de la violación en la restricción actual,
∇gi(x) representa el vector obtenido al calcular el gradiente de la restricción
actual y ‖∇gi(x)‖ indica la longitud del vector gradiente de la restricción
actual.

El método de CC se creó con la idea de hacer frente a un conjunto de
restricciones no convexas. Por lo tanto, resulta un cálculo exacto al tratarse
de restricciones lineales, pero resulta sólo un estimado (basado en la proyec-
ción del gradiente de la restricción) en el caso de restricciones no lineales.
Los pasos necesarios del método de CC se muestra en el Algoritmo 15.

Como puede observarse en el Algoritmo 15, el vector consenso se forma
a nivel componente, es decir solo las variables participantes en cada restric-
ción son tomadas en cuenta al momento de decidir el valor de cada variable
que conformará el vector consenso. Lo anterior es porque no todas las varia-
bles de decisión que conforman la función objetivo participan en todas las
restricciones asociadas al problema.

De acuerdo al método utilizado para generar el vector consenso existen
diferentes variantes del método de CC. Cada una de las variantes se pre-
sentan en el siguiente apartado. En cada algoritmo que representa a cada
variante NINF es el número de restricciones violadas, sj es la suma de los
componentes del vector de factibilidad en la dimensión j, nj es el número de
restricciones violadas que contemplan la variable j, t es el vector consenso, z
es el vector de factibilidad de mayor o menor longitud, s+

j y s−j son la suma
de los componentes del vector de factibilidad en las direcciones positiva y ne-
gativa respectivamente a la variable j, n+

j y n−j es el número de restricciones
violadas que votan en dirección positiva o negativa para la variable j, n=+

j

y n=−
j representan el número de votos en dirección positiva o negativa para

la variable j en las restricciones de igualdad, max+
j y max−j representan el

componente del vector de factibilidad máximo positivo y negativo para la
variable jth en las restricciones de desigualdad.

6.1.1. Variantes del método de CC

Con la �nalidad de mejorar el desempeño del método de CC en la actua-
lidad existen diferentes variantes las cuales di�eren en el método utilizado
para formar el vector consenso. A continuación se presentan las variantes
mencionadas en la literatura.
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Algoritmo 15 Algoritmo CC Básico

1: Un conjunto de I restricciones c1...cI ;
2: Un punto inicial x;
3: Una tolerancia para la distancia de factibilidad α
4: Una tolerancia de movimiento β
5: Un número máximo de iteraciones µ
6: contador = 0
7: while contador <µ do
8: NINF=0; for all j : nj = 0, sj = 0
9: for Cada restricción ci do

10: if ci es violada then
11: Calcular el vector de factibilidad fvi y su distancia ‖∇fvi‖
12: end if

13: if ‖fvi‖ > α then

14: NINF = NINF + 1
15: for Cada variable xj in ci do
16: nj = nj + 1; sj = sj + fvij
17: end for

18: end if

19: end for

20: Si NINF = 0, entonces, Terminar exitosamente
21: for cada variable xj do
22: if nj 6= 0 then
23: tj = sj/nj
24: else

25: tj = 0
26: end if

27: end for

28: if ‖t‖ ≤ β then

29: Salida No satisfactoria
30: end if

31: contador + +
32: end while

33: x = x+ t ; veri�car que xj este dentro de los límites de la variable
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6.1.2. Basadas en distancia de factibilidad

Este tipo de algoritmos toma en cuenta la longitud del vector de factibi-
lidad para formar el vector consenso.

FDNEAR

El vector de factibilidad de menor longitud se convierte automática-
mente en el vector consenso. De acuerdo a los autores resulta conve-
niente satisfacer las restricciones con un menor grado de violación, dado
que esto mantiene puntos en los que el gradiente obtiene una buena
aproximación de la función [35].

FDFAR Al contrario de FDNEAR, el vector de factibilidad de mayor
longitud se convierte en el vector consenso en FDfar. Al seleccionar
el vector de mayor longitud se generan movimientos más largos que
permitirán moverse con mayor rapidez hacia la zona factible [35].

El algoritmo tanto de FDNEAR como de FDFAR se presentan en el
Algoritmo 16.

6.1.3. Basadas en dirección

Para cada variable que participa en el vector de factibilidad la variable
del vector consenso se construye de la siguiente manera.

DBAVG

Para la variable en turno, en cada vector de factibilidad se veri�ca el
signo (positivo o negativo) de la variable. De todos los vectores de facti-
bilidad se tomará en cuenta únicamente el signo ganador. Ejemplo, ver
Tabla 6.1: Si hay 4 vectores de factibilidad y para la variable en turno,
en este caso x2, el vector vf1, vf2 y vf4 tienen signo positivo y solo el
vector vf3 tiene signo negativo, entonces el signo ganador o dirección
ganadora es el signo positivo y solo se tomará en cuenta los vectores
vf1, vf2 y vf4 para conformar esta variable en el vector consenso. Si
hubiera un empate de signos entonces todos los vectores de factibilidad
participan para formar el vector consenso. La variable del vector con-
senso se construye promediando la variable x2, para este ejemplo, de
los vectores participantes. Los pasos necesarios para implementar este
método se presentan en el Algoritmo 17.

DBMAX Al igual que en la variante DBAVG, se toman en cuenta los
vectores con el signo ganador para formar el vector consenso. La dife-
rencia es que en DBMAX de los vectores seleccionados la variable de
máximo valor pasará automáticamente a conformar el vector consenso.
Si hubiera un empate de signos entonces se toma la variable máxima
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Algoritmo 16 Algoritmo FDnear, FDfar

1: Un conjunto de I restricciones c1...cI ;
2: Un punto inicial x;
3: Una tolerancia para la distancia de factibilidad α
4: Una tolerancia de movimiento β
5: Un número máximo de iteraciones µ
6: contador = 0
7: while contador <µ do
8: NINF = 0; k = 0 para toda j en ~x : nj = 0, sj = 0, zj = 0
9: if modo = near then

10: fd =∞
11: else

12: fd = 0
13: for Cada restricción ci do
14: if ci es violada then
15: Calcular el vector de factibilidad fvi y su distancia ‖∇fvi‖
16: if ‖fvi‖ > α then

17: NINF = NINF + 1
18: for Cada variable j in ci do
19: nj = nj + 1; sj = sj + fvij
20: if (modo = near and ‖∇fvi‖ < fd) or (modo = far and

‖∇fvi‖ > fd) then

21: k = i ; z = fvi
22: end if

23: end for

24: end if

25: end if

26: end for

27: end if

28: if NINF = 0 then
29: Terminar exitosamente
30: end if

31: for cada variable xj do
32: if xj aparece en ck then
33: tj = zj
34: else

35: if nj 6= 0 then
36: tj = sj/nj
37: else

38: tj = 0
39: end if

40: end if

41: end for

42: if ‖t‖ < β then

43: Salida No satisfactoria
44: end if

45: x = x+ t ; veri�car que xj este dentro de los límites de la variable
46: contador + +
47: end while
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Algoritmo 17 Algoritmo DBAVG

1: Un conjunto de I restricciones c1...cI ;
2: Un punto inicial x;
3: Una tolerancia para la distancia de factibilidad α
4: Una tolerancia de movimiento β
5: Un número máximo de iteraciones µ
6: contador = 0
7: while contador <µ do
8: NINF=0; for all j : n+

j = 0, n−j = 0, s+
j = 0, s−j = 0

9: for Cada restricción ci do
10: si ci es violada, entonces, Calcular el vector de factibilidad fvi y su

distancia ‖∇fvi‖
11: if ‖fvi‖ > α then

12: NINF = NINF +1
13: for Cada variable xj in ci do
14: if fvij > 0 then
15: n+

j = n+
j + 1; s+

j = s+
j + fvij

16: end if

17: if fvij < 0 then
18: n−j = n−j + 1; s−j = s−j + fvij
19: end if

20: end for

21: end if

22: end for

23: Si NINF = 0 , entonces , terminar exitosamente
24: for cada variable xj do
25: if n+

j = n−j y (n+
j + n−j > 0) then

26: tj = (s+
j + s−j )/(n+

j + n−j )

27: else if n+
j > n−j then

28: tj = s+
j /n

+
j

29: else

30: tj = s−j /n
−
j

31: end if

32: end for

33: if ‖t‖ ≤ β then

34: Salida No satisfactoria
35: end if

36: x = x+ t ; veri�car que xj este dentro de los límites de la variable
37: contador + +
38: end while
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de cada dirección y los vectores dueños de estas variables son los par-
ticipantes para formar el vector consenso y entonces la variable del
vector consenso se construye promediando la variable en los vectores
participantes, ver ejemplo en la Tabla 6.1. El Algoritmo 18 muestra los
pasos necesarios para implementar esta variante.

DBBND La dirección de movimiento toma en cuenta el número de
votos en cada dirección y la longitud del movimiento depende del ti-
po de restricción ya sea de igualdad o desigualdad. Cada movimiento
sugerido por las restricciones de igualdad es tomado en cuenta, pe-
ro solo movimientos largos son tomados en cuenta para restricciones
de desigualdad ya que son estos movimientos los que las satisfacen.
Los pasos necesarios para implementar este método se presentan en el
Algoritmo 19.

SUM En la variante SUM el vector consenso se obtiene sumando los
vectores de factibilidad. De esta manera todos los vectores de factibili-
dad participan en la formación del vector consenso, aunque al ser una
suma de vectores, los vectores de factibilidad de mayor longitud tienen
mayor in�uencia en el vector consenso. El algoritmo es similar al de
Basic CC Algoritmo (15) sólo que en la variante SUM no se hace el
promedio de vectores [54].

AUGMENTED

La versión aumentada de consenso de restricciones usa un enfoque
predictor-corrector para encontrar y ajustar la longitud del último vec-
tor consenso calculado en alguna generación anterior. El predictor lo
constituye el vector consenso construido de igual forma que en la ver-
sión Basic CC. Por su parte, el corrector es un factor de relajación que
se calcula independientemente por cada restricción violada, el cual es
utilizado para ajustar la longitud del vector predictor sin cambiar su
dirección. El promedio obtenido del factor de relajación es utilizado pa-
ra formar el vector consenso [54]. El vector de factibilidad aumentado
se calcula de acuerdo a la Ecuación (6.2).

fv =
−gi(xt)

gi(xt)− gi(xt−1)
(vc) (6.2)

donde fv representa el vector de factibilidad aumentado calculado para
la restricción violada actual; gi(xt) es el valor de violación de la restric-
ción actual, gi(xt−1) representa el valor de violación de la restricción
actual en la generación anterior, vc representa el vector consenso ob-
tenido previamente.
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Algoritmo 18 Algoritmo DBMAX

1: Un conjunto de I restricciones c1...cI ;
2: Un punto inicial x;
3: Una tolerancia para la distancia de factibilidad α
4: Una tolerancia de movimiento β
5: Un número máximo de iteraciones µ
6: contador = 0
7: while contador <µ do
8: NINF=0; for all j : n+

j = 0, n−j = 0, s+
j = 0, s−j = 0

9: for Cada restricción ci do
10: if ci es violada then
11: Calcular el vector de factibilidad fvi y su distancia ‖∇fvi‖
12: end if

13: if ‖fvi‖ > α then

14: NINF = NINF + 1
15: for Cada variable xj in ci do
16: if fvij > 0 then
17: n+

j = n+
j + 1

18: if fvij > s+
j then

19: s+
j = fvij

20: end if

21: else

22: if fvij < 0 then
23: n−j = n−j + 1

24: if fvij < s−j then

25: s−j = fvij
26: end if

27: end if

28: end if

29: end for

30: end if

31: end for

32: Si NINF = 0 entonces terminar exitosamente
33: for cada variable xj do
34: if n+

j = n−j y (n+
j + n−j > 0) then

35: tj = (s+
j + s−j )/(n+

j + n−j )

36: else if n+
j > n−j then

37: tj = s+
j /n

+
j

38: else

39: tj = s−j /n
−
j

40: end if

41: end for

42: if ‖t‖ ≤ β then

43: Salida No satisfactoria
44: end if

45: x = x+ t; veri�car que xj este dentro de los límites de la variable
46: contador + +
47: end while
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Algoritmo 19 Algoritmo DBBND

1: contador = 0
2: while contador <µ do
3: NINF = 0; for all j : n+

j = 0, n−j = 0, n=+
j = 0, n=−

j = 0, s+
j =

0, s−j = 0,max+
j = 0,max−j = 0

4: for Cada restricción ci do
5: if ci es violada then
6: Calcular el vector de factibilidad fvi y su distancia ‖∇fvi‖

7: if ‖fvi‖ > α then

8: NINF = NINF + 1
9: for Cada variable xj in ci do

10: if fvij > 0 then
11: n+

j = n+
j + 1

12: if es una restricción de igualdad then
13: s+

j = s+
j + fvij ; n=+

j = n=+
j + 1

14: else if Si fvij > max+
j then

15: max+
j = fvij

16: end if

17: else if fvij < 0 then
18: n−j = n−j + 1
19: if es una restricción de desigualdad then
20: s−j = s−j + fvij ; n=−

j = n=−
j + 1

21: else if fvij < max−j then

22: max−j = fvij
23: end if

24: end if

25: end for

26: end if

27: end if

28: end for

29: NINF = 0 entonces terminar exitosamente
30: for cada variable xj do
31: Si max+

j 6= 0, entonces s+
j = s+

j +max+
j ; n=+

j = n=+
j + 1

32: Si max−j 6= 0, entonces s−j = s−j +max−j ; n
=−
j = n=−

j + 1

33: if n+
j = n−j then

34: tj = (s+
j + s−j )/(n=+

j + n=−
j )

35: else if n+
j > n−j then

36: tj = s+
j /n

=+
j

37: else

38: tj = s−j /n
=−
j

39: end if

40: end for

41: Si ‖t‖ ≤ β , Salida No satisfactoria
42: x = x+ t ; veri�car que xj este dentro de los límites de la variable
43: contador + +
44: end while
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Tabla 6.1: Ejemplo de construcción del vector consenso para los métodos
DBAVG y DBMAX.

Vector de factibilidad
Variables

x1 x2 x3 x4
vf1 -2 2 2 4
vf2 2 1 -5 3
vf3 -3 -1 2 -1
vf4 0 5 -3 -4

Vector Consenso
DBavg -2.5 2.66 -1 0.5
DBmax -3 5 -1.5 0
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6.2. R+V: una nueva variante del método de con-
senso de restricciones

Las variantes del método de consenso de restricciones presentadas en la
sección anterior calculan el vector de factibilidad por cada restricción violada
en el punto actual. Por lo tanto, el cálculo del gradiente es un paso obligado
en este punto requiriendo de un alto costo computacional cuando el número
de restricciones asociadas al problema aumenta. Para hacer frente a esta si-
tuación se propone la variante R+V la cual permite un ahorro computacional
al calcular el gradiente únicamente para la restricción con mayor grado de
violación sin importar el número de restricciones violadas en el punto actual.
Por otro lado, dado que el vector consenso lo constituye el único vector de
factibilidad construido no es necesario un método de combinación de vectores
de factibilidad.

A diferencia de las variantes existentes, en la variante R+V existen sólo
dos posibles condiciones de paro, esto se debe a que ya no es necesaria la
construcción de un vector consenso dado que el vector de factibilidad direc-
tamente toma ese lugar. Las condiciones de paro son las siguientes:

Cuando la distancia del vector de factibilidad es menor que una tole-
rancia α especi�cada.

Cuando el número de iteraciones µ es alcanzado.

Los pasos necesarios para implementar la nueva variante R+V se presen-
tan en el Algoritmo 20.

Algoritmo 20 Algoritmo R+V

1: Un conjunto de I restricciones c1...cI ;
2: Un punto inicial no factible x;
3: Una tolerancia para la distancia de factibilidad α
4: Un número máximo de iteraciones µ
5: contador = 0
6: while contador <µ do
7: hd=RestriccionMasViolada(I)
8: fv = getVectorFactibilidad(hd)
9: if fv > α then

10: x = x+ fv
11: veri�car que x este dentro de los límites de las variables
12: end if

13: contador + +
14: end while
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6.3. Diseño experimental

En la Tabla 6.2 se presenta la con�guración de parámetros utilizados en
este trabajo, cabe destacar que los valores presentados son los propuestos
por los autores en [32],[56], [63]. Se aplicaron las pruebas estadísticas no
paramétricas, como rank sum de Wilcoxon o Kruskal-Wallis, debido a que
no se asegura una distribución normal en los datos de prueba.

Con el objetivo de analizar el desempeño de la nueva variante se llevaron
a cabo cuatro experimentos, los cuales se detallan a continuación.

Experimento 1. Comparativo entre variantes de CC. En este apartado
se presenta un comparativo entre las variantes de consenso de restric-
ciones BASIC, FDFAR, DBMAX, DBBND, AUGMENTED y la nueva
variante R+V propuesta en este capítulo. La �nalidad del comparativo
es conocer el desempeño de cada una de las variantes en el conjunto
de funciones de prueba. Para cada función de prueba se generaron 100
puntos aleatorios, de los cuales sólo los no factibles serán considerados
para ser procesados por cada una de las variantes.

Experimento 2. Posición de la variante R+V dentro del algoritmo MB-
SO. La �nalidad de este experimento es identi�car la mejor posición
de la variante R+V dentro del algoritmo MBSO la cual permita obte-
ner resultados competitivos en el conjunto de funciones de prueba. De
esta manera, analizando los tres operadores principales en los que se
encuentra dividido el algoritmo MBSO se tomó la decisión de aplicar
la variante R+V en estas tres posiciones y analizar su desempeño. Se
realizaron por lo tanto tres experimentos aplicando la variante en cada
operador, los cuales se mencionan a continuación.

1. Experimento a), R+VE1: La variante R+V se colocó dentro del
algoritmo MBSO antes de aplicar el operador de agrupamiento.
De esta manera la función de la variante es preprocesar la po-
blación inicial la cual será utilizada por el algoritmo MBSO en
etapas posteriores. Aleatoriamente se seleccionaron cinco puntos
no factibles de la población inicial que se convertirán en puntos de
entrada en la variante R+V. Los puntos obtenidos reemplazarán
a los puntos seleccionados en la población inicial.

2. Experimento b), R+VE2: La variante R+V es colocada dentro
del operador de reemplazo. Si la nueva solución es no factible,
entonces entra a la variante R+V con el objetivo de convertirse
en una solución factible y reemplazar a la solución seleccionada
en el operador.

3. Experimento c): Tres situaciones se presentan en este experimen-
to. Dado que el operador de cruza utiliza un vector base y un
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vector diferencia para aplicar la cruza, tres posiciones son de in-
terés para aplicar la variante R+V dentro del operador.

a) Experimento c1), R+VE3a: La variante R+V se aplica al vec-
tor base que será utilizado para generar las nuevas soluciones.

b) Experimento c2), R+VE3b: Siendo a, b los vectores utilizados
en la operación diferencia del operador de cruza, la variante
R+V se aplica al vector a el cual representa la dirección en
dicha diferencia de vectores.

c) Experimento c3), R+VE3c: La variante R+V se aplica al vec-
tor base y al vector a utilizados en el operador de cruza.

Experimento 3. Frecuencia de uso de la variante R+V dentro del algo-
ritmo MBSO. La experiencia adquirida en algoritmos inspirados en la
naturaleza indica que el número de soluciones no factibles disminuye
en tanto que el número de generaciones se incrementa, por lo tanto, el
mayor número de soluciones no factibles se concentra en las generacio-
nes iniciales del proceso evolutivo (ver Figura 6.4). En este aspecto y
siendo la fortaleza de los métodos basados en consenso de restricciones
llegar rápidamente a la región factible, lo mas conveniente es utilizar-
los cuando más soluciones no factibles existen en la población actual.
En virtud de ello, la combinación de estos métodos con los algoritmos
inspirados en la naturaleza se convierten en la oportunidad de obte-
ner resultados competitivos en espacios restringidos ahorrando costo
computacional medido por el número de evaluaciones de soluciones. Es
así como se llega a la conclusión de aplicar la variante R+V únicamente
en el 15% inicial del total de las evaluaciones permitidas al algoritmo
global. Además, con el propósito de reducir el número de evaluaciones,
se decidió aplicar la variante en intervalos cada 5 generaciones. Los
resultados obtenidos por cada una de las variantes se muestran en la
Figura 6.5

Experimento 4. Comparativo entre la mejor version obtenida por la
combinación R+V y MBSO (MBSO:R+V) y algunos algoritmos del
estado del arte.

Tabla 6.2: Con�guración de parámetros.

MBSO NP = 100, M =5, preplace = 0.2, pone = 0.8,
poneCenter = 0.4, ptwoCenter = 0.5, Maxiter =
Maxfes

NP
ε−Constrained cp=5, TC = 0.2*Maxiter, θ = 0.2NP

Maxfes 200,000 , 600,000
R+V µ = 5, α = 0.000001, β = 0.0001
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Tabla 6.3: Resultados obtenidos por las variantes de CC en el conjunto de
funciones del CEC2010 10D.

F P.I. No Factibles BASIC FDFAR DBMAX AUGMENTED DBBND R+V

C01 1 1 1 1 1 1 1

C02 100 72 78 72 64 72 76

C03 100 100 100 100 98 100 100

C04 100 61 37 32 68 37 100

C05 100 67 65 71 64 67 59

C06 100 53 62 68 64 53 59

C07 65 65 65 65 65 65 65

C08 59 56 56 56 53 56 56

C09 100 46 46 46 100 46 46

C10 100 70 70 70 88 70 70

C11 100 100 100 100 100 100 100

C12 100 100 100 100 94 100 100

C13 100 100 100 100 98 100 100

C14 100 100 100 100 97 100 100

C15 100 57 50 55 63 55 49

C16 100 95 62 79 42 90 83

C17 100 53 52 52 50 50 49

C18 100 57 100 57 57 57 100

TOTAL 1625 1253 1244 1224 1266 1219 1313

6.4. Resultados y discusión

6.4.1. Experimento 1. Comparativo entre R+V y otras va-
riantes de consenso de restricciones

El número de puntos no factibles obtenidos por cada problema se pre-
sentan en la columna 2 de la Tabla 6.3. Las otras columnas muestran el
éxito obtenido por cada variante, el cual se mide por el número de puntos no
factibles que fueron mejorados por cada variante. Debido a que resultados
similares fueron obtenidos con 10D y 30D, únicamente los resultados en 10D
son presentados. Aunque los resultados muestran un comportamiento muy
similar entre las variantes presentadas, se puede observar que la variante
AUGMENTED y la variante R+V se presentan como las más competitivas
en la Tabla 6.3, especialmente en las funciones C04, C09 y C18. Si se compa-
ran estas dos versiones por separado sobre el total de puntos mejorados por
cada versión se tiene la grá�ca de la Figura 6.1, donde se ve de forma más
clara que la variante R+V muestra un mejor rendimiento por una diferencia
de 44 puntos a favor en comparación con la variante AUGMENTED.

Los resultados de la Tabla 6.3 y la Figura 6.1 muestran que el tomar
en cuenta la información de la restricción con mayor grado de violación en
lugar del consenso de todas las restricciones violadas permite obtener mejores
resultados en las funciones de prueba.

6.4.2. Experimento 2. R+V dentro del algoritmo MBSO

La prueba estadística de Wilcoxon fue aplicada a los resultados �nales en
este experimento. Los resultados se muestran en las Tablas 6.4 y 6.5 donde
la variante R+VE1 se toma como base para realizar la prueba estadística.

Los resultados presentados en las Tablas 6.4 y 6.5 no muestran diferencia
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Figura 6.1: Comparativo entre las variantes de CC.

Tabla 6.4: Comparativo entre las variantes del Experimento 2, 10D.

Versiones Criterio Mejor Igual Peor Decisión p-value
R+VE1 vs R+VE2

Mejor

3 15 0 = 0.974277525
R+VE1 Vs R+VE3a 4 14 0 = 0.66585532
R+VE1 Vs R+VE3b 2 15 0 = 0.961219496
R+VE1 Vs R+VE3c 4 14 0 = 1
R+V E1 vs R+VE2

Media

2 15 1 = 0.987376927
R+VE1 Vs R+VE3a 3 14 1 = 0.874296698
R+VE1 Vs R+VE3b 2 16 0 = 0.824715242
R+VE1 Vs R+VE3c 4 14 0 = 0.447628106

Tabla 6.5: Comparativo entre las variantes del Experimento 2, 30D.

Versiones Criterio Mejor Igual Peor Decisión p_value
R+VE1 vs R+VE2

Mejor

3 15 0 = 0.843011125
R+VE1 Vs R+VE3a 4 13 1 = 0.679885581
R+VE1 Vs R+VE3b 5 12 1 = 0.800171553
R+VE1 Vs R+VE3c 4 12 2 = 0.861838193
R+V E1 vs R+VE2

Media

3 15 0 = 0.65591049
R+VE1 Vs R+VE3a 5 13 0 = 0.65591049
R+VE1 Vs R+VE3b 4 12 2 = 1
R+VE1 Vs R+VE3c 6 12 0 = 0.987378551

signi�cativa a favor de ninguna de las variantes presentadas. En contraste, el
análisis numérico de la Figura 6.2 y 6.3 muestra que aplicar la variante R+V
antes del operador de agrupamiento permite al algoritmo MBSO obtener un
mejor desempeño principalmente en el conjunto de funciones de dimensión
30.

Aunque el desempeño entre las variantes presentadas en este experimen-
to parece muy similar, aplicar la variante en el operador de cruza tiene un
grado de complejidad mayor ya que este operador se aplica por cada solución
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Figura 6.2: Mejor posición de la variante R+V dentro de MBSO en el con-
junto de prueba CEC2010 con 10D.

Figura 6.3: Mejor posición de la variante R+V dentro de MBSO en CEC2010
con 30D.

dentro de la población, por lo tanto, se tiene que seleccionar un parámetro
probabilístico pf que indique la frecuencia de aplicación de la variante R+V.
De otra forma su uso gastaría un total de NP X Maxiter evaluaciones afec-
tando el desempeño del algoritmo. En este trabajo el parámetro pf tiene un
valor de 0.1 el cual fue calculado empíricamente. Por otro lado, el desempeño
del algoritmo al aplicar la variante R+V en el operador de reemplazo se ve
afectado por el cumplimiento del parámetro preplace, de no cumplirse esta
condición la variante no se ejecuta en el algoritmo. Todas estas condiciones
afectan el comportamiento global del algoritmo MBSO en combinación con
la variante R+V a diferencia de aplicar la variante R+V antes del operador
de agrupamiento, en la cual el algoritmo MBSO sigue con su �ujo normal
de procesamiento. Esta situación y los resultados mostrados hacen ver a la
variante R+VE1 como la mejor opción para utilizarse dentro del algoritmo
MBSO.
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Figura 6.4: R+V aplicado durante todo el proceso evolutivo de la función 05
10D del CEC2010.

6.4.3. Experimento 3. R+V: Frecuencia de uso dentro del
algoritmo MBSO

Los resultados de la Figura 6.5 y 6.6 indican que ejecutando la variante
R+V esporádicamente en el intervalo sugerido, del 15% de las primeras ge-
neraciones, permite al algoritmo MBSO ahorrar evaluaciones. En la Figura
6.5 y 6.6 se muestra que los mejores resultados se obtuvieron ejecutando la
variante R+V cada 35 generaciones tanto con 10D como con 30D. Los mis-
mos resultados muestran que el uso de la variante R+V en cada generación
no necesariamente ayuda a decrementar el número de evaluaciones. Al con-
trario, el uso esporádico dentro del intervalo especi�cado es más conveniente.
Este comportamiento es el esperado puesto que los operadores especiales son
sólo métodos que proporcionan un sesgo particular al algoritmo global para
alcanzar áreas de interés dentro del espacio de búsqueda, siendo el esfuerzo
principal producido por el algoritmo global.

6.4.4. Experimento 4. Comparativo entre el algoritmoMBSO-
R+V y los algoritmos del estado del arte

En este apartado se presenta el comparativo entre el algoritmo MB-
SO:R+V y algoritmos representativos del estado del arte. El algoritmo de
Evolución Diferencial (DE), el cual se muestra como un algoritmo competi-
tivo tanto en espacios sin restricciones como en espacios restringidos, es el
algoritmo global utilizado por los algoritmos del estado del arte. Los resulta-
dos del comparativo se muestran en las Tablas 6.6 y 6.7. Los algoritmos del
estado del arte que se utilizaron en el comparativo son CoBe-MmDE [18],
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Figura 6.5: MBSO:R+V aplicado cada (5,10,15,20,25,30,35,40,45,50) gene-
raciones durante el primer 15% de las generaciones permitidas al algoritmo
global en CEC2010 10D.

Figura 6.6: MBSO:R+V aplicado cada (5,10,15,20,25,30,35,40,45,50) genera-
ciones durante las primeras 15% de las generaciones permitidas al algoritmo
global en CEC2010 30D.

EMODE [21], SAMO-DE [22], ECHT-ARMOR-DE [29], DEbavDBmax [32],
DE-DPS [51], ε-DEag [56].

Se aplicó la prueba estadística de Kruskal-Wallis y la prueba post-hoc de
Bonferroni. Los resultados se presentan en la Figura 6.7 en los cuales no se
observa diferencia signi�cativa entre la media y el mejor valor encontrado en
las funciones objetivo. Únicamente se reporta diferencia signi�cativa en los
valores obtenidos por la desviación estándar con excepción de los algoritmos
CoBe-MDE y SAMO-DE. Con base en los resultados se puede concluir que
el algoritmo MBSO-R+V es un algoritmo competitivo con los algoritmos del
estado del arte para resolver problemas de optimización con restricciones.
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Tabla 6.6: Comparativo entre MBSO-R+V y Algoritmos representativos del
Estado del Arte. Parte 1

F Algoritmo
10D 30D

Mejor Promedio DE Mejor Promedio DE

C01

MBSO-R+V -7.47310E-01 -7.43611E-01 7.85043E-03 -8.21883E-01 -7.86077E-01 1.98774E-02
CoBe-MDE -7.47310E-01 -7.34552E-01 2.71701E-02 -8.21884E-01 -7.37349E-01 2.56417E+00
HAMZA-2016 -7.47310E-01 -7.46399E-01 2.55289E-03 -8.21884E-01 -8.13563E-01 7.85460E-03
E-MODE -7.47310E-01 -7.47310E-01 2.45131E-16 -8.21884E-01 -8.19898E-01 2.86297E-03
SAMO-DE -7.47310E-01 -7.47040E-01 1.35064E-03 -8.21884E-01 -8.14367E-01 4.76600E-03
εDEag -7.47310E-01 -7.47040E-01 1.32334E-03 -8.21826E-01 -8.20869E-01 7.10389E-04
DE-DPS -7.47310E-01 -7.47310E-01 2.26623E-16 -8.21884E-01 -8.21204E-01 1.79648E-03

ECHT-ARMOR-DE -7.47300E-01 -7.47000E-01 1.40000E-03 -8.18060E-01 -7.89920E-01 2.51000E-02

C02

MBSO-R+V -2.19851E+00 -1.94946E+00 3.76873E-01 -2.23316E+00 -1.91178E+00 6.76282E-01
CoBe-MDE -2.23826E+00 -2.06665E+00 8.67312E-02 -2.21795E+00 -1.99525E+00 1.42773E-01
HAMZA-2016 -2.27771E+00 -2.19837E+00 8.38973E-02 -2.28097E+00 -2.27665E+00 3.15042E-03
E-MODE -2.27771E+00 -2.27771E+00 2.54021E-10 -2.28097E+00 -2.27623E+00 4.89723E-03
SAMO-DE -2.27771E+00 -2.27684E+00 1.15496E-03 -2.28096E+00 -2.27611E+00 3.70600E-03
εDEag -2.27770E+00 -2.25887E+00 2.38978E-02 -2.16925E+00 -2.15142E+00 1.19758E-02
DE-DPS -2.27771E+00 -2.27751E+00 2.54035E-04 -2.28067E+00 -2.24463E+00 5.20548E-02

ECHT-ARMOR-DE -2.27770E+00 -2.27700E+00 3.30000E-03 -2.26070E+00 -2.17060E+00 7.36000E-02

C03

MBSO-R+V 0.00000E+00 2.43000E-17 1.16000E-16 3.61000E-11 5.98409E+01 4.35583E+01
CoBe-MDE 0.00000E+00 0.00000E+00 0.00000E+00 2.11786E-06 1.24536E-05 1.02138E-05
HAMZA-2016 0.00000E+00 0.00000E+00 0.00000E+00 0.00000E+00 6.38217E-25 7.13348E-25
E-MODE 0.00000E+00 0.00000E+00 0.00000E+00 0.00000E+00 3.12360E-25 5.72975E-25
SAMO-DE 0.00000E+00 4.17300E-23 1.64051E-22 4.59960E-24 4.82600E-22 1.14600E-21
εDEag 0.00000E+00 0.00000E+00 0.00000E+00 2.86735E+01 2.88379E+01 8.04716E-01
DE-DPS 0.00000E+00 0.00000E+00 0.00000E+00 1.62000E-19 1.84790E-13 4.17994E-13

ECHT-ARMOR-DE 0.00000E+00 0.00000E+00 0.00000E+00 2.58010E-24 2.63800E+01 7.94000E+00

C04

MBSO-R+V -1.00000E-05 8.18634E-02 2.20385E-01 1.93682E+01 1.93682E+01 0.00000E+00
CoBe-MDE -9.99939E-06 -9.99499E-06 4.59939E-09 4.09359E-04 5.47581E-02 1.83033E-01
HAMZA-2016 -1.00000E-05 -1.00000E-05 0.00000E+00 -3.33296E-06 -3.33087E-06 2.77215E-09
E-MODE -1.00000E-05 -1.00000E-05 0.00000E+00 -3.33333E-06 -3.33333E-06 2.45925E-16
SAMO-DE -1.00000E-05 -1.00000E-05 1.44608E-11 -3.24800E-06 -2.41130E-06 4.49234E-07
εDEag -9.99235E-06 -9.91845E-06 1.54673E-07 4.69811E-03 8.16297E-03 3.06779E-03
DE-DPS -1.00000E-05 -1.00000E-05 9.09633E-15 -3.33180E-06 -3.31230E-06 2.03926E-08

ECHT-ARMOR-DE -1.00000E-05 -1.00000E-05 0.00000E+00 -3.33260E-06 8.37130E-02 2.89000E-01

C05

MBSO-R+V -4.83611E+02 -3.88419E+02 2.40866E+02 -4.83487E+02 -4.00802E+02 1.19541E+02
CoBe-MDE -4.83611E+02 -4.83611E+02 2.42094E-10 -3.66104E+02 -1.89424E+02 7.81926E+01
HAMZA-2016 -4.83611E+02 -4.83611E+02 4.94808E-06 -4.83611E+02 -4.83611E+02 7.16023E-09
E-MODE -4.83611E+02 -4.83611E+02 3.48093E-13 -4.83611E+02 -4.83611E+02 2.03634E-13
SAMO-DE -4.83611E+02 -4.83611E+02 4.14428E-06 -4.83611E+02 -4.83611E+02 5.38991E-06
εDEag -4.83611E+02 -4.83611E+02 3.89035E-13 -4.53131E+02 -4.49546E+02 2.89911E+00
DE-DPS -4.83611E+02 -4.83611E+02 1.25826E-10 -4.83611E+02 -4.83611E+02 4.42074E-06

ECHT-ARMOR-DE -4.83610E+02 -4.83610E+02 0.00000E+00 -4.81220E+02 -4.33350E+02 1.46000E+02

C06

MBSO-R+V -5.78308E+02 -4.84418E+02 2.75726E+02 -5.29945E+02 -3.30283E+02 3.67816E+02
CoBe-MDE -5.78662E+02 -5.78662E+02 2.17474E-07 -5.22832E+02 -4.79459E+02 7.41970E+01
HAMZA-2016 -5.75505E+02 -5.75505E+02 7.67776E-07 -5.30638E+02 -5.30566E+02 2.34649E-01
E-MODE -5.78662E+02 -5.78662E+02 3.24887E-13 -5.30638E+02 -5.30638E+02 4.66102E-10
SAMO-DE -5.78662E+02 -5.78656E+02 9.35219E-03 -5.30637E+02 -5.30616E+02 1.28805E-02
εDEag -5.78658E+02 -5.78653E+02 3.62717E-03 -5.28575E+02 -5.27907E+02 4.74838E-01
DE-DPS -5.78662E+02 -5.78662E+02 8.05379E-04 -5.30638E+02 -5.30633E+02 5.89364E-03

ECHT-ARMOR-DE -5.78660E+02 -5.78660E+02 4.00000E-13 -5.24650E+02 -4.89310E+02 1.32000E+02

C07

MBSO-R+V 1.48000E-26 1.59463E-01 7.81207E-01 1.30000E-09 3.18933E-01 1.08154E+00
CoBe-MDE 0.00000E+00 1.66108E-01 8.13757E-01 4.25873E+00 7.69379E+01 8.04727E+01
HAMZA-2016 0.00000E+00 1.25029E-28 2.27457E-28 0.00000E+00 1.59465E-01 7.97325E-01
E-MODE 0.00000E+00 0.00000E+00 0.00000E+00 0.00000E+00 1.60513E-27 4.13547E-27
SAMO-DE 0.00000E+00 7.76275E-23 3.88080E-22 9.49525E-23 1.78279E-13 3.62804E-13
εDEag 0.00000E+00 0.00000E+00 0.00000E+00 1.14711E-15 2.60363E-15 1.23343E-15
DE-DPS 0.00000E+00 0.00000E+00 0.00000E+00 5.48786E-20 1.03359E-13 2.20540E-13

ECHT-ARMOR-DE 0.00000E+00 0.00000E+00 0.00000E+00 0.00000E+00 1.07890E-25 2.20000E-25

C08

MBSO-R+V 1.95000E-22 9.89005E+00 6.14239E+00 5.61000E-08 3.19457E+01 8.63495E+01
CoBe-MDE 0.00000E+00 6.48219E+00 5.72333E+00 2.16719E-01 1.16733E+03 1.37638E+03
HAMZA-2016 0.00000E+00 9.21687E+00 3.59585E+00 1.01271E-26 4.20083E-26 4.91772E-26
E-MODE 0.00000E+00 1.00662E+01 3.02958E+00 0.00000E+00 1.37398E-27 4.09125E-27
SAMO-DE 0.00000E+00 2.52009E-25 1.26005E-24 6.42581E-21 1.03293E-09 2.37330E-09
εDEag 0.00000E+00 6.72753E+00 5.56065E+00 2.51869E-14 7.83146E-14 4.85518E-14
DE-DPS 0.00000E+00 3.95039E+00 5.01904E+00 4.57572E-13 3.44757E-09 8.86366E-09

ECHT-ARMOR-DE 0.00000E+00 7.52620E+00 5.00000E+00 0.00000E+00 2.01010E+01 4.70000E+01

C09

MBSO-R+V 0.00000E+00 1.24000E+10 6.07000E+10 2.54000E-15 9.00000E+10 4.39000E+11
CoBe-MDE 0.00000E+00 3.92029E+00 1.64557E+01 4.69352E+00 4.24395E+05 1.30292E+06
HAMZA-2016 0.00000E+00 4.53818E-26 1.83954E-25 0.00000E+00 4.30250E-26 4.47479E-26
E-MODE 0.00000E+00 0.00000E+00 0.00000E+00 0.00000E+00 9.27762E-27 1.81923E-26
SAMO-DE 0.00000E+00 5.08975E+00 2.41083E+01 1.18617E-20 6.07967E+00 1.43260E+01
εDEag 0.00000E+00 0.00000E+00 0.00000E+00 2.77067E-16 1.07214E+01 2.82192E+01
DE-DPS 0.00000E+00 0.00000E+00 0.00000E+00 3.81580E-23 5.29059E-14 1.27939E-13

ECHT-ARMOR-DE 0.00000E+00 1.76330E-01 8.80000E-01 0.00000E+00 4.61100E+00 2.31000E+01
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Tabla 6.7: Continuación: Comparativo entre MBSO-R+V y Algoritmos re-
presentativos del Estado del Arte. Parte 2

F Algoritmo
10D 30D

Mejor Promedio DE Mejor Promedio DE

C10

MBSO-R+V 1.91000E-26 1.65350E+01 2.05163E+01 6.54698E+00 9.92844E+01 2.55637E+02
CoBe-MDE 0.00000E+00 3.47716E+00 1.17805E+01 5.13956E+00 1.27313E+03 3.55121E+03
HAMZA-2016 0.00000E+00 1.33352E-26 3.33891E-26 1.50649E-26 4.41228E-20 1.21180E-19
E-MODE 0.00000E+00 0.00000E+00 0.00000E+00 0.00000E+00 6.98791E-27 1.42640E-26
SAMO-DE 0.00000E+00 4.46766E-01 1.54630E+00 9.76900E-21 1.96078E+01 2.12375E+01
εDEag 0.00000E+00 0.00000E+00 0.00000E+00 3.25200E+01 3.32618E+01 4.54558E-01
DE-DPS 0.00000E+00 0.00000E+00 0.00000E+00 1.63778E-21 2.23928E-13 6.24058E-13

ECHT-ARMOR-DE 0.00000E+00 0.00000E+00 0.00000E+00 6.02090E-13 6.55360E+01 1.07000E+02

C11

MBSO-R+V -1.52271E-03 -1.52271E-03 3.36000E-10 -3.92000E-04 -1.48000E-04 2.19000E-04
CoBe-MDE -1.52271E-03 -1.52271E-03 2.27150E-10 -3.81894E-04 -3.81894E-04 -3.81894E-04
HAMZA-2016 -1.52271E-03 -1.52271E-03 1.46160E-14 -3.92344E-04 -3.92344E-04 3.98468E-10
E-MODE -1.52271E-03 -1.52271E-03 8.90202E-17 -3.92344E-04 -3.92344E-04 1.07480E-10
SAMO-DE -1.52271E-03 -1.52271E-03 3.66761E-09 -3.92300E-04 -3.86900E-04 6.14966E-06
εDEag -1.52271E-03 -1.52271E-03 6.34104E-11 -3.26846E-04 -2.86388E-04 2.70761E-05
DE-DPS -1.52271E-03 -1.52271E-03 3.14275E-12 -3.92344E-04 -3.92342E-04 8.77688E-10

ECHT-ARMOR-DE -1.52270E-03 -1.52270E-03 4.40000E-02 -3.92340E-04 -3.92340E-04 5.28000E-03

C12

MBSO-R+V -5.70051E+02 -3.01914E+01 1.27246E+02 -1.99259E-01 4.18288E-01 1.94925E+00
CoBe-MDE -3.03784E+02 -2.31934E+01 6.79731E+01 -1.99117E-01 -1.49136E-01 7.10500E-02
HAMZA-2016 -2.20251E-01 -2.20250E-01 6.62040E-07 -1.99264E-01 -1.99264E-01 1.63099E-09
E-MODE -4.23133E+02 -9.46103E+01 1.47632E+02 -1.99263E-01 -1.99263E-01 2.90292E-09
SAMO-DE -5.70090E+02 -1.16613E+02 1.83001E+02 -1.99260E-01 -1.99257E-01 1.32189E-06
εDEag -5.70090E+02 -3.36735E+02 1.78217E+02 -1.99145E-01 3.56233E+02 2.88925E+02
DE-DPS -1.99250E-01 -1.99250E-01 4.19599E-10 -1.99264E-01 -1.99260E-01 2.60287E-08

ECHT-ARMOR-DE -1.99250E-01 -1.99250E-01 1.60000E-13 -1.99260E-01 -1.60760E-01 1.93000E-01

C13

MBSO-R+V -6.84294E+01 -6.46314E+01 2.12383E+00 -6.43291E+01 -6.05827E+01 2.38479E+00
CoBe-MDE -6.35253E+01 -5.72131E+01 8.52298E+00 -6.28397E+01 -5.76379E+01 2.56417E+00
HAMZA-2016 -6.84294E+01 -6.75089E+01 1.41478E+00 -6.58321E+01 -6.01806E+01 5.06689E+00
E-MODE -6.84294E+01 -6.84293E+01 2.96573E-04 -6.84286E+01 -6.51674E+01 1.91800E+00
SAMO-DE -6.84294E+01 -6.84294E+01 1.54288E-07 -6.84294E+01 -6.81918E+01 3.89164E-01
εDEag -6.84294E+01 -6.84294E+01 1.02596E-06 -6.64247E+01 -6.53531E+01 5.73301E-01
DE-DPS -6.84294E+01 -6.84294E+01 0.00000E+00 -6.84294E+01 -6.63314E+01 2.08493E+00

ECHT-ARMOR-DE -6.84290E+01 -6.71690E+01 2.10000E+00 -6.74160E+01 -6.46460E+01 1.97000E+00

C14

MBSO-R+V 3.73000E-26 4.69000E-05 2.29000E-04 1.57000E-12 1.23559E+02 5.61397E+02
CoBe-MDE 0.00000E+00 6.64430E-01 1.51766E+00 1.97420E+01 1.93110E+06 4.98750E+06
HAMZA-2016 0.00000E+00 3.30388E-27 4.71892E-27 0.00000E+00 1.01059E-25 8.05286E-26
E-MODE 0.00000E+00 0.00000E+00 0.00000E+00 0.00000E+00 2.07587E-27 5.75660E-27
SAMO-DE 0.00000E+00 1.20638E-21 2.43593E-21 1.74700E-22 1.19691E-08 2.56942E-08
εDEag 0.00000E+00 0.00000E+00 0.00000E+00 5.01586E-14 3.08941E-13 5.60841E-13
DE-DPS 0.00000E+00 0.00000E+00 0.00000E+00 8.92580E-21 5.13741E-14 1.31791E-13

ECHT-ARMOR-DE 0.00000E+00 0.00000E+00 0.00000E+00 1.58090E-27 6.61350E+02 2.47000E+03

C15

MBSO-R+V 4.06000E-22 8.74000E+11 3.22000E+12 1.38000E-09 1.11000E+12 5.42000E+12
CoBe-MDE 0.00000E+00 1.87394E-01 9.18037E-01 1.46048E+06 3.35372E+09 6.84313E+09
HAMZA-2016 0.00000E+00 2.95843E-25 1.08632E-24 5.02646E-26 1.86828E-22 2.96870E-22
E-MODE 0.00000E+00 0.00000E+00 0.00000E+00 0.00000E+00 2.53682E-27 6.80738E-27
SAMO-DE 0.00000E+00 7.05380E-04 2.44138E-03 5.84240E-18 2.11281E+00 4.51067E+00
εDEag 0.00000E+00 1.79898E-01 8.81316E-01 2.16035E+01 2.16038E+01 1.10483E-04
DE-DPS 0.00000E+00 5.43891E-26 2.19329E-25 6.33626E-20 1.95781E-13 5.22687E-13

ECHT-ARMOR-DE 0.00000E+00 2.82460E+00 1.60000E+00 1.17160E-04 3.13160E+08 1.20000E+09

C16

MBSO-R+V 0.00000E+00 2.75811E-01 3.66072E-01 0.00000E+00 4.79015E-02 2.01555E-01
CoBe-MDE 0.00000E+00 4.53657E-01 5.12495E-01 1.93179E-14 3.98805E-03 1.28401E-02
HAMZA-2016 0.00000E+00 0.00000E+00 0.00000E+00 0.00000E+00 0.00000E+00 0.00000E+00
E-MODE 0.00000E+00 0.00000E+00 0.00000E+00 0.00000E+00 0.00000E+00 0.00000E+00
SAMO-DE 0.00000E+00 6.46960E-03 1.08704E-02 0.00000E+00 4.16070E-03 7.67790E-03
εDEag 0.00000E+00 3.70205E-01 3.71048E-01 0.00000E+00 2.16840E-21 1.06230E-20
DE-DPS 0.00000E+00 0.00000E+00 0.00000E+00 0.00000E+00 0.00000E+00 0.00000E+00

ECHT-ARMOR-DE 0.00000E+00 2.84780E-02 5.00000E-02 0.00000E+00 0.00000E+00 0.00000E+00

C17

MBSO-R+V 0.00000E+00 4.10073E+01 1.17585E+02 6.93579E-03 1.88444E+02 3.46971E+02
CoBe-MDE 0.00000E+00 0.00000E+00 0.00000E+00 4.11832E-10 6.49249E-04 3.17945E-03
HAMZA-2016 1.34661E-29 7.05345E-19 1.07920E-18 1.06123E-18 1.81193E-12 5.28194E-12
E-MODE 0.00000E+00 3.41749E-30 1.70721E-29 1.95482E-32 2.77147E-21 8.43914E-21
SAMO-DE 0.00000E+00 1.26550E-23 3.21799E-23 0.00000E+00 1.02263E-10 1.45515E-10
εDEag 1.46318E-17 1.24956E-01 1.93720E-01 2.16572E-01 6.32649E+00 4.98669E+00
DE-DPS 0.00000E+00 1.06127E-24 3.88726E-24 3.23601E-12 8.76619E-02 1.55966E-01

ECHT-ARMOR-DE 0.00000E+00 3.69780E-33 3.10000E-33 3.35640E-16 4.03360E-01 3.51000E-01

C18

MBSO-R+V 0.00000E+00 1.28565E+02 4.18874E+02 3.78000E-12 2.08031E+02 9.55766E+02
CoBe-MDE 0.00000E+00 0.00000E+00 0.00000E+00 3.27286E-13 6.47806E+01 1.45721E+02
HAMZA-2016 4.23953E-25 3.88548E-24 4.33667E-24 1.03010E-18 2.82943E-01 1.35637E+00
E-MODE 0.00000E+00 1.52842E-32 2.19609E-32 1.27764E-28 1.34036E-20 6.55039E-20
SAMO-DE 1.17400E-23 4.44799E-19 6.63671E-19 9.19280E-18 2.56810E-09 6.98480E-09
εDEag 3.73144E-20 9.67877E-19 1.81123E-18 1.22605E+00 8.75457E+01 1.66475E+02
DE-DPS 0.00000E+00 3.20908E-23 7.12457E-23 6.74774E-13 9.45991E-08 1.91224E-07

ECHT-ARMOR-DE 0.00000E+00 0.00000E+00 0.00000E+00 0.00000E+00 0.00000E+00 0.00000E+00
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Figura 6.7: Resultados de la prueba Post-Hoc de Bonferroni. Mejor valor, me-
jor media y mejor desviación estándar obtenidos en el conjunto de funciones
de prueba. Comparativo entre MBSO-R+V y los algoritmos representativos
del estado del arte.
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6.5. Conclusiones

En este capítulo se presentó una nueva variante del método de consen-
so de restricciones como operador especial por el algoritmo MBSO. En la
nueva variante (R+V) el vector consenso se construye a partir del vector
de factibilidad calculado únicamente para la restricción con mayor grado de
violación. La variante R+V fue comparada con las variantes presentadas en
[35] y [54] resolviendo el conjunto de treinta y seis funciones del CEC2010.
Entre las variantes presentadas se tiene a R+V como la variante mas com-
petitiva en este tipo de problemas ya que fue la que reportó mayor número
de soluciones factibles y redujo la violación de las restricciones en un mayor
número de puntos no factibles. Demostrando que al obtener información de
la restricción con mayor grado de violación se generan resultados similares
que el consultar la información de las diferentes restricciones violadas en el
punto actual. Por otra parte, permite reducir costo computacional, medido
por el número de evaluaciones, al evitar el cálculo del vector de factibili-
dad por cada restricción violada antes de decidir quién se convertirá en el
vector consenso. La nueva variante sólo calcula un vector de factibilidad sin
importar el número de restricciones violadas por el punto actual, lo cual lo
hace atractivo respecto de las variantes inspiradas en el mismo método. Este
vector de factibilidad es el que se convertirá automáticamente en el vector
consenso. Agregar la variante R+V al algoritmo MBSO [6] hizo que se me-
jorara su desempeño resaltando sus habilidades para resolver problemas de
optimización con restricciones. Los resultados indicaron que posicionando la
variante R+V antes del operador de agrupamiento dentro del ciclo princi-
pal del algoritmo MBSO, y aplicando la variante durante las primeras 15%
del total de generaciones permitidas al algoritmo global, hacen del nuevo
algoritmo MBSO:R+V un algoritmo competitivo al obtener resultados si-
milares a los obtenidos con algoritmos representativos del estado del arte.
Además, requirió un menor número de evaluaciones comparado con el algo-
ritmo MBSO original al necesitar un promedio de 535,968.75 evaluaciones
por el algoritmo MBSO y un promedio de 455,821.27 evaluaciones para el
algoritmo MBSO:R+V en 30D, sin mostrar diferencia en 10D. Esta situación
muestra que la variante R+V permite al algoritmo MBSO:R+V alcanzar la
zona factible con mayor rapidez en el conjunto de prueba utilizado en este
trabajo.



Capítulo 7

Conclusiones y Trabajo Futuro

7.1. Conclusiones

En este trabajo de tesis se utilizaron dos operadores especiales en combi-
nación con el algoritmo de inteligencia colectiva basado en tormenta de ideas
(BSO) para resolver problemas de optimización con restricciones. En primer
lugar, dado que BSO es un algoritmo exitoso en espacios sin restricciones
pero no analizado en espacios restringidos, el primer paso fue asegurar su
buen desempeño en problemas de optimización con restricciones. Para esto,
se hizo un comparativo de tres versiones del algoritmo BSO con tres maneja-
dores de restricciones para de�nir el desempeño de cada versión del algoritmo
con cada manejador de restricciones. El éxito del algoritmo fue probado en
el conjunto de 24 funciones de prueba del CEC2006 (ver Apéndice A). Las
conclusiones de este experimento se mencionan a continuación.

Tanto para el algoritmo BSO como para las variantes utilizadas en este
trabajo, especialmente la versión MBSO, se requiere de manejadores de
restricciones como ε-constrained donde se maneje una tolerancia que
permite soluciones ligeramente no factibles como factibles, esto hace
que esta clase de algoritmos pueda obtener los mejores resultados en
el tipo de problemas utilizados.

Una vez comprobado el éxito del algoritmo BSO en espacios restringidos,
el siguiente paso fue tratar de mejorar su desempeño guiando su búsqueda
hacia la frontera de la región factible a través del operador especial Boundary
Search (BS) y dos nuevos operadores de frontera propuestos en este trabajo.
El primero de ellos (BS-r) basado en la división de segmento de línea de
Álgebra Lineal, en el cual se busca alcanzar la frontera de las restricciones a
través de tamaños de paso variable de�nidos por los valores del parámetro
r los cuales van desde 0.1 hasta 0.9. El segundo operador propuesto (BS-
G) intenta cubrir las limitantes observadas en el operador BS. BS-G no
requiere de puntos factibles para iniciar el proceso de búsqueda sino que
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busca explorar la frontera de las restricciones a través del gradiente de la
restricción violada. A partir del cálculo de vectores de factibilidad se intentó
acercar un punto no factible a un punto que se encuentre dentro o muy cerca
de la frontera de la restricción.

Dado que esta clase de operadores necesita de�nir una política para de-
cidir a qué restricción se aplicará el método, cuando existe más de una res-
tricción asociada al problema, se decidió explorar la frontera de la restricción
más difícil de satisfacer en el punto actual utilizando el conjunto de treinta
y seis funciones de prueba del CEC2010 (ver Apéndice B. Los resultados de
este trabajo se presentan en el Capítulo 5 y se puede concluir lo siguiente.

Si el tipo de problema lo permite, utilizar un operador de frontera que
haga uso del gradiente además de mejorar los resultados �nales del
algoritmo MBSO, se elimina el requerimiento de puntos factibles de
entrada, lo cual es una gran ventaja en espacios restringidos.

Otra área de interés en espacios restringidos es el aproximarse a la región
factible. El objetivo de los métodos de búsqueda en este tipo de problemas es
acercarse lo más rápido posible a esta región de interés y poder mantenerse
dentro de ella. Para lograr la meta, en esta tesis se propuso explorar el
método de consenso de restricciones basado en la proyección del gradiente
de las restricciones. Se propuso además, una variante al método conocida
como R+V, la cual ahorra costo computacional al calcular un único vector de
factibilidad y por lo tanto, un único gradiente para la restricción con mayor
grado de violación. La propuesta se comparó con las variantes existentes en el
conjunto de treinta y seis funciones de prueba del CEC2010 (ver Apéndice B).
Una vez que se demostró su éxito en este tipo de problemas, se combinó con el
algoritmo MBSO y los mejores resultados se compararon con los algoritmos
del estado del arte. Los resultados de este trabajo se pueden apreciar en el
Capítulo 6 y del experimento se aporta el siguiente conocimiento:

Si bien se pueden obtener resultados competitivos utilizando las versio-
nes existentes del método de consenso de restricciones, en este trabajo
se demostró que con la variante R+V se puede simpli�car el proceso pa-
ra obtener resultados muy similares utilizando información de una sola
restricción, sin necesidad de considerar todas las restricciones violadas
en el punto actual.

Observaciones generales respecto al algoritmo BSO:

El algoritmo BSO mostró la capacidad de generar resultados �nales
muy similares a los obtenidos por algoritmos representativos del esta-
do del arte en problemas de optimización numérica con restricciones.
Los conjuntos de prueba a los que se sometió el algoritmo son los pre-
sentados en el CEC2006 y CEC2010 (ver Apéndices A y B).
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La mayor di�cultad en el algoritmo BSO es la cantidad de parámetros
a calibrar. Aunque en esta tesis los valores de los parámetros utilizados
son los propuestos por los autores, es evidente que los resultados mos-
trados pueden variar si estos valores de parámetros son recon�gurados.

El desempeño general del algoritmo BSO en espacios restringidos es
mejorado con el uso de operadores especiales.

Observaciones generales respecto a los operadores de frontera BS, BS-r
y BS-G:

En los tres operadores de frontera estudiados, aunque la idea de apli-
carlo a la restricción con mayor grado de violación resultó conveniente,
existe la desventaja de no tomar en cuenta la información que pudie-
ran presentar otras restricciones que son violadas en el punto actual.
Ello provoca que el método esté continuamente generando puntos que
exploran sólo un límite de la región factible dejando de lado áreas que
pudieran ser prometedoras.

Tanto en el operador BS como en el operador BS-r la necesidad de pun-
tos factibles constituyen una desventaja cuando se trata con problemas
difíciles de resolver. Por ejemplo, espacios de búsqueda muy grandes
con regiones factibles muy pequeñas.

La simplicidad de la búsqueda ofrecida por los métodos BS y BS-r
para alcanzar la frontera de las restricciones junto con los resultados
ofrecidos son su principal fortaleza. Además de poder ser aplicados a
la gran mayoría de problemas sin importar sus características, siempre
y cuando en este tipo de problemas exista la posibilidad de generar
puntos factibles.

En el operador BS-G, el no requerir puntos factibles de entrada se
convierte en una ventaja para el método que le permite ser aplicado
en generaciones tempranas dentro del ciclo de evolución. Ello permite
al algoritmo de búsqueda global alcanzar con mayor rapidez la región
factible.

La mayor desventaja del método BS-G es que al ser un método basado
en el gradiente necesita de espacios continuos y funciones diferenciales.
Si éstas condiciones no se cumplen, el método presenta di�cultades de
aplicación y si no se dan las condiciones de paro apropiadas, el método
sólo utilizaría evaluaciones innecesarias en el proceso.

Observaciones generales respecto a la variante R+V:
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R+V es una variante del método de consenso de restricciones, por lo
tanto su objetivo principal es alcanzar la región factible con rapidez.
Lo que la distingue de otras variantes del mismo método es que la bús-
queda de la región factible lo hace a partir de la restricción con mayor
grado de violación en lugar de tomar consenso de todas las restriccio-
nes violadas en el punto actual. Esta diferencia respecto de las otras
variantes permite un ahorro computacional al momento de calcular el
gradiente sólo para una restricción y no por cada restricción violada.
Aunque esta es una ventaja para la variante, la desventaja es que el mé-
todo aproxima la región factible sólo considerando información parcial
de las restricciones.

La variante R+V muestra un desempeño similar al de las otras va-
riantes basadas en el mismo método. Esto la convierte en una opción
atractiva en el área ya que se pueden obtener resultados similares a un
bajo costo computacional.

Al igual que sus antecesoras, la variante R+V padece las mismas ca-
rencias al tratarse de un método basado en el gradiente y enfrentarse
a espacios discontinuos y funciones no diferenciales.

7.2. Trabajo Futuro

Como posible continuación del trabajo presentado en esta tesis se en-
cuentra los siguientes:

Enfrentar el algoritmo MBSO reforzado con operadores especiales (MBSO-
BS, MBSO-R+V) al conjunto de funciones propuesto en el CEC2017.

Aplicar los operadores especiales propuestos, tanto de frontera como
de factibilidad, a otros algoritmos del estado del arte como lo es la
Evolución diferencial y PSO.

Mejorar el operador de frontera BS-r de tal manera que el parámetro
r tome valores adaptativos de acuerdo al grado de violación de las
restricciones.

Mejorar el operador de frontera BS de tal manera que pueda integrar
información de todas las restricciones violadas al mismo tiempo antes
de generar el nuevo punto. Esto con la �nalidad de generar puntos
cerca de la frontera de todas las restricciones a la vez y poder rodear
la frontera de la región factible en el espacio de búsqueda.

Combinar el uso de los dos operadores (BS-G y R+V) en el mismo
algoritmo MBSO usando un mecanismo de aprendizaje para su correcta
aplicación.



Parte I

Apéndices





Apéndice A

Funciones de Prueba CEC 2006

g01

Minimizar:

f(~x) = 5
4∑
i=1

xi − 5
4∑
i=1

x2
i −

13∑
i=5

xi

sujeto a

g1(~x) = 2x1 + 2x2 + x10 + x11 − 10 ≤ 0

g2(~x) = 2x1 + 2x3 + x10 + x12 − 10 ≤ 0

g3(~x) = 2x2 + 2x3 + x11 + x12 − 10 ≤ 0

g4(~x) = −8x1 + x10 ≤ 0

g5(~x) = −8x2 + x11 ≤ 0

g6(~x) = −8x3 + x12 ≤ 0

g7(~x) = −2x4 − x5 + x10 ≤ 0

g8(~x) = −2x6 − x7 + x11 ≤ 0

g9(~x) = −2x8 − x9 + x12 ≤ 0

Donde los límites son 0 ≤ xi ≤ 1(i = 1, . . . , 9), 0 ≤ xi ≤ 100(i = 10, 11, 12)y0 ≤
x13 ≤ 1

g02

Minimizar:

f(~x) = −

∣∣∣∣∣∣
∑n

i=1 cos4(xi)− 2
∏n
i=1 cos2(xi)√∑n

i=1 ix
2
i

∣∣∣∣∣∣
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Tabla A.1: Detalle de las 24 funciones de prueba. D dimensión del problema;
LI restricciones de desigualdad lineal; NI restricciones de desigualdad no
lineal; LE restricciones de igualdad lineal; NE restricciones de igualdad no
lineal. ρ radio estimado entre la region factible y todo el espacio de b�Ãosqueda

Tipo D Función ρ LI NI LE NE
g01 13 Cuadrática 0.0111% 9 0 0 0
g02 20 No lineal 99.9971% 0 2 0 0
g03 10 Polinomial 0.0000% 0 0 0 1
g04 5 Cuadrática 52.1230% 0 6 0 0
g05 4 cubica 0.0000% 2 0 0 3
g06 2 cubica 0.0066% 0 2 0 0
g07 10 Cuadrática 0.0003% 3 5 0 0
g08 2 No lineal 0.8560% 0 2 0 0
g09 7 Polinomial 0.5121% 0 4 0 0
g10 8 Lineal 0.0010% 3 3 0 0
g11 2 Cuadrática 0.0000% 0 0 0 1
g12 3 Cuadrática 4.7713% 0 1 0 0
g13 5 No lineal 0.0000% 0 0 0 3
g14 10 nonlinear 0.0000% 0 0 3 0
g15 3 Cuadrática 0.0000% 0 0 1 1
g16 5 No lineal 0.0204% 4 34 0 0
g17 6 No lineal 0.0000% 0 0 0 4
g18 9 Cuadrática 0.0000% 0 13 0 0
g19 15 No lineal 33.4761% 0 5 0 0
g20 24 Lineal 0.0000% 0 6 2 12
g21 7 Lineal 0.0000% 0 1 0 5
g22 22 Lineal 0.0000% 0 1 8 11
g23 9 Lineal 0.0000% 0 2 3 1
g24 2 Lineal 79.6556% 0 2 0 0
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Sujeto a:

g1(~x) = 0.75−
n∏
i=1

xi ≤ 0

g2(~x) =
n∑
i=1

xi − 7.5n ≤ 0

donde n = 20 y 0 < xi ≤ 10(i = 1, . . . , n)

g03

Minimizar:

f(~x) = −(
√
n)n

n∏
i=1

xi

Sujeto a:

h(~x) =

n∑
i=1

x2
i − 1 = 0

donde n = 10 y 0 ≤ xi ≤ 1(i = 1, . . . , n).

g04

Minimizar:

f(~x) = 5.3578547x2
3 + 0.8356891x1x5 + 37.293239x1 − 40792.141

Sujeto a:

g1(~x) = 85.334407 + 0.0056858x2x5 + 0.0006262x1x4 − 0.0022053x3x5 − 92 ≤ 0

g2(~x) = −85.334407− 0.0056858x2x5 − 0.0006262x1x4 + 0.0022053x3x5 ≤ 0

g3(~x) = 80.51249 + 0.0071317x2x5 + 0.0029955x1x2 + 0.0021813x2
3 − 110 ≤ 0

g4(~x) = −80.51249− 0.0071317x2x5 − 0.0029955x1x2 − 0.0021813x2
3 + 90 ≤ 0

g5(~x) = 9.300961 + 0.0047026x3x5 + 0.0012547x1x3 + 0.0019085x3x4 − 25 ≤ 0

g6(~x) = −9.300961− 0.0047026x3x5 − 0.0012547x1x3 − 0.0019085x3x4 + 20 ≤ 0

donde 78 ≤ x1 ≤ 102, 33 ≤ x2 ≤ 45 y 27 ≤ xi ≤ 45(i = 3, 4, 5)

g05

Minimizar:

f(~x) = 3x1 + 0.000001x3
1 + 2x2 + (0.000002/3)x3

2

Sujeto a:

g1(~x) = −x4 + x3 − 0.55 ≤ 0

g2(~x) = −x3 + x4 − 0.55 ≤ 0

h3(~x) = 1000 sin(−x3 − 0.25) + 1000 sin(−x4 − 0.25) + 894.8− x1 = 0

h4(~x) = 1000 sin(x3 − 0.25) + 1000 sin(x3 − x4 − 0.25) + 894.8− x2 = 0

h5(~x) = 1000 sin(x4 − 0.25) + 1000 sin(x4 − x3 − 0.25) + 1294.8 = 0



110 Apéndice A. Funciones de Prueba CEC 2006

donde 0 ≤ x1 ≤ 1200, 0 ≤ x2 ≤ 1200, −0,55 ≤ x3 ≤ 0,55 y −0,55 ≤ x4 ≤
0,55.

g06

Minimizar:
f(~x) = (x1 − 10)3 + (x2 − 20)3

Sujeto a:
g1(~x) = −(x1 − 5)2 − (x2 − 5)2 + 100 ≤ 0

g2(~x) = (x1 − 6)2 + (x2 − 5)2 − 82.81 ≤ 0

donde 13 ≤ x1 ≤ 100 y 0 ≤ x2 ≤ 100

g07

Minimizar:

f(~x) = x2
1 + x2

2 + x1x2 − 14x1 − 16x2 + (x3 − 10)2 + 4(x4 − 5)2 + (x5 − 3)2

+ 2(x6 − 1)2 + 5x2
7 + 7(x8 − 11)2 + 2(x9 − 10)2 + (x10 − 7)2 + 45

Sujeto a:

g1(~x) = −105 + 4x1 + 5x2 − 3x7 + 9x8 ≤ 0

g2(~x) = 10x1 − 8x2 − 17x7 + 2x8 ≤ 0

g3(~x) = −8x1 + 2x2 + 5x9 − 2x10 − 12 ≤ 0

g4(~x) = 3(x1 − 2)2 + 4(x2 − 3)2 + 2x2
3 − 7x4 − 120 ≤ 0

g5(~x) = 5x2
1 + 8x2 + (x3 − 6)2 − 2x4 − 40 ≤ 0

g6(~x) = x2
1 + 2(x2 − 2)2 − 2x1x2 + 14x5 − 6x6 ≤ 0

g7(~x) = 0.5(x1 − 8)2 + 2(x2 − 4)2 + 3x2
5 − x6 − 30 ≤ 0

g8(~x) = −3x1 + 6x2 + 12(x9 − 8)2 − 7x10 ≤ 0

donde −10 ≤ xi ≤ 10(i = 1, . . . , 10)

g08

Minimizar:

f(~x) = −sin3(2πx1) sin(2πx2)

x3
1(x1 + x2)

Sujeto a:
g1(~x) = x2

1 − x2 + 1 ≤ 0

g2(~x) = 1− x1 + (x2 − 4)2 ≤ 0

donde 0 ≤ x1 ≤ 10 y 0 ≤ x2 ≤ 10

g09
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Minimizar:

f(~x) = (x1 − 10)2 + 5(x2 − 12)2 + x4
3 + 3(x4 − 11)2

+ 10x6
5 + 7x2

6 + x4
7 − 4x6x7 − 10x6 − 8x7

Sujeto a:

g1(~x) = −127 + 2x2
1 + 3x4

2 + x3 + 4x2
4 + 5x5 ≤ 0

g2(~x) = −282 + 7x1 + 3x2 + 10x2
3 + x4 − x5 ≤ 0

g3(~x) = −196 + 23x1 + x2
2 + 6x2

6 − 8x7 ≤ 0

g4(~x) = 4x2
1 + x2

2 − 3x1x2 + 2x2
3 + 5x6 − 11x7 ≤ 0

donde −10 ≤ xi ≤ 10for(i = 1, . . . , 7)

g10

Minimizar:
f(~x) = x1 + x2 + x3

Sujeto a:

g1(~x) = −1 + 0.0025(x4 + x6) ≤ 0

g2(~x) = −1 + 0.0025(x5 + x7 − x4) ≤ 0

g3(~x) = −1 + 0.01(x8 − x5) ≤ 0

g4(~x) = −x1x6 + 833.33252x4 + 100x1 − 83333.333 ≤ 0

g5(~x) = −x2x7 + 1250x5 + x2x4 − 1250x4 ≤ 0

g6(~x) = −x3x8 + 1250000 + x3x5 − 2500x5 ≤ 0

donde 100 ≤ x1 ≤ 10000, 1000 ≤ xi ≤ 10000(i = 2, 3) y 10 ≤ xi ≤ 1000(i =
4, . . . , 8)

g11

Minimizar:
f(~x) = x2

1 + (x2 − 1)2

Sujeto a:
h(~x) = x2 − x2

1 = 0

donde −1 ≤ x1 ≤ 1 y −1 ≤ x2 ≤ 1

g12

Minimizar:

f(~x) = −(100− (x1 − 5)2 − (x2 − 5)2 − (x3 − 5)2)/100

Sujeto a:

g(~x) = (x1 − p)2 + (x2 − q)2 + (x3 − r)2 − 0.0625 ≤ 0
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donde 0 ≤ xi ≤ 10(i = 1, 2, 3) y p, q, r = 1, 2, . . . , 9

g13

Minimizar:

f(~x) = ex1x2x3x4x5

Sujeto a:

h1(~x) = x2
1 + x2

2 + x2
3 + x2

4 + x2
5 − 10 = 0

h2(~x) = x2x3 − 5x4x5 = 0

h3(~x) = x3
1 + x3

2 + 1 = 0

donde −2,3 ≤ xi ≤ 2,3(i = 1, 2) y −3,2 ≤ xi ≤ 3,2(i = 3, 4, 5)

g14

Minimizar:

f(~x) =
10∑
i=1

xi

(
ci + ln

xi∑10
j=1 xj

)

Sujeto a:

h1(~x) = x1 + 2x2 + 2x3 + x6 + x10 − 2 = 0

h2(~x) = x4 + 2x5 + x6 + x7 − 1 = 0

h3(~x) = x3 + x7 + x8 + 2x9 + x10 = 0

Donde los límites son 0 < xi ≤ 10(i = 1, . . . , 10), y c1 = −6,089, c2 =
−17,164, c3 = −34,054, c4 = −5,914, c5 = −24,721, c6 = −14,986, c7 =
−24,1, c8 = −10,708, c9 = −26,662, c10 = −22,179

g15

Minimizar:

f(~x) = 1000− x2
1 − 2x2

2 − x2
3 − x1x2 − x1x3

Sujeto a:

h1(~x) = x2
1 + x2

2 + x2
3 − 25 = 0

h2(~x) = 8x1 + 14x2 + 7x3 − 56 = 0

Donde los límites son 0 ≤ xi ≤ 10(i = 1, 2, 3)

g16

Minimizar:

f(~x) = 0,000117y14 + 0,1365 + 0,0002358y13 + 0,000001502y16 + 0,0321y12

+ 0,004324y5 + 0,0001
c15

c16
+ 37,48

y2

c12
− 0,0000005843y17
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Sujeto a:

g1(~x) =
0,28

0,72
y5 − y4 ≤ 0

g2(~x) = x3 − 1,5x2 ≤ 0

g3(~x) = 3496
y2

c12
− 21 ≤ 0

g4(~x) = 110,6 + y1 −
62212

c17
≤ 0

g5(~x) = 213,1− y1 ≤ 0

g6(~x) = y1 − 405,23 ≤ 0

g7(~x) = 17,505− y2 ≤ 0

g8(~x) = y2 − 1053,6667 ≤ 0

g9(~x) = 11,275− y3 ≤ 0

g10(~x) = y3 − 35,03 ≤ 0

g11(~x) = 214,228− y4 ≤ 0

g12(~x) = y4 − 665,585 ≤ 0

g13(~x) = 7,458− y5 ≤ 0

g14(~x) = y5 − 584,463 ≤ 0

g15(~x) = 0,961− y6 ≤ 0

g16(~x) = y6 − 265,916 ≤ 0

g17(~x) = 1,612− y7 ≤ 0

g18(~x) = y7 − 7,046 ≤ 0

g19(~x) = 0,146− y8 ≤ 0

g20(~x) = y8 − 0,222 ≤ 0

g21(~x) = 107,99− y9 ≤ 0

g22(~x) = y9 − 273,366 ≤ 0

g23(~x) = 922,693− y10 ≤ 0

g24(~x) = y10 − 1286,105 ≤ 0

g25(~x) = 926,832− y11 ≤ 0

g26(~x) = y11 − 1444,046 ≤ 0

g27(~x) = 18,766− y12 ≤ 0

g28(~x) = y12 − 537,141 ≤ 0

g29(~x) = 1072,163− y13 ≤ 0

g30(~x) = y13 − 3247,039 ≤ 0

g31(~x) = 8961,448− y14 ≤ 0

g32(~x) = y14 − 26844,086 ≤ 0

g33(~x) = 0,063− y15 ≤ 0

g34(~x) = y15 − 0,386 ≤ 0

g35(~x) = 71084,33− y16 ≤ 0

g36(~x) = −140000 + y16 ≤ 0

g37(~x) = 2802713− y17 ≤ 0

g38(~x) = y17 − 12146108 ≤ 0
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donde:
y1 = x2 + x3 + 41,6

c1 = 0,024x4 − 4,62

y2 =
12,5

c1
+ 12

c2 = 0,0003535x2
1 + 0,5311x1 + 0,08705y2x1

c3 = 0,052x1 + 78 + 0,002377y2x1

y3 =
c2

c3

y4 = 19y3

c4 = 0,04782(x1 − y3) +
0,1956(x1 − y3)2

x2
+ 0,6376y4 + 1,594y3

c5 = 100x2

c6 = x1 − y3 − y4

c7 = 0,950− c4

c5

y5 = c6c7

y6 = x1 − y5 − y4 − y3

c8 = (y5 + y4)0,995

y7 =
c8

y1

y8 =
c8

3798

c9 = y7 −
0,0663y7

y8
− 0,3153

y9 =
96,82

c9
+ 0,321y1

y10 = 1,29y5 + 1,258y4 + 2,29y3 + 1,71y6

y11 = 1,71x1 − 0,452y4 + 0,580y3

c10 =
12,3

752,3

c11 = (1,75y2)(0,995x1)

c12 = 0,995y10 + 1998

y12 = c10x1 +
c11

c12

y13 = c12 − 1,75y2

y14 = 3623 + 64,4x2 + 58,4x3 +
146312

y9 + x5

c13 = 0,995y10 + 60,8x2 + 48x4 − 0,1121y14 − 5095

y15 =
y13

c13

y16 = 148000− 331000y15 + 40y13 − 61y15y13

c14 = 2324y10 − 28740000y2

y17 = 14130000− 1328y10 − 531y11 +
c14

c12

c15 =
y13

y15
− y13

0,52

c16 = 1,104− 0,72y15

c17 = y9 + x5
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y Donde los límites son 704,4148 ≤ x1 ≤ 906,3855, 68,6 ≤ x2 ≤ 288,88,
0 ≤ x3 ≤ 134,75, 193 ≤ x4 ≤ 287,0966 y 25 ≤ x5 ≤ 84,1988.

g17

Minimizar:

f(~x) = f(x1) + f(x2)

donde:

f1(x1) =

{
30x1 0 ≤ x1 < 300

31x1 300 ≤ x1 < 400

f2(x2) =


28x2 0 ≤ x2 < 100

29x2 100 ≤ x2 < 200

30x2 200 ≤ x2 < 1000

Sujeto a:

h1(~x) = −x1 + 300− x3x4

131,078
cos(1,48477− x6) +

0,90798x2
3

131,078
cos(1,47588)

h2(~x) = −x2 −
x3x4

131,078
cos(1,48477 + x6) +

0,90798x2
4

131,078
cos(1,47588)

h3(~x) = −x5 −
x3x4

131,078
sin(1,48477 + x6) +

0,90798x2
4

131,078
sin(1,47588)

h4(~x) = 200− x3x4

131,078
sin(1,48477− x6) +

0,90798x2
3

131,078
sin(1,47588)

Donde los límites son 0 ≤ x1 ≤ 400, 0 ≤ x2 ≤ 1000, 340 ≤ x3 ≤ 420,
340 ≤ x4 ≤ 420, −1000 ≤ x5 ≤ 1000 y 0 ≤ x6 ≤ 0,5236

g18

Minimizar:

f(~x) = −0,5(x1x4 − x2x3 + x3x9 − x5x9 + x5x8 − x6x7)
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Sujeto a:

g1(~x) = x2
3 + x2

4 − 1 ≤ 0

g2(~x) = x2
9 − 1 ≤ 0

g3(~x) = x2
5 + x2

6 − 1 ≤ 0

g4(~x) = x2
1 + (x2 − x9)2 − 1 ≤ 0

g5(~x) = (x1 − x5)2 + (x2 − x6)2 − 1 ≤ 0

g6(~x) = (x1 − x7)2 + (x2 − x8)2 − 1 ≤ 0

g7(~x) = (x3 − x5)2 + (x2 − x6)2 − 1 ≤ 0

g8(~x) = (x3 − x7)2 + (x2 − x8)2 − 1 ≤ 0

g9(~x) = x2
7 + (x8 − x9)2 − 1 ≤ 0

g10(~x) = x2x3 − x1x4 ≤ 0

g11(~x) = −x3x9 ≤ 0

g12(~x) = x5x9 ≤ 0

g13(~x) = x6x7 − x5x8 ≤ 0

Donde los límites son −10 ≤ xi ≤ 10(i = 1, . . . , 8) y 0 ≤ x9 ≤ 20

g19

Minimizar:

f(~x) =
5∑
j=1

5∑
i=1

ci,jx(10+j) + 2
5∑
j=1

djx
3
(10+j) −

10∑
i=1

bixi

Sujeto a:

g(~x) = −2

5∑
i=1

ci,jx(10+j) − ej +

10∑
i=1

ai,jxi ≤ 0 j = 1, . . . , 5

donde b = [−40,−2,−0,25,−4,−4,−1,−40,−60, 5, 1]. los límites are 0 ≤
xi ≤ 10(i = 1, . . . , 15)

g20

Minimizar:

f(~x) =
24∑
i=1

aixi
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Sujeto a:

gi(~x) =
(xi + x(i+12)∑24
j=1 xj + ei

≤ 0 i = 1, 2, 3

gi(~x) =
(x(i+3) + x(i+15)∑24

j=1 xj + ei
≤ 0 i = 4, 5, 6

hi(~x) =
x(i+12)

b(i+12)

∑24
j=13

xj
bj

− cixi

40bi
∑12

j=1
xj
bj

= 0 i = 1, . . . , 12

h13(~x) =
24∑
i=1

xi − 1 = 0

h14(~x) =

12∑
i=1

xi
di

+ k

24∑
i=13

xi
bi
− 1,671 = 0

donde k = (0,7302)(530)(14,7
40 ). los límites are 0 ≤ xi ≤ 10(i = 1, . . . , 24)

g21

Minimizar:

f(~x) = x1

Sujeto a:

g1(~x) = −x1 + 35x0,62
2 + 35x0,6

3 ≤ 0

h1(~x) = −300x3 + 7500x5 − 7500x6 − 25x4x5 + 25x4x6 + x3x4 = 0

h2(~x) = 100x2 + 155,365x4 + 2500x7 − x2x4 − 25x4x7 − 15536,5 = 0

h3(~x) = −x5 + ln(−x4 + 900) = 0

h4(~x) = −x6 + ln(x4 + 300) = 0

h5(~x) = −x7 + ln(−2x4 + 700) = 0

Donde los límites son 0 ≤ x1 ≤ 1000, 0 ≤ x2, x3 ≤ 40, 100 ≤ x4 ≤ 300,
6,3 ≤ x5 ≤ 6,7, 5,9 ≤ x6 ≤ 6,4 y 4,5 ≤ x7 ≤ 6,25

g22

Minimizar:

f(~x) = x1
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Sujeto a:

g1(~x) = −x1 + x0,62
2 + x0,6

3 + x0,6
4 ≤ 0

h1(~x) = x5 − 100000x8 + 1× 107 = 0

h2(~x) = x6 + 100000x8 − 100000x9 = 0

h3(~x) = x7 + 100000x9 − 5× 107 = 0

h4(~x) = x5 + 100000x10 − 3,3× 107 = 0

h5(~x) = x6 + 100000x11 − 4,4× 107 = 0

h6(~x) = x7 + 100000x12 − 6,6× 107 = 0

h7(~x) = x5 − 120x2x13 = 0

h8(~x) = x6 − 80x3x14 = 0

h9(~x) = x7 − 40x4x15 = 0

h10(~x) = x8 − x11 + x16 = 0

h11(~x) = x9 − x12 + x17 = 0

h12(~x) = −x18 + ln(x10 − 100) = 0

h13(~x) = −x19 + ln(−x8 + 300) = 0

h14(~x) = −x20 + ln(x16) = 0

h15(~x) = −x21 + ln(−x9 + 400) = 0

h16(~x) = −x22 + ln(x17) = 0

h17(~x) = −x8 − x10 + x13x18 − x13x19 + 400 = 0

h18(~x) = x8 − x9 − x11 + x14x20 − x14x21 + 400 = 0

h19(~x) = x9 − x12 − 4,60517x15 + x15x22 + 100 = 0

Donde los límites son 0 ≤ x1 ≤ 20000, 0 ≤ x2, x3, x4 ≤ 1 × 106, 0 ≤
x5, x6, x7 ≤ 4 × 107, 100 ≤ x8 ≤ 299,99, 100 ≤ x9 ≤ 399,99, 100,01 ≤
x10 ≤ 300, 100 ≤ x11 ≤ 400, 100 ≤ x12 ≤ 600, 0 ≤ x13, x14, x15 ≤ 500,
0,01 ≤ x16 ≤ 300, 0,01 ≤ x17 ≤ 400, −4,7 ≤ x18, x19, x20, x21, x22 ≤ 6,25

g23

Minimizar:

f(~x) = −9x5 − 15x8 + 6x1 + 16x2 + 10(x6 + x7)

Sujeto a:
g1(~x) = x9x3 + 0,02x6 − 0,025x5 ≤ 0

g2(~x) = x9x4 + 0,02x7 − 0,015x8 ≤ 0

h1(~x) = x1 + x2 − x3 − x4 = 0

h2(~x) = 0,03x1 + 0,01x2 − x9(x3 + x4) = 0

h3(~x) = x3 + x6 − x5 = 0

h4(~x) = x4 + x7 − x8 = 0
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Donde los límites son 0 ≤ x1, x2, x6 ≤ 300, 0 ≤ x3, x5, x7 ≤ 100, 0 ≤ x4, x8 ≤
200 y 0,01 ≤ x9 ≤ 0,03

g24

Minimizar:
f(~x) = −x1 − x2

Sujeto a:

g1(~x) = −2x4
1 + 8x3

1 − 8x2
1 + x2 − 2 ≤ 0

g2(~x) = −4x4
1 + 32x3

1 − 88x2
1 + 96x1 + x2 − 36 ≤ 0

donde los límites are0 ≤ x1 ≤ 3 y 0 ≤ x2 ≤ 4





Apéndice B

Funciones de Prueba CEC 2010

Tabla B.1: Detalles de las 18 funciones de prueba. D número de variables. S,
NS and R son Separable, No Separable and Rotada, respectivamente.

Problema Rango Tipo de objetivo
Nnúmero de restricciones
Igualdad Desigualdad

C01 [0, 10]D No Separable - 2-NS
C02 [-5.12, 5.12]D Separable 1-S 2-S
C03 [-1000, 1000]D No Separable 1-NS -
C04 [-50, 50]D Separable 2-S / 2-NS -
C05 [-600, 600]D Separable 2-S -
C06 [-600, 600]D Separable 2-R -
C07 [-140, 140]D No Separable - 1-S
C08 [-140, 140]D No Separable - 1-R
C09 [-500, 500]D No Separable 1-S -
C10 [-500, 500]D No Separable 1-R -
C11 [-100, 100]D Rotada 1-NS -
C12 [-1000, 1000]D Separable 1-NS 1-S
C13 [-500, 500]D Separable - 2-S / 1-NS
C14 [-1000, 1000]D No Separable - 3-S
C15 [-1000, 1000]D No Separable - 3-R
C16 [-10, 10]D No Separable 2-S 1-S / 1-NS
C17 [-10, 10]D No Separable 1-S 2-NS
C18 [-50, 50]D No Separable 1-S 1-S

C01
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Minimize:

f(x) = −

∣∣∣∣∣
D∑
i=1

cos4(zi)− 2

D∏
i=1

cos2(zi)

∣∣∣∣∣
z = x− o

sujeto a:

g1(x) = 0,75−
D∏
i=1

zi ≤ 0

g2(x) =

D∑
i=1

zi − 7,5D ≤ 0

x ∈ [0, 10]D

C02

Minimizar:
f(x) = max(z)

z = x− o
y = z − 0,5

sujeto a:

g1(x) = 10− 1

D

D∑
i=1

[
z2
i − 10cos(2Πzi) + 10

]
≤ 0

g2(x) =
1

D

D∑
i=1

[
z2
i − 10cos(2Πzi) + 10

]
− 15 ≤ 0

h(x) =
1

D

D∑
i=1

[
y2
i − 10cos(2Πyi) + 10

]
− 20 = 0

x ∈ [−5,12, 5,12]D

C03

Minimizar:

f(x) =
D−1∑
i=1

(100(z2
i − zi+1)2 + (zi − 1)2)

z = x− o

sujeto a:

h(x) =

D−1∑
i=1

(zi − zi+1)2 = 0

x ∈ [−1000, 1000]D
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C04

Minimizar:

f(x) = max(z)

z = x− o

sujeto a:

h1(x) =
1

D

D∑
i=1

(zicos(
√
|zi|)) = 0

h2(x) =

D/2−1∑
i=1

(zi − zi+1)2 = 0

h3(x) =
D−1∑
i=1

(z2
i − zi+1)2 = 0

h4(x) =
D∑
i=1

z = 0

x ∈ [−50, 50]D

C05

Minimizar:

f(x) = max(z)

z = x− o

sujeto a:

h1(x) =
1

D

D∑
i=1

(−zisin(
√
|zi|)) = 0

h2(x) =
1

D

D∑
i=1

(−zicos(0,5
√
|zi|)) = 0

x ∈ [−600, 600]D

C06

Minimizar:

f(x) = max(z)

z = x− o
y = (x+ 483,6106156535− o)M − 483,6106156535
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sujeto a:

h1(x) =
1

D

D∑
i=1

(−yisin(
√
|yi|)) = 0

h2(x) =
1

D

D∑
i=1

(−yicos(0,5
√
|yi|)) = 0

x ∈ [−600, 600]D

C07

Minimizar:

f(x) =

D−1∑
i=1

(100(z2
i − zi+1)2 + (zi − 1)2)

z = x+ 1− o
y = x− o

sujeto a:

g(x) = 0,5− exp

−0,1

√√√√ 1

D

D∑
i=1

y2
i

− 3exp

(
1

D

D∑
i=1

cos(0,1y)

)
+ exp(1) ≤ 0

x ∈ [−140, 140]D

C08

Minimizar:

f(x) =

D−1∑
i=1

(100(z2
i − zi+1)2 + (zi − 1)2)

z = x+ 1− o
y = (x− o)M

sujeto a:

g(x) = 0,5− exp

−0,1

√√√√ 1

D

D∑
i=1

y2
i

− 3exp

(
1

D

D∑
i=1

cos(0,1y)

)
+ exp(1) ≤ 0

x ∈ [−140, 140]D

C09

Minimizar:

f(x) =

D−1∑
i=1

(100(z2
i − zi+1)2 + (zi − 1)2)

z = x+ 1− o
y = x− o
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sujeto a:

h(x) =

D∑
i=1

(ysin(
√
|yi|)) = 0

x ∈ [−500, 500]D

C10

Minimizar:

f(x) =
D−1∑
i=1

(100(z2
i − zi+1)2 + (zi − 1)2)

z = x+ 1− o
y = (x− o)M

sujeto a:

h(x) =

D∑
i=1

(ysin(
√
|yi|)) = 0

x ∈ [−500, 500]D

C11

Minimizar:

f(x) =
1

D

D∑
i=1

(−zicos(2
√
|zi|))

z = (x− o)M
y = x+ 1− o

sujeto a:

h(x) =
D−1∑
i=1

(100(y2
i − yi+1)2 + (yi − 1)2) = 0

x ∈ [−100, 100]D

C12

Minimizar:

f(x) =
1

D

D∑
i=1

(zisin(
√
|zi|))

z = x− o
sujeto a:

h(x) =
∑

i = 1D−1(z2
i − zi+1)2 = 0

g(x) =
∑

i = 1D(z − 100cos(0,1z) + 10) ≤ 0

x ∈ [−1000, 1000]D
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C13

Minimizar:

f(x) =
1

D

D∑
i=1

(−zisin(
√
|zi|))

z = x− o

sujeto a:

g1(x) = −50 +
1

100D

D∑
i

z2
i ≤ 0

g2(x) =
50

D

D∑
i=1

sin

(
1

50
Πz

)
≤ 0

g3(x) = 75− 50

(
D∑
i=1

z2
i

4000
−

D∏
i=1

cos

(
zi√
i

)
+ 1

)
≤ 0

x ∈ [−500, 500]D

C14

Minimizar:

f(x) =
D−1∑
i=1

(100(z2
i − zi+1)2 + (z − 1)2)

z = x+ 1− o
y = x− o

sujeto a:

g1(x) =
D∑
i=1

(−yicos(
√
yi))−D ≤ 0

g2(x) =
D∑
i=1

(yicos(
√
yi))−D ≤ 0

g3(x) =

D∑
i=1

(yisin(
√
yi))− 10D ≤ 0

x ∈ [−1000, 1000]D

C15
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Minimizar:

f(x) =
D−1∑
i=1

(100(z2
i − zi+1)2 + (z − 1)2)

z = x+ 1− o
y = (x− o)M

sujeto a:

g1(x) =
D∑
i=1

(−yicos(
√
yi))−D ≤ 0

g2(x) =
D∑
i=1

(yicos(
√
yi))−D ≤ 0

g3(x) =

D∑
i=1

(yisin(
√
yi))− 10D ≤ 0

x ∈ [−1000, 1000]D

C16

Minimizar:

f(x) =
D∑
i=1

z2
i

4000
−

D∏
i=1

cos

(
zi√
i

)
+ 1

z = x− o
sujeto a:

g1(x) =
D∑
i=1

[z2
i − 100cos(Πzi) + 10] ≤ 0

g2(x) =
D∏
i=1

zi ≤ 0

h1(x) =

D∑
i=1

(zisin(
√
|zi|)) = 0

h2(x) =

D∑
i=1

(−zisin(
√
|zi|)) = 0

x ∈ [−10, 10]D

C17

Minimizar:

f(x) =

D−1∑
i=1

(zi − zi+1)2

z = x− o
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sujeto a:

g1(x) =

D∏
i=1

zi ≤ 0

g2(x) =
D∑
i=1

zi ≤ 0

h1(x) =
D∑
i=1

(zisin(4
√
zi)) = 0

x ∈ [−10, 10]D

C18

Minimizar:

f(x) =

D−1∑
i=1

(zi − zi+1)2

z = x− o

sujeto a:

g(x) =
1

D

D∑
i=1

(−zisin(
√
zi)) ≤ 0

h(x) =
1

D

D∑
i=1

(zisin(
√
zi)) = 0

x ∈ [−50, 50]D
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