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Resumen

En este trabajo se propone una técnica para manejo de restricciones en algorit-
mos genéticos. Esta propuesta se encuentra basada en una técnica multiobjetivo
llamada Niched Pareto Genetic Algorithm (NPGA), la cual funciona mediante un
proceso de selección basado en no dominancia. Originalmente, esta técnica utiliza
nichos para mantener diversidad en la población.

Este trabajo demuestra la viabilidad de utilizar técnicas de optimización mul-
tiobjetivo para el manejo de restricciones en problemas con una sola función a
optimizar. El principal problema de estas técnicas es la convergencia prematura
debido a la fuerte presión de selección durante el proceso. Una manera de evitar
este comportamiento es el uso de nichos, aunque su uso incrementa de forma im-
portante su costo computacional.

Para manejar este problema se propone el uso de un parámetro llamado por-
centaje de selección, el cual permite que un porcentaje de los individuos sea selec-
cionado de manera probabilı́stica. De esta manera, se promueve la reproducción
de individuos no factibles en el transcurso del proceso evolutivo y ,con ello, se
aspira a lograr un acercamiento a la zona factible del espacio de búsqueda desde
diversas direcciones, tratando de muestrearlo lo suficiente como para encontrar el
óptimo global.

La presente propuesta no utiliza nichos y no requiere la definición de factores
de penalización como en el caso de las funciones de penalización, que constituyen
las técnicas más utilizadas para manejo de restricciones en algoritmos evolutivos.

Un conjunto de 9 funciones de prueba con distintas caracterı́sticas fue utilizado
para evaluar el desempeño y comportamiento de la técnica. Además, se realizó un
análisis de sensibilidad con respecto a los parámetros propios del algoritmo.
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1.2.3. Fenómenos genéticos . . . . . . . . . . . . . . . . . . . . 19

1.3. Conceptos de Computación Evolutiva . . . . . . . . . . . . . . . 19
1.3.1. Representación de individuos . . . . . . . . . . . . . . . 20
1.3.2. Operadores de reproducción . . . . . . . . . . . . . . . . 22
1.3.3. Selección . . . . . . . . . . . . . . . . . . . . . . . . . . 23
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Introducción

El algoritmo genético (AG) ha demostrado ser una técnica que ofrece bue-
nos resultados al aplicarse a problemas de optimización global. Sin embargo, para
problemas que presenta el mundo real, el AG requiere de un mecanismo para in-
corporar en la función de aptitud las restricciones que normalmente acompañan a
la función objetivo a optimizarse.

Existen varias propuestas para lidiar con este problema, de entre las que des-
taca el uso de funciones de penalización. La idea subyacente radica en extender
la función de aptitud de manera que ésta se mantenga sin cambios si el individuo
en cuestión es factible, o que se le “penalice” (o sea, que se disminuya la apti-
tud) en proporción a su violación de restricciones. Sin embargo, las técnicas de
penalización requieren de la definición de factores ad-hoc que dependen de las
caracterı́sticas especı́ficas del problema a resolverse. Lo que es más, el éxito o
fracaso del proceso de búsqueda depende de la correcta elección de estos factores,
ası́ como de la forma que adopte la función de penalización.

Por otro lado, se han desarrollado recientemente diversas técnicas evoluti-
vas para resolver problemas de optimización con objetivos múltiples, las cuales
han demostrado tener un desempeño razonable en una amplia gama de proble-
mas [20, 23]. Un mecanismo que resulta interesante y novedoso para el manejo
de restricciones es precisamente el utilizar una técnica multiobjetivo de tal forma
que las restricciones del problema y la función objetivo original sean tratados, to-
dos, como objetivos a optimizarse. En este trabajo se presenta una propuesta de
este tipo, utilizando la técnica multiobjetivo denominada Niched Pareto Genetic
Algorithm (NPGA) [57].

El contenido de esta tesis se divide en seis capı́tulos: El capı́tulo 1 contiene
una introducción a la computación evolutiva, incluyendo sus fundamentos y prin-
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cipales paradigmas. El capı́tulo 2 proporciona una revisión del estado del arte en
lo que se refiere a técnicas para manejo de restricciones usadas con los algoritmos
evolutivos, haciendo énfasis en las funciones de penalización. El capı́tulo 3 es una
breve introducción a la optimización evolutiva multiobjetivo, señalando los prin-
cipales enfoques y propuestas existentes. El capı́tulo 4 proporciona una revisión
breve del trabajo previo relacionado con la propuesta de esta tesis. El capı́tulo 5
analiza a fondo el NPGA y describe en detalle la propuesta para extenderlo hacia
el manejo de restricciones. Por último, el capı́tulo 6 contiene las descripciones de
nueve funciones de prueba usadas para validar el método propuesto. Asimismo,
se incluyen los resultados obtenidos y su comparación con otras técnicas reporta-
das previamente en la literatura. Se concluye esta tesis con una discusión de los
resultados, las conclusiones y algunas de las rutas posibles de trabajo futuro.
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Capı́tulo 1

Computación Evolutiva

La computación evolutiva es un conjunto de técnicas que basan su funciona-
miento en modelar procesos evolutivos fundamentados en la supervivencia de los
individuos más aptos en una población. Son utilizadas con frecuencia en proble-
mas del mundo real donde la complejidad y la dimensionalidad son considerables.

En este capı́tulo se comentan los antecedentes históricos que dieron origen a
estas técnicas, ası́ como sus principales paradigmas y los términos asociados a
ellas.

1.1. Antecedentes históricos

El hombre siempre ha buscado la manera de explicarse cómo se originó la
vida. A lo largo de la historia han surgido varias teorı́as que proponen posibles
respuestas. La primera, cronológicamente hablando, fue el Creacionismo, según
la cual Dios creó a todas las especies y el hombre ocupa el nivel más alto dentro de
ellas. Tal vez el primero en contradecir el Creacionismo fue George Louis Lecrerc
quien especuló que las especies se originaron entre sı́, e incluso observó similutu-
des entre los simios y el hombre.

Dos teorı́as siguieron a estas ideas: Jean Baptiste Lamarck [63] a inicios del
siglo XIX enunció que las caracterı́sticas adquiridas por un organismo durante su
vida podrı́an ser transmitidas a sus descendientes. Por otro lado, Charles Darwin
[31] en 1858 propuso que la evolución se genera con base en cambios aleatorios
de caracteres hereditarios y a un proceso de selección natural.

15



16 Computación evolutiva

El cientı́fico alemán August Weismann [63, 5] enunció a mediados del siglo
XIX su teorı́a conocida como Germoplasma, de acuerdo a la cual la informa-
ción hereditaria es transmitida por células llamadas “Germinales” y las llamadas
“Somáticas” no tienen esta facultad. Además, realizó un experimento cortando la
cola a ratas en 22 generaciones sin que las nuevas la perdieran. Con ello, perdieron
valor las ideas de Lamarck.

Johann Gregor Mendel [5] enunció las leyes de la herencia como resultado de
sus experimentos con chı́charos. A través de dichas leyes estableció los conceptos
de genes dominantes y recesivos y sus relaciones al momento de su transmisión
de padres a hijos.

El planteamiento de que un individuo que tiene mayor capacidad de supervi-
vencia tendrá más descendientes y de que sus genes ocurrirán con mayor frecuen-
cia en la población fue propuesto por James Mark Baldwin en 1896. Con ello se
sugiere que el aprendizaje tiene un efecto indirecto en el proceso de la evolución.
Ası́ se desecha la idea de que la transmisión de lo aprendido es directa como su-
gerı́a Lamarck.

Conjuntando las ideas de Darwin, Weismann y Mendel surge el concepto de
Neo-Darwinismo [36], que es el fundamento biológico de la computación evolu-
tiva (ver figura 1.1). Según esta idea, la vida en este planeta se puede entender
como un proceso que involucra los siguientes pasos:

1. Reproducción

2. Mutación

3. Competencia

4. Selección

Este proceso de evolución natural ha sido conceptualizado por algunos in-
vestigadores como un proceso de aprendizaje. En 1950, Alan Turing [141] por
ejemplo, publicó un artı́culo relacionado con esta idea. Sin embargo, fue hasta
fines de los 50’s en que comenzaron a publicarse una serie de trabajos donde se
simulaba el proceso evolutivo en una computadora, (Fraser y Box [41]).Una de
las primeras aplicaciones de las técnicas evolutivas fue la reportada por Friedman
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Figura 1.1: Neo-Darwinismo como base de la computación evolutiva

[42], quien propuso la evolución de circuitos de control, similares a las actuales
redes neuronales.

Uno de los primeros intentos en resolver problemas de optimización a través
de la emulación de un proceso evolutivo fue el realizado por Hans J. Bremermann
[13], quien utilizó un modelo muy similar al algoritmo genético actual.

Despues del auge de los 50’s y 60’s donde estas técnicas no fueron muy exis-
tosas surgieron los primeros éxitos reconocidos en la década de los 80’s: Hicklin
[53] y Fujiki [43] en teorı́a de juegos, la Programación genética de Koza [74],
Thomas S. Ray con su sistema Tierra para simular ecosistemas [114], etc.

1.2. Fundamentos biológicos

1.2.1. Genética

Todos los organismos vivos tienen un material genético asociado llamado Áci-
do Desoxirribonucleico (ADN). El ADN esta compuesto por moléculas de ácido
nucleico, de desoxirribosa y fosfato. Un gene es una sección de ADN con una
función bioquı́mica definida. Además es propiamente la unidad de herencia. Un
cromosoma es una cadena de ADN y es responsable de transmitir la información
genética del organismo. El Genoma es el conjunto total de cromosomas y por
ende de genes de un organismo.
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Existen dos tipos de células, dependiendo del número de cromosomas que
contienen: Una célula Haploide contiene un sólo conjunto de cromosomas, mien-
tras que las células Dipliodes tienen un par de cromosomas donde existen genes
dominantes y recesivos que pudieran ser distintos entre cada uno.

1.2.2. Selección Natural

El proceso evolutivo natural se basa en la existencia de poblaciones de in-
dividuos, donde se lleva a cabo la interacción entre ellos. Cada individuo tiene
rasgos visibles, llamados en conjunto fenotipo; también contiene su composición
genética, llamada genotipo. La relación consiste en que el genotipo da origen al
fenotipo después de un proceso de desarrollo.

Una especie es una colección de criaturas vivientes que tienen caracterı́sticas
similares y que se reproducen entre sı́. Su origen radica en el fenómeno conocido
como especiación, donde un conjunto de individuos se aislan geográficamente de
la población inicial.

Un nicho ecológico consiste en el ambiente limitado geográficamente donde
una especie sobrevive. Es considerada una estrategia de supervivencia, siempre y
cuando no exista otra especie que compita y con el paso del tiempo se extinga la
más débil.

Las relaciones principales que se presentan entre los individuos son:

Reproducción: que da origen a nuevos elementos dentro de la población;
puede ser asexual o sexual; un progenitor y dos progenitores respectiva-
mente. La probabilidad de que un individuo se reproduzca se conoce como
aptitud.

Mutación: donde nucleótidos individuales son cambiados o alterados de
padres a hijos.

Migración: donde se transfieren individuos, de una subpoblación a otra.

El proceso de selección consiste en escoger, con base en su aptitud a indi-
viduos para que se reproduzcan. Se distinguen dos tipos de selección: selección
dura, donde sólo los mejores individuos se mantienen para procrear la futura ge-
neración, y la selección blanda, donde por medio de medios estocásticos se man-
tienen individuos poco aptos para reproducirse.



Computación evolutiva 19

1.2.3. Fenómenos genéticos

En el transcurso del proceso evolutivo se suceden fenómenos a nivel genético
como lo son:

Pleitropı́a: Un gen afecta a varios rasgos a nivel fenotipo (formación de
hemoglobina).

Poligenia: Una caracterı́stica fenotı́pica se determina por la acción de varios
genes (color del cabello y piel).

Epı́stasis: La presencia de un gen suprime el efecto de otro gen en otra
posición.

Desvı́o Genético: Cambio en la frecuencia de los genes en una población
con el paso del tiempo y por efecto del azar. Su consencuencia directa es la
pérdida de diversidad en la población. Cuando una subpoblación de una es-
pecie se separa geográficamente durante un periodo de tiempo significativo,
sus genes divergirán.

1.3. Conceptos de Computación Evolutiva

La combinación de los conceptos asociados a la Genética (representación y
relaciones entre individuos) con el proceso de selección natural (aptitudes, es-
trategias de supervivencia, etc.) discutidos anteriormente fundamentan el modelo
general en el cual se basa la computación evolutiva.

Cinco son los elementos primordiales para modelar un proceso evolutivo en
una computadora [85]:

1. Una representación adecuada para las soluciones potenciales del problema
(individuos)

2. Una manera de generar una población inicial de individuos.

3. Un ambiente, normalmente modelado por una función de evaluación la cual
comparará a los individuos de acuerdo a su aptitud.

4. Operadores de reproducción para generar nuevos individuos.



20 Computación evolutiva

5. Valores para los parámetros propios de la técnica (probabilidades cruza y
mutación, número de individuos).

De manera genérica, la solución de un problema utilizando Algoritmos Evo-
lutivos (AE) se realiza de la siguiente manera:

1. Generar una población aleatoria inicial de (n > 0) individuos donde cada
uno de ellos representa una solución potencial del problema.

2. Seleccionar a los individuos más aptos de acuerdo al resultado de evaluarlos
con una Función de Aptitud.

3. Aplicar operadores de reproducción (cruza, mutación, etc) para generar
nuevos individuos.

4. Iterar hasta satisfacer una condición de paro.

Para llevar a cabo este proceso se establece la siguiente terminologı́a tomada
de los fundamentos biológicos.

1.3.1. Representación de individuos

Un cromosoma es una estructura de datos que representa a un individuo de la
población, normalmente un arreglo de enteros, donde cada posición es conocida
como gen, el cual usualmente codifica el valor de un solo parámetro de la solución
del problema. El valor que puede tomar cada gen se conoce como alelo (ver figura
1.2).

Un esquema representa un conjunto de cromosomas donde los valores de los
genes incluyen estados donde no importa el valor del alelo que ahı́ se encuentre.
De esta manera, conforman hiperplanos (ver figura 1.3).

A la codificación que representan tanto los cromosomas como los genes se
denomina genotipo. El fenotipo consiste en decodificar los valores del cromoso-
ma de manera que puedan sustituirse en la función de aptitud. Ası́ se constituyen
dos niveles de representación: genotı́pico y fenotı́pico. Si se utiliza condificación
binaria ésta puede ser 0 ó 1 (ver figura 1.4).

La aptitud es el valor procesado por la función de aptitud y expresa qué tan
bueno es un individuo (solución del problema) con respecto a los demás. A cada
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Figura 1.2: Cromosoma con representación binaria
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Figura 1.4: Genotipo y Fenotipo
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iteración del proceso se le conoce como generación.

El conjunto total de individuos que como tal conforman una población puede
dividirse en subpoblaciones. De esta manera se modela la especiación natural, ya
que sólo se cruzan individuos de la misma subpoblación. Sin embargo puede per-
mitirse que algunos individuos transfieran sus genes de una subpoblación a otra.
A esto se le conoce como migración. Cuando un individuo puede reproducirse
con cualquier otro, sin importar en qué subpoblación esté y que ello sólo dependa
de su aptitud se dice que la población es panmı́tica.

Las representaciones más utilizadas son:

Binaria.

Binaria con Código Gray.

Entera

Real.

Expresiones S en LISP (árboles)1.

Listas Binarias de Longitud variable.

Hı́bridos.

1.3.2. Operadores de reproducción

Los operadores de reproducción también llamados Operadores Genéticos son
aquellos que modifican la manera en que se transmite la información genética de
padres a hijos. Se distinguen 3 categorı́as:

1. Cruza: Utiliza partes de ambos padres para generar un nuevo individuo. En
optimización numérica se usa cruza:

De un punto [55].

De dos Puntos [68].

Uniforme [1, 134].

1Esta representación en forma de árbol da origen a la programación genética propuesta por
Koza [74]
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Existen variantes que depende del tipo de representación utilizada.

2. Mutación: Forma un nuevo individuo a partir de modificaciones pequeñas
al contenido genético de un solo padre.

3. Reordenamiento: Altera el orden de los genes de un individuo.

Existen dos subprocesos relacionados con los operadores genéticos. Uno es la
explotación, la cual consiste en utilizar la información obtenida anteriormente pa-
ra decidir cuál lugar es conveniente utilizar a continuación mediante movimientos
finos. El operador de cruza permite explotar una zona prometedora del espacio de
búsqueda del problema. Con ello se pueden encontrar óptimos locales en ese lugar.

La exploración consiste en encontrar zonas prometedoras del espacio de búsque-
da e impedir el quedar atrapado en óptimos locales. La mutación permite dar saltos
significativos en el espacio para lograr este cometido.

1.3.3. Selección

La selección de los individuos es de suma importancia en un algoritmo evo-
lutivo ya que es la que guı́a la búsqueda hacia una solución buena. Existe una
clasificación general de técnicas de selección.

Selección proporcional [46]: Se eligen individuos de acuerdo a su contri-
bución de aptitud con respecto al total de la población. Ejemplos:

1. Ruleta.

2. Sobrante Estocástico.

• Con reemplazo.

• Sin reemplazo.

3. Universal Estocástica.

4. Muestreo Determinı́stico.

Selección Mediante Torneo: Propuesta por Wetzel [144].Se basa en com-
paraciones directas de aptitud entre individuos. Existen dos tipos:

1. Determinı́stica.

2. Probabilı́stica.
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Selección de Estado Uniforme: Propuesta por Whitley [145] utilizada en al-
goritmos genéticos no generacionales y aprendizaje incremental. Útil cuan-
do los individuos resuelven el problema de manera colectiva.

1.3.4. Fenómenos y técnicas

Para evitar que en etapas avanzadas del proceso evolutivo se pierda diversidad
en los individuos de la población debido a efectos probabilı́sticos existen técnicas
como los nichos, emulando a los nichos naturales, que sirven para evitar que toda
la población converja a una solución única.

Entre los fenómenos que ocurren a nivel de los cromosomas está la epı́stasis,
que se refiere a la medida en que la contribución al valor de la aptitud de un gen
depende del valor de otros genes. Esta es una medida también de la complejidad
del problema a resolver para un algoritmo evolutivo (AE). Una epı́stasis modera-
da es un indicativo de que el problema tiene un grado de dificultad adecuado para
resolverse con un AE.

Para asegurar que los miembros de una generación con las aptitudes más altas
se preserven, (esto asumiendo que cada individuo tiene un tiempo de vida de una
sola generación), se utiliza el elitismo. Ası́, los mejores individuos pasan intactos
a la siguiente generación y no entran al proceso de selección.

1.4. Paradigmas

Aunque el proceso para solucionar un problema es similar en un algoritmo
evolutivo se distinguen tres maneras de hacerlo. Son distintas en el nivel en el
cual simulan la evolución, en sus operadores primarios y secundarios, además del
nivel de representación en el cual trabajan.

1.4.1. Programación Evolutiva

Originalmente propuesta por Fogel [38] en 1960, donde remarca los nexos
hereditarios y de comportamiento entre padres y sus descendientes. La adaptación
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se concibe en esta técnica como una forma de inteligencia.

El modelo de la Programación Evolutiva (PE) es a nivel de las especies, por
lo tanto no existe un operador genético de cruza. La selección de individuos se
realiza de manera probabilı́stica y el operador genético principal es la mutación.
Además opera a nivel fenotipo. En la propuesta original de la PE, no se considera
la auto-adaptación de sus parámetros.

El algoritmo básico de la PE es el siguiente:

1. Generar aleatoriamente una población inicial.

2. Aplicar mutación.

3. Calcular aptitud de todos los individuos de la población

4. Seleccionar mediante torneo (normalmente probabilı́stico) los individuos
que sobrevivirán.

Las aplicaciones de la PE cubren las siguientes tareas genéricas [37, 38]:

Predicción.

Generalización.

Juegos.

Control Automático.

Problema del Viajero.

Planeación de Rutas.

Diseño y Entrenamiento de Redes Neuronales.

Reconocimiento de Patrones.

Se han realizado trabajos teóricos sobre la velocidad de convergencia para
casos especiales como (1+1)−PE y de convergencia global paraMETA−PE.
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1.4.2. Estrategias Evolutivas

Las Estrategias Evolutivas (EE) se desarrollaron en 1964 en Alemania con el
objeto de resolver problemas de Aerodinámica con alto grado de complejidad. Los
investigadores relacionados fueron Ingo Rechenberg, Hans-Paul Schwefel y Paul
Bienert [127].

Las EE trabajan con una abstracción a nivel de los individuos, por lo que
sı́ existe un operador de cruza, sexual (dos padres) o panmı́tica (un solo padre).
Sin embargo, es un operador secundario. La mutación es el operador primario y
se utiliza con valores Gaussianos. Estos valores son los que permiten que las EE
sean auto-adaptativas, ya que el valor de mutación varı́a en el tiempo. El nivel de
operación de las EE es fenotı́pico. Su selección es determinı́stica y extintiva (los
peores individuos tienen probabilidad cero de sobrevivir).

La versión original, llamada (1+1)−EE no contempla el concepto de pobla-
ción. Existe un solo padre y a partir de él se genera un nuevo individuo mediante
la siguiente expresión: xt+1 = xt + N(0, σ̄) donde t se refiere a la generación
y N(0, σ̄) es un vector de números Gaussianos independientes con media cero y
desviación estándar σ̄. Si el hijo es mejor en aptitud, se mantiene; de lo contrario
se elimina.

La EE llamada (µ+ 1)−EE ya utiliza una población. Hay µ padres y se ge-
nera un solo hijo, el cual puede reemplazar al peor padre. Por otro lado, Schwefel
introdujo en 1975 el uso de múltiples hijos en las EE llamadas (µ + λ) − EE
y (µ, λ) − EE. En la primera, los mejores µ mejores individuos obtenidos de la
unión de padres e hijos se preservarán (población traslapable). En la segunda, sólo
los mejores µ hijos de la siguiente generación sobreviven (población no traslapa-
ble).

Las EE se han aplicado a problemas de [126]:

Ruteo y redes.

Bioquı́mica.

Óptica.

Diseño en Ingenierı́a.

Magnetismo.



Computación evolutiva 27

Existen pruebas teóricas de la velocidad de convergencia de una EE para casos
especiales (1+1)−EE, (1+λ)−EE y de convergencia global para (µ+λ)−EE.

1.4.3. Algoritmos Genéticos

Originalmente llamados “Planes Reproductivos” fueron concebidos por John
H. Holland [55] a inicios de la década de los 60’s. La motivación primordial fue
el aprendizaje de máquina. Goldberg [45] los define como:

Algoritmos de búsqueda basados en el mecanismo de selección na-
tural y genética natural. Combinan la supervivencia de la más apta
entre una estructura dada de cadenas con un intercambio aleatorio de
información para conformar un algoritmo de búsqueda con algo del
talento de la búsqueda humana

El Algoritmo Genético (AG) trabaja a nivel del genotipo y su operador pri-
mario es la cruza sexual ya que modela la evolución a nivel de los individuos; su
operador secundario es la mutación. La manera de seleccionar individuos es pro-
babilı́stica basada en sus aptitudes. Normalmente no son auto-adaptativos.

El algoritmo básico de un AG es el siguiente [14]:

1. Generar aleatoriamente una población inicial.

2. Calcular la aptitud de cada individuo.

3. Aplicar operadores de reproducción para producir la siguiente generación
(cruza y mutación).

4. Ciclar hasta satisfacer cierta condición.

Algunas aplicaciones de los AG’s se muestran a continuación [45]:

Optimización (estructural, de topologı́as, numérica, combinatoria).

Aprendizaje de máquina (sistemas clasificadores).

Bases de datos (optimización de consultas).

Reconocimiento de patrones (imágenes)
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Generación de gramáticas (regulares, libres de contexto).

Planeación de movimientos de robots.

Predicción.

Entre los aspectos teóricos destacables de los AG’s está el Teorema de los
Esquemas, el cual da una idea del funcionamiento de este paradigma. Por otro
lado, existe una prueba de convergencia del AG utilizando elitismo.

Para efectos de esta tesis el paradigma evolutivo utilizado para optimización
global (no lineal) es el algoritmo genético, al cual se le agrega una técnica para
manejo de restricciones basada en conceptos de optimización multiobjetivo.



Capı́tulo 2

Manejo de restricciones

Los algoritmos evolutivos como tales son técnicas de búsqueda sin restriccio-
nes. De ahı́ surge el interés por implementar mecanismos que les permitan trabajar
con restricciones, tanto lineales como no lineales, de igualdad o desigualdad. Para
lograrlo, se requiere incorporar la información de infactibilidad de un individuo
(o su distancia a la zona factible) a su aptitud correspondiente, para que el proce-
so de selección preserve tanto a las soluciones factibles como aquellas soluciones
prometedoras (o cercanas a ser factibles).

En este capı́tulo se profundiza en una de las técnicas más utilizadas: las funcio-
nes de penalización. En la parte final, se mencionan otros enfoques para el manejo
de restricciones incorporados a algoritmos evolutivos, su filosofı́a, además de sus
principales ventajas y desventajas.

2.1. Definición del problema

Refiriéndonos al dominio de la optimización numérica, un problema a resol-
verse se describe de la siguiente manera:

Encontrar X tal que optimice f(X)

Sujeta a:

gi(X) ≤ 0, i = 1, . . . , n (2.1)

hj(X) = 0, j = 1, . . . , p (2.2)

29
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F

F
F

S

Figura 2.1: Espacio de búsqueda y zonas factibles

Donde X es un vector de soluciones X = [x1, x2, . . . , xr]
T , n es el número de res-

tricciones de desigualdad y p es el número de restricciones de igualdad. Ambos
tipos de restricciones pueden ser tanto lineales como no lineales.

Denominaremos F a la zona factible del espacio de búsqueda S (F ⊆ S) (ver
figura 2.1). Cuando una restricción de desigualdad cumple con gi(X) = 0 se dice
que está activa en X.

Existen problemas en los cuales el espacio de búsqueda puede ser muy grande
y la zona factible muy pequeña y difı́cil de localizar (p. ej. disjunta). Es particular-
mente en este tipo de problemas en los cuales resulta más útil el uso de heurı́sticas
tales como el algoritmo genético. De tal forma, las técnicas evolutivas suelen uti-
lizarse en optimización no lineal y con problemas que tienen funciones objetivo
no diferenciables, con ruido o dinámicas. Ası́mismo, suelen usarse en problemas
en los que la forma del espacio de búsqueda y el óptimo global se desconocen.

2.2. Funciones de penalización

Este enfoque se basa en transformar el problema de optimización con restric-
ciones a uno sin restricciones. Para ello, se agrega/quita una cierta cantidad del
valor de la aptitud del individuo, de acuerdo a la cantidad de violación de las
restricciones. Normalmente se consideran dos tipos de funciones de penalización:
exterior e interior. En el primer caso, se inicia con una solución no factible y desde
ese punto el proceso se moverá hacia la zona factible. Para el caso de las funcio-
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nes de penalización interior el término de penalización se escoge de manera que
su valor sea pequeño en puntos lejanos a los lı́mites entre la zona factible y la no
factible, y que tienda a infinito para puntos cercanos a ese lı́mite. Una limitante de
este último enfoque es que se requiere una solución factible inicial. Por ello, las
funciones de penalización externas son más comúnmente utilizadas.

La fórmula general de la función de penalización externa es:

φ(X) = f(X)±
[ n∑

i=1

ri ·Gi +
p∑

j=1

cj · Lj
]

(2.3)

Donde φ(X) es la función objetivo expandida a optimizarse, Gi y Lj son fun-
ciones de las restricciones g(X) y h(X), respectivamente y ri y cj son constantes
positivas llamados comúnmente “factores de penalización”.

Tres criterios se manejan para definir la relación entre un individuo no factible
y la region factible del espacio de búsqueda [115]:

Un individuo se penaliza sólo por ser no factible.

La penalización corresponde a su cantidad de no factibilidad.

Se penaliza de acuerdo al esfuerzo de reparación del individuo.

El problema principal con las funciones de penalización en general consiste en
elegir los valores adecuados de los factores de penalización para permitir que el
algoritmo pueda dirigir la búsqueda hacia la zona factible y que la pueda recorrer
lo suficiente como para llegar al óptimo global.

Se han generado varias alternativas para contrarrestar esta fuerte dependencia
del valor de los factores de penalización. Entre las más destacadas se encuentran
las técnicas descritas a continuación.

2.2.1. Pena de muerte

Es uno de los enfoques más socorridos y populares debido a su sencillez con-
ceptual y de implemetación [4, 126]. Consiste en asignar una aptitud de cero a
los individuos no factibles. No requiere de mayores cálculos. Se recomienda su
uso para espacios de búsqueda convexos y de un tamaño considerable de la zona
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factible con respecto al tamaño total del espacio de búsqueda. Por otro lado, no
utiliza información de los individuos no factibles, aunque se encuentren cerca de
la zona factible.

Su principal desventaja se presenta en problemas complejos donde en la po-
blación inicial no existen individuos factibles. Esto conlleva a un estancamiento
del algoritmo porque todos los individuos tendrán la misma aptitud. Por otro la-
do, este método sólo trabaja con restricciones de desigualdad, debido a la obvia
dificultad de generar soluciones que satisfagan de manera exacta restricciones de
igualdad.

2.2.2. Penalizaciones estáticas

Las implementaciones basadas en esta idea asumen que los factores de pena-
lización permanecen sin cambios durante el proceso. Existen varias propuestas:
Kuri [92] propone calcular la aptitud de un individuo de la siguiente manera:

fitness(X) =

{
f(X) Si la solución es factible
K −∑s

i=1(K
m

) En otro caso
(2.4)

donde s es el número de restricciones satisfechas, m es el número total de res-
tricciones, de igualdad y desigualdad y K es una constante (1x109). Cuando un
individuo es no factible, no se computa su valor en la función de evaluación. Por
otro lado, si el individuo viola un número s de restricciones, se penaliza igual que
todos aquellos que violen también s restricciones sin importar si se encuentran
cerca o lejos de la zona factible.

Esta técnica ha funcionado bien con una gama de funciones de prueba, pero
en algunos casos requiere de generar la población inicial con otro AG al no existir
individuos factibles en la población producida aleatoriamente.

Homafair, Lai y Qi [56] proponen establecer niveles de violación, donde los
coeficientes de penalización se asignan a cada nivel de manera que un individuo
se penaliza más si su ı́ndice de violación es mayor. Un individuo se evalúa con la
siguiente expresión:

fitness(X) =

{
f(X) Si la solución es factible
f(X) +

∑m
i=1 Rk,imax[0, giX]2 En otro caso

(2.5)
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donde k son los niveles de penalización, Rk,i son los coeficientes estáticos de
penalización, m es el número total de restricciones y f(X) es la función objetivo
sin penalizar.

El excesivo número de parámetros que requiere este enfoque lo hace difı́cil de
manejar para un número significativo de restricciones.

2.2.3. Penalizaciones dinámicas

El tiempo (o sea, la generación en que se encuentra el algoritmo evolutivo)
influye en el cálculo de la penalización de un individuo en esta propuesta. Nor-
malmente, en etapas avanzadas del proceso de búsqueda la penalización será más
severa que en etapas iniciales, pues se presume que en esos instantes el algoritmo
ya se encuentra dentro de la zona factible.

Joines y Houck [66] utilizan el número de generación para adaptar el valor del
coeficiente de penalización.

fitness(X) = f(X) + (C · t)α · SV C(β,X) (2.6)

donde C, α y β son constantes definidas por el usuario(C = 0,5, α = 1 ó 2 y
β = 1 ó 2) y SV C(β,X) se define como:

SV C(β,X) =
n∑

i=1

Dβ
i (X) +

p∑

j=1

Dj(X) (2.7)

Di(X) =

{
0 gi(X) ≤ 0
|gi(X)| en otro caso

1 ≤ i ≤ n (2.8)

Dj(X) =

{
0 −ε ≤ hj(X) ≤ ε
|hj(X)| en otro caso

1 ≤ j ≤ p (2.9)

Una de las desventajas de esta técnica es su sensibilidad a los parámetros C, α
y β. Otra propuesta para modificar la penalización de un individuo dependiendo
del número de generación es la de Kazarlis & Petridis [70]:

fitness(X) = f(X) + V (g)×
(
A

m∑

i=1

(δi · wi · Φ(di(S))) +B

)
× δs (2.10)
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donde A es un factor de severidad, m es el total de restricciones, δi es 1 si la
restricción i es violada y 0 en otro caso. Se asignan pesos w a cada restricción.

La parte dinámica consiste en la función V (g) la cual aumenta con respecto al
número de generación en la que se encuentra el proceso. Los autores sugieren:

V (g) =
(
g

G

)2

(2.11)

Donde g es el número de generación actual y G es el número total de genera-
ciones.

Esta técnica requiere información del problema que afectará los valores de los
parámetros; además, no ha sido probada con un conjunto significativo de funcio-
nes.

2.2.4. Penalizaciones adaptativas

En esta propuesta, se utiliza información del mismo proceso de búsqueda para
actualizar los factores de penalización. Bean y Hadj-Alouane [49, 8] proponen
evaluar al individuo mediante:

fitness(X) = f(X) + λ(t)




n∑

i=1

g2
i (X) +

p∑

j=1

|hj(X)|2

 (2.12)

donde λ(t) se actualiza cada t generaciones de acuerdo con:

λ(t+ 1) =





(1/β1) · λ(t), Si ocurre caso #1
β2 · λ(t), Si ocurre caso #2
λ(t), en otro caso,

(2.13)

β1, β2 > 1, β1 > β2, y β1 6= β2 (para evitar ciclos).

El caso #1 ocurre cuando el mejor individuo en las últimas k generaciones
fue siempre factible. El caso #2 sucede cuando este individuo nunca fue factible.

Como puede observarse, la penalización aumenta cuando no se encuentran
individuos no factibles y disminuye cuando se encuentran de manera regular, bue-
nos individuos factibles. Si el algoritmo presenta cambios intermitentes la pena-
lización no cambia ya que esto sugiere que el algoritmo explora los lı́mites entre
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la zona factible y la no factible. Su principal problema consiste en establecer los
parámetros extras β1, β2 y λ0.

2.2.5. Recocido simulado

Varios autores han propuesto el uso del Recocido Simulado [72] para contro-
lar los factores de penalización, el cual se cambia cada determinado intervalo de
tiempo. La penalización incrementa con respecto al tiempo (con la misma filosofı́a
de penalizaciones dinámicas) y debe construirse una relación de las restricciones
activas. Michalewicz y Attia [86, 84] proponen utilizar:

fitness(X) = f(X) +
1

2τ

∑

i∈A
φ2
i (X) (2.14)

donde τ representa el horario de enfriamiento [72], y m es el número total de
restricciones.

φi(X) =

{
max[0, gi(X)] si 1 ≤ i ≤ n
|hi(X)| si n+ 1 ≤ i ≤ m

(2.15)

Uno de los problemas de este enfoque es el establecer el intervalo de modifi-
cación de los factores de penalización (horario de enfriamiento).

2.2.6. Penalizaciones co-evolutivas

La idea de que el mismo proceso evolucione los factores de penalización fue
utilizada por Coello [27, 23]. Propone el uso de dos subpoblaciones. En una evo-
lucionarán las soluciones codificadas del problema y en la otra evolucionarán los
factores de penalización los cuales multiplicarán a los siguientes factores: coef
que es la suma de los valores con los que las restricciones han sido violadas por
un individuo y viol, el cual almacena el número de restricciones que han sido
violadas por ese mismo individuo. La aptitud de una solución se calcula con:

fitness(X) = f(X)− (coef × w1 + viol × w2) (2.16)

Las subpoblaciones implican la definición de parámetros extra como lo son
el número de generaciones para la subpoblación 1 y otro para la subpoblación
2, además del número de individuos para ambas subpoblaciones. Por otro lado,
la implementación es más laboriosa ya que son realmente dos AG’s ejecutándo-
se de manera alterna. Por último, este enfoque sólo trabaja con restricciones de
desigualdad.



36 Manejo de restricciones

2.2.7. Algoritmo genético segregado

Consiste en utilizar dos funciones de penalización y por ende, dos poblacio-
nes. La idea subyacente es tener un balance entre las penalizaciones fuertes y las
moderadas. Fue propuesto por Le Riche et al. [116]. Los padres de la siguiente
generación se eligen de entre los mejores individuos de cada subpoblación. Ası́,
se busca mantener diversidad ya que se espera se combinen individuos factibles
con no factibles. Se utiliza selección proporcional con jerarquı́as lineales con el
objeto de disminuir la presión de selección.

Su principal desventaja es la de escoger los dos factores de penalización (tanto
el fuerte como el moderado) para ambas subpoblaciones.

2.2.8. Penalización basada en factibilidad

Propuesta por Deb y Agrawal [33]. Consiste en evaluar a un individuo de
acuerdo con la siguiente expresión:

fitnessi(X) =

{
fi(X) Si la solución es factible
fpeor +

∑n
j=1 gj(X) En otro caso

(2.17)

donde fpeor es el valor de la función objetivo de la peor solución factible de la
población. Si no existen soluciones factibles, fpeor se hace 0.

Utiliza torneo binario como técnica de selección y agrega los siguientes crite-
rios:

Una solución factible siempre es preferible a una no factible.

Entre dos soluciones factibles, aquella con mayor valor (o menor, según sea
el caso) en su función objetivo es preferible.

Entre dos soluciones no factibles, aquella que viole el menor número de
restricciones es preferible.

Las desventajas de esta técnica es el requerir el uso de nichos [33] y porcenta-
jes de mutación altos para mantener diversidad.
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2.3. Otras técnicas

Coello [22] incluye a las funciones de penalización en su taxonomı́a y agrega
las siguientes:

1. Mantener una población factible mediante representaciones especiales y
operadores genéticos.

2. Algoritmos de reparación.

3. Separación de objetivos y restricciones.

4. Enfoques hı́bridos.

2.3.1. Representaciones y operadores especiales

Como alternativa para lidiar con determinado tipo de problemas donde la re-
presentación binaria no es conveniente se han propuesto otras maneras de repre-
sentar individuos y por ende, se han generado nuevos operadores que emulen la
función de los operadores tradicionales.

Un cambio en la representación provoca que se simplifique la forma del espa-
cio de búsqueda y los operadores especiales permiten preservar la factibilidad de
las soluciones en el proceso evolutivo. Entre las más destacadas se tienen:

Aplicaciones de Lawrence Davis [32]: En su Handbook of Genetic Algorit-
hms propone varios ejemplos de algoritmos evolutivos con representaciones
y operadores especiales para resolver problemas del mundo real. Este cam-
bio es útil en la mayorı́a de los casos, pero no es fácil generalizarlo para
problemas similares.

Llaves aleatorias: Propuestas por James C. Bean [6, 7], consisten de una
representación llamada “Random Key Enconding” la cual se utiliza para
eliminar la necesidad de operadores especiales de cruza y mutación codifi-
cando las soluciones con números aleatorios los cuales serán las llaves para
decodificar sus valores. La propuesta es interesante, pero los resultados ob-
tenidos con ella no han sido muy exitosos.
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GENOCOP: GEnetic algorithm for Numerical Optimization for COnstrai-
ned Problems propuesto por Michalewicz [85] asume un(os) punto(s) ini-
cial(es) para iniciar la búsqueda y sólo admite restricciones lineales. Los
resultados obtenidos con él han sido exitosos.

Algoritmo Genético Consistente en Restricciones: Propuesto por Kowalczyk [73]
para acotar el espacio de búsqueda previniendo la instanciación de variables
que no satisfacen a las restricciones. Por lo tanto, sólo se producen solucio-
nes factibles.

Localización de los lı́mites de la región factible: Su motivación radica
en que en optimización no lineal se suelen tener restricciones activas en el
óptimo global, razón sugerente para explorar el lı́mite entre la zona facti-
ble y la no factible del espacio de búsqueda. Varios autores han publicado
propuestas sobre este enfoque [88, 124, 123, 44].

Decodificadores: Consiste en que un cromosoma proporcione la manera de
construir una solución factible. Cada decodificador impone una relación en-
tre una solución factible y una solución decodificada. Propuesta por Koziel
y Michalewicz [75, 76].

2.3.2. Algoritmos de reparación

La idea de tomar una solución no factible y hacerla factible mediante un opera-
dor especial ha sido utilizada ampliamente. En algunos enfoques, la solución “re-
parada” sustituye en la población a su original no factible y en otros sólo se utiliza
con fines de evaluar la aptitud. Para ciertos problemas, esta opción ha presenta-
do buenos resultados, como en GENOCOP III [87], aplicaciones para robótica
de Xiao et al. [90, 148, 149], y en el trabajo de Orvosh y Davis [96, 97] que
proponen cierto porcentaje (5 %) de sustitución de individuos “reparados” por su
correspondiente infactible.

El principal problema con este enfoque es que el proceso de reparación de
individuos depende directamente de la naturaleza del problema. Por otro lado,
puede caerse en la situación de que el algoritmo de reparación resulte más costoso
que el mismo algoritmo evolutivo de búsqueda.
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2.3.3. Separación de restricciones y objetivos

Entre los enfoques más destacados se tienen los siguientes:

Co-Evolución: Propuesta por Paredis [103] consiste en tener dos pobla-
ciones, una que contiene las restricciones a satisfacer y la segunda contiene
soluciones potenciales al problema (no necesariamente factibles). Además
existe una relación de dependencia de la presión de selección de una pobla-
ción con respecto al valor de aptitud de los miembros de la otra población.
Con ello se logra incrementar la aptitud de aquellas restricciones que son
difı́ciles de satisfacer para que el proceso se centre en ellas. Los resulta-
dos publicados son bastante buenos. Sin embargo, como se requiere de una
memoria de las relaciones entre individuos de ambas poblaciones en algo
llamado encounters donde se evalúan individuos de cada una de ellas, se
requiere de estructuras de datos con mayor grado de complejidad que las
manejadas normalmente en un algoritmo evolutivo.

Superioridad de Puntos factibles: Propuesta originalmente por Powell y
Skolnick [108]. Incorporan una regla heurı́stica para procesar soluciones no
factibles con el objeto de valuar como superiores a las soluciones factibles
sobre las infactibles. Entre sus principales desventajas se encuentra la falta
de diversidad durante el proceso.

Memoria Conductista: Schoenauer y Xanthakis [125] proponen una ma-
nera de satisfacer secuencialmente, una a una, las restricciones del proble-
ma. De manera implı́cita se utiliza pena de muerte ya que las soluciones
que en el proceso no cumplan con al menos una restricción se eliminan de
la población.

Técnicas de Optimización Multiobjetivo: Se propone la redefinición del
problema de optimización simple a uno multiobjetivo. Varias propuestas
han surgido con esta idea; entre ellas están COMOGA de Surry [133, 132],
donde se combina la técnica multiobjetivo VEGA [122] y el Pareto ran-
king [45] para manejar restricciones. Camponogara y Talukdar [15], re-
definen el problema para utilizar dos objetivos. Jiménez y Verdegay [64]
proponen un enfoque min-max con comparaciones simples para el proceso
de selección. Coello [26] utiliza a VEGA en un enfoque donde divide a la
población en varias subpoblaciones; esto se hace en cada generación con el
objeto de que cada subpoblación se asocie con una restricción del proble-
ma y ayude a minimizar la cantidad con la cual es violada. Además, una



40 Manejo de restricciones

de las subpoblaciones se encargará de evaluarse con la función objetivo. El
principal problema con estos enfoques es la pérdida de diversidad que suele
caracterizar a la optimización multiobjetivo.

2.3.4. Métodos hı́bridos

Consisten en acoplar un algoritmo evolutivo con otro método de optimización
numérica. Por ejemplo:

Multiplicadores de Lagrange: Ofrecen buenos resultados, pero agregan
más parámetros que deben ser ajustados a priori [2, 93, 71].

Evolución aleatoria: Combinación de búsqueda evolutiva con una técnica
de programación matemática sin restricciones (simplex). Se reduce a un
algoritmo de reparación [10].

Lógica difusa: Reemplaza la definición de las restricciones a restricciones
lógicas. Reemplaza a los factores de peso en la función objetivo por grados
de satisfacción de restricciones [78].

Sistema Inmune: Modela la actividad del sistema inmune biológico. Un
conjunto de anticuerpos evolucionan para contrarrestar el efecto de antı́ge-
nos. En principio se utilizaron cadenas binarias, pero ya hay trabajos donde
se utilizan otras representaciones [29, 50, 51].

Algoritmos Culturales: Utiliza mecanismos sofisticados de reparación de
individuos. Otras alternativas sugieren el uso de células de creencia belief-
cell para adquirir, almacenar e integrar el conocimiento de las restricciones
no lineales [65, 18].

Colonia de Hormigas: Consiste en una meta-heurı́stica diseñada para pro-
blemas complejos de optimización combinatoria que se ha extendido a opti-
mización numérica. La idea subyacente de esta técnica es el comportamien-
to de las hormigas, las cuales depositan una sustancia quı́mica la cual influye
en el comportamiento de las demás. Bilchev y Parmee utilizan el concepto
de Comida Inaceptable, la cual irá desapareciendo conforme avanza el pro-
ceso y el algoritmo converge. Esta técnica es sencilla de implementar, pero
requiere muchos parámetros [11, 12].



Capı́tulo 3

Optimización multiobjetivo

Generalmente los problemas que presenta el mundo real tienen un nivel de
complejidad considerable. Muchas veces esa complejidad radica en que consisten
de varios objetivos y restricciones que deben satisfacerse. Los algoritmos evolu-
tivos son especialmente aplicables para resolver este tipo de problemas ya que
trabajan de manera simultánea con un conjunto de soluciones las cuales pueden
evolucionar y obtener aquellas que sean consideradas como aceptables por parte
del diseñador, puesto que aún no existe una definición de “óptimo” como es el
caso de la optimización con un solo objetivo.

En este capı́tulo se define un problema multiobjetivo, se establecen los con-
ceptos de “óptimo de Pareto” y “Frente de Pareto” y se describen las principales
técnicas evolutivas para optimización multiobjetivo reportadas en la literatura.

3.1. Definición del problema

Un problema de optimización multiobjetivo se establece como el proceso de
encontrar [102]:

Un vector de variables de decisión que satisfaga restricciones y opti-
mice una función de vector cuyos elementos representan las funciones
objetivo. Estas funciones conforman una descripción matemática de
criterios de desempeño los cuales usualmente se encuentran en con-
flicto uno con otro. De ahı́ que el término “optimizar” signifique el
encontrar una solución que proporcione valores para todas las funcio-
nes objetivo que sean aceptables para el diseñador.

41
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Figura 3.1: Solución ideal donde se tiene el óptimo en un punto (óptimo de Pareto)
para el caso de dos funciones objetivo.

Esto se traduce de manera formal a:

Encontrar un vector x̄∗ = [x∗1, x
∗
2, . . . , x

∗
n]T el cual debe satisfacer las m res-

tricciones de desigualdad:

gi(x̄) ≥ 0, i = 1, 2, . . . ,m (3.1)

las p restricciones de igualdad:

hi(x̄) = 0, i = 1, 2, . . . , p (3.2)

y optimiza la función vector:

f̄(x̄) = [f1(x̄), f2(x̄), . . . , fk(x̄)]T (3.3)

Donde x̄ = [x1, x2, . . . , xn]T es un vector de variables de decisión.

Esto quiere decir que se requieren determinar los números que pertenecen a la
zona factible F (o sea, que satisfacen (3.1) y (3.2) ) y que obtienen el valor óptimo
para todas las funciones objetivo de (3.3).
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Figura 3.2: Frente de pareto (remarcado) para el caso de dos funciones objetivo.

3.1.1. Óptimo de Pareto

El concepto de óptimo de Pareto fue formulado por Vilfredo Pareto en el siglo
XIX [104]. Este se considera el origen de toda la investigación en optimización
multiobjetivo. Se dice que un punto x̄∗ ∈ F es óptimo de Pareto si para cada
x̄ ∈ F ,

∧
i ∈ I

(fi(x̄) = fi(x̄
∗)) (3.4)

o, existe al menos algún i ∈ I (donde I representa el conjunto de funciones
objetivo a optimizarse) que

fi(x̄) > fi(x̄
∗) (3.5)

Un punto del espacio de búsqueda x̄∗ se considera óptimo de Pareto si no
existe ningún vector factible que pueda decrementar algún valor de un objetivo
sin aumentar de manera simultánea el valor de al menos otro objetivo, suponiendo
minimización (ver figura 3.1).

3.1.2. Frente de Pareto

En la mayorı́a de los casos, no se obtienen soluciones únicas, sino un conjunto
de ellas llamadas no inferiores o no dominadas cuya ubicación se encuentra en los
lı́mites de la zona factible (ver figura 3.2). Normalmente es imposible encontrar
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una expresión analı́tica para esa lı́nea o superficie que contiene los puntos corres-
pondientes a las soluciones no dominadas. El procedimiento que normalmente se
sigue es procesar los puntos F k y sus correspondientes f(F k). A este conjunto de
soluciones se les conoce como Frente de Pareto.

Un vector x̄∗ es una solución débilmente no dominada si no existe x̄ ∈ F tal
que

fi(x̄) < fi(x̄
∗), i = 1, . . . , n (3.6)

Un vector x̄∗ es una solución fuertemente no dominada si no existe x̄ ∈ F tal
que

fi(x̄) ≤ fi(x̄
∗), i = 1, . . . , n (3.7)

y para al menos un valor de i

fi(x̄) < fi(x̄
∗), i = 1, . . . , n (3.8)

Por lo tanto, una solución fuertemente no dominada es también una solución
débilmente no dominada, pero no necesariamente se cumple la conversa.

Para efectos de este trabajo se utilizará el concepto de no dominancia con res-
pecto a soluciones fuertemente no dominadas a la cual se les llamará simplemente
soluciones no dominadas.

De manera gráfica se pueden visualizar ambos tipos de soluciones para el caso
de dos funciones objetivo [22]. La posición de los puntos de las soluciones fuerte-
mente no dominadas corresponden a la llamada curva mı́nima fuerte y la posición
de los puntos de las soluciones débilmente no dominadas se ubica sobre la curva
mı́nima débil (ver figura 3.3).

3.2. Técnicas para preservar diversidad

Un algoritmo genético (AG) tiende a converger a una solución única debido al
tamaño finito de la población y a errores estocásticos asociados a los operadores
genéticos [68], lo que es deseable cuando se quiere alcanzar el óptimo global o al-
go cercano a él. Sin embargo, en optimización multiobjetivo se requiere encontrar
todo el frente de Pareto consistente en un conjunto de soluciones. Para mantener
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Figura 3.3: Curvas débil y fuertemente dominadas para el caso de dos funciones
objetivo.

la diversidad de soluciones durante el proceso evolutivo (es decir, para evitar que
el AG converja a una solución única) han surgido varias propuestas.

Holland [54] propone el uso de un operador de cercanı́a y similitud (crowding)
el cual fue implementado por DeJong [68]. Éll utilizó esta idea para permitir que
un descendiente de un individuo reemplace a aquél con el cual tenga mayor grado
de similitud a nivel genotı́pico.

Goldberg y Richardson [48] dividen a la población en subpoblaciones de acuer-
do a su similitud, ya sea en el espacio genotı́pico (codificación de las variables de
decisión), o en el espacio fenotı́pico (valores de las variables de decisión) lo que
involucra la existencia de un parámetro que establezca el grado de similitud entre
los individuos, todo esto asumiendo una representación binaria. Los individuos
que pertenecen a una misma subpoblación (o nicho1) compartirán su aptitud me-
diante una función de distribución, de manera que disminuya. Con ello se premia
a aquellos individuos que sean distintos.

1Estos “nichos” están inspirados en los nichos biológicos (lugares donde individuos similares
comparten recursos)
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Existen también otras propuestas. Por ejemplo, Smith, Forrest y Perelson [128]
utilizan una emulación del sistema inmune humano para mantener diversidad sin
la necesidad de establecer una función de similitud. Ver Mahfoud [83] para una
revisión más detallada de técnicas para mantener diversidad.

3.3. Técnicas evolutivas para optimización multiob-
jetivo

Coello [22, 23] propone una taxonomı́a para agrupar las técnicas evolutivas
para optimización multiobjetivo:

Funciones de agregación.

No basadas en la noción de óptimo de Pareto

Basadas en el óptimo de Pareto

A continuación se describen las caracterı́sticas generales de cada grupo de
técnicas y se mencionan las propuestas más representativas.

3.3.1. Funciones de agregación

La manera más intuitiva de manejar varios objetivos es la de combinarlos en
uno solo y con ello obtener un único valor de aptitud para que el algoritmo evolu-
tivo pueda operar de manera usual. La manera de unirlos puede ser mediante una
simple operación aritmética (p. ej. suma o multiplicación).

Esta idea presenta ciertos problemas: se requiere tener información escalar del
rango de los objetivos para evitar que uno domine a los demás. Este proceso es
(especialmente para problemas de la vida real) muy complicado o costoso y en
ocasiones no se puede llevar a cabo.

Por otro lado, este método en su sencillez encuentra la eficiencia, porque no
requiere de la decisión del diseñador para determinar si una solución es acepta-
blemente buena. Además, si el algoritmo logra optimizar la función de aptitud
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resultante, al menos habrá alcanzado un óptimo local.

Entre los técnicas más representativas de este grupo se encuentran:

Suma ponderada

Consiste en sumar todas las funciones objetivos utilizando diferentes pesos
como coeficientes para cada una. El problema se define como:

minimizar
k∑

i=1

wifi(x̄)ci (3.9)

donde wi ≥ 0 son los coeficientes que representan la importancia de cada
función objetivo (de las k existentes) y ci son factores constantes que escalan los
objetivos. Esto con el objeto de mantener valores numéricos similares para todas
las funciones objetivo. Los pesos se normalizan de manera que:

k∑

i=1

wi = 1 (3.10)

Su principal ventaja es su eficiencia computacional y su utilidad para generar
una solución inicial para otras técnicas. Su desventaja radica en la necesidad de
que el usuario defina los pesos para cada objetivo. Además, el uso de una com-
binación lineal de pesos no permite generar ciertas porciones de los frentes de
pareto no convexos [117].

Algunas aplicaciones de este enfoque se describen en los trabajos de Syswerda
y Palmucci [135], Jacob et al. [62], Jones et al. [67], Wilson & Macleod [147], Liu
et al. [81], y Yang y Gen [150].

Programación por metas

En esta propuesta hecha por Charnes y Cooper [16] e Ijiri [60] el diseñador
debe asignar objetivos o metas que él desee alcanzar para cada función objetivo.
Estos valores se incorporan al problema como restricciones adicionales. La fun-
ción objetivo consiste en minimizar las desviaciones absolutas de las metas de las
funciones objetivos. El problema se plantea como:

minimizar
k∑

i=1

|fi(x̄)− Ti| , sujeta a x̄ ∈ F (3.11)
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Donde Ti es la meta propuesta por el diseñador para la i-ésima función obje-
tivo fi(x̄) y F representa la zona factible del espacio de búsqueda. La forma de
trabajar de este modelo es minimizar la suma de valores absolutos de las diferen-
cias entre las metas y los valores alcanzados hasta un momento determinado. Una
generalización de esta técnica es la programación por metas generalizada [58, 59]
también conocida como optimización de vector de metas [19].

Sus ventajas son su eficiencia computacional pero tiene problemas si el di-
señador no asigna correctamente los valores de las metas. Además, si la zona
factible es difı́cil de alcanzar, la técnica se volverá ineficiente.

Entre las aplicaciones de esta técnica se encuentran las de Sandgren [120] y la
de Wienke et al. [146].

Alcance de metas

En esta propuesta el diseñador define un vector de pesos w1, w2, . . . , wk que
refleja el alcance de las metas además del vector de metas b1, b2, . . . , bk para las
funciones objetivo f1, f2, . . . , fk. El problema se plantea de la siguiente forma:

minimizar α (3.12)

sujeta a:

gj(x̄) ≤ 0; j = 1, 2, . . . ,m

bi + α · wi ≥ fi(x̄); i = 1, 2, . . . , k (3.13)

donde α es una variable escalar sin restricción de signo y los pesosw1, w2, . . . , wk
están normalizados de manera que:

k∑

i=1

|wi| = 1 (3.14)

El valor óptimo de α indicará si las metas son alcanzables o no. Si el valor de
α es negativo implica que la meta propuesta por el diseñador es alcanzable y que
se obtendrá una solución mejorada. Si α > 0, entonces la meta es inalcanzable.

Su principal ventaja es su sencillez y eficiencia computacional. Sin embargo,
produce una presión de selección que no siempre causa convergencia hacia buenas
soluciones compromiso, lo cual fue reportado por Wilson y Macleod [147].
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Restricción ε

La idea subyacente de esta propuesta hecha por Ritzel y Wayland [117] es la
minimización de un solo objetivo y tomar a los otros como restricciones limitadas
por niveles conocidos como εi, los cuales indican el valor que cada objetivo i no
debe exceder. Estos niveles se modifican con el objeto de generar el frente de Pa-
reto. El método se define como:

Encontrar el mı́nimo de la r-ésima función objetivo, (p. ej. encontrar x̄∗) tal
que

fr(x̄
∗) = min

x ∈ F fr(x̄) (3.15)

sujeta a
fi(x̄) ≤ εi , i = 1, 2, . . . , k i 6= r (3.16)

El proceso se repite para varios valores de εi. La búsqueda termina cuando
el diseñador encuentra una solución satisfactoria. Sin embargo puede requerirse
repetir todo el proceso para distintos valores de r.

Esta técnica es popular para resolver problemas multiobjetivo, pero su codifi-
cación consume mucho tiempo. Además, se vuelve difı́cil de manejar cuando el
problema a resolver tiene demasiados objetivos.

De las aplicaciones más destacadas de esta propuesta se tienen las de Quaglia-
rella y Vicini [109], Ranjithan et al. [110] y Loughlin and Ranjithan [82].

3.3.2. No basadas en la noción de óptimo de Pareto

Otra manera de manejar múltiples objetivos se basa en el manejo de ellos de
manera separada o con polı́ticas especiales del manejo de individuos dentro de la
población. Los enfoques más conocidos se presentan a continuación:

VEGA

David Shaffer [122] extiende el uso del algoritmo genético simple en su pro-
puesta llamada Vector Evaluated Genetic Algorithm (VEGA), el cual se distingue
por la manera en la que se implementa la selección de individuos.
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En cada generación se divide a la población en k subpoblaciones, donde k es el
número de objetivos y el tamaño de cada subpoblación es deN/k individuos, don-
de N es el número total de individuos de la población. Para la subpoblación i se
seleccionan los individuos de acuerdo a la i-ésima función objetivo i = 1, . . . , k.
Una vez terminado este proceso se unen todos los individuos seleccionados en
una sola población a la cual se le aplican operadores genéticos para obtener una
nueva generación.De esta manera, se pretende elegir individuos que sean no do-
minados de manera local (en un objetivo) de manera que se recombinen con otros
que tengan las mismas caracterı́sticas pero con otro objetivo y de esta manera,
obtener soluciones no dominadas a nivel global y conformar el frente de Pareto
correspondiente.

La principal ventaja de este método es su sencillez. Sin embargo, presenta di-
ficultades para producir soluciones óptimas de Pareto cuando el frente de Pareto
es no convexo.

Varios autores han utilizado VEGA para resolver problemas. Entre ellos están
Ritzel y Wayland [117], Surry et al. [133], Cvetković et al. [30] y Tamaki et
al. [138, 137]

Orden léxicográfico

El funcionamiento de este enfoque se basa en ordenar a los objetivos con res-
pecto a su importancia. Esta tarea la realiza el diseñador. Para obtener la solución
óptima se minimizan (o maximizan, según sea el caso) las funciones objetivo co-
menzando con la más importante, continuando con las demás hasta terminar con
todas. Una vez que se obtiene la solución para un objetivo, ésta se agrega como
restricción para la solución del siguiente objetivo. De ahı́ que el problema se plan-
tea de manera general para el objetivo i:

Minimizar fi(x̄) (3.17)

sujeta a

gj(x̄) ≤ 0; j = 1, 2, . . . ,m (3.18)

fl(x̄) = f ∗l , l = 1, 2, . . . , i− 1 (3.19)
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Este enfoque tiene la ventaja de ser sencillo de implementarse por ello ha sido
muy utilizado. Sin embargo, tiende a favorecer a algunos objetivos. Esto ocasiona
que la población converja a una zona particular del frente de Pareto en lugar de
formarlo por completo.

Entre los autores que han utilizado esta técnica se encuentran Fourman [40] y
Kursawe [77].

Teorı́a de juegos

Esta técnica basa su funcionamiento en la asignación de objetivos y variables
del problema a dos jugadores de manera que compitan entre ellos para minimizar
(o maximizar, según sea el caso) su correspondiente objetivo. La interpretación
geométrica para el caso de 2 objetivos f1 y f2 se refiere a la intersección de las
lı́neas que representan las opciones para el primer y segundo jugador para valores
fijos de las variables de decisión (que para este ejemplo de dos objetivos tam-
bién son 2) x1 y x2. Si se presenta esta intersección, se considera a este punto un
candidato para la minimización de ambos objetivos f1 y f2, asumiendo un juego
no cooperativo. Este punto se conoce como la solución de equilibrio de Nash y
representa una condición de equilibrio donde ninguno de los jugadores puede in-
crementar (o decrementar) de manera unilateral su criterio (objetivo) [94].

La eficiencia computacional de este enfoque es muy buena. Sin embargo Périaux
et al. [106] han reportado en su trabajo que esta técnica no puede generar más de
una solución no dominada, la cual no necesariamente es la mejor. En la literatura
se encuentran intentos de extender esta idea a más de dos jugadores y utilizar un
enfoque cooperativo en lugar de competitivo [112, 113].

Entre las aplicaciones de esta propuesta se encuentran la del mismo Périaux et
al. [106] donde se ocupan estas ideas para un problema biobjetivo.

Uso del género para identificar objetivos

Este enfoque comparte la idea de VEGA de dividir a la población dependiendo
de los objetivos. La diferencia es que en este caso se asigna sexo a cada individuo
al momento de crearse, lo cual indica a qué objetivo corresponde cada uno.
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Existen propuestas como la de Allenson [3] donde se tienen dos sexos (fun-
ciones objetivo) y la cruza es sexual sólo con individuos del sexo contrario y el
sexo de los hijos se asigna de manera aleatoria. Por otro lado, Lis y Eiben [80]
proponen utilizar más de dos sexos (objetivos), cruza panmı́tica2 donde el padre
que más información herede a su hijo también le heredará su sexo. Los empates
entre padres se resuelven al azar. Además, la población es traslapable3 y la muta-
ción se restringe de forma que no pueda cambiar el sexo de un individuo.

Esta técnica ha mostrado buen desempeño, pero su manejo se complica cuan-
do el número de objetivos crece y, por ende, crece el número de sexos. Además, la
cruza se complica ya que se requieren muchos padres para generar un solo hijo y
la población debe ser numerosa para mantener una diversidad de sexos razonable.

Entre los reportes de uso de esta técnica se encuentra el de Lis y Eiben [80] en
un problema con dos objetivos propuesto por Srinivas y Deb [130].

Otras propuestas

Existen otras técnicas poblacionales o con manejo individual de objetivos:

Min-Max con pesos: Propuesto para un modelo lineal por Jutler [69] y
Solich [129] y utilizado por Osyczka [98, 99, 101], Rao [111] y Tseng y
Lu [140]. Sugiere utilizar los extremos de cada función objetivo y calcular la
solución multiobjetivo por medio de los valores de los incrementos relativos
de todas las funciones objetivos. Coello [19, 28] propuso dos variantes de
este enfoque.

Uso del teorema del contacto: Osyczka and Kundu [100] proponen el uso
de uno de los principales teoremas en optimización multiobjetivo [79] pa-
ra determinar las distancias relativas de un vector solución con respecto al
frente de Pareto.

Algoritmo genético no generacional: Basado en el funcionamiento de los
Sistemas Clasificadores [45], donde se reemplaza al peor individuo y se

2En la cruza panmı́tica más de dos padres participan en la creación de un hijo, aportando cada
uno información al descendiente

3Una población traslapable se refiere a aquella en donde un mismo indivuduo tiene la posibili-
dad de sobrevivir por más de una generación
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actualiza la aptitud de las restantes soluciones. Valenzuela-Rendón y Uresti-
Charre [142] transforman el problema multiobjetivo en uno biobjetivo y lo
resuelven usando una combinación lineal de pesos.

Pesos aleatorios y elitismo: Similar a una aplicación basada en el enfoque
Min-Max con pesos de Hajela [52], pero generando los pesos de manera
distinta y separando del resto de la población el conjunto de soluciones no
dominadas obtenidas en cada generación. Propuesta por Ishibuchi y Murata
[61]

3.3.3. Basadas en el óptimo de Pareto

Las técnicas descritas a continuación están basadas en el uso de jerarquı́as
de Pareto (Pareto ranking) propuesto por Goldberg [45] quien sugiere el uso de
jerarquı́as basadas en el concepto de no dominancia para efectuar la selección, a
fin de mover una población de soluciones potenciales hacia el frente de Pareto. La
idea general consiste en encontrar un conjunto de soluciones no dominadas por el
resto de la población actual y asignarles la jerarquı́a más alta. Posteriormente, este
conjunto se aparta y se genera un nuevo conjunto de soluciones no dominadas de la
población restante y se les asigna una jerarquı́a menor a la previamente asignada.
Este proceso termina cuando toda la población está adecuadamente jerarquizada.
Para mantener diversidad, el mismo Goldberg [45] propone el uso de una técnica
de nichos. Con estos elementos, tenderán a generarse las soluciones no dominadas
a lo largo del frente de Pareto.

Multiple Objective Genetic Algorithm (MOGA)

Propuesto por Fonseca y Fleming [39]. Basa su funcionamiento en otorgar un
rango a un individuo x de acuerdo con las p(t)

i soluciones de la población en la
generación t por las cuales es domimado:

rango(xi, t) = 1 + p
(t)
i (3.20)

Los individuos no dominados tienen un rango de 1. Por otro lado, los indivi-
duos dominados obtienen una jerarquı́a de acuerdo a la densidad de población en
la región.

El algoritmo es el siguiente:
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1. Ordenar la población de acuerdo al rango de cada individuo.

2. Asignar el valor de aptitud a cada individuo interpolando a partir del mejor
(rango 1) hasta el peor rango (n ≤ N ) siguiendo la propuesta de Gold-
berg [45].

3. Promediar la aptitud de los individuos con el mismo rango. Esto mantiene
constante la aptitud global de la población y, por ende, se mantiene una
presión de selección moderada.

La manera en la que MOGA asigna la aptitud de cada individuo genera una
presión de selección muy fuerte, ocasionando convergencia prematura de acuerdo
con lo reportado por Goldberg y Deb [46]. Por ello, Fonseca y Fleming [39] usan
nichos para distribuir la población a lo largo de la región óptima de Pareto. Para
dividir la aptitud de los individuos cercanos utilizan el valor de evaluación de las
funciones objetivo en lugar de los valores de las variables de decisión (nivel fe-
notı́pico) [131].

Entre los autores que han reportado el uso de MOGA se encuentran Tan y
Li [139] para optimización de controladores; Obayashi [95] reporta la utilización
de este enfoque para el diseño óptimo de modelos de cuchillas de compresión;
Chipperfield y Fleming [17] lo usan para el diseño de un sistema de control para
una turbina de gas. Por último, se encuentra Rodrı́guez Vázquez et al. [118], quie-
nes extienden MOGA a la programación genética y lo usan para identificación de
sistemas [74].

Las principales ventajas de MOGA son su eficiencia y sencillez para imple-
mentarse. Entre sus desventajas se encuentra su dependencia del parámetro que
determina la distribución de aptitud entre individuos similares σshare. Otro proble-
ma con la técnica es que no pueden existir al mismo tiempo dos vectores diferentes
con los mismos valores para las funciones objetivo debido a que la distribución de
aptitud se hace en el espacio de los valores de las funciones objetivo y no en el de
las variables de decisión [131].

Non-dominated Sorting Genetic Algorithm (NSGA)

Propuesto por Srinivas y Deb [130], NSGA genera varios niveles de clasifica-
ción de los individuos previo al proceso de selección. Esta taxonomı́a se genera
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bajo un criterio de no dominancia conformado por los siguientes puntos:

1. Todos los individuos no dominados se clasifican en una categorı́a donde
se les asigna un valor de aptitud temporal proporcional al tamaño de la
población para igualar la capacidad reproductiva de ese grupo de soluciones.

2. Con el objeto de mantener diversidad, se comparte la aptitud de este con-
junto de individuos (uso de nichos).

3. Se separa momentáneamente este grupo de indiviudos.

4. Con los individuos restantes de la población original se genera un nuevo
grupo de soluciones no dominadas asignando un valor temporal de aptitud
menor al del grupo anterior repitiendo los 3 pasos anteriores.

5. Parar este primer ciclo cuando todos los individuos de la población se en-
cuentren clasificados.

6. Realizar el proceso de selección proporcional estocástica.

7. Aplicar operadores genéticos (cruza y mutación).

8. Parar cuando se cumpla el criterio de terminación del algoritmo (número
máximo de generaciones).

Todo este proceso permite que los individuos con alta jerarquı́a adquieran una
alta aptitud y a su vez, una mayor probabilidad de ser seleccionados, lo que per-
mite dirigir rápidamente la búsqueda hacia regiones no dominadas del espacio de
soluciones.

Cabe mencionar que a diferencia de MOGA, NSGA divide la aptitud de los
individuos (nichos) en el dominio de las variables del problema (nivel fenotı́pico)
con el objeto de asegurar una mejor distribución de los individuos y permitir la
coexistencia de soluciones equivalentes.

En la literatura se encuentran aplicaciones de esta técnica hechas por Périaux
et al. [106] para reflectores aerodinámicos; Veradajan [143] reporta el uso de NS-
GA con torneo binario para optimizar portafolios de inversión y Michielssen and
Weile [91] usaron también NSGA para el diseño de un sistema electromagnético.
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Entre las principales ventajas de NSGA se encuentra su eficiencia gracias a
que objetivos múltiples se reducen a un valor temporal de aptitud el cual jerarqui-
za a la población en subconjuntos de individuos. Sin embargo, en la literarura se
han reportado pruebas donde NSGA demuestra un desempeño inferior a MOGA
con respecto a su eficiencia computacional y las soluciones generadas, y una sen-
sibilidad mayor hacia el factor de distribución de aptitud σshare [19].

Niched Pareto Genetic Algorithm (NPGA)

Horn y Nafpliotis [57] proponen el uso de un torneo basado en no dominancia
para la selección de individuos. La competencia no se realiza entre dos individuos
como en el torneo binario tradicional. Sin embargo, en este caso se selecciona un
subconjunto de soluciones de la población para competir contra dos candidatos
a selección; gana aquél que sea no dominado por ese subconjunto de individuos.
En caso de empates (ambos no dominados o ambos dominados), se disminuye la
aptitud de ambos competidores [47].

NPGA utiliza una distribución de la aptitud en el dominio de los valores de las
funciones objetivo. Horn y Nafpliotis [57] sugieren el uso de una métrica que com-
bina ambos dominios (funciones objetivo y variables de decisión) para la creación
de nichos. A esta propuesta se le conoce como nested sharing.

Belegundu et al. [9] utilizaron NPGA para el diseño de compuestos de cerámi-
ca laminada. Por otro lado, Poloni y Pediroda [107] reportan el uso de esta pro-
puesta para el diseño de una lámina aérea.

NPGA es más rápido en su desempeño porque no clasifica a toda la población
sino que utiliza un subconjunto de ella (tı́picamente el 10 % de la población total).
Produce buenos frentes no dominados que permanecen un número considerable de
generaciones [19]. Su desventaja es que requiere, además del parámetro de distri-
bución de aptitud, de escoger el tamaño del torneo (subconjunto de la población)
para el proceso de selección.



Capı́tulo 4

Técnicas multiobjetivo para manejo
de restricciones

Un problema con un solo objetivo y restricciones puede transformarse de
manera sencilla en un problema multiobjetivo de manera que se tienen m + 1
objetivos, donde m es el número de restricciones. Entonces se tiene el vector
v̄ = (f(X), f1(X), . . . , fm(X)), donde f1(X), . . . , fm(X) son las restricciones
del problema y f(X) es la función objetivo original. Con ello se pretende en-
contrar aquella solución que satisfaga las m restricciones y minimice (o maximi-
ze según sea el caso) la función objetivo: Encontrar X tal que fi(X) = 0 para
1 ≤ i ≤ m y f(X) ≤ f(Y) para toda Y factible (para el caso de minimización).

A continuación se describen algunas propuestas que utilizan esta idea, el pro-
ceso de jerarquización de Pareto y nichos para evitar que el algoritmo evolutivo
quede atrapado en un óptimo local. Diferentes mecanismos son incorporados en
algunas técnicas para alcanzar el óptimo global ya que el enfoque multiobjetivo
por sı́ solo se ha reportado que no lo logra [105, 64, 133].

4.1. Constrained Optimisation Multi-Objective Ge-
netic Algorithms (COMOGA)

Surry et al. [133] utilizan una combinación de jerarquı́as de Pareto y VE-
GA [122], donde los individuos se jerarquizan dependiendo de su cantidad de
violación de restricciones (cantidad de individuos dominados por una solución).
Sin embargo, la selección se realiza no tan sólo por jerarquı́as, sino que también

57
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se basa en la aptitud y en parámetros adicionales que el usuario debe establecer.

Esta propuesta fue probada en un problema de diseño de una red de gas en
el cual mostró un desempeño semejante al de una función de penalización. Su
principal problema es la necesidad de establecer el valor de al menos un parámetro
adicional, lo que puede asemejarse al problema original de establecer factores en
las funciones de penalización.

4.2. Direct Genetic Search

Parmee y Purchase [105] proponen el uso de VEGA [122] para dirigir la
búsqueda de un algoritmo evolutivo hacia la zona factible del espacio de búsque-
da de un problema de diseño de una turbina de gas. Una vez que se tiene un
punto factible se realiza una búsqueda local, variando los valores de la solución
arrojados por VEGA para formar un hipercubo cuyos puntos presumiblemente se
encontrarán también dentro de la zona factible.

En este enfoque no se utiliza la técnica multiobjetivo para recorrer la zona
factible sino que sólo para llegar a ella. Además, no existen comparaciones del
desempeño de esta técnica con respecto a otras.

4.3. Reducción de objetivos, no dominancia y búsque-
da lineal

Una combinación de técnicas después de reducir un problema de un objetivo
y restricciones a un problema con dos objetivos es sugerida por Camponogara
y Taludkar [15]. La redefinición del problema consiste en optimizar la función
objetivo original y minimizar:

Φ(X) =
n∑

i=1

max(0, gi(X)) (4.1)

La expresión (4.1) pretende minimizar la cantidad de violación de un indivi-
duo (volverlo factible). En cada generación del algoritmo se genera una lista de
conjuntos de frentes de Pareto a partir de los individuos de la población. El opera-
dor de recombinación (que sustituye a la cruza) toma dos conjuntos de Pareto Si
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y Sj donde i < j y dos soluciones xi ∈ Si y xj ∈ Sj de manera que xi domine a
xj . A partir de estos puntos se define una dirección de búsqueda

d =
(xi − xj)
|xi − xj|

(4.2)

Esta dirección indica el camino más prometedor para minimizar todos los ob-
jetivos. En este momento se inicia una búsqueda lineal proyectando a d sobre el
eje de una variable j en el espacio de soluciones y siguiéndola con el objetivo de
encontrar una solución x que domine tanto a xi y a xj . Después de generar algu-
nos descendientes se inicia una nueva generación descartando aquellos individuos
menos aptos.

En intervalos establecidos se reemplaza la mitad de la población con solu-
ciones aleatorias para mantener la diversidad. Esto es necesario debido a la alta
presión de selección y denota los problemas que tiene esta técnica para mantener
diversidad. Más aún, el costo computacional se incrementa al implementar una
búsqueda lineal dentro del algoritmo genético.

4.4. Selección por torneo con reglas especiales

Jiménez y Verdegay [64] propusieron un algoritmo evolutivo con selección
por torneo entre un subconjunto de individuos de una población no traslapable
y el uso de elitismo. Siguiendo un proceso similar al algoritmo genético común,
se establecen una serie de reglas para determinar al ganador en el proceso de
selección:

Un individuo factible es preferible a otro también factible pero con menor
aptitud.

Un individuo factible es preferible a un individuo no factible, sin importar
su aptitud.

Entre dos individuos no factibles, es preferible aquel que viole en menor
cantidad las restricciones del problema.

Gracias a estas reglas, el algoritmo se centra primordialmente en la satisfac-
ción de restricciones, lo que ocasiona que se muestree aleatoriamente la zona fac-
tible del espacio de búsqueda. Por ello este enfoque es recomendable para alcanzar
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la zona factible de espacios altamente restringidos, pero puede no ser tan adecuado
para encontrar el óptimo global de una función arbitraria.

4.5. VEGA para manejo de restricciones

Coello [21] propuso un esquema poblacional similar a VEGA. En cada gene-
ración se divide la población en m+1 subpoblaciones de igual tamaño fijo, donde
m es el número de restricciones del problema y la otra subpoblación se refiere a la
función objetivo la cual rige su proceso de selección basado en la aptitud del indi-
viduo (decodificar las variables del problema y sustituirlas en la función objetivo)
sin tomar en cuenta las restricciones. Las restantes m subpoblaciones toman cada
una como base para seleccionar individuos una sola restricción del problema. De
esta manera se logra que cada subpoblación centre sus esfuerzos en satisfacer una
restricción. Los siguientes criterios se toman en cuenta para cada subpoblación
j, j = 1, . . . ,m:

if gj(X) < 0,0 then fitness = gj(X)
else if v 6= 0 then fitness = −v
else fitness = f(X)

Donde gj(X) se refiere a la restricción j del problema, v significa el número
de restricciones violadas (v ≤ m) y f(X) es el valor del individuo en la función
objetivo.

Posteriormente se aplican los operadores genéticos a toda la población permi-
tiendo que individuos de subpoblaciones distintas se crucen, tal y como se propone
en VEGA. Con ello se espera que individuos con una buena aptitud se relacionen
con aquellos que no violan restricciones o, por lo menos, minimizan la violación
de una restricción. Ası́, se espera que al final se obtengan individuos factibles y
con una aptitud al menos cercana a la óptima.

Cabe señalar que las aptitudes (fitness) de los individuos integrantes de las
subpoblaciones encargadas de satisfacer una restricción se asignan dependiendo
de su factibilidad (como se describe en los criterios mostrados arriba y suponiendo
que gj(X) ≥ 0 significa que la restricción se satisface):

Si el individuo es no factible, se asigna como aptitud el valor positivo de la
cantidad de violación de la restricción con el objetivo de minimizarla.
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Si el individuo no viola la restricción correspondiente a esa subpoblación
pero es no factible, se asigna el valor del número de restricciones que vio-
la para minimizarse (coopera con las demás subpoblaciones que tratan de
satisfacer restricciones).

Si el individuo es factible, se asigna como aptitud el valor de la función
objetivo para optimizar ese valor (coopera con la subpoblación que optimiza
la función objetivo).

Esta propuesta no utiliza el concepto de no dominancia para crear jerarquı́as
de individuos y no requiere de un factor de penalización ni tampoco de una técni-
ca para mantener diversidad. Sin embargo, el número de subpoblaciones (y de
individuos) crece con respecto al número de restricciones que tenga el problema.

4.6. Jerarquı́as en distintos espacios y restricciones
de apareamiento

La propuesta hecha por Ray et al. [136] se basa en el uso del concepto de no
dominancia de soluciones tanto en el espacio de los objetivos como en el espacio
de los valores de las restricciones. Utiliza además una estrategia de selección que
permite eliminar debilidades en ambos espacios y asegurar una mejor satisfacción
de restricciones en los descendientes de los individuos que se reproduzcan. Utiliza
nichos para preservar la diversidad en la población calculando similitud mediante
distancias Euclidianas.




f11 f12 . . . f1k

f21 f22 . . . f2k
...

...
. . .

...
fM1 fM2 . . . fMk




(4.3)




c11 c12 . . . c1s

c21 c22 . . . c2s
...

...
. . .

...
cM1 cM2 . . . cMs




(4.4)

La separación de espacios se implementa generando tres matrices, una llamada
matriz objetivo(ecuación 4.3) agrupando en cada renglón los valores de uno de
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los M individuos para cada objetivo. En la segunda, llamada matriz de restric-
ción(ecuación 4.4) se agrupan en cada renglón los valores para cada restricción
del problema de las M soluciones. La tercera, conocida como matriz combina-
da(ecuación 4.5), se genera uniendo las dos matrices previas.




f11 f12 . . . f1k c11 c12 . . . c1s

f21 f22 . . . f2k c21 c22 . . . c2s
...

...
. . .

...
...

...
. . .

...
fM1 fM2 . . . fMk cM1 cM2 . . . cMs




(4.5)

Con estas tres matrices se crean jerarquı́as de Pareto para cada una de ellas de
manera similar a como lo hace NSGA [130]. En la selección de individuos se
favorece a aquellos con alta jerarquı́a (= 1) en la matriz combinada y que sean
factibles. Aquellos que cumplan con estos requisitos se insertan en la nueva po-
blación. Los elementos restantes de la población se generan seleccionando un
individuo A y dos candidatos a cruza (B y C) teniendo como base su jerarquı́a y
el tipo de problema que se resuelve. Si el problema no tiene restricciones se esco-
gen los tres individuos con respecto al rango en la matriz objetivo. Si el problema
es moderadamente restringido se escoge a A basándose en su rango en la matriz
objetivo y a B y C con respecto a su rango en la matriz de restricción. Si el pro-
blema es altamente restringido se escogen los tres dependiendo de su rango en la
matriz de restricción. Existen tres tipos de condiciones para escoger a uno de los
dos candidatos (B y C) para cruzarse con A:

Si ambos son factibles, se escoge al que tenga mayor jerarquı́a en la matriz
objetivo.

Si ambos son no factibles se escoge al que tenga mayor jerarquı́a en la
matriz de restricción.

Si uno es factible y el otro es no factible siempre se preferirá al factible.

Mediante cruza uniforme entre los individuos seleccionados se genera un hi-
jo. Otros dos hijos se generan mediante un proceso llamado random mix el cual
asegura que se generen valores factibles para las variables del problema que no
existan en los padres.

Esta técnica ha demostrado que puede disminuir significativamente el número
de evaluaciones de la función de aptitud a comparación de otras propuestas. El



Técnicas multiobjetivo para manejo de restricciones 63

trabajo cooperativo que realizan los espacios definidos por las tres matrices per-
mite una convergencia más rápida, aún en espacios altamente restringidos.

La principal desventaja de esta técnica es que puede resultar bastante difı́cil
de implementarse, y dicha tarea pudiese no justificarse en algunos casos.

4.7. Manejo de restricciones basado en no dominan-
cia y MOGA

Coello [24] propone el uso del concepto de no dominancia para jerarquizar
a los individuos de toda la población, de manera similar a la utilizada por MO-
GA [39], pero con ajustes para manejar restricciones y buscar no sólo soluciones
compromiso. Para otorgar un rango a un individuo en particular debe compararse
contra todos los individuos de la población. Basa su criterio de selección en tres
reglas:

Todo individuo factible se prefiere a cualquiera no factible.

Si ambos individuos son no factibles, se prefiere aquel que viole el menor
número de restricciones del problema.

Si ambos individuos son no factibles y violan el mismo número de restric-
ciones, ganará aquel que viole en menor cantidad acumulada las restriccio-
nes del problema.

El algoritmos de asignación de jerarquı́as se describe a continuación:

Sea el vector ~xi (i = 1, . . . , pop size) un individuo de la población actual cuyo
tamaño es pop size.

Para calcular el rango de un individuo ~xi se realiza lo siguiente:

rank(~xi) = count(~xi) + 1 (4.6)

donde count(~xi) se calcula de acuerdo a los siguientes criterios:

1. Comparar ~xi con los demás individuos de la población, uno por uno.
Sea ~xj (j = 1, . . . , pop size y j 6= i) el individuo contra el cual se
comparará ~xi.
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2. Inicializar count(~xi)(i = 1, . . . , pop size) con un valor de cero.

3. Si ~xi y ~xj son factibles, a ambos se les otorga un rango de cero y
count(~xi) permanece sin cambios.

4. Si ~xi es no factible y ~xj es factible, se incrementa el valor de count(~xi)
en uno.

5. Si ~xi y ~xj son no factibles, pero ~xi viola más restricciones que ~xj ,
entonces se incrementa el valor de count(~xi) en uno.

6. Si ~xi y ~xj son ambos no factibles y violan el mismo número de restric-
ciones, pero ~xi tiene una cantidad de violación total mayor que la de
~xj , se incrementa en uno el valor de count(~xi).

La cantidad total de violación de un individuo ~xi en las p restricciones
del problema (coef(~xi)) se calcula de la siguiente manera (asumiendo
que si gi(~x) ≤ 0 entonces se considera una restricción satisfecha):

coef(~xi) =
p∑

k=1

gk(~xi) para toda gk(~xi) > 0 (4.7)

La aptitud de un individuo, la cual debe normalizarse, se calcula de acuerdo
con las siguientes reglas:

1. Si ~xi es factible, entonces rank(~xi) = fitness(~xi), sino

2. rank(~xi) = 1

rank(~xi)

La selección de individuos se realiza mediante muestro universal estocástico
de acuerdo a su rango rank(~xi).

Esta propuesta además utiliza auto adaptación en los parámetros de cruza y
mutación. Ha demostrado un buen desempeño con respecto al número de eva-
luaciones de la función de aptitud y a la calidad de las soluciones arrojadas.
Además, no requiere de una técnica adicional para mantener diversidad en la po-
blación [24].

Su principal desventaja es que el costo computacional crece con poblaciones
grandes, ya que se requiere una comparación de cada individuo con el resto de la
población para asignar rangos y poder llevar a cabo el proceso de selección.



Capı́tulo 5

NPGA para manejo de restricciones

La idea de Goldberg de utilizar al algoritmo genético para optimizar un vec-
tor de funciones en lugar de una sola función objetivo [45] fue interpretado de
diversas maneras. Fonseca y Fleming [39] implementaron MOGA donde se veri-
fica no dominancia para jerarquizar a cada individuo de la población; Srinivas y
Deb [130] propusieron NSGA donde se generan grupos de individuos no domi-
nados para obtener niveles de clasificación. Horn y Nafpliotis [57] plantean en su
propuesta el uso de un torneo basado en no dominancia y un mecanismo de nichos.

En este capı́tulo se describe la versión original de NPGA para optimización
multiobjetivo y posteriormente se detalla su adaptación para el manejo de restric-
ciones.

5.1. NPGA para optimización multiobjetivo

NPGA modifica el proceso de selección de un algoritmo genético (AG) de ma-
nera que proporcione múltiples soluciones a problemas con múltiples funciones
objetivo. Para lograrlo, utiliza una de las técnicas de selección más populares, el
torneo.

En un torneo binario, dos individuos compiten entre sı́ tomando como refe-
rencia su aptitud. En su versión determinı́stica gana aquel con aptitud mayor. En
su versión probabilı́stica, se decide con igual probabilidad la selección del mejor
o del peor. Para aumentar la presión de selección se agregan más individuos al
torneo.

65



66 NPGA para manejo de restricciones

Para evitar que el torneo dirija la búsqueda del AG hacia una única solución
NPGA modifica la selección por torneo de dos maneras:

Torneo basado en no dominancia.

Uso de nichos para resolver empates y mantener diversidad.

5.1.1. Torneo basado en no dominancia

La idea de este tipo de torneo se basa en hacer competir a los individuos de
acuerdo a criterios de no dominancia y ya no con respecto a su aptitud. Esto es,
entre dos individuos se prefire aquel que domine al otro.

En las primeras pruebas de esta propuesta se utilizó el torneo binario, pero se
observó que producı́a muchos individuos dominados en las útimas estapas del pro-
ceso evolutivo; es decir, no habı́a suficiente presión de dominancia. Para corregir
este comportamiento se propuso lo siguiente:

Seleccionar al azar dos individuos candidatos a ser seleccionados.

Seleccionar un subconjunto de individuos de la población actual (normal-
mente el 10 % del total).

Verificar el criterio de no dominancia de cada candidato con respecto al
subconjunto de individuos de la población actual.

Si uno de los candidatos es no dominado por el subconjunto de individuos
y el otro es dominado por el mismo grupo, el primero gana el torneo.

Si ambos individuos son no dominados o dominados se utiliza un mecanis-
mo de nichos (descrito a continuación) para determinar al ganador.

Para lograr esto se agrega el parámetro conocido como tdom, el cual indica la
cardinalidad del subconjunto de individuos de la población actual que se utilizan
para determinar la no dominancia de un individuo candidato a seleccionarse. Los
autores mencionan que este parámetro ayuda a controlar la presión de selección
en el proceso.
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5.1.2. Uso de nichos para resolver empates y mantener diver-
sidad

En el capı́tulo 3 se comentó que el objetivo de utilizar nichos en un algoritmo
evolutivo era el mantener diversidad en la población y distribuir a los individuos
a lo largo del frente de Pareto en el caso de optimización multiobjetivo (o de los
máximos o mı́nimos de una función para el caso de optimización de un solo obje-
tivo) [45].

Esta distribución de individuos es posible mediante la degradación de la apti-
tud de aquellas soluciones que se encuentren dentro del mismo nicho. Para deter-
minar la aptitud de un individuo ubicado dentro de un nicho se divide ésta entre
un contador de nicho mi. Este valor estima qué tan poblado se encuentra el nicho
i. Se calcula mediante la siguiente expresión [57]:

mi =
∑

j∈Pop
Sh [d[i, j]] (5.1)

Donde d[i, j] es una medida de distancia entre los individuos i y j, y Sh[d[i, j]]
es la función de distribución de aptitud (Sharing Function), la cual es una fun-
ción decreciente de d[i, j] de manera que Sh[0] = 1 y Sh[d ≥ σshare] = 0.
σshare es el radio del nicho, escogido por el usuario y que determina el estima-
do de la separación mı́nima esperada entre los picos (máximos o mı́nimos) de la
función. Los individuos dentro del radio σshare degradarán su aptitud entre sı́. La
función más utilizada es la función triangular Triangular Sharing Function donde
Sh[d] = 1− d/σshare para d ≤ σshare y Sh[d] = 0 para d ≥ σshare.

La medida de similitud para conformar los nichos se puede llevar a cabo a
nivel del genotipo (codificación de las variables del problema) y a nivel del fe-
notipo (valores de las variables del problema). Deb y Goldberg [34] sugieren que
esta última proporciona mejores resultados. Sin embargo, para el caso de optimi-
zación multiobjetivo se agrega una posibilidad más: Calcular la similitud a nivel
de los valores de las funciones objetivo, la cual parece más adecuada ya que el
propósito principal es generar una distribución de individuos a lo largo de todo
el frente de Pareto, que precisamente se forma en el espacio de los valores de las
funciones objetivo.

La técnica de nichos utilizada en NPGA para seleccionar un individuo en caso
de empate en el torneo basado en no dominancia trabaja a nivel de los valores de
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Candidato 1

Candidato 2

Nichos determinados
por Sigma Share.

Individuos del subconjunto de la Pob. actual

Individuos candidatos a ser seleccionados

Clase de equivalencia

2
f

f 1

Figura 5.1: Equivalence Class Sharing

las funciones objetivo. Se calcula para cada individuo i su correspondiente conta-
dor de nicho mi, pero no se utiliza para degradar su aptitud, sino que simplemente
se escogerá aquel con menor valor de su contador mi ya que indica que existen
menos individuos en su nicho. Ası́, al poblar cada nicho de manera equitativa y
seleccionar un valor adecuado de σshare se cubrirá todo el frente de Pareto. A esta
propuesta se le conoce como distribución por clases de equivalencia (equivalence
class sharing). En la figura 5.1, donde se intenta maximizar f1 y minimizar f2,
se muestra el caso en el que el candidato 2 será seleccionado ya que su nicho se
encuentra menos poblado, aunque desde el punto de vista de no dominancia nin-
guna de las dos soluciones se prefiere. De esta manera se promueve la diversidad.
El algoritmo de NPGA se muestra a continuación [57](tournlist es una lista con
los ı́ndices de los individuos de la población actual, identificada por oldpop):
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function select
begin

barajear(tournlist);
candidato 1 = tournlist[0];
candidato 2 = tournlist[1];
candidato 1 dominado = FALSE;
candidato 2 dominado = FALSE;
for (i = 2 to tdom+ 2) /* torneo basado en no dominancia */

begin
comparado=tournlist[i];
if (oldpop[comparado] domina a oldpop[candidato 1])

candidato 1 dominado=TRUE;
if (oldpop[comparado] domina a oldpop[candidato 2])

candidato 2 dominado=TRUE;
end

if (candidato 1 dominado=TRUE AND candidato 2 dominado=FALSE)
winner=candidato 2;

else
if (candidato 1 dominado=FALSE AND candidato 2 dominado=TRUE)

winner=candidato 1;
else /* equivalence class sharing */

if (oldpop[candidato 1].nichecount > oldpop[candidato 2].nichecount)
winner=candidato 2;

else
winner=candidato 1;

return(winner);
end

5.1.3. Pruebas

Horn y Nafpliotis [57] aplicaron su propuesta a tres problemas: Uno muy sen-
cillo con cadenas binarias, la función F2 de Schaffer y uno sobre monitoreo de
aguas contaminadas.

En los tres problemas la técnica mostró resultados buenos. En el primer pro-
blema llamado unitation versus pairs, donde se trata de maximizar el número de
unos y a la vez maximizar el número de posiciones adyacentes con cambio de
valor (10 ó 01), la técnica pudo conformar de manera estable el frente de pareto;
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además, muestran que desactivando el mecanismo de nichos, el algoritmo conver-
ge de manera prematura. En el segundo problema, se comparan los resultados de
NPGA contra los reportados por Schaffer con VEGA [121]. Los resultados del
problema en la generación 200 muestran un frente de Pareto mejor definido que
el formado por VEGA en la generación 3. Para el problema 3, la técnica logra
mantener diversidad a lo largo de 2000 generaciones y forma un aparente frente
de Pareto.

5.1.4. Discusión

Con base en los resultados discutidos previamente los autores remarcan la sen-
sibilidad de la técnica a sus parámetros. Establecen la necesidad de una población
numerosa para muestrear de manera adecuada el frente de Pareto.

El tamaño del subconjunto de la población actual tdom determina el compor-
tamiento de la búsqueda (N es el tamaño de la población):

tdom ≈ 1 % de N resulta en demasiadas soluciones dominadas, originando
un frente de Pareto difuso.

tdom ≈ 10 % de N produce una distribución completa y unida.

tdom � 10 % de N causa convergencia prematura hacia una pequeña parte
del frente de Pareto.

Horn y Nafpliotis [57] intuyen que la diversidad en la frontera no dominada es
la que ayuda a la búsqueda a extender la frontera, por lo que individuos de lugares
distantes de la frontera deben cruzarse para generar hijos que dominen los sectores
que quedan entre los padres. Por último, suponen que el equivalence class sharing
puede ocuparse, no tan sólo en problemas basados en no dominancia, sino para
cualquier clase de equivalencia en un orden parcial.

5.2. Modificaciones para manejo de restricciones

Dadas las diferencias entre los problemas multiobjetivo y los problemas con
una sola función objetivo, no es posible utilizar de manera directa el algoritmo del
NPGA para manejar restricciones. Los cambios requeridos se describen a conti-
nuación.
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5.2.1. Torneo basado en aptitud, factibilidad y no dominancia

El proceso de selección se enfoca primero a detectar individuos factibles den-
tro de la población sin importar su valor de aptitud. Con ello se pretende dirigir
al AG hacia la zona factible del espacio de búsqueda. Si se da el caso de que am-
bos candidatos sean factibles (normalmente hacia la mitad o el final del proceso
evolutivo), se escoge aquel con mayor aptitud. Esto se hace para buscar, dentro de
la zona factible, al óptimo global. Si ambos individuos son no factibles, entonces
se escoge un subcojunto de individuos de la población actual al azar y se realiza
el torneo basado en no dominancia, como se propone en el NPGA original. En
este caso, el criterio es escoger al candidato que sea no dominado por el subcon-
junto de individuos, siempre y cuando el otro candidato sea dominado por ese
mismo grupo. Si ambos son dominados o ambos son no dominados se procede a
un desempate que se explica más adelante.

5.2.2. Selección probabilı́stica

Con el objeto de mantener la diversidad requerida para explorar la zona facti-
ble del espacio de búsqueda sin utilizar una técnica de nichos se propone el uso
de un parámetro que controle la cantidad y forma del proceso de selección. El lla-
mado porcentaje de selección (Sr) indica la proporción de selecciones mediante
aptitud, factibilidad y no dominancia, explicada anteriormente. El restante (1−Sr)
serán selecciones probabilı́sticas con 50 % de probabilidad de ser seleccionado pa-
ra cada candidato.

Con ello se busca tener en todo momento del proceso, individuos domina-
dos que puedan reproducirse y, aunque sean no factibles, permitan al proceso de
búsqueda llegar a partes no visitadas de la zona factible.

5.2.3. Diferencias en la revisión de no dominancia

Existe una diferencia sustancial en la forma de verificar la no dominancia en-
tre dos individuos de la población. Basado en la definición proporcionada en las
expresiones 3.7 y 3.8, se deben comparar todos los valores de las evaluaciones
de las funciones objetivo para determinar la no dominancia entre individuos de
una población. Sin embargo, para que este criterio sea útil en la localización de la
zona factible en un problema de un solo objetivo con restricciones, se comparan
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únicamente los valores de las restricciones y se excluye el valor de la función de
aptitud, que en esta propuesta es la misma que la función objetivo.

5.2.4. Desempates

Cuando dos individuos candidatos son no factibles y ambos son dominados
o no dominados se tiene una situación de empate. Para decidir cuál de ellos es
preferible para orientar la búsqueda hacia la zona factible se elige aquel que viole
en menor cantidad acumulada las restricciones del problema. Es decir, se escoge
aquel que se encuentre más cerca de la zona factible dentro del espacio de búsque-
da.

Este criterio coadyuva a adentrarse en la zona de soluciones que no violan
restricciones y por medio de los individuos seleccionados de manera estocástica
se pretende recorrerla para llegar al óptimo global.

5.2.5. Algoritmo

El algoritmo de selección ya adaptado para el manejo de restricciones, donde
tournlist es una lista con los ı́ndices de los individuos de la población actual deno-
tada por oldpop, fitness es la aptitud del individuo y flip(P ) es una función que
regresa TRUE con probabilidad P y regresa FALSE en caso contrario, se muestra
a continuación:

function select
begin

barajear(tournlist);
candidato 1 = tournlist[0];
candidato 2 = tournlist[1];
if (flip(Sr))

begin /* torneo basado en aptitud, factibilidad y no dominancia */
candidato 1 dominado = FALSE;
candidato 2 dominado = FALSE;
if (oldpop[candidato 1]=factible AND oldpop[candidato 2]=factible)

if (oldpop[candidato 1].fitness ≥ oldpop[candidato 2].fitness) /* aptitud */
winner=candidato 1;

else
winner=candidato 2;
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else /* factibilidad */
if (oldpop[candidato 1]=factible AND oldpop[candidato 2]=NOfactible)

winner=candidato 1;
else

if (oldpop[candidato 1]=NOfactible AND oldpop[candidato 2]=factible)
winner=candidato 2;

else
begin /* no dominancia */

for (i = 2 to tdom+ 2)
begin

comparado=tournlist[i];
if (oldpop[comparado] domina a oldpop[candidato 1])

candidato 1 dominado=TRUE;
if (oldpop[comparado] domina a oldpop[candidato 2])

candidato 2 dominado=TRUE;
end

if (candidato 1 dominado=TRUE AND candidato 2 dominado=FALSE)
winner=candidato 2;

else
if (candidato 1 dominado=FALSE AND candidato 2 dominado=TRUE)

winner=candidato 1;
else /* desempates */

if (oldpop[candidato 1].sumviol < oldpop[candidato 2].sumviol)
winner=candidato 1;

else
winner=candidato 2;

end
end

else /* Seleccion probabilistica */
if (flip(0.5))

winner=candidato 1;
else

winner=candidato 2;
return(winner);

end
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Capı́tulo 6

Pruebas y resultados

6.1. Representación y Operadores Genéticos

Se han utilizado dos tipos de representación para implementar el algoritmo
propuesto en esta tesis:

Real (un valor real por cada posición del cromosoma). Se trabaja a nivel del
fenotipo.

Binaria con Código de Gray.

La diferencia en la longitud de las cadenas generadas es grande. Para las 3 fun-
ciones de ingenierı́a se habla, por ejemplo, de longitudes de 4, 4 y 3 para la repre-
sentación real y de 90, 110 y 65 para la representación binaria.

Para la representación binaria se ocuparon la Cruza de Dos puntos y Muta-
ción Uniforme, mientras que para la representación real se utilizaron Simulated
Binary CrossOver y Parameter Based Mutation [35].

6.2. Funciones de prueba

Con el objeto de comprobar la eficiencia del algoritmo se escogieron fun-
ciones propuestas en la literatura para probar técnicas de manejo de restriccio-
nes [25, 119]. Todas se refieren a problemas de optimización numérica global
previamente resueltas con técnicas evolutivas y técnicas clásicas. Se selecciona-
ron 4 funciones que plantean problemas de ingenierı́a y 5 funciones artificiales
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Figura 6.1: Viga soldada usada para el problema 1.

creadas especı́ficamente para probar técnicas de manejos de restricciones [119].

Entre todas las funciones de prueba se tienen restricciones de desigualdad, es-
pacios de búsqueda de alta y baja dimensionalidad, espacios convexos y no con-
vexos, además de zonas factibles disjuntas y/o muy pequeñas.

Aunque los problemas aquı́ presentados no contienene restricciones de igual-
dad, la técnica propuesta puede aplicarse a este tipo de problemas transformándo-
las a desigualdades de acuerdo a las indicaciones expuestas en la literatura [89, 22]

6.2.1. Problema 1: Diseño de una viga soldada [25]

Una viga soldada es diseñada para minimizar el costo sujeto a restricciones
de esfuerzo cortante (τ ),esfuerzo de pandeo (σ), carga en la barra (Pc), deflexión
en la viga (δ) y restricciones de lı́mite. Hay cuatro variables mostradas en la fi-
gura 6.1: h (x1), l (x2), t (x3) and b (x4). El problema se plantea de la siguiente
manera:

Minimizar:

F (X) = 1,10471x2
1x2 + 0,04811x3x4(14,0 + x2) (6.1)

Sujeta a:
g1(X) = τ(X)− τmax ≤ 0 (6.2)

g2(X) = σ(X)− σmax ≤ 0 (6.3)
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g3(X) = x1 − x4 ≤ 0 (6.4)

g4(X) = 0,10471x2
1 + 0,04811x3x4(14,0 + x2)− 5,0 ≤ 0 (6.5)

g5(X) = 0,125− x1 ≤ 0 (6.6)

g6(X) = δ(X)− δmax ≤ 0 (6.7)

g7(X) = P − Pc(X) ≤ 0 (6.8)

donde:

τ(X) =

√
(τ ′)2 + 2τ ′τ ′′

x2

2R
+ (τ ′′)2 (6.9)

τ ′ =
P√

2x1x2

, τ ′′ =
MR

J
,M = P

(
L+

x2

2

)
(6.10)

R =

√
x2

2

4
+
(
x1 + x3

2

)2

(6.11)

J = 2

{√
2x1x2

[
x2

2

12
+
(
x1 + x3

2

)2
]}

(6.12)

σ(X) =
6PL

x4x2
3

, δ(X) =
4PL3

Ex3
3x4

(6.13)

Pc(X) =
4,013E

√
x2

3x
6
4

36

L2


1− x3

2L

√
E

4G


 (6.14)

P = 6000 lb, L = 14 in, E = 30× 106 psi, G = 12× 106 psi (6.15)

τmax = 13, 600 psi, σmax = 30, 000 psi, δmax = 0,25 in (6.16)

Donde 0,1 ≤ x1 ≤ 2,0, 0,1 ≤ x2 ≤ 10,0, 0,1 ≤ x3 ≤ 10,0 y 0,1 ≤ x4 ≤ 2,0.

6.2.2. Problema 2: Diseño de un recipiente de presión [25]

Un recipiente cilı́ndrico está tapado por ambos lados con cabezas hemisféricas
como se muestra en la figura 6.2. El objetivo es minimizar el costo total, incluyen-
do el costo del material, forma y soldadura. Existen cuatro variables: Ts (ancho de
la estructura), Th (ancho de la cabeza), R (radio interno) y L (longitud de la sec-
ción cilı́ndrica del recipiente, sin incluir la cabeza). Ts y Th son enteros múltiplos
de 0,0625 pulgadas, los cuales son los anchos disponibles de los platos de acero,
y R y L son continuas. El problema se define como sigue:



78 Pruebas y resultados

R

Th

R

sTL

Figura 6.2: Vasija de presión usada para el problema 2.

Minimizar:

F (X) = 0,6224x1x3x4 + 1,7781x2x
2
3 + 3,1661x2

1x4 + 19,84x2
1x3 (6.17)

Sujeta a:
g1(X) = −x1 + 0,0193x3 ≤ 0 (6.18)

g2(X) = −x2 + 0,00954x3 ≤ 0 (6.19)

g3(X) = −πx2
3x4 −

4

3
πx3

3 + 1, 296, 000 ≤ 0 (6.20)

g4(X) = x4 − 240 ≤ 0 (6.21)

Donde 1 ≤ x1 ≤ 99, 1 ≤ x2 ≤ 99, 10 ≤ x3 ≤ 200 y 10 ≤ x4 ≤ 200.

6.2.3. Problema 3: Minimización del peso de un resorte [25]

Consiste en minimizar el peso de un resorte de tensión/compresión sujeto
a restricciones de deflección mı́nima, esfuerzo cortante, frecuencia de agitación,
lı́mites de los diámetros externos y de variables de diseño (ver figura 6.3). Las va-
riables de diseño son: D (el diámetro medio del resorte), d (diámetro del material)
y N (el número de bobinas activas). El problema se expresa formalmente como
sigue:
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Figura 6.3: Resorte de tensión/compresión usado para el problema 3.

Minimizar
F (X) = (N + 2)Dd2 (6.22)

Sujeta a:

g1(X) = 1− D3N

71785d4
≤ 0 (6.23)

g2(X) =
4D2 − dD

12566(Dd3 − d4)
+

1

5108d2
− 1 ≤ 0 (6.24)

g3(X) = 1− 140,45d

D2N
≤ 0 (6.25)

g4(X) =
D + d

1,5
− 1 ≤ 0 (6.26)

Donde 0,05 ≤ x1 ≤ 2, 0,25 ≤ x2 ≤ 1,3 y 2 ≤ x3 ≤ 15.

6.2.4. Problema 4: Diseño de una armadura de 10 barras [25]

Considere la armadura mostrada en la figura 6.4. El problema consiste en en-
contrar el momento de inercia de cada miembro de la armadura de manera que
minimice su peso, sujeto a restricciones de esfuerzo y desplazamiento. El peso de
la armadura esta dado por:

f(x) =
10∑

j=1

ρAj Lj (6.27)
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Figura 6.4: Armadura plana de 10 barras usada para el problema 4.

Donde x es una solución candidata, Aj es el área de la sección transversal del
miembro jésimo. Lj es la longitud del miembro j y ρ es la densidad del peso del
material.

Los datos asumidos son: módulo de elasticidad, E = 1,0 × 104 ksi (68965.5
MPa), ρ = 0,10 lb/in3 (2768.096 kg/m3), y una carga de 100 kips (45351.47 Kg)
en la dirección negativa del eje y es aplicada en los nodos 2 y 4. El esfuerzo máxi-
mo permitido de cada miembro es conocido como σa, y se asume como ±25 ksi
(172.41 MPa).

El desplazamiento máximo permitido de cada nodo (vertical y horizontal) se
representa como ua, y se asume como 2 pulgadas (5.08 cm).

Existen 10 restricciones de esfuerzo y 12 de desplazamiento (realmente se
pueden asumir sólo 8 restricciones de desplazamiento ya que existen dos nodos
con desplazamiento cero. Sin embargo, se toman todas como restricciones del pro-
blema). El momento de inercia de cada elemento puede ser diferente, de ahı́ que
el problema tenga 10 variables de diseño.
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6.2.5. Problema 5: [119]

Maximizar

F (X) =

∣∣∣∣∣∣

∑n
i=1 cos4(xi)− 2

∏n
i=1 cos2(xi)√∑n

i=1 ix
2
i

∣∣∣∣∣∣
(6.28)

Sujeta a:

g1(X) = 0,75−
n∏

i=1

xi ≤ 0 (6.29)

g2(X) =
n∑

i=1

xi − 7,5n ≤ 0 (6.30)

Donde n = 20 y 0 ≤ xi ≤ 10 (i = 1, . . . , n). El óptimo global no se co-
noce; la mejor solución reportada en la literatura es [119] f(x∗) = 0,803619. La
restricción g1 está cerca de ser activa(g1 = −10−8).

6.2.6. Problema 6 [119]

Minimizar

F (X) = 5,3578547x2
3 + 0,8356891x1x5 + 37,293239x1 − 40792,141 (6.31)

Sujeta a:

g1(X) = 85,334407+0,0056858x2x5+0,0006262x1x4−0,0022053x3x5−92 ≤ 0
(6.32)

g2(X) = −85,334407− 0,0056858x2x5 − 0,0006262x1x4 + 0,0022053x3x5 ≤ 0
(6.33)

g3(X) = 80,51249 + 0,0071317x2x5 + 0,0029955x1x2 + 0,0021813x2
3− 110 ≤ 0

(6.34)
g4(X) = −80,51249−0,0071317x2x5−0,0029955x1x2−0,0021813x2

3 +90 ≤ 0
(6.35)

g5(X) = 9,300961+0,0047026x3x5 +0,0012547x1x3 +0,0019085x3x4−25 ≤ 0
(6.36)

g6(X) = −9,300961−0,0047026x3x5−0,0012547x1x3−0,0019085x3x4+20 ≤ 0
(6.37)
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Donde 78 ≤ x1 ≤ 102, 33 ≤ x2 ≤ 45, 27 ≤ xi ≤ 45, (i = 3, 4, 5).
El óptimo global está en x∗ = (78, 33, 29,995256025682, 45, 36,775812905788)
donde f(x∗) = −30665,539. Las restricciones g1 y g6 están activas.

6.2.7. Problema 7 [119]

Minimizar

F (X) = x2
1 + x2

2 + x1x2 − 14x1 − 16x2 + (x3 − 10)2 + 4(x4 − 5)2 + (x5 − 3)2

+2(x6 − 1)2 + 5x2
7 + 7(x8 − 11)2 + 2(x9 − 10)2

+(x10 − 7)2 + 45 (6.38)

Sujeta a:

g1(X) = −105 + 4x1 + 5x2 − 3x7 + 9x8 ≤ 0 (6.39)

g2(X) = 10x1 − 8x2 − 17x7 + 2x8 ≤ 0 (6.40)

g3(X) = −8x1 + 2x2 + 5x9 − 2x10 − 12 ≤ 0 (6.41)

g4(X) = 3(x1 − 2)2 + 4(x2 − 3)2 + 2x2
3 − 7x4 − 120 ≤ 0 (6.42)

g5(X) = 5x2
1 + 8x2 + (x3 − 6)2 − 2x4 − 40 ≤ 0 (6.43)

g6(X) = x2
1 + 2(x2 − 2)2 − 2x1x2 + 14x5 − 6x6 ≤ 0 (6.44)

g7(X) = 0,5(x1 − 8)2 + 2(x2 − 4)2 + 3x2
5 − x6 − 30 ≤ 0 (6.45)

g8(X) = −3x1 + 6x2 + 12(x9 − 8)2 − 7x10 ≤ 0 (6.46)

Donde −10 ≤ xi ≤ 10 (i = 1, . . . , 10). El óptimo global se encuentra en
x∗ = (2,171996, 2,363683, 8,773926, 5,095984, 0,9906548, 1,430574, 1,321644,
9,828726, 8,280092, 8,375927) donde f(x∗) = 24,3062091. Las restricciones g1, g2, g3, g4, g5

y g6 están activas.

6.2.8. Problema 8 [119]

Minimizar
F (X) = x1 + x2 + x3 (6.47)

Sujeta a:

g1(X) = −1 + 0,0025(x4 + x6) ≤ 0 (6.48)
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g2(X) = −1 + 0,0025(x5 + x7 − x4) ≤ 0 (6.49)

g3(X) = −1 + 0,01(x8 − x5) ≤ 0 (6.50)

g4(X) = −x1x6 + 833,33252x4 + 100x1 − 83333,333 ≤ 0 (6.51)

g5(X) = −x2x7 + 1250x5 + x2x4 − 1250x4 ≤ 0 (6.52)

g6(X) = −x3x8 + 1250000 + x3x5 − 2500x5 ≤ 0 (6.53)

Donde 100 ≤ x1 ≤ 10000, 1000 ≤ xi ≤ 10000, (i = 2, 3), 10 ≤ xi ≤ 1000,
(i = 4, . . . , 8). La solución óptima es x∗ = (579,3167, 1359,943, 5110,071,
182,0174, 295,5985, 217,9799, 286,4162, 395,5979), donde f(x∗) = 7049,3307.
g1, g2 y g3 están activas.

6.2.9. Problema 9 [119]

Maximizar

F (X) =
100− (x1 − 5)2 − (x2 − 5)2 − (x3 − 5)2

100
(6.54)

Sujeta a:

g1(X) = (x1 − p)2 + (x2 − q)2 + (x3 − r)2 − 0,0625 ≤ 0 (6.55)

Donde 0 ≤ xi ≤ 10 (i = 1, 2, 3) y p, q, r = 1, 2, . . . , 9. La zona factible
del espacio de búsqueda consiste de 93 esferas disjuntas. Un punto (x1, x2, x3) es
factible si y sólo si existen p, q, r que satisfagan las restricciones descritas ante-
riormente (ecuación 6.55). El óptimo global se localiza en x∗ = (5, 5, 5) donde
f(x∗) = 1. La solución se localiza en la zona factible.

6.3. Estimación de la complejidad de cada problema

Con el objeto de tener una medida aproximada de la dificultad para encontrar
la zona factible en un problema determinado se utiliza el valor de ρ sugerido por
Koziel y Michalewicz [76]. La medida se calcula de la siguiente manera:

ρ = |F |/|S| (6.56)

Para efectos de este trabajo se generaron 1, 000, 000 de individuos de manera
aleatoria y se verificó su pertenencia o no a la zona factible.
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Problema n Tipo de función ρ DL DN
1 4 cuadrática 2,6859 % 6 1
2 4 cuadrática 39,6762 % 3 1
3 3 cuadrática 0,7537 % 1 3
4 10 no lineal 46,8070 % 0 22
5 20 no lineal 99,9973 % 2 0
6 5 cuadrática 27,0079 % 4 2
7 10 cuadrática 0,0000 % 3 5
8 8 lineal 0,0020 % 6 0
9 3 cuadrática 4,7697 % 0 93

Donde n es el número de variables, DL es el número de desigualdades lineales y
DN, el número de las desigualdades no lineales.

6.4. Resultados

La implementación del algoritmo fue realizada en lenguaje C, compilador egcs
versión 1.1.2 bajo la plataforma SUN, sistema operativo Solaris 2.7 en una máqui-
na ULTRA 10. Los parámetros utilizados fueron los siguientes:

Representación binaria.

Parámetro Valor
Número máximo de generaciones 400
Tamaño de la población 200
Porcentaje de cruza 0,6
Porcentaje de mutación 0,03
Tamaño del torneo 10
Porcentaje de selección 0,99

Representación real.
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Parámetro Valor
Número máximo de generaciones 10, 000
Tamaño de la población 50
Porcentaje de cruza 0,8
Porcentaje de mutación 0,6
Tamaño del torneo 10
Porcentaje de selección 0,8

Los resultados por problema se presentan de la siguiente manera:

1. El mejor valor reportado en la literatura, incluyendo el valor de la función
objetivo, variables y restricciones.

2. El mejor resultado encontrado por el algoritmo para la representación bina-
ria, incluyendo el valor de la función objetivo, variables y restricciones.

3. Estadı́sticas detalladas de 30 corridas de prueba para la representación bi-
naria, incluyendo el valor de la función objetivo, variables, restricciones,
media, desviación estándar, varianza, mediana, mejor y peor solución en-
contrada.

4. Gráfica de convergencia (aptitud contra generación) para la representación
binaria de la corrida ubicada en el valor de la mediana con respecto al valor
de la función objetivo, indicada con un &.

5. El mejor resultado encontrado por el algoritmo para la representación real,
incluyendo el valor de la función de objetivo, variables y restricciones.

6. Estadı́sticas detalladas de 30 corridas de prueba para la representación real,
incluyendo el valor de la función objetivo, variables, restricciones, media,
desviación estándar, varianza, mediana, mejor y peor solución encontrada.

7. Gráfica de convergencia (aptitud contra generación) para la representación
real de la corrida ubicada en el valor de la mediana con respecto al valor de
la función objetivo, indicada con un &.

6.4.1. Problema 1

El mejor valor reportado previamente en la literatura es [29]: 1,725255, con
x = (0,205700, 3,471800, 9,035100, 0,205800) y las restricciones con un valor de
g1 = −0,270305 ,g2 = −0,139490, g3 = −0,000100, g4 = −3,432597, g5 =
−0,080700, g6 = −0,235538, g7 = −5,492326.
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Representación binaria

El mejor valor encontrado por el algoritmo es: f(x) = 1,728226, con x =
(0,205986, 3,471328, 9,020224, 0,206480) y las restricciones con un valor de g1 =
−0,074092, g2 = −0,266227, g3 = −0,000495, g4 = −3,430043, g5 = −0,080986,
g6 = −0,235514 y g7 = −58,666440.

Representación real

El mejor valor encontrado por el algoritmo es: f(x) = 1,724896, con x =
(0,205708, 3,470923, 9,03674, 0,205729) y las restricciones con un valor de g1 =
−0,062627, g2 = −0,730609, g3 = −0,000021, g4 = −3,432928, g5 = −0,080708,
g6 = −0,235541 y g7 = −0,025913.

6.4.2. Problema 2

El mejor valor reportado previamente en la literatura es [29]: f(x) = 6062,253733,
con x = (0,812500, 0,437500, 42,077800, 176,893600) y las restricciones con un
valor de g1 = −0,000398, g2 = −0,036078, g3 = −5,604816 y g4 = −63,106400.

Representación binaria

El mejor valor encontrado por el algoritmo es: f(x) = 6059,946341, con
x = (0,812500, 0,437500, 42,097398, 176,654047) y las restricciones con un valor
de g1 = −0,000020, g2 = −0,035891, g3 = −27,886075 y g4 = −63,345953.

Representación real

El mejor valor encontrado por el algoritmo es: f(x) = 6092,012458, con
x = (0,875000, 0,437500, 45,325684, 140,375071) y las restricciones con un valor
de g1 = −0,000214, g2 = −0,005093, g3 = −55,121733 y g4 = −99,624929.

6.4.3. Problema 3

El mejor valor reportado previamente en la literatura es [27]: f(x) = 0,0127047834,
con x = (0,051480, 0,351661, 11,632201) y las restricciones con un valor de
g1 = −0,003337, g2 = −0,000110, g3 = −4,026318 y g4 = −0,731239.
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Diseño de una viga soldada
Representacion Binaria con Código Gray Cruza de 2 puntos y Mutación Uniforme

Prueba X1 X2 X3 X4 g1(X) g2(X) g3(X) g4(X) g5(X) g6(X) g7(X) f(X) Factible

1 0,220608 3,288233 8,726897 0,220608 -0,131568 -2,223607 0,000000 -3,393623 -0,095608 -0,235028 -1228,508419 1,778070 SI
2 0,206770 3,425760 9,111661 0,206858 -18,596727 -653,044384 -0,000088 -3,415378 -0,081770 -0,235972 -132,421932 1,741946 SI
3 0,206421 3,476653 9,045672 0,208345 -76,409959 -435,787185 -0,001923 -3,410948 -0,081421 -0,235765 -235,825863 1,748241 SI
4 0,200661 3,586233 9,037907 0,205728 -11,229263 -8,317692 -0,005067 -3,422634 -0,075661 -0,235546 -0,438461 1,732669 SI
5 0,244788 3,036029 8,285433 0,244859 -0,368589 -16,368165 -0,000071 -3,330946 -0,119788 -0,234238 -3539,179536 1,863752 SI
6 0,205986 3,471328 9,020224 0,206480 -0,074092 -0,266227 -0,000495 -3,430043 -0,080986 -0,235514 -58,666440 1,728226 SI
7 0,228100 3,240858 8,488332 0,233169 -1,100921 -0,419383 -0,005069 -3,352877 -0,103100 -0,234607 -2375,725124 1,827952 SI
8 0,213870 3,377781 8,851173 0,214470 -17,386921 -4,092034 -0,000600 -3,408136 -0,088870 -0,235239 -704,990557 1,757754 SI
9 0,205775 3,486180 8,995372 0,207632 -2,184216 -1,566654 -0,001856 -3,424324 -0,080775 -0,235475 -149,408449 1,734316 SI
10 0,201296 3,584729 9,000603 0,207403 -5,262254 -3,442538 -0,006107 -3,416479 -0,076296 -0,235484 -131,495404 1,739741 Si
11 0,256467 2,735634 8,687467 0,256569 -3,413655 -3972,031685 -0,000101 -3,198484 -0,131467 -0,236951 -5336,255618 1,993408 SI
12 0,189668 3,855402 9,031761 0,205952 -0,254854 -0,115858 -0,016284 -3,398356 -0,064668 -0,235533 -17,348291 1,751094 SI
13 0,179330 4,136699 9,056199 0,205639 -1,147373 -116,319606 -0,026308 -3,371667 -0,054330 -0,235628 -0,558238 1,771929 SI
14 0,210303 3,396353 8,979565 0,210308 -0,876260 -278,955296 -0,000005 -3,414832 -0,085303 -0,235584 -382,864760 1,746477 SI
15 0,256447 2,931054 8,092579 0,256536 -0,398272 -0,915859 -0,000089 -3,302069 -0,131447 -0,233854 -4790,887489 1,903990 SI
16 0,203633 3,512166 9,047144 0,205678 -0,243166 -62,139007 -0,002045 -3,427920 -0,078633 -0,235587 -0,026149 1,728624 SI
17 0,243019 3,161053 8,121219 0,255200 -120,142588 -56,151083 -0,012181 -3,282694 -0,118019 -0,233941 -4649,552536 1,917356 SI
18 0,201806 3,543519 9,078810 0,206234 -9,763784 -350,807570 -0,004428 -3,415431 -0,076806 -0,235776 -62,724017 1,739728 SI

&19 0,206458 3,362405 9,295125 0,206985 -8,846281 -1817,370365 -0,000527 -3,388451 -0,081458 -0,236794 -223,702762 1,765414 SI
20 0,187049 4,117086 8,641089 0,225014 -10,802402 -2,579749 -0,037966 -3,301601 -0,062049 -0,234880 -1619,301183 1,853863 SI
21 0,218968 3,307752 8,762043 0,219042 -5,176866 -29,584811 -0,000073 -3,396863 -0,093968 -0,235102 -1094,759397 1,773320 SI
22 0,188414 3,888171 9,033419 0,205878 -0,655990 -0,302742 -0,017464 -3,395757 -0,063414 -0,235535 -11,564352 1,753009 SI
23 0,204904 3,495076 9,026274 0,206223 -8,398621 -3,085319 -0,001319 -3,428865 -0,079904 -0,235525 -38,708915 1,728847 SI
24 0,215761 3,434707 8,598738 0,227274 -3,167509 -7,543350 -0,011512 -3,355919 -0,090761 -0,234808 -1825,025689 1,815845 SI
25 0,204104 3,511967 9,041452 0,205744 -24,749086 -34,068686 -0,001640 -3,428400 -0,079104 -0,235564 -3,333079 1,728860 SI
26 0,276511 2,763972 7,804812 0,276534 -0,196324 -80,325355 -0,000024 -3,251296 -0,151511 -0,233303 -7172,940492 1,974155 SI
27 0,222368 3,267007 8,695379 0,222368 -0,036700 -23,437230 0,000000 -3,388574 -0,097368 -0,234985 -1384,815715 1,784708 SI
28 0,220183 3,303086 8,748869 0,220187 -49,994702 -95,599728 -0,000004 -3,391300 -0,095183 -0,235112 -1199,339414 1,780527 SI
29 0,236301 3,122563 8,423247 0,236783 -0,102924 -0,007223 -0,000482 -3,351167 -0,111301 -0,234487 -2725,033145 1,835602 SI
30 0,182765 4,044560 9,044876 0,205852 -11,911150 -72,571931 -0,023087 -3,380135 -0,057765 -0,235588 -14,351533 1,765615 SI

MEDIA 1,792654
DESV. EST. 0,074713
MEJOR 1,728226 SI
PEOR 1,993408 SI
MEDIANA 1,765414 SI
VARIANZA 0,005582
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Figura 6.5: Resultados de 30 corridas y gráfica de convergencia para el problema
1 (representación binaria).
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Diseño de una viga soldada
Representacion Real SBX y Parameter Based Mutation

Prueba X1 X2 X3 X4 g1(X) g2(X) g3(X) g4(X) g5(X) g6(X) g7(X) f(X) Factible

1 0,306862 2,558301 7,397627 0,306993 -0,012872 -0,26028 -0,000131 -3,181002 -0,181862 -0,232337 -11334,38578 2,075263 SI
2 0,332337 2,408379 7,110039 0,332338 -0,431016 -1,028288 -0,000001 -3,123116 -0,207337 -0,231623 -15353,96935 2,159172 SI
3 0,331592 2,412256 7,118419 0,331598 -0,110811 -4,79788 -0,000006 -3,124689 -0,206592 -0,231647 -15230,29175 2,156806 SI
4 0,278127 2,755306 7,771977 0,278141 -0,007325 -1,345942 -0,000015 -3,249351 -0,153127 -0,233188 -7363,454763 1,978002 SI
5 0,372137 2,211268 6,719005 0,372149 -0,003289 -1,213985 -0,000012 -3,035321 -0,247137 -0,230553 -22726,32065 2,288473 SI
6 0,475695 1,835322 5,942553 0,475741 -0,318857 -0,516859 -0,000046 -2,822503 -0,350695 -0,228012 -48513,37266 2,612597 SI
7 0,205712 3,470681 9,037187 0,205728 -0,070272 -3,524417 -0,000016 -3,432881 -0,080712 -0,235543 -0,116334 1,724936 SI
8 0,319547 2,480757 7,25071 0,319557 -0,01366 -0,011154 -0,00001 -3,152172 -0,194547 -0,231979 -13263,1874 2,116971 SI
9 0,302400 2,586412 7,453806 0,302405 -1,167939 -2,481192 -0,000005 -3,191740 -0,177400 -0,232471 -10661,14739 2,059966 SI
10 0,273719 2,788712 7,834849 0,273719 -0,049519 -3,964629 -0,000001 -3,259992 -0,148719 -0,233325 -6809,96643 1,962976 Si
11 0,568898 2,088445 4,125032 0,987327 -0,092999 -0,433188 -0,418429 -1,813738 -0,443898 -0,218324 -353099,8668 3,899063 SI
12 0,323852 2,623028 6,745959 0,369172 -0,079824 -0,457084 -0,04532 -2,997347 -0,198852 -0,230631 -22128,42396 2,295581 SI
13 0,228667 3,199525 8,571474 0,228681 -0,011278 -9,391151 -0,000009 -2,388781 -0,590519 -0,223046 -150879,3867 3,310248 SI
14 0,57412 1,608303 5,331615 0,591024 -0,34965 -0,943269 -0,016904 -2,599266 -0,44912 -0,225493 -89720,07766 2,951849 SI
15 0,380474 2,8357 5,14115 0,635633 -0,002945 -1,248395 -0,255159 -2,337966 -0,255474 -0,224585 -109544,4939 3,100356 SI
16 0,715519 1,330748 4,846292 0,715527 -0,011278 -9,391151 -0,000009 -2,388781 -0,590519 -0,223046 -150879,3867 3,310248 SI
17 0,50614 1,750174 5,760093 0,506356 -0,058975 -0,409516 -0,000216 -2,763104 -0,38114 -0,227315 -58105,66996 2,705375 SI

&18 0,311383 2,530953 7,345264 0,311387 -5,731397 -0,380586 -0,000004 -3,170814 -0,186383 -0,232211 -11994,90849 2,090128 SI
19 0,224263 3,247664 8,654339 0,22431 -1,107912 -0,558454 -0,000048 -3,383906 -0,099263 -0,234902 -1555,882118 1,791268 SI
20 0,232542 3,158128 8,499828 0,232546 -0,939643 -1,370961 -0,000004 -3,362698 -0,107542 -0,234628 -2316,477318 1,820300 SI
21 0,205708 3,470923 9,03674 0,205729 -0,062627 -0,730609 -0,000021 -3,432928 -0,080708 -0,235541 -0,025913 1,724896 SI
22 0,288962 2,676506 7,625393 0,288965 -0,013443 -4,20733 -0,000003 -3,223395 -0,163962 -0,232867 -8780,400712 2,014750 SI
23 0,232973 3,152896 8,49334 0,232981 -0,080686 -11,633536 -0,000008 -3,36137 -0,107973 -0,234621 -2358,880906 1,821993 SI
24 0,322775 2,4625 7,212969 0,322916 -0,141394 -0,620828 -0,000141 -3,14435 -0,197775 -0,231885 -13800,15052 2,128157 SI
25 0,206372 3,462684 9,022836 0,206377 -2,125268 -2,563841 -0,000004 -3,431134 -0,081372 -0,235519 -50,695082 1,727323 SI
26 0,39883 2,099559 6,490079 0,398923 -5,692093 -5,537621 -0,000093 -2,978001 -0,27383 -0,22987 -28450,31847 2,374280 SI
27 0,215281 3,351203 8,833557 0,215299 -0,75346 -0,209213 -0,000018 -3,407545 -0,090281 -0,235208 -773,972932 1,759179 SI
28 0,351282 2,309747 6,915315 0,351308 -0,043913 -0,186329 -0,000026 -3,080817 -0,226282 -0,231105 -18701,27801 2,221128 SI
29 0,255884 2,935437 8,102682 0,255892 -0,008332 -0,304266 -0,000008 -3,303806 -0,130884 -0,233874 -4719,155973 1,901666 SI
30 0,205735 3,470623 9,036466 0,205739 -0,581967 -0,362997 -0,000004 -3,432925 -0,080735 -0,23554 -0,77959 1,724925 SI

MEDIA 2,260263
DESV. EST. 0,555012
MEJOR 1,724896 SI
PEOR 3,899063 SI
MEDIANA 2,103550 SI
VARIANZA 0,308038
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Figura 6.6: Resultados de 30 corridas y gráfica de convergencia para el problema
1 (representación real).
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Diseño de un recipiente de presión
Representacion Binaria con Código Gray. Curza de 2 puntos y Mutación Uniforme

Prueba X1 X2 X3 X4 g1(X) g2(X) g3(X) g4(X) f(X) Factible

1 0,875000 0,437500 45,188151 141,774305 -0,002869 -0,006405 -1,563606 -98,225695 6107,551462 SI
2 0,875000 0,500000 45,197827 141,686710 -0,002682 -0,068813 -77,251003 -98,313290 6333,781119 SI
3 0,812500 0,437500 42,024501 177,554525 -0,001427 -0,036586 -0,118478 -62,445475 6068,727923 SI
4 0,937500 0,500000 47,840980 116,877788 -0,014169 -0,043597 -3052,998751 -123,122212 6456,953164 SI
5 0,875000 0,437500 44,605976 147,873115 -0,014105 -0,011959 -93,416521 -92,126885 6176,030459 SI
6 0,875000 0,437500 44,789144 145,921751 -0,010570 -0,010212 -0,868573 -94,078249 6153,973314 SI
7 0,812500 0,437500 42,051365 177,221615 -0,000909 -0,036330 -7,132946 -62,778385 6065,473626 SI
8 0,875000 0,437500 45,238989 141,290479 -0,001888 -0,005920 -244,301490 -98,709521 6102,732080 SI
9 0,875000 0,500000 45,197827 141,686710 -0,002682 -0,068813 -77,251003 -98,313290 6333,781119 SI
10 1,000000 0,500000 51,567057 86,381727 -0,004756 -0,008050 -24,520032 -153,618273 6433,161591 Si
11 0,812500 0,437500 41,159816 188,627462 -0,018116 -0,044835 -13,664149 -51,372538 6177,430630 SI
12 0,812500 0,437500 42,097398 176,654047 -0,000020 -0,035891 -27,886075 -63,345953 6059,946341 SI
13 0,812500 0,437500 41,680804 181,889306 -0,008060 -0,039865 -45,697910 -58,110694 6111,414573 SI
14 0,875000 0,437500 45,257432 141,825941 -0,001532 -0,005744 -4905,232603 -98,174059 6120,225403 SI
15 0,875000 0,437500 43,202246 163,422222 -0,041197 -0,025351 -1,086579 -76,577778 6349,307800 SI
16 0,812500 0,437500 41,868650 179,979646 -0,004435 -0,038073 -2616,487839 -60,020354 6098,937591 SI
17 0,812500 0,437500 41,895123 179,176604 -0,003924 -0,037821 -25,775612 -60,823396 6084,726865 SI
18 0,875000 0,437500 44,890105 144,908038 -0,008621 -0,009248 -284,893583 -95,091962 6143,333896 SI

&19 0,875000 0,437500 45,306857 141,271491 -0,000578 -0,005273 -4597,599327 -98,728509 6113,251114 SI
20 0,812500 0,437500 41,880095 179,361926 -0,004214 -0,037964 -6,899673 -60,638074 6086,501186 SI
21 0,875000 0,437500 44,824928 145,569362 -0,009879 -0,009870 -149,320285 -94,430638 6150,398535 SI
22 0,812500 0,437500 42,087406 176,773452 -0,000213 -0,035986 -3,049954 -63,226548 6061,059397 SI
23 0,875000 0,437500 44,991608 143,809572 -0,006662 -0,008280 -28,791697 -96,190428 6130,405333 SI
24 0,812500 0,437500 42,032096 177,463940 -0,001281 -0,036514 -22,071452 -62,536060 6067,891267 SI
25 0,812500 0,437500 42,025257 177,624536 -0,001413 -0,036579 -440,789340 -62,375464 6070,489345 SI
26 0,875000 0,437500 43,740201 157,304360 -0,030814 -0,020218 -17,325897 -82,695640 6281,178332 SI
27 0,875000 0,437500 42,985464 165,946266 -0,045381 -0,027419 -1,381760 -74,053734 6377,392663 SI
28 0,875000 0,437500 45,143559 142,232957 -0,003729 -0,006830 -0,795912 -97,767043 6112,685385 SI
29 1,000000 0,500000 51,187883 89,199916 -0,012074 -0,011668 -71,817666 -150,800084 6469,322010 SI
30 0,875000 0,437500 45,198480 141,668105 -0,002669 -0,006306 -0,900726 -98,331895 6106,360563 SI

MEDIA 6177,253268
DESV. EST. 130,929702
MEJOR 6059,946341 SI
PEOR 6469,322010 SI
MEDIANA 6116,738259 SI
VARIANZA 17142,586857
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Figura 6.7: Resultados de 30 corridas y gráfica de convergencia para el problema
2 (representación binaria).
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Diseño de un recipiente de presión
Representacion Real SBX y Parameter Based Mutation

Prueba X1 X2 X3 X4 g1(X) g2(X) g3(X) g4(X) f(X) Factible

1 0,937500 0,500000 48,404997 111,537227 -0,003284 -0,038216 -87,889400 -128,462773 6387,812944 SI
2 1,250000 0,625000 64,517876 13,094343 -0,004805 -0,009499 -177,049330 -226,905657 7348,002560 SI
3 1,000000 0,500000 51,415413 87,500991 -0,007683 -0,009497 -29,470646 -152,499009 6447,477131 SI
4 1,125000 0,562500 58,230755 44,187767 -0,001146 -0,006979 -1793,513454 -195,812233 6832,349774 SI
5 0,875000 0,437500 42,696770 169,361956 -0,050952 -0,030173 -9,500504 -70,638044 6415,378069 SI
6 1,062500 0,562500 54,989444 63,115225 -0,001204 -0,037901 -85,609580 -176,884775 6776,756181 SI
7 1,187500 0,625000 61,463030 27,252705 -0,001264 -0,038643 -29,948398 -212,747295 7277,484292 SI
8 0,875000 0,437500 45,221712 141,499732 -0,002221 -0,006085 -450,821232 -98,500268 6105,585219 SI
9 1,250000 0,625000 64,579427 12,820300 -0,003617 -0,008912 -136,104674 -227,179700 7344,243865 SI
10 0,875000 0,437500 45,154680 142,141866 -0,003515 -0,006724 -150,902133 -97,858134 6112,036089 Si
11 0,937500 0,500000 47,492870 119,659534 -0,020888 -0,046918 -639,684857 -120,340466 6482,466693 SI
12 0,875000 0,437500 45,325684 140,375071 -0,000214 -0,005093 -55,121733 -99,624929 6092,012458 SI
13 1,062500 0,562500 55,010437 63,059392 -0,000799 -0,037700 -810,738567 -176,940608 6778,181654 SI
14 1,125000 0,562500 58,289977 43,694259 -0,000003 -0,006414 -9,642302 -196,305741 6820,451107 SI
15 1,125000 0,562500 56,484955 54,025436 -0,034840 -0,023634 -417,796519 -185,974564 6962,698056 SI
16 1,125000 0,562500 57,954535 45,625103 -0,006477 -0,009614 -790,775021 -194,374897 6848,855437 SI
17 1,000000 0,500000 51,505910 86,838681 -0,005936 -0,008634 -81,615795 -153,161319 6439,153046 SI
18 1,000000 0,500000 50,310687 95,903870 -0,029004 -0,020036 -40,158317 -144,096130 6555,211301 SI
19 0,937500 0,500000 48,451164 111,154357 -0,002393 -0,037776 -191,774967 -128,845643 6383,708585 SI

&20 1,000000 0,500000 51,052622 90,404720 -0,014684 -0,012958 -1619,731455 -149,595280 6488,931642 SI
21 1,000000 0,500000 50,929597 91,187380 -0,017059 -0,014132 -414,351155 -148,812620 6495,701241 SI
22 0,875000 0,437500 44,489851 149,182852 -0,016346 -0,013067 -535,372192 -90,817148 6191,774911 SI
23 1,125000 0,562500 56,448724 54,210515 -0,035540 -0,023979 -124,367915 -185,789485 6964,382229 SI
24 1,000000 0,500000 51,799959 84,683835 -0,000261 -0,005828 -62,955780 -155,316165 6411,591120 SI
25 0,875000 0,437500 45,219183 141,458805 -0,002270 -0,006109 -21,211915 -98,541195 6104,066813 SI
26 0,812500 0,437500 41,837039 179,958212 -0,005045 -0,038375 -306,677995 -60,041788 6093,089798 SI
27 1,062500 0,562500 54,948131 63,367293 -0,002001 -0,038295 -7,386373 -176,632707 6779,624380 SI
28 1,000000 0,500000 50,949291 91,007652 -0,016679 -0,013944 -165,611958 -148,992348 6492,725118 SI
29 1,000000 0,500000 51,725861 85,217345 -0,001691 -0,006535 -11,697399 -154,782655 6418,260715 SI
30 0,937500 0,437500 45,849668 135,130526 -0,052601 -0,000094 -171,976482 -104,869474 6426,051525 SI

MEDIA 6582,353483
DESV. EST. 367,275062
MEJOR 6092,012458 SI
PEOR 7348,002560 SI
MEDIANA 6488,931642 SI
VARIANZA 134890,971267

Gráfica de Convergencia Representación Real (diseño de un 
recipiente de presión)

0

10000

20000

30000

40000

50000

60000

70000

1

67
7

13
53

20
29

27
05

33
81

40
57

47
33

54
09

60
85

67
61

74
37

81
13

87
89

94
65

Generación

f(
x) f(x) Promedio

Figura 6.8: Resultados de 30 corridas y gráfica de convergencia para el problema
2 (representación real).
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Representación binaria

El mejor valor encontrado por el algoritmo es: f(x) = 0,012681, con x =
(0,051989, 0,363965, 10,890522) y las restricciones con un valor de g1 = −0,000013,
g2 = −0,000021, g3 = −4,061338 y g4 = −0,722698.

Representación real

El mejor valor encontrado por el algoritmo es: f(x) = 0,012710, con x =
(0,052289, 0,052289, 10,527731) y las restricciones con un valor de g1 = −0,001078,
g2 = −0,000562, g3 = −4,066350 y g4 = −0,717763.

6.4.4. Problema 4

El mejor valor reportado previamente en la literatura es [24]: f(x) = 5153,61,
con x = (979,7582, 0,1039, 539,4210, 208,7898, 0,1087,
0,1243, 69,6764, 483,3090, 44,7585, 0,1036), la cual es factible.

Representación binaria

El mejor valor encontrado por el algoritmo es: f(x) = 5157,685516, con
x = (985,808351, 0,105877, 519,966658, 188,576078, 0,102124,
0,137725, 690,171450, 495,366009, 467,438050, 0,135133), la cual es factible.

Representación real

El mejor valor encontrado por el algoritmo es: f(x) = 5152,636136, con
x = (856,013342, 0,100000, 601,548206, 172,969615, 0,100000,
0,000081, 65,334218, 539,767385, 474,838781, 0,100000), la cual es factible.

6.4.5. Problema 5

El mejor valor reportado previamente en la literatura es [119]:
f(x) = 0,80361903586843, con x = (3,16237443645701, 3,12819975856112,
3,09481384891456, 3,06140284777302, 3,02793443337239, 2,99385691314995,
2,95870651588255, 2,92182183591092, 0,49455118612682, 0,48849305858571,
0,48250798063845, 0,47695629293225, 0,47108462715587, 0,46594074852233,
0,46157984137635, 0,45721400967989, 0,45237696886802, 0,44805875597713,
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Minimización del peso de un resorte
Representacion Binaria con Código Gray. Cruza de 2 puntos y Mutación Uniforme

Prueba X1 X2 X3 g1(X) g2(X) g3(X) g4(X) f(X) Factible

1 0,051989 0,363965 10,890522 -0,000013 -0,000021 -4,061338 -0,722698 0,012681 SI
2 0,052679 0,380621 10,040517 -0,000258 -0,000809 -4,086463 -0,711133 0,012718 SI
3 0,050003 0,316783 14,134992 -0,000057 -0,001749 -3,951055 -0,755476 0,012780 SI
4 0,051558 0,353562 11,643618 -0,013228 -0,000048 -3,975116 -0,729920 0,012823 SI
5 0,053946 0,409276 8,891723 -0,001414 -0,008395 -4,087025 -0,691185 0,012973 SI
6 0,052148 0,367832 10,685075 -0,000461 -0,000056 -4,066200 -0,720013 0,012689 SI
7 0,051896 0,361514 11,039572 -0,000502 -0,000447 -4,051865 -0,724393 0,012696 SI
8 0,052825 0,384620 9,860151 -0,002415 -0,000089 -4,086433 -0,708370 0,012729 SI
9 0,052131 0,367025 10,739962 -0,000279 -0,000930 -4,060876 -0,720563 0,012707 SI
10 0,050139 0,319464 13,934456 -0,000212 -0,002668 -3,951752 -0,753598 0,012797 Si
11 0,051498 0,351740 11,674406 -0,004991 -0,000907 -4,007642 -0,731175 0,012756 SI
12 0,050342 0,325019 13,445638 -0,000002 -0,000370 -3,978005 -0,749759 0,012723 SI
13 0,051454 0,350859 11,668753 -0,000365 -0,000540 -4,030993 -0,731791 0,012697 SI
14 0,050092 0,319486 13,877292 -0,000019 -0,000030 -3,966854 -0,753614 0,012728 SI
15 0,050418 0,326907 13,297253 -0,000233 -0,000010 -3,983101 -0,748449 0,012712 SI
16 0,050475 0,327945 13,259427 -0,002395 -0,000640 -3,971336 -0,747720 0,012750 SI
17 0,052430 0,374521 10,347221 -0,000844 -0,000598 -4,073675 -0,715366 0,012712 SI
18 0,052270 0,370823 10,522873 -0,000128 -0,000055 -4,073461 -0,717938 0,012687 SI
19 0,052597 0,378928 10,113933 -0,000386 -0,000061 -4,086857 -0,712317 0,012699 SI
20 0,053078 0,391038 9,566579 -0,002737 -0,000034 -4,096110 -0,703923 0,012742 SI
21 0,052329 0,372177 10,469564 -0,001431 -0,000301 -4,068027 -0,716996 0,012708 SI
22 0,051264 0,346484 12,018284 -0,007108 -0,000197 -3,990253 -0,734835 0,012764 SI

&23 0,052264 0,370511 10,574960 -0,002968 -0,000438 -4,056450 -0,718150 0,012727 SI
24 0,050001 0,317424 14,076076 -0,002094 -0,000057 -3,951538 -0,755050 0,012758 SI
25 0,050883 0,336425 12,679503 -0,002046 -0,002870 -3,979869 -0,741794 0,012786 SI
26 0,051197 0,344021 12,233942 -0,008728 -0,002242 -3,966248 -0,736522 0,012835 SI
27 0,052306 0,371510 10,520718 -0,002705 -0,000505 -4,059260 -0,717456 0,012726 SI
28 0,051938 0,362308 11,039522 -0,003863 -0,000939 -4,033823 -0,723836 0,012744 SI
29 0,051878 0,361215 11,049592 -0,000285 -0,000160 -4,053934 -0,724605 0,012686 SI
30 0,050601 0,330919 13,015930 -0,001006 -0,000420 -3,986088 -0,745654 0,012723 SI

MEDIA 0,012742
DESV. EST. 0,000059
MEJOR 0,012681 SI
PEOR 0,012973 SI
MEDIANA 0,012727 SI
VARIANZA 0,000000
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Figura 6.9: Resultados de 30 corridas y gráfica de convergencia para el problema
3 (representación binaria).
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Minimización del peso de un resorte
Representacion Real SBX y Parameter Based Mutation

Prueba X1 X2 X3 g1(X) g2(X) g3(X) g4(X) f(X) Factible

1 0,066587 0,831644 2,459809 -0,001336 -0,000642 -4,497113 -0,401180 0,016445 SI
2 0,054260 0,421369 8,335779 -0,000995 -0,000813 -4,149096 -0,682914 0,012822 SI
3 0,052289 0,371066 10,527731 -0,001078 -0,000562 -4,066350 -0,717763 0,012710 SI
4 0,062675 0,682140 3,499642 -0,001569 -0,001281 -4,405641 -0,503456 0,014737 SI
5 0,052950 0,387809 9,689367 -0,000232 -0,000030 -4,103380 -0,706160 0,012710 SI
6 0,061008 0,624056 4,148099 -0,012520 -0,001458 -4,304083 -0,543291 0,014280 SI
7 0,050000 0,317425 14,045374 0,000000 0,000000 -3,962211 -0,755050 0,012733 SI
8 - - - - - - - - NO
9 0,053234 0,395012 9,387096 -0,002347 -0,000064 -4,104602 -0,701169 0,012747 SI
10 0,069870 0,955770 2,056088 -0,047987 -0,015188 -4,224750 -0,316240 0,018925 Si
11 0,054205 0,415338 9,294287 -0,073182 -0,009808 -3,748377 -0,686971 0,013783 SI
12 0,122127 1,031052 14,711597 -0,008497 -0,788537 -0,096764 -0,231214 0,256994 SI
13 0,051428 0,349103 11,821139 -0,000337 -0,003123 -4,013654 -0,732979 0,012761 SI

&14 0,057143 0,500663 6,114812 -0,001340 -0,003404 -4,236159 -0,628129 0,013266 SI
15 0,052878 0,385005 9,849350 -0,000305 -0,002096 -4,086926 -0,708078 0,012756 SI
16 0,070422 0,981667 2,078718 -0,112417 -0,013928 -3,937517 -0,298607 0,019857 SI
17 0,061699 0,646866 3,848123 -0,000023 -0,002549 -4,381704 -0,527623 0,014401 SI
18 0,053100 0,389685 9,657596 -0,000139 -0,004026 -4,085328 -0,704810 0,012809 SI
19 0,067057 0,849499 2,503302 -0,055935 -0,002041 -4,213503 -0,388963 0,017202 SI
20 - - - - - - - - NO
21 0,059678 0,579410 4,692384 -0,001187 -0,002530 -4,320721 -0,573941 0,013810 SI
22 0,053932 0,411334 8,774126 -0,004237 -0,003534 -4,102366 -0,689823 0,012890 SI
23 0,050000 0,317425 14,045384 -0,000001 0,000000 -3,962208 -0,755050 0,012733 SI
24 0,056562 0,482765 6,539599 -0,000154 -0,005075 -4,212283 -0,640449 0,013190 SI
25 0,067599 0,873303 2,256816 -0,001512 -0,000596 -4,516136 -0,372732 0,016987 SI
26 - - - - - - - - NO
27 0,050447 0,327438 13,268872 -0,000675 -0,000321 -3,980437 -0,748077 0,012724 SI
28 0,066966 0,826222 2,564968 -0,000894 -0,022610 -4,371527 -0,404542 0,016914 SI
29 0,058098 0,529138 5,566210 -0,007001 -0,003658 -4,235872 -0,608509 0,013514 SI
30 - - - - - - - - NO

MEDIA 0,023642
DESV. EST. 0,047640
MEJOR 0,012710 SI
PEOR 0,256994 SI
MEDIANA 0,013390 SI
VARIANZA 0,002270
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Figura 6.10: Resultados de 30 corridas y gráfica de convergencia para el problema
3 (representación real).
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Diseño de una armadura de 10 barras
Representacion Binaria con Código Gray Cruza de 2 puntos y Mutación Uniforme

Prueba X1 X2 X3 X4 X5 X6 X7 X8 X9 X10 f(X) Factible

1 745,783852 0.221669 579,478677 368,481268 0.230879 0.163417 647,270980 505,002728 446,273931 0.182063 5.240,526554 SI
2 702,009249 0.345167 725,008150 246,551559 0.135388 0.177541 593,594700 509,895341 490,143387 0.105666 5.223,579567 SI
3 928,879756 0.536538 760,959898 224,691696 0.105628 0.124506 637,986270 396,432723 450,116515 0.984668 5.231,666629 SI
4 792,937518 0.113842 502,202620 148,422929 0.103442 0.148046 726,406990 630,175834 553,366502 0.113738 5.223,418629 SI
5 971,530676 0.205408 514,402256 270,322495 0.100024 0.506560 705,572240 441,827144 446,638460 0.198456 5.180,247302 SI
6 857,127937 0.270728 414,141444 222,124388 0.103272 0.222779 802,276060 623,676472 461,959557 0.186973 5.214,140848 SI
7 851,849818 0.224277 402,770728 323,788947 0.132483 1,110655 579,356010 568,194928 491,794798 0.102277 5.235,495381 SI
8 849,172886 0.101141 893,459878 145,551180 0.102165 0.253060 549,914640 496,394874 470,533292 0.104703 5.233,204699 SI
9 985,808351 0.105877 519,966658 188,576078 0.102124 0.137725 690,171450 495,366009 467,438050 0.135133 5.157,685516 SI

10 819,592334 0.164389 663,417092 185,296895 0.129416 0.349358 597,214070 519,560291 487,457020 0.115593 5.192,023046 Si
11 972,994557 0.340009 525,106929 223,987879 0.131116 0.153015 680,978110 432,954102 500,223986 0.125826 5.170,996297 SI
12 942,417345 0.193118 567,184435 242,544407 0.166100 1,351268 614,377720 470,389262 449,207560 0.128867 5.196,096742 SI

&13 925,798859 0.222363 475,557021 243,532225 0.106199 0.666105 609,654080 544,336122 455,922515 0.170938 5.193,794057 SI
14 862,494556 0.149127 535,343675 190,941565 0.100000 0.121412 659,779160 478,140090 564,504211 0.105891 5.178,479598 SI
15 931,197876 0.195309 519,386003 262,909733 0.103456 0.112745 784,476650 401,081584 513,542929 0.124146 5.184,509974 SI
16 907,566978 0.316939 623,410896 307,290599 0.100900 0.112315 650,630320 380,170212 470,123000 0.109054 5.182,254554 SI
17 866,955615 0.192838 587,883964 277,273636 0.100070 0.536246 773,886700 370,638614 533,410263 2,075572 5.263,082609 SI
18 873,837859 0.111898 605,263098 300,303389 0.109676 0.134195 676,046540 439,987203 429,774643 0.161377 5.173,294393 SI
19 882,291117 0.145370 575,160236 213,207171 0.100914 0.104455 696,796780 506,350902 445,174535 0.134882 5.158,647897 SI
20 940,726896 0.231477 534,614806 270,206941 0.138821 0.618957 787,141540 426,958438 462,832839 0.109836 5.203,215910 SI
21 898,218173 0.224737 551,021885 222,639697 0.107776 0.193944 721,388240 519,757730 431,159405 0.100014 5.172,249518 SI
22 991,616778 0.182372 579,958271 287,777147 0.112788 0.325754 626,601640 464,426787 386,572505 0.147664 5.180,061015 SI
23 804,684335 0.104034 552,929910 210,219264 0.104913 0.114880 745,093380 565,763968 455,303120 0.102627 5.178,260180 SI
24 719,748652 0.795729 627,539560 246,078070 0.115270 0.143614 714,491490 626,844157 423,290801 0.392016 5.274,693439 SI
25 887,609326 0.121527 447,240446 301,052631 0.103684 0.101924 769,151250 531,949734 424,465441 0.100779 5.179,940623 SI
26 934,264153 0.108630 604,826163 219,567404 0.103776 0.110244 670,774440 463,457177 440,064168 0.239974 5.160,529914 SI
27 946,952615 0.267480 523,333678 259,288604 0.108788 0.116317 770,219530 370,499051 555,507626 0.137542 5.199,432983 SI
28 850,514105 0.432172 616,376982 175,595297 0.106665 0.987939 579,425260 526,716784 502,903973 0.101326 5.205,815116 SI
29 840,320752 0.105208 666,423496 245,815210 0.101259 0.169845 606,470910 370,556213 585,319095 0.120950 5.201,273570 SI
30 890,886857 0.125472 627,550179 264,822377 0.108090 2,118536 534,714660 504,452173 405,595981 0.100320 5.196,401627 SI

MEDIA 5198,085918
DESV. EST. 29,496938
MEJOR 5157,685516 SI
PEOR 5274,693439 SI
MEDIANA 5193,794057 SI
VARIANZA 870,069381
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Figura 6.11: Resultados de 30 corridas y gráfica de convergencia para el problema
4 (representación binaria).
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Diseño de una armadura de 10 barras
Representacion Real SBX y Parameter Based Mutation

Prueba X1 X2 X3 X4 X5 X6 X7 X8 X9 X10 f(X) Factible

1 771,251601 0,100000 308,730432 397,792533 0,000062 0,100000 112,497930 771,654841 392,874333 0,100000 5352,856480 SI
2 759,332580 20,250932 541,249331 426,163379 0,001169 14,097188 631,280721 585,213750 156,522530 22,775574 6261,828577 SI
3 723,508721 32,595710 586,478474 176,883898 0,100000 33,199407 295,509528 463,159802 214,367215 95,610024 5957,391992 SI
4 708,503715 41,942212 549,811337 133,016074 0,100000 41,516816 579,866143 260,661155 263,027021 94,346903 6062,208910 SI
5 728,140570 0,100000 744,053198 362,359459 0,100000 0,100000 62,757299 380,883990 502,099358 0,100000 5226,682535 SI
6 653,037652 71,870434 988,194949 96,446685 0,100000 80,462096 568,184257 221,385446 100,492374 157,840475 6165,768366 SI
7 820,278757 0,100000 490,679605 405,962384 0,100000 0,100000 75,260441 389,929548 524,158376 0,100000 5216,708727 SI
8 651,673019 0,100000 804,923210 458,078841 25,132153 0,100000 415,885390 154,457182 841,012296 0,100000 6077,649195 SI
9 696,282677 342,860037 709,057401 205,136849 0,000081 96,505839 299,922242 220,951461 171,293966 159,683347 6392,889754 SI
10 753,994445 40,130555 561,246062 136,325197 0,100000 38,238975 275,679336 523,795978 217,083783 112,999815 6025,601453 Si
11 486,616830 0,100000 560,029570 455,151721 0,100000 0,100000 80,414834 679,408988 506,264113 0,100000 5393,476077 SI
12 613,680459 9,745362 967,590092 262,551645 0,100000 9,268283 419,929463 198,194315 463,858108 18,821586 5905,734043 SI
13 925,110239 0,100000 606,936848 281,154598 0,100000 0,100000 66,028795 395,013598 465,989901 0,100000 5160,336241 SI
14 513,112262 25,689785 881,841324 161,009642 0,100000 25,100477 403,120321 273,443106 344,950446 51,483535 5890,490482 SI
15 890,217384 58,325030 410,857218 349,480176 0,001939 17,359768 440,486191 156,363363 561,581701 100,025185 6324,153929 SI
16 851,287722 48,817213 557,348845 160,387050 0,100000 50,655851 600,516232 222,913139 192,184242 109,858164 6122,469163 SI

&17 745,588845 32,708114 786,866035 198,636233 0,100000 33,535124 379,868446 161,967300 333,989002 76,853701 5942,929690 SI
18 748,727121 14,129719 466,561650 263,685019 0,100000 14,927180 316,876257 441,926518 304,330744 35,241127 5799,981337 SI
19 870,685029 1,376805 418,019993 322,386856 0,100000 1,232449 209,089576 358,156221 528,166978 3,632059 5505,038642 SI
20 787,685754 33,478370 795,612051 272,986019 0,100000 32,937346 342,615069 194,103412 235,830741 78,193510 5930,608412 SI
21 319,114691 54,614535 819,171777 440,225908 0,001986 68,984109 358,591961 271,307388 359,197014 159,475923 6405,962359 SI
22 533,840337 0,100000 438,280469 211,107666 0,100000 0,100000 90,172754 816,812715 646,222113 0,100000 5391,488394 SI
23 794,787333 40,675097 987,912738 133,776850 0,100000 47,698028 450,339424 494,872185 90,024482 92,545981 6238,229446 SI
24 794,787333 40,675097 987,912738 133,776850 0,100000 47,698028 450,339424 494,872185 90,024482 92,545981 6238,229446 SI
25 399,358259 0,100000 507,244373 402,271080 0,100000 0,100000 75,640312 708,926397 788,221460 0,000404 5515,138297 SI
26 672,338666 72,361797 631,760443 37,165496 0,100000 73,349233 662,844138 317,527408 236,044191 156,507066 6320,808189 SI
27 856,013342 0,100000 601,548206 172,969615 0,100000 0,000081 65,334218 539,767385 474,838781 0,100000 5152,636136 SI
28 655,387640 20,584626 535,608086 226,634217 0,100000 20,176663 417,090337 335,415312 329,097149 46,884937 5877,525240 SI
29 703,886797 11,636538 781,469432 300,025214 0,100000 11,305964 273,478092 297,672866 309,321478 24,691443 5709,002641 SI
30 564,039157 15,664086 782,480524 148,908855 0,001146 77,154744 510,527478 254,610780 274,671091 74,084710 6005,917148 SI

MEDIA 5869,547752
DESV. EST. 391,521216
MEJOR 5152,636136 SI
PEOR 6405,962359 SI
MEDIANA 5942,929690 SI
VARIANZA 153288,862356
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Figura 6.12: Resultados de 30 corridas y gráfica de convergencia para el problema
4 (representación real).
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0,44435772435707, 0,44019839654132), y las restricciones con un valor de g1 =
−0,000000011181 y g2 = −1,20067569819217.

Representación binaria

El mejor valor encontrado por el algoritmo es: f(x) = 0,787933, con x =
(3,088605, 3,034861, 3,112081, 3,079128, 3,090021, 2,949984, 2,929546, 2,905113,
0,485143, 1,372498, 0,421162, 0,479062, 0,406244, 0,502223, 0,489684, 0,378411,
0,325555, 0,345997, 0,519377, 0,364493), y las restricciones con un valor de g1 =
−0,004704, g2 = −119,720812.

Representación real

El mejor valor encontrado por el algoritmo es: f(x) = 0,577987, con x =
(6,256161, 3,138469, 0,221302, 3,107984, 3,067729, 0,405324, 3,067875, 0,372948,
1,585459, 0,380775, 0,469965, 3,276084, 0,388189, 0,292191, 1,289642, 0,367375,
2,899132, 0,242646, 0,392249, 2,834611), y las restricciones con un valor de g1 =
−0,000626, g2 = −115,943890.

6.4.6. Problema 6

El mı́nimo global se encuentra en: [119]: f(x) = −30665,539, con x =
(78, 33, 29,995256025682, 45, 36,775812905788), con g1 y g6 activas.

Representación binaria

El mejor valor encontrado por el algoritmo es: f(x) = −30659,996878, con
x = (78,003942, 33,019521, 30,020488, 44,990450, 36,732249), y con g1 = −0,003615,
g2 = −91,996385, g3 = −11,156384, g4 = −8,843616, g5 = −4,997549 y
g6 = −0,002451.

Representación real

El mejor valor encontrado por el algoritmo es: f(x) = −30557,850481, con
x = (77,999999, 33,000000, 30,001641, 40,967347, 38,396399), y con g1 = −0,000636,
g2 = −91,999364, g3 = −10,777266, g4 = −9,222734, g5 = −4,999983 y
g6 = −0,000017.
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Problema 5
Representacion Binaria con Código Gray Cruza de 2 puntos y Mutación Uniforme

Prueba X1 X2 X3 X4 X5 X6 X7 X8 X9 X10 X11 X12 X13 X14 X15 X16 X17 X18 X19 X20 g1(X) g2(X) f(X) Factible
1 3,054536 3,203219 3,121261 3,030338 3,143456 3,031976 2,924928 1,041008 2,991275 0,448434 0,519561 0,646501 0,408953 0,369074 0,380544 0,362630 0,502278 0,345941 0,377238 0,459076 -0,008433 -119,637774 0,777734 SI
2 6,226722 3,155379 3,114982 2,997501 3,165633 3,095120 0,965073 2,827206 0,533201 0,517695 0,625109 0,626536 0,452188 0,438243 0,451664 0,372057 0,412921 0,735580 0,343287 0,412872 -0,010111 -118,531031 0,757102 SI
3 3,170140 3,447412 3,238984 3,033157 3,132490 2,967858 3,089732 0,409868 0,345963 2,924532 1,123713 0,440128 0,387997 0,343971 0,672780 0,409830 0,429202 0,674149 0,324242 0,343649 -0,000450 -119,090204 0,748760 SI
4 3,182330 3,122111 3,074973 3,019912 3,008669 0,510412 2,971562 2,931525 2,976774 2,988866 0,276489 0,618380 0,419990 0,260475 0,611033 0,307203 0,287819 0,362660 0,373224 0,498753 0,000871 -118,196842 0,746686 SI
5 6,094214 3,172168 3,131023 2,976169 3,101546 2,887213 2,950790 0,373939 2,986885 0,213119 1,227341 2,981860 0,454764 0,292661 0,260632 0,279518 0,258501 0,249879 0,720040 0,401212 -0,000270 -114,986526 0,720113 SI
6 3,211492 3,075988 3,010481 3,059000 2,934995 2,892515 2,941487 2,926300 2,838597 2,736287 0,548511 0,400854 0,328189 0,363272 0,401456 0,402075 0,167754 0,331764 0,178328 0,364844 -0,041123 -116,885811 0,750558 SI
7 3,081342 3,125012 3,076513 3,046423 3,066759 3,003420 3,006623 2,926552 0,353516 0,678855 0,655082 0,444329 0,316078 0,413141 0,352667 0,431675 0,376145 0,520993 0,384815 0,978090 0,000815 -119,761971 0,775139 SI
8 3,184093 3,085355 3,040821 3,017850 3,055657 3,000426 2,868660 2,912807 2,796207 0,535047 0,312689 0,608175 0,348824 0,399617 0,322189 0,398307 0,514379 0,347158 0,376830 0,317678 -0,001419 -118,557231 0,783059 SI

&9 6,220391 3,075506 3,090293 3,090820 2,987818 2,982820 2,937957 2,959903 0,314425 0,485197 2,779479 0,625756 0,452740 0,332084 0,441787 0,447439 0,292687 0,165662 0,346195 0,430225 -0,056496 -115,540815 0,750560 SI
10 3,191471 3,136880 3,122730 3,045546 3,039032 3,017857 3,008854 3,039241 0,422139 0,900442 0,413507 0,432411 2,630560 0,372748 0,327977 0,430578 0,256016 0,369310 0,292369 0,369572 -0,017765 -118,180759 0,752452 SI
11 6,205093 3,042838 2,998497 3,065352 3,079414 3,050156 2,907135 2,898987 1,157532 0,965583 0,261480 0,410280 0,343436 0,283387 0,657016 0,338241 0,426581 0,381855 0,337622 0,389779 -0,013714 -116,799736 0,759659 SI
12 6,236288 3,137403 3,074824 2,989465 3,130014 3,089144 2,931726 0,830382 0,438243 0,503410 0,390614 0,389156 1,463693 0,444656 0,228693 0,368005 0,469987 0,414112 0,640976 0,791385 -0,017749 -118,037823 0,739681 SI
13 3,145806 3,171700 3,107050 3,112863 2,964484 3,000729 3,126856 2,930394 2,855858 1,506257 0,583708 0,420483 0,333964 0,375676 0,327333 0,365275 0,296894 0,299827 0,243630 0,278646 -0,002836 -117,552566 0,772845 SI
14 3,100199 3,117020 3,107506 3,070352 2,979464 2,952134 0,468208 2,925035 0,378568 2,811662 3,101250 0,369302 0,432490 0,464434 0,247245 0,336031 0,472240 0,409424 0,403014 0,425795 0,000344 -118,428629 0,745678 SI
15 3,088217 3,089385 3,031036 3,083603 3,037552 2,979810 0,363585 2,940766 2,910585 0,426216 1,174101 2,815105 0,376681 0,368938 0,429578 0,298408 0,312517 0,267510 0,433172 0,330486 -0,004438 -118,242750 0,744149 SI
16 3,152762 3,079396 3,138426 3,083627 2,870684 3,101004 0,420611 2,879222 3,166533 0,411483 2,855840 0,395568 0,369875 0,340500 0,290480 0,293398 0,371081 0,389783 0,536413 0,605487 -0,001808 -118,247825 0,745780 SI
17 6,209150 3,132020 2,971437 3,041189 3,041505 2,987819 2,960963 1,309034 2,979825 0,335510 2,938359 0,147728 0,358908 0,389753 0,335409 0,296991 0,337788 0,248033 0,497304 0,499126 -0,028459 -114,982149 0,737968 SI
18 6,167961 3,158771 3,094350 3,115459 3,065029 2,915037 2,976940 0,419678 0,221016 2,895904 0,280457 2,933613 0,416047 1,542249 0,224068 0,343110 0,286764 0,358406 0,349180 0,385885 -0,004238 -114,850077 0,725365 SI
19 3,146359 3,191070 3,074750 3,070736 2,888665 2,920660 2,952039 2,918059 1,206370 0,668163 0,368660 0,348879 0,326668 0,417615 0,459632 0,534002 0,492240 0,447146 0,481163 0,356198 -0,152193 -119,730927 0,777676 SI
20 6,161591 3,137261 2,965211 3,085959 2,986760 2,947657 2,935352 3,135789 1,930208 2,817281 0,258586 0,489174 0,267956 0,308772 0,265560 0,211551 0,420886 0,375422 0,381159 0,274868 -0,008701 -114,642998 0,744862 SI
21 6,212432 0,293245 3,293185 3,096481 3,120563 3,037741 3,037075 2,912810 0,534554 2,907638 0,300154 0,284825 2,732685 0,491259 0,441312 0,615987 0,356027 0,323957 0,333710 0,259097 -0,003355 -115,415263 0,689747 SI
22 3,046389 3,188885 3,186826 3,007496 3,009996 3,090412 3,067101 0,303590 2,939763 0,353630 0,546265 1,057062 1,454085 0,365319 0,298122 0,372340 0,361085 0,440397 0,424349 0,392492 -0,006059 -119,094395 0,754375 SI
23 3,147555 3,103994 3,210940 3,125540 2,995513 3,067569 2,986755 0,422030 2,925987 0,258313 2,890856 0,342510 1,533700 0,280599 0,292105 0,283464 0,359430 0,249890 0,610279 0,453703 -0,003190 -117,459269 0,742010 SI
24 3,088605 3,034861 3,112081 3,079128 3,090021 2,949984 2,929546 2,905113 0,485143 1,372498 0,421162 0,479062 0,406244 0,502223 0,489684 0,378411 0,325555 0,345997 0,519377 0,364493 -0,004704 -119,720812 0,787933 SI
25 3,155315 3,293755 0,412161 3,010997 3,045526 3,021344 3,025038 3,017427 2,897402 2,943727 0,291991 2,862904 0,341265 0,303510 0,322275 1,254960 0,204374 0,312405 0,220875 0,164555 -0,000835 -115,898195 0,692784 SI
26 6,210464 3,108944 3,090199 2,974310 3,016223 2,932582 2,950842 0,401537 0,434723 0,752633 1,302024 0,496914 0,667995 0,512208 0,379894 0,525172 0,298791 0,403882 0,513003 0,462433 -0,019421 -118,565229 0,761694 SI
27 6,296906 3,093147 3,125575 3,105163 3,018480 2,972812 2,937930 2,952076 0,234257 0,421622 0,646160 0,556437 0,409926 0,341733 0,554454 0,519852 0,737617 0,335882 0,378452 0,380564 -0,002718 -116,980954 0,771496 SI
28 6,220015 3,045681 3,084943 3,045705 2,984170 2,990371 0,439191 2,929475 0,293998 0,321713 2,881748 2,643142 0,450833 0,411358 0,560101 0,295101 0,783634 0,236084 0,301289 0,308645 -0,026403 -115,772803 0,716140 SI
29 3,180487 3,112546 3,087863 3,163566 3,127920 2,932208 2,917065 2,925140 0,514120 0,436243 0,302571 0,807760 0,381873 0,492991 0,398045 0,531611 0,362709 0,540010 0,578389 0,400327 0,000501 -119,806554 0,785204 SI
30 3,165873 2,935171 3,177132 3,022239 3,061333 3,040691 2,920207 2,989161 2,959076 0,419604 0,500553 0,358160 0,616736 0,315881 0,354325 0,341781 0,378029 0,424530 0,362541 0,341427 -0,006347 -118,315549 0,781825 SI

MEDIA 0,751301
DESV. EST. 0,025028229
MEJOR 0,787933 SI
PEOR 0,689747 SI
MEDIANA 0,750559 SI
VARIANZA 0,000626412Gráfica de Convergencia 
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Figura 6.13: Resultados de 30 corridas y gráfica de convergencia para el problema
5 (representación binaria).



98 Pruebas y resultados

Problema 5
Representacion Real SBX y Parameter Based Mutation

Prueba X1 X2 X3 X4 X5 X6 X7 X8 X9 X10 X11 X12 X13 X14 X15 X16 X17 X18 X19 X20 g1(X) g2(X) f(X) Factible
1 9,417835 6,273650 3,134385 6,264076 3,129756 3,127692 0,007342 4,682103 3,120398 6,235304 6,230601 0,006706 0,006713 0,005610 0,006108 9,308197 6,201345 6,196753 3,096393 9,277536 -0,000094 -64,271497 0,240300 SI
2 6,256161 3,138469 0,221302 3,107984 3,067729 0,405324 3,067875 0,372948 1,585459 0,380775 0,469965 3,276084 0,388189 0,292191 1,289642 0,367375 2,899132 0,242646 0,392249 2,834611 -0,000626 -115,943890 0,577987 SI
3 6,279371 6,275562 6,271756 3,133978 6,264153 6,260354 6,256557 3,126398 3,124506 6,245167 3,120730 3,118845 1,557904 3,115077 3,113195 3,111315 9,326935 6,214717 9,315114 9,309156 -26661766858045,500000 -45,459209 0,214291 SI
4 0,412828 3,165422 0,556812 0,296096 3,133799 3,137474 3,132322 0,332900 0,406103 3,119416 0,350428 0,666946 0,320124 0,538820 3,105141 3,083496 0,309985 0,624968 8,918444 0,402384 -0,000907 -113,986093 0,336140 SI

&5 3,137714 3,134073 4,693694 0,012383 6,244856 0,012820 0,013859 0,015192 3,107326 6,206426 6,198690 3,096214 6,183292 9,258509 0,013513 3,080726 3,077443 3,073538 3,069558 3,065801 -0,006422 -83,304374 0,303764 SI
6 1,569579 9,410832 9,403878 6,264689 3,130195 6,255386 0,001218 6,246160 3,120700 3,118550 9,348003 6,227600 0,001254 9,326691 9,319512 0,001355 0,001164 6,199744 3,097930 3,095700 -0,000641 -54,859860 0,236462 SI
7 3,138250 3,134897 3,131494 3,128172 3,124799 9,364054 7,791094 0,010479 0,010797 6,216041 3,104872 0,010275 6,195583 6,188764 0,010068 0,010967 3,084977 6,160985 3,078314 6,146973 -0,000599 -76,958146 0,284089 SI
8 0,000280 3,134690 9,393704 0,000320 3,124383 3,120969 6,234939 3,114118 0,000256 6,214207 3,103901 3,100503 3,097104 3,093718 3,090320 6,172156 4,618987 6,157844 6,150626 3,073368 -0,001702 -74,003607 0,286949 SI
9 3,137176 6,265093 3,127978 3,123680 3,119131 0,004329 7,767373 3,105685 3,101304 0,003673 3,092379 3,087950 6,165019 3,079119 3,074650 6,136583 3,065851 0,004424 0,003732 6,096939 -0,002042 -83,437933 0,328023 SI
10 3,139394 6,274411 9,405042 6,265658 3,130652 9,385311 1,562816 3,124117 9,365512 6,239431 3,117597 6,230682 6,226305 0,000000 9,325373 0,000002 9,311739 3,102454 3,100298 3,098144 -0,001302 -48,595062 0,229966 SI
11 6,278932 3,137385 3,135188 6,266100 9,392746 9,386348 9,379923 6,249104 6,244772 9,360637 0,000915 3,116093 6,227794 0,000845 6,219254 0,000926 1,552079 6,206363 9,301361 0,000839 -0,009777 -48,542397 0,226936 SI
12 3,132651 3,123789 3,114710 6,211560 0,032324 3,088444 3,079585 3,070739 3,061881 6,098316 0,032110 3,035277 3,026213 0,028654 0,024004 0,028436 1,484193 2,981299 2,971942 2,962560 -0,000043 -99,411314 0,460647 SI
13 0,025903 3,128791 1,560472 3,117498 3,110132 3,103810 3,097447 6,180514 0,023270 6,155089 3,072480 3,066329 0,024920 6,100152 3,047529 0,022841 3,033951 0,026073 3,022453 3,016042 -0,000187 -96,064305 0,389796 SI
14 6,267116 4,683874 0,006985 3,109495 6,202363 0,006896 3,085727 3,077705 3,069761 0,007201 3,053837 3,045915 3,037907 3,029907 0,006327 3,013810 3,005666 2,997110 2,989391 2,981115 -0,000342 -93,321892 0,438673 SI
15 0,012382 0,012462 0,010988 3,128851 3,125210 6,244842 3,119365 4,672096 6,225744 3,110076 0,012095 6,207281 3,100666 3,097558 9,278762 6,180929 3,087721 6,168283 3,081881 0,010584 -0,000635 -80,112224 0,276247 SI
16 3,138011 0,003106 6,261732 6,254577 3,123728 3,120206 0,003044 1,555553 3,109602 9,316334 3,102546 6,197227 3,095508 6,182717 6,175388 6,168012 0,003113 3,077904 0,003569 3,070912 -0,001035 -77,037212 0,293418 SI
17 3,138874 3,136419 0,021259 6,262147 6,256873 6,251471 0,019574 0,017741 7,791623 6,230572 9,337374 0,020506 6,214707 0,020405 6,204157 3,099796 3,096914 9,277667 3,092793 0,020979 -0,002307 -70,488148 0,251535 SI
18 3,136986 6,259221 3,126553 3,119869 0,140260 0,153192 0,187423 6,187773 0,194466 0,148016 6,144591 9,194332 3,068605 3,059322 0,156571 3,050011 1,534037 0,191327 0,154494 0,475512 -0,000227 -100,317438 0,371695 SI
19 6,271488 1,574596 6,246755 6,234705 0,101759 6,206815 0,116165 0,129082 0,116731 3,078903 3,074257 0,109272 6,115285 0,109987 6,085086 0,129730 3,038270 3,031585 3,023246 0,115346 -0,000003 -95,090935 0,387925 SI
20 0,209516 6,234143 6,209474 3,095215 0,166965 3,067575 3,065205 0,173011 0,200263 3,030472 0,142684 2,992194 2,988888 0,184148 2,957648 2,942056 1,431827 0,120920 2,896674 0,176831 -0,000396 -107,714291 0,536843 SI
21 0,201397 9,397530 0,227634 6,226076 1,682999 0,221814 3,102403 0,209116 1,364416 3,078155 3,070043 0,225450 3,052875 6,054709 3,044091 0,204833 0,234855 3,017854 0,264099 0,184246 -0,000638 -104,935405 0,428160 SI
22 3,137988 9,403120 3,130757 6,254364 3,123609 0,002907 0,002581 3,112892 9,326603 1,551623 0,003088 6,196568 6,189221 6,181849 3,088018 3,084492 6,159556 3,077409 0,003047 3,070296 -0,004167 -73,900013 0,294608 SI
23 0,151103 0,434967 6,158759 4,438400 3,118045 6,141692 3,103019 6,165442 3,139525 0,413912 0,226250 0,202233 0,278197 3,026530 3,036501 0,238386 0,139324 0,385219 2,959479 0,218688 -0,078526 -106,024329 0,465978 SI
24 4,708202 0,019183 3,132471 6,257593 9,376902 0,027502 3,119171 6,231549 6,225302 3,110470 6,213600 6,206280 0,019850 6,194519 3,095494 9,265751 0,021271 0,018748 3,083091 0,026307 -0,005869 -73,646746 0,278473 SI
25 9,417890 9,411013 7,836089 0,000715 9,390381 6,255811 9,376611 3,123306 9,362756 3,118765 0,000796 0,000831 9,334825 3,109700 6,214479 9,313531 3,102917 3,100662 0,000918 3,096144 -0,008896 -45,431857 0,235213 SI
26 6,272346 6,261543 3,125575 0,041873 3,114306 6,217686 1,548015 3,099817 0,033877 6,173246 3,083094 3,076461 0,043822 0,032403 6,115231 0,036577 3,049955 6,078020 0,044834 3,033787 -0,008709 -89,517531 0,361610 SI
27 1,568475 0,030042 6,260663 0,025626 9,371000 3,124282 6,236062 9,341377 9,328735 0,029410 3,104081 6,198344 3,096041 0,025157 3,093332 0,027944 6,162135 0,028820 3,082296 3,073878 -0,021019 -76,792300 0,290517 SI
28 3,137826 3,134097 1,564522 0,042090 3,122969 0,041685 0,044437 3,111655 3,107929 3,104318 0,045061 0,040904 0,043351 6,177409 3,085974 6,161907 6,154188 3,074643 6,138177 6,130143 -0,001577 -92,536717 0,300299 SI
29 3,137926 6,263592 3,119058 0,212266 0,210461 6,195712 3,095603 0,191063 6,145956 3,073094 6,116516 6,095071 0,215057 1,379089 0,180217 0,174814 1,229243 0,202105 0,203483 0,224867 -0,000564 -102,334807 0,407349 SI
30 1,567463 6,259047 3,123428 3,117916 6,223037 3,105915 0,050185 3,093886 0,049754 0,049138 3,076928 0,047036 6,123333 0,055967 3,052386 0,042023 3,040560 3,034557 3,028652 6,023398 -0,000681 -95,835389 0,378913 SI

MEDIA 0,337094
DESVIACIÓN ESTÁNDAR 0,094511735
MEJOR 0,577987 SI
PEOR 0,214291 SI
MEDIANA 0,302032 SI
VARIANZA 0,008932468Gráfica de Convergencia  
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Figura 6.14: Resultados de 30 corridas y gráfica de convergencia para el problema
5 (representación real).
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Problema 6
Representacion Binaria con Código Gray Cruza de 2 puntos y Mutación Uniforme

Prueba X1 X2 X3 X4 X5 g1(X) g2(X) g3(X) g4(X) g5(X) g6(X) f(X) Factible
1 78,124795 33,644262 30,361258 44,983370 35,838227 -0,008844 -91,991156 -11,004197 -8,995803 -4,999526 -0,000474 -30599,904403 SI
2 78,098401 33,089732 30,152296 44,987064 36,475021 -0,028423 -91,971577 -11,155625 -8,844375 -4,983658 -0,016342 -30627,868350 SI
3 78,008375 33,007929 30,024029 44,937721 36,752075 -0,006365 -91,993635 -11,156561 -8,843439 -4,996342 -0,003658 -30657,263866 SI
4 78,022533 33,146509 30,082706 44,995358 36,559001 -0,002527 -91,997473 -11,124397 -8,875603 -4,998895 -0,001105 -30649,993451 SI
5 78,057145 33,079527 30,263147 44,950593 36,117287 -0,085810 -91,914190 -11,234541 -8,765459 -4,998848 -0,001152 -30618,117696 SI
6 78,004739 33,107989 30,058059 44,995982 36,618495 -0,001762 -91,998238 -11,134394 -8,865606 -4,999888 -0,000112 -30655,264164 SI
7 78,007600 33,617852 30,375291 44,992413 35,828796 -0,019365 -91,980635 -11,029332 -8,970668 -4,999870 -0,000130 -30603,832841 SI
8 78,031549 33,387547 30,357711 44,927624 35,901928 -0,058396 -91,941604 -11,124515 -8,875485 -4,998463 -0,001537 -30603,174319 SI
9 78,003682 33,168780 30,222216 44,776977 36,300622 -0,051851 -91,948149 -11,158027 -8,841973 -4,999305 -0,000695 -30623,038935 SI

10 78,003942 33,019521 30,020488 44,990450 36,732249 -0,003615 -91,996385 -11,156384 -8,843616 -4,997549 -0,002451 -30659,996878 SI
11 78,006269 33,120273 30,165949 44,962483 36,362837 -0,040647 -91,959353 -11,174378 -8,825622 -4,999622 -0,000378 -30637,013489 SI
12 78,284321 33,065294 30,080940 44,970717 36,510467 -0,019003 -91,980997 -11,150301 -8,849699 -4,997923 -0,002077 -30635,976734 SI
13 78,011896 33,196927 30,114817 44,982393 36,482513 -0,004926 -91,995074 -11,114418 -8,885582 -4,999453 -0,000547 -30645,344887 SI
14 78,016902 33,177328 30,121554 44,951061 36,474609 -0,011889 -91,988111 -11,124585 -8,875415 -4,999790 -0,000210 -30643,346375 SI
15 78,003128 33,220227 30,133188 44,991483 36,447100 -0,005709 -91,994291 -11,109759 -8,890241 -4,997753 -0,002247 -30642,317482 SI
16 78,000336 33,012260 30,006465 44,573954 36,924524 -0,001073 -91,998927 -11,116908 -8,883092 -4,999403 -0,000597 -30652,218717 SI
17 78,095828 33,094347 30,205771 44,998731 36,262621 -0,057088 -91,942912 -11,196690 -8,803310 -4,994249 -0,005751 -30624,611290 SI
18 78,000441 33,169832 30,133028 44,977770 36,438042 -0,017992 -91,982008 -11,137064 -8,862936 -4,999983 -0,000017 -30643,141452 SI
19 78,008553 33,011516 30,036680 44,984753 36,675544 -0,013634 -91,986366 -11,171125 -8,828875 -4,999939 -0,000061 -30658,169891 SI
20 78,015103 33,216707 30,156220 44,917893 36,400982 -0,017191 -91,982809 -11,118202 -8,881798 -4,999895 -0,000105 -30637,072868 SI
21 78,003204 33,174439 30,112767 44,439564 36,735426 -0,005276 -91,994724 -11,066821 -8,933179 -4,995891 -0,004109 -30630,108965 SI
22 78,020849 33,002731 30,041165 44,981146 36,666111 -0,016803 -91,983197 -11,175892 -8,824108 -4,999418 -0,000582 -30656,505770 SI

& 23 78,006269 33,120273 30,165949 44,962483 36,362837 -0,040647 -91,959353 -11,174378 -8,825622 -4,999622 -0,000378 -30637,013489 SI
24 78,029428 33,200190 30,122328 44,856547 36,506868 -0,007529 -91,992471 -11,104310 -8,895690 -4,999906 -0,000094 -30640,144002 SI
25 78,009321 33,813571 30,555177 44,999805 35,404570 -0,046272 -91,953728 -11,011806 -8,988194 -4,996967 -0,003033 -30572,648043 SI
26 78,006916 33,373418 30,306168 44,951423 36,046817 -0,038920 -91,961080 -11,106233 -8,893767 -4,995542 -0,004458 -30612,139657 SI
27 78,141343 33,653322 30,621823 44,975242 35,258800 -0,099265 -91,900735 -11,102498 -8,897502 -4,990979 -0,009021 -30551,492556 SI
28 78,000441 33,169832 30,133028 44,977770 36,438042 -0,017992 -91,982008 -11,137064 -8,862936 -4,999983 -0,000017 -30643,141452 SI
29 78,094279 33,270071 30,140996 44,774755 36,479728 -0,000035 -91,999965 -11,067305 -8,932695 -4,999375 -0,000625 -30631,490851 SI
30 78,046953 33,217467 30,205744 44,971703 36,265201 -0,034083 -91,965917 -11,140303 -8,859697 -4,997303 -0,002697 -30627,755705 SI

MEDIA -30630,670286
DESV. EST. 25,02923148
MEJOR -30659,996878 SI
PEOR -30551,492556 SI
MEDIANA -30637,013489 SI
VARIANZA 626,4624285
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Figura 6.15: Resultados de 30 corridas y gráfica de convergencia para el problema
6 (representación binaria).



100 Pruebas y resultados

Problema 6
Representacion Real SBX y Parameter Based Mutation

Prueba X1 X2 X3 X4 X5 g1(X) g2(X) g3(X) g4(X) g5(X) g6(X) f(X) Factible
1 78,000000 37,275514 33,243778 35,908880 33,055486 -0,329238 -91,670762 -9,580065 -10,419935 -4,999681 -0,000319 -29807,361144 SI
2 78,690951 35,372465 31,224256 45,000000 33,605996 -0,003367 -91,996633 -10,545245 -9,454755 -4,999998 -0,000002 -30423,868138 SI
3 78,000000 34,188566 30,724783 36,844001 38,285568 -0,017822 -91,982178 -10,105325 -9,894675 -4,999899 -0,000101 -30329,790765 SI
4 78,000000 33,166170 30,143942 40,662163 38,166289 -0,019411 -91,980589 -10,728696 -9,271304 -4,999413 -0,000587 -30526,993143 SI
5 78,000000 37,910901 33,434714 39,541009 31,188586 -0,311095 -91,688905 -9,758802 -10,241198 -4,999995 -0,000005 -29860,840033 SI
6 77,999999 33,000000 30,001641 40,967347 38,396399 -0,000636 -91,999364 -10,777266 -9,222734 -4,999983 -0,000017 -30557,850481 SI
7 78,000000 34,210762 30,863748 30,389388 40,572035 -0,050862 -91,949138 -9,517555 -10,482445 -4,999849 -0,000151 -30134,894306 SI
8 78,000000 35,832549 31,707332 28,941102 39,200170 -0,006532 -91,993468 -8,904805 -11,095195 -4,999609 -0,000391 -29941,508942 SI
9 85,671020 36,121207 31,437912 45,000000 31,248455 -0,000182 -91,999818 -10,012165 -9,987835 -4,999997 -0,000003 -30064,584180 SI

10 91,016787 34,432625 31,069984 45,000000 30,679653 -0,196588 -91,803412 -10,460275 -9,539725 -4,999922 -0,000078 -29892,110195 SI
11 78,000000 33,142686 30,106242 36,816445 39,825882 -0,006621 -91,993379 -10,353263 -9,646737 -4,998800 -0,001200 -30430,984707 SI
12 74,382480 39,292160 33,332423 44,999968 30,148962 -0,050260 -91,949740 -9,860844 -10,139156 -4,999710 -0,000290 -30191,252326 SI
13 78,000000 34,581554 33,319995 35,256495 33,161808 -0,859887 -91,140113 -10,807297 -9,192703 -4,999977 -0,000023 -29773,248929 SI
14 78,000000 38,717264 33,032556 38,163761 32,580335 -0,002717 -91,997283 -9,065056 -10,934944 -4,999318 -0,000682 -29913,338154 SI
15 78,000000 36,260885 33,444979 36,248251 32,512090 -0,589979 -91,410021 -10,167577 -9,832423 -4,998728 -0,001272 -29770,891039 SI
16 78,000000 41,619273 34,144781 44,999997 27,559807 -0,021149 -91,978851 -9,039908 -10,960092 -4,999709 -0,000291 -29840,275622 SI
17 78,000000 33,000000 30,011007 35,615621 40,544635 -0,001928 -91,998072 -10,270461 -9,729539 -4,999989 -0,000011 -30414,808788 SI
18 84,779236 34,428254 32,576246 45,000000 28,957911 -0,688373 -91,311627 -11,319327 -8,680673 -4,999942 -0,000058 -29892,988487 SI
19 78,000000 35,400382 32,452633 34,941026 35,114752 -0,404153 -91,595847 -10,053716 -9,946284 -4,999984 -0,000016 -29951,607053 SI
20 78,000000 37,548570 32,464239 40,171376 32,966925 -0,025463 -91,974537 -9,587341 -10,412659 -4,999997 -0,000003 -30087,573669 SI
21 78,000000 34,277714 30,987978 42,037137 35,553597 -0,112740 -91,887260 -10,692578 -9,307422 -4,999237 -0,000763 -30420,845994 SI
22 78,000000 36,268464 32,477930 36,781260 34,313304 -0,250780 -91,749220 -9,837215 -10,162785 -4,999985 -0,000015 -29995,047949 SI
23 78,000000 34,509362 31,907225 42,615213 33,198572 -0,406128 -91,593872 -11,033199 -8,966801 -4,999993 -0,000007 -30264,584471 SI
24 78,000000 34,370668 30,745262 41,572734 36,316681 -0,000216 -91,999784 -10,492926 -9,507074 -4,999965 -0,000035 -30451,385432 SI
25 78,000000 35,783713 32,916790 42,237783 31,166569 -0,523852 -91,476148 -10,809542 -9,190458 -4,999722 -0,000278 -30046,398319 SI

& 26 84,729889 36,359700 31,582248 45,000000 31,168928 -0,005177 -91,994823 -10,001096 -9,998904 -4,999981 -0,000019 -30081,154469 SI
27 78,000000 39,411946 34,390769 35,103291 31,098130 -0,340834 -91,659166 -8,958189 -11,041811 -4,999957 -0,000043 -29519,306976 SI
28 78,000000 34,084416 30,978622 35,729750 38,139045 -0,134735 -91,865265 -10,159549 -9,840451 -4,998729 -0,001271 -30255,423207 SI
29 78,000000 37,484467 32,440049 36,951013 34,326611 -0,000497 -91,999503 -9,257333 -10,742667 -4,999924 -0,000076 -30007,356294 SI
30 85,120566 34,601319 30,722308 44,909018 33,117894 -0,000143 -91,999857 -10,433692 -9,566308 -5,000000 0,000000 -30204,834201 SI

MEDIA -30101,770247
DESV. EST. 263,3513097
MEJOR -30557,850481 SI
PEOR -29519,306976 SI
MEDIANA -30072,869325 SI
VARIANZA 69353,91231
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Figura 6.16: Resultados de 30 corridas y gráfica de convergencia para el problema
6 (representación real).
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6.4.7. Problema 7

La solución óptima se encuentra en: [119]: f(x) = 24,3062091, con x =
(2,171996, 2,363683, 8,773926, 5,095984, 0,9906548, 1,430574, 1,321644, 9,828726,
8,280092, 8,375927), con g1, g2, g3, g4, g5, y g6 activas.

Representación binaria

El mejor valor encontrado por el algoritmo es: f(x) = 25,473916, con x =
(2,088123, 2,402701, 8,719868, 4,964167, 0,921841, 1,303988, 1,282828, 9,830786,
8,049844, 8,203815), y con g1 = −0,005412, g2 = −0,486879, g3 = −0,057991,
g4 = −1,226610, g5 = −1,507760, g6 = −0,267830, g7 = −6,176742 y g8 =
−49,245055.

Representación real

El mejor valor encontrado por el algoritmo es: f(x) = 24,381843, con x =
(2,136325, 2,453076, 8,785347, 5,100696, 1,009871, 1,438481, 1,251897, 9,771741,
8,206078, 8,422531), y con g1 = 0,000655, g2 = −0,000127, g3 = 0,000874,
g4 = −0,087974, g5 = 0,000805, g6 = 0,000611, g7 = −6,401676 y g8 =
−50,138621.

6.4.8. Problema 8

La solución óptima se encuentra en: [119]: f(x) = 7049,3307, con x =
(579,3167, 1359,943, 5110,071, 182,0174, 295,5985, 217,9799, 286,4162, 395,5979),
con g1, g2 y g3 activas.

Representación binaria

El mejor valor encontrado por el algoritmo es: f(x) = 7057,377407, con x =
(703,958047, 1130,767301, 5222,652058, 204,860812, 306,637296, 227,775050,
328,142785, 415,516117), y con g1 = 0,081590, g2 = 0,074798, g3 = 0,088788,
g4 = −2564,431170, g5 = −12182,618004 y g6 = −85229,439285.

Representación real

Para la representación real no se muestran los resultados, ya que en ninguna
de las 30 corridas de prueba se encontraron individuos factibles.
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Problema 7
Representacion Binaria con Código Gray Cruza de 2 puntos y Mutación Uniforme

Prueba X1 X2 X3 X4 X5 X6 X7 X8 X9 X10 g1(X) g2(X) g3(X) g4(X) g5(X) g6(X) g7(X) g8(X) f(X) Factible
1 2,086057 2,865977 8,501583 5,487254 1,098755 1,584183 1,275236 9,564833 7,771776 8,101907 -0,068095 -4,616584 -0,301439 -13,762892 -0,030597 -0,228243 -7,903019 -45,150628 29,669028 SI
2 2,028188 2,694636 8,762596 4,996212 1,242886 1,961382 1,178736 9,659755 7,980033 8,759462 -0,012482 -1,994216 -0,454992 -1,031947 -0,235673 -0,219759 -6,087864 -51,228196 27,575353 SI
3 2,028451 2,636565 8,601797 5,003462 0,702739 1,002097 1,091245 9,662064 7,613651 7,658302 -0,018528 -0,035039 -0,202828 -6,511660 -1,571982 -1,945477 -7,972965 -42,082887 28,370580 SI
4 2,101364 2,754120 8,459292 5,081862 1,247014 2,047454 1,142005 9,565452 7,984390 8,352862 -0,160894 -1,302504 -0,086444 -12,181140 -0,003996 -0,848221 -6,880934 -48,246481 27,853149 SI
5 2,169427 2,295623 8,586232 4,694216 0,728421 0,887836 1,360897 9,879279 8,172989 8,113054 -0,013355 -0,047409 -0,125334 -3,342049 -0,802782 -0,208297 -6,488454 -49,166818 26,379666 SI
6 2,074557 2,176098 8,709270 5,018414 1,057466 1,697976 1,378314 9,992803 8,169796 8,404599 -0,020999 -0,108947 -0,204482 -0,694206 -3,768962 -0,046405 -4,134601 -51,653312 26,379451 SI
7 2,151236 2,340074 8,720295 5,090834 0,855183 1,144512 1,397734 9,866811 8,329332 8,834922 -0,086588 -1,236085 -0,552927 -1,738127 -0,921984 -0,103500 -6,335772 -52,956204 26,598306 SI
8 2,088123 2,402701 8,719868 4,964167 0,921841 1,303988 1,282828 9,830786 8,049844 8,203815 -0,005412 -0,486879 -0,057991 -1,226610 -1,507760 -0,267830 -6,176742 -49,245055 25,473916 SI
9 2,257423 2,141675 8,679385 5,212983 0,889864 1,385948 1,561914 9,976557 8,472793 8,344929 -0,158659 -1,158585 -0,101928 -2,681761 -0,633672 -0,390819 -5,615032 -49,654323 26,326207 SI

10 2,135749 2,311350 8,335128 4,720933 0,946418 1,355480 1,361659 9,884152 8,357829 8,700430 -0,027864 -0,513215 -0,075002 -12,145583 -2,691129 -0,000660 -5,770564 -51,905653 26,782692 SI
11 2,107398 2,761131 8,303146 5,235601 0,763923 0,895576 1,221060 9,460072 7,872847 8,016270 -1,287285 -2,852952 -0,005231 -18,501893 -0,872031 -0,716366 -8,713871 -45,675284 31,462253 SI
12 2,241159 2,354565 8,341199 4,999984 1,050486 1,584038 1,372574 9,817351 8,328500 8,301680 -0,024100 -0,123987 -0,181007 -14,007862 -0,568256 -0,077110 -6,276443 -49,412903 25,521489 SI
13 2,096198 2,465431 8,744072 4,986968 1,196730 1,897741 1,283958 9,791495 7,909132 7,872492 -0,016467 -1,005763 -0,038047 -0,820363 -0,750323 -0,140996 -5,464014 -46,504364 26,259279 SI
14 2,166301 2,642784 8,297644 4,946202 0,960655 1,386603 1,252763 9,652690 8,145039 8,357540 -0,004949 -1,470853 -0,034728 -16,328258 -0,006655 -0,801381 -7,917942 -48,892544 26,435371 SI
15 2,335686 2,024074 8,639186 5,246879 0,599996 0,872721 1,587452 9,890899 8,259785 7,344904 -1,281151 -0,040620 -0,028221 -3,309301 -0,058721 -0,834996 -5,941940 -45,467081 29,469557 SI
16 1,915136 2,770268 8,700210 4,931741 0,789022 0,940535 1,018695 9,602309 7,788785 8,592435 -0,123414 -1,123977 -0,021499 -2,902149 -2,071464 -0,353408 -7,535603 -48,735505 28,293223 SI
17 2,141183 2,362166 8,748054 5,110388 0,971868 1,411413 1,329469 9,843315 7,964844 7,755660 -0,023009 -0,399848 -0,092231 -1,028693 -0,848330 -0,130988 -6,049958 -46,525345 25,576679 SI
18 2,024200 2,619570 8,657936 5,062686 1,016894 1,467737 1,096448 9,676934 7,770076 8,042698 -0,002287 -0,000308 -0,189479 -4,938433 -1,617252 -0,309852 -6,699252 -46,019682 26,494123 SI

& 19 2,352000 2,121154 8,240078 5,003757 0,932284 1,526687 1,568981 9,958990 8,392219 7,698389 -0,062261 -0,203938 -0,009369 -15,767336 -0,360817 -0,524794 -5,909150 -46,371763 26,633399 SI
20 2,073194 2,610063 8,844462 5,318102 1,047284 1,710825 1,261028 9,715514 7,956905 8,214899 -0,000367 -2,155025 -0,010696 -0,153420 -0,174075 -1,382826 -6,993050 -48,041205 26,624419 SI
21 1,987575 2,652472 8,631898 4,990156 1,280454 2,053345 1,077969 9,666967 7,890043 8,557813 -0,018545 -0,335562 -0,261070 -5,428197 -2,081375 -0,135798 -5,428371 -49,807497 27,619995 SI
22 2,269660 2,152318 8,701784 5,183691 1,064215 1,751138 1,552193 9,979627 8,243021 7,691864 0,000296 -0,949970 -0,021268 -1,751342 -0,092418 -0,180122 -5,107223 -47,029408 26,139813 SI
23 2,159847 2,073721 8,782920 5,482030 0,807826 1,726456 1,487409 9,979138 8,451485 8,575155 -0,641993 -0,318976 -0,024222 -0,586214 -3,304944 -3,331209 -5,293917 -51,617237 28,932542 SI
24 2,184824 2,278037 8,691832 4,949787 0,935322 1,633683 1,441406 9,897963 8,237865 8,348049 -0,113068 -1,084031 -0,429291 -1,365206 -0,562030 -1,733739 -6,170753 -50,643633 26,608405 SI
25 2,124237 2,692804 8,507770 5,255516 1,027072 1,429570 1,188301 9,620766 8,001398 8,209151 -0,017044 -1,259640 -0,019599 -11,600540 -0,117790 -0,166376 -7,585114 -47,679922 26,236128 SI
26 1,960800 2,267449 8,956693 6,094277 0,832202 1,197549 1,384710 9,983965 7,631678 7,612916 -0,118004 -2,103742 -0,218943 -0,064114 -6,083243 -0,438701 -4,880436 -43,940180 33,764320 SI
27 2,229332 2,541662 8,005699 5,026931 0,964228 1,416366 1,299794 9,653075 7,808365 7,361305 -0,396075 -0,830328 -0,432116 -26,007995 -0,848144 -0,774699 -7,723349 -42,526472 29,574015 SI
28 2,155344 2,816540 8,078659 5,071393 1,239439 1,877122 1,262471 9,562922 8,281274 9,027428 -0,017047 -3,315053 -0,258157 -24,763260 -0,062113 -0,072829 -7,387335 -51,809409 29,203803 SI
29 1,933490 2,907375 8,695268 5,344556 0,965824 1,291764 1,060118 9,540890 7,925107 9,018766 -0,041508 -2,864333 -0,065167 -6,148936 -1,473730 -0,086757 -7,704381 -51,420276 28,919101 SI
30 2,086747 2,366372 8,371363 4,778260 0,801375 1,259765 1,275637 9,846168 8,274996 8,851072 -0,032554 -0,056998 -0,288395 -11,659862 -3,229613 -1,592413 -6,512401 -53,112038 27,467176 SI

MEDIA 27,621448
DESV. EST. 1,877870237
MEJOR 25,473916 SI
PEOR 33,764320 SI
MEDIANA 26,708046 SI
VARIANZA 3,526396627
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Figura 6.17: Resultados de 30 corridas y gráfica de convergencia para el problema
7 (representación binaria).
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Problema 7
Representacion Real SBX y Parameter Based Mutation

Prueba X1 X2 X3 X4 X5 X6 X7 X8 X9 X10 g1(X) g2(X) g3(X) g4(X) g5(X) g6(X) g7(X) g8(X) f(X) Factible
1 2,118842 2,565427 8,665749 5,039088 0,941451 1,239497 1,179561 9,692962 7,980950 8,042471 0,000477 -0,001610 -0,000075 -4,285406 -0,001081 0,000767 -7,170499 -47,256910 25,089834 SI
2 2,090719 2,772495 8,476994 5,086778 0,991999 1,310549 1,053138 9,548227 7,965368 8,323312 -0,000025 -0,079662 -0,000541 -11,656871 -0,002579 -0,003720 -7,885021 -47,885978 26,128601 SI
3 2,436742 2,040965 8,062096 5,135436 0,933634 1,512588 1,650592 10,000000 8,582742 7,750983 0,000015 -0,020358 -0,000262 -21,702060 -0,002363 -0,010186 -5,747008 -45,246262 27,134418 SI
4 2,136325 2,453076 8,785347 5,100696 1,009871 1,438481 1,251897 9,771741 8,206078 8,422531 0,000655 -0,000127 0,000874 -0,087974 0,000805 0,000611 -6,401676 -50,138621 24,381843 SI
5 2,184375 2,574314 8,395829 5,096144 1,292524 2,048937 1,211699 9,669638 8,113105 8,119578 0,000714 -0,010377 -0,000002 -13,866294 -0,000310 -0,013653 -6,061173 -47,790774 26,082248 SI
6 2,072973 2,831775 8,459479 5,094444 0,986328 1,291479 1,005679 9,507435 8,066599 8,705944 0,000651 -0,006135 0,000874 -12,406358 0,000437 0,000250 -8,078626 -50,116650 26,527524 SI
7 2,138097 2,445800 8,767951 5,043828 0,968025 1,344446 1,257006 9,776698 8,101097 8,145751 0,000655 -0,001126 0,000807 -0,267106 -0,002415 -0,004104 -6,521197 -48,637103 24,508429 SI
8 2,168312 2,410409 8,704168 5,051723 1,118587 1,707632 1,293527 9,795072 8,199456 8,235449 0,000362 0,000026 0,000704 -2,361522 0,000234 -0,000170 -5,896033 -49,213234 24,585612 SI
9 1,990493 2,805703 8,802582 5,054792 0,998398 1,344654 0,974919 9,548334 7,777529 8,287258 0,000739 -0,017642 0,000589 -0,261352 0,000818 0,000556 -7,444481 -46,554147 26,389872 SI

10 2,457155 1,968040 8,102033 5,175325 0,751120 1,151765 1,697117 10,000000 8,468407 7,325371 -0,422532 -0,023769 -0,029861 -20,054660 0,000259 -0,026814 -5,839932 -44,207955 28,884972 SI
11 2,099382 2,541665 8,787092 5,068717 0,958828 1,290855 1,182266 9,715758 8,056743 8,285726 0,000880 -0,006508 0,000537 -0,185126 0,000792 0,000820 -6,870672 -49,009599 24,710303 SI
12 2,178719 2,450707 8,615541 5,089946 0,974729 1,353306 1,277081 9,762566 8,123476 8,044174 0,000258 -0,003710 0,000692 -5,871823 0,000898 0,000655 -6,758741 -47,958179 24,685641 SI
13 2,479496 1,895810 8,119782 5,199330 0,994024 1,782074 1,744616 10,000000 8,596909 7,471171 -0,836812 -0,029988 -0,002143 -18,966892 0,000801 -0,007798 -4,724608 -44,086214 29,715859 SI
14 1,995100 2,791539 8,805751 5,053029 0,935177 1,198042 0,984663 9,557380 7,768410 8,231845 0,000527 -0,005823 0,000637 -0,114792 0,000625 -0,001084 -7,624210 -46,215375 26,419201 SI
15 2,050420 2,654252 8,801446 5,059462 1,008035 1,381630 1,091773 9,644583 7,892930 8,184572 -0,001128 -0,000784 0,000649 0,000449 -0,015698 -0,001643 -7,012402 -47,380179 25,330198 SI
16 2,228562 2,487042 8,352198 5,131125 0,983944 1,355334 1,284550 9,722767 8,176209 8,013402 0,000709 -0,002526 -0,000170 -15,190231 -0,000638 -0,000937 -7,218065 -47,484650 25,151913 SI
17 2,034502 2,926977 8,453836 5,066619 1,272441 1,960322 0,930963 9,446702 7,739786 8,138271 0,000322 -0,003769 0,000325 -12,506749 -0,000115 0,000131 -7,006666 -44,697004 28,319347 SI
18 2,041110 2,677931 8,805528 5,070667 0,986757 1,328526 1,073879 9,629802 7,898918 8,260337 0,000677 -0,008697 0,000898 -0,000045 -0,016249 -0,003149 -7,157540 -47,755491 25,422426 SI
19 2,093154 2,651279 8,649059 5,070721 0,986789 1,325814 1,117657 9,635857 8,047817 8,399494 -0,001248 -0,007142 -0,002583 -5,370133 -0,007221 -0,009290 -7,321046 -49,140814 25,198479 SI
20 2,168312 2,410409 8,704168 5,051723 1,118587 1,707632 1,293527 9,795072 8,199456 8,235449 0,000362 0,000026 0,000704 -2,361522 0,000234 -0,000170 -5,896033 -49,213234 24,585612 SI
21 2,178892 2,360806 8,743843 5,076127 1,070242 1,617123 1,327093 9,829108 8,202718 8,151611 0,000287 0,000102 0,000848 -0,893015 0,000713 0,000698 -5,864305 -48,939981 24,463747 SI
22 2,492095 2,024789 7,827579 5,297390 0,930154 1,525863 1,697145 10,000000 8,681025 7,759172 0,000890 -0,128821 -0,000406 -30,009119 -0,003727 -0,013180 -5,958876 -44,076221 28,438060 SI
23 2,578901 1,993061 7,192206 5,309460 0,866312 1,416588 1,760555 10,000000 8,661536 7,330969 -0,000755 -0,084916 0,000661 -48,649477 0,000568 -0,000144 -6,415332 -41,843556 32,126096 SI
24 2,053882 2,784007 8,593023 5,047338 1,293823 2,020862 1,021434 9,547592 7,935286 8,407772 -0,000410 -0,002420 -0,002154 -7,455961 -0,006701 0,000066 -6,363492 -48,261755 26,863558 SI
25 2,024043 2,724236 8,786549 5,030784 0,977079 1,299578 1,038342 9,599521 7,864896 8,290796 -0,001984 -0,006221 -0,000987 -0,502681 -0,019062 -0,000522 -7,324355 -47,543244 25,759414 SI
26 2,147948 2,510301 8,638050 5,060537 1,173717 1,797087 1,226837 9,726390 8,094637 8,155178 0,000295 -0,006369 -0,000159 -5,167045 -0,010948 0,000021 -6,102589 -48,360815 25,022249 SI
27 2,184375 2,574314 8,395829 5,096144 1,292524 2,048937 1,211699 9,669638 8,113105 8,119578 0,000714 -0,010377 -0,000002 -13,866294 -0,000310 -0,013653 -6,061173 -47,790774 26,082248 SI
28 1,913231 3,025219 8,757866 5,055741 1,361152 2,207191 0,808570 9,405242 7,563970 8,281822 0,000482 -0,004645 0,000795 -1,964639 -0,001641 -0,000307 -6,224214 -43,279670 30,150638 SI
29 2,049356 2,661039 8,793776 5,045966 0,977508 1,308696 1,087351 9,640022 7,834009 8,048280 0,000757 0,000322 0,000716 -0,193867 0,000853 -0,000086 -7,151408 -46,189157 25,551668 SI

& 30 2,268594 2,398155 8,287949 5,076043 1,209874 1,920515 1,356260 9,778265 8,297928 8,068271 0,000759 0,000823 0,000652 -16,486793 0,000463 -0,002156 -5,972806 -47,829620 25,641759 SI

MEDIA 26,311726
DESV. EST. 1,9197272
MEJOR 24,381843 SI
PEOR 32,126096 SI
MEDIANA 25,700587 SI
VARIANZA 3,685352521
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Figura 6.18: Resultados de 30 corridas y gráfica de convergencia para el problema
7 (representación real).
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Problema 8
Representacion Binaria con Código Gray Cruza de 2 puntos y Mutación Uniforme

Prueba X1 X2 X3 X4 X5 X6 X7 X8 g1(X) g2(X) g3(X) g4(X) g5(X) g6(X) f(X) Factible
1 - - - - - - - - - - - - - - NO
2 - - - - - - - - - - - - - - NO
3 - - - - - - - - - - - - - - NO
4 - - - - - - - - - - - - - - NO
5 100,129125 1848,010692 5446,429451 24,927159 267,599893 167,056937 189,165147 376,117739 -0,520040 0,079595 0,085178 -69275,073199 -172,640317 -10034,521110 7394,569268 SI
6 1187,404737 2558,356195 5792,151491 149,007160 257,403477 278,714574 289,704157 362,134898 0,069304 -0,004749 0,047314 -171367,352816 -224457,636903 -128,948508 9537,912423 SI
7 241,910046 1192,457730 7267,165645 152,059479 199,343794 280,766027 216,279319 303,433401 0,082064 -0,341091 0,040896 -346,341799 -17474,050751 -4795,897918 8701,533420 SI
8 - - - - - - - - - - - - - - NO
9 172,557922 8013,909189 2831,418582 86,712194 379,755290 186,227818 136,998312 486,355893 -0,317650 0,075104 0,066006 -25952,535039 -36684,512089 -1219,152091 11017,885694 SI

10 - - - - - - - - - - - - - - NO
11 - - - - - - - - - - - - - - NO
12 - - - - - - - - - - - - - - NO
13 450,573033 3179,969297 3571,233111 140,116102 351,570490 197,178449 223,891425 459,621738 -0,156764 0,088365 0,080512 -10356,017150 -2084,970672 -14802,420673 7201,775440 SI
14 2310,498930 5794,633105 2526,492115 257,821617 393,605886 158,683969 292,899560 502,384098 0,041264 0,071710 0,087782 -4071,442543 -33533,470737 -8842,009083 10631,624150 SI
15 - - - - - - - - - - - - - - NO
16 174,056601 4960,107256 3402,311359 133,409910 360,354608 274,162893 208,618138 466,000428 0,018932 0,088907 0,056458 -2472,718118 -89360,008232 -10326,491689 8536,475216 SI
17 165,780685 6171,130768 2863,111134 99,545082 377,998542 199,184527 157,441277 484,591205 -0,253176 0,089737 0,065927 -16822,058195 -9218,165165 -182,996752 9200,022587 SI

& 18 114,379181 1093,370803 7925,015397 80,286525 158,525535 173,683931 186,194475 267,406291 -0,365074 -0,338916 0,088808 -24855,868038 -17997,898014 -9195,506376 9132,765381 SI
19 - - - - - - - - - - - - - - NO
20 - - - - - - - - - - - - - - NO
21 - - - - - - - - - - - - - - NO
22 703,958047 1130,767301 5222,652058 204,860812 306,637296 227,775050 328,142785 415,516117 0,081590 0,074798 0,088788 -2564,431170 -12182,618004 -85229,439285 7057,377407 SI
23 - - - - - - - - - - - - - - NO
24 113,776455 3641,108093 5434,266822 71,586258 289,475343 137,809358 148,675526 391,925563 -0,476511 -0,083588 0,024502 -27979,990920 -8329,002421 -30430,190536 9189,151371 SI
25 - - - - - - - - - - - - - - NO
26 - - - - - - - - - - - - - - NO
27 100,171257 1002,842591 6618,562789 101,784975 211,803081 330,627176 323,885010 320,744656 0,081030 0,084758 0,089416 -21614,817291 -85208,741525 -544,356586 7721,576638 SI
28 2131,076441 1039,057958 4169,294454 259,406140 336,026485 173,309082 355,899287 443,658802 0,081788 0,081299 0,076323 -23389,018771 -4486,540381 -38817,035433 7339,428853 SI
29 2525,885111 8209,047175 2929,407258 110,497593 385,177033 233,643849 157,692345 490,956811 -0,139646 0,080929 0,057798 -328821,104419 -44074,649264 -22814,630834 13664,339544 SI
30 481,753185 4908,763225 4058,813166 152,859109 369,904984 216,306931 208,969419 470,299506 -0,077085 0,065038 0,003945 -11982,101396 -4124,885988 -82245,065415 9449,329575 SI

MEDIA 9051,717798
DESV. EST. 1758,962062
MEJOR 7057,377407 SI
PEOR 13664,339544 SI
MEDIANA 9132,765381 SI
VARIANZA 3093947,537
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Figura 6.19: Resultados de 30 corridas y gráfica de convergencia para el problema
8 (representación binaria).
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6.4.9. Problema 9

La solución óptima se encuentra en: [119]: f(x) = 1, con x = (5, 5, 5).

Representación binaria

El mejor valor encontrado por el algoritmo es: f(x) = 1,000000, con x =
(5,000000, 5,000000, 5,000000).

Representación real

El mejor valor encontrado por el algoritmo es: f(x) = 1,000000, con x =
(5,000000, 5,000000, 5,000000).

6.5. Discusión de resultados

Con base en los resultados obtenidos en los nueve problemas descritos ante-
riormente y en la complejidad de cada uno de ellos se observa que la técnica ha
mejorado los resultados en 4 de las nueve funciones propuestas (1,2,3,4) e iguala
el valor de óptimo en una más (9). En los problemas 6, 7 y 8 encontró valores
cercanos al óptimo. En el problema 5, la técnica obtuvo resultados consistentes
con una varianza mı́nima.

Con respecto a la representación, la técnica no parece hacer diferencia en entre
ambas (binaria y real) con respecto a los resultados que obtienen para los proble-
mas propuestos. Sin embargo, la manera en la que convergen es distinta. Puede
notarse en las gráficas de convergencia de cada problema, donde la representación
real tiende a converger de manera más uniforme que su contraparte binaria, la cual
mantiene una diversidad mayor en el valor promedio de aptitud de los individuos
de la población. Este comportamiento es similar en las nueve funciones de prueba.

Otro punto destacable es el porcentaje de individuos factibles por generación.
De manera regular, para cada problema, se presentó alrededor de un 45 % de solu-
ciones factibles en cada generación. Esto denota que la técnica pudo mantenerse
tanto dentro como fuera de la zona factible y evitar converger hacia una única
región de la misma, dentro del espacio de búsqueda del problema. Por ejemplo,
para las funciones 3, 7 y 8, con una alta dificultad para generar soluciones que
cumplieran con todas las restricciones y para los problemas 2,4, 5 y 6 con menor
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Problema 9
Representacion Binaria con Código Gray Cruza de 2 puntos y Mutación Uniforme

Prueba X1 X2 X3 g(X) f(X) Factible
&1 5.000000 5.000000 5.000000 0.000000 1.000000 SI
2 5.000000 5.000000 5.000000 0.000000 1.000000 SI
3 5.000000 5.000000 5.000000 0.000000 1.000000 SI
4 5.000000 5.000000 5.000000 0.000000 1.000000 SI
5 5.000000 5.000000 5.000000 0.000000 1.000000 SI
6 5.000000 5.000000 5.000000 0.000000 1.000000 SI
7 5.000000 5.000000 5.000000 0.000000 1.000000 SI
8 5.000000 5.000000 5.000000 0.000000 1.000000 SI
9 5.000000 5.000000 5.000000 0.000000 1.000000 SI
10 5.000000 5.000000 5.000000 0.000000 1.000000 SI
11 5.000000 5.000000 5.000000 0.000000 1.000000 SI
12 5.000000 5.000000 5.000000 0.000000 1.000000 SI
13 5.000000 5.000000 5.000000 0.000000 1.000000 SI
14 5.000000 5.000000 5.000000 0.000000 1.000000 SI
15 5.000000 5.000000 5.000000 0.000000 1.000000 SI
16 5.000000 5.000000 5.000000 0.000000 1.000000 SI
17 5.000000 5.000000 5.000000 0.000000 1.000000 SI
18 5.000000 5.000000 5.000000 0.000000 1.000000 SI
19 5.000000 5.000000 5.000000 0.000000 1.000000 SI
20 5.000000 5.000000 5.000000 0.000000 1.000000 SI
21 5.000000 5.000000 5.000000 0.000000 1.000000 SI
22 5.000000 5.000000 5.000000 0.000000 1.000000 SI
23 5.000000 5.000000 5.000000 0.000000 1.000000 SI
24 5.000000 5.000000 5.000000 0.000000 1.000000 SI
25 5.000000 5.000000 5.000000 0.000000 1.000000 SI
26 5.000000 5.000000 5.000000 0.000000 1.000000 SI
27 5.000000 5.000000 5.000000 0.000000 1.000000 SI
28 5.000000 5.000000 5.000000 0.000000 1.000000 SI
29 5.000000 5.000000 5.000000 0.000000 1.000000 SI
30 5.000000 5.000000 5.000000 0.000000 1.000000 SI

MEDIA 1.000000
DESV. EST. 0
MEJOR 1.000000 SI
PEOR 1.000000 SI
MEDIANA 1.000000 SI
VARIANZA 0

Gráfica de Convergencia Representación 
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Figura 6.20: Resultados de 30 corridas y gráfica de convergencia para el problema
9 (representación binaria).
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Problema 9
Representacion Real SBX y Parameter Based Mutation

Prueba X1 X2 X3 g(X) f(X) Factible
&1 5.000000 5.000000 5.000000 0.000000 1.000000 SI
2 5.000000 5.000000 5.000000 0.000000 1.000000 SI
3 5.000000 5.000000 5.000000 0.000000 1.000000 SI
4 5.000000 5.000000 5.000000 0.000000 1.000000 SI
5 5.000000 5.000000 5.000000 0.000000 1.000000 SI
6 5.000000 5.000000 5.000000 0.000000 1.000000 SI
7 5.000000 5.000000 5.000000 0.000000 1.000000 SI
8 5.000000 5.000000 5.000000 0.000000 1.000000 SI
9 5.000000 5.000000 5.000000 0.000000 1.000000 SI
10 4.185661 5.934453 6.845973 0.000000 0.950560 SI
11 5.000000 5.000000 5.000000 0.000000 1.000000 SI
12 5.820390 5.156173 5.013707 0.000000 0.993024 SI
13 5.000000 5.000000 5.000000 0.000000 1.000000 SI
14 5.000000 5.000000 5.000000 0.000000 1.000000 SI
15 5.000000 5.000000 5.000000 0.000000 1.000000 SI
16 7.813395 3.145391 4.080695 0.000000 0.878001 SI
17 5.000000 5.000000 5.000000 0.000000 1.000000 SI
18 5.000000 5.000000 5.000000 0.000000 1.000000 SI
19 6.856061 3.174209 5.894284 0.000000 0.924218 SI
20 5.000000 5.000000 5.000000 0.000000 1.000000 SI
21 5.000000 5.000000 5.000000 0.000000 1.000000 SI
22 5.000000 5.000000 5.000000 0.000000 1.000000 SI
23 5.000000 5.000000 5.000000 0.000000 1.000000 SI
24 5.000000 5.000000 5.000000 0.000000 1.000000 SI
25 5.000000 5.000000 5.000000 0.000000 1.000000 SI
26 5.000000 5.000000 5.000000 0.000000 1.000000 SI
27 5.000000 5.000000 5.000000 0.000000 1.000000 SI
28 5.000000 5.000000 5.000000 0.000000 1.000000 SI
29 5.000000 5.000000 5.000000 0.000000 1.000000 SI
30 5.000000 5.000000 5.000000 0.000000 1.000000 SI

MEDIA 0.991527
DESV. EST. 0.02688787
MEJOR 1.000000 SI
PEOR 0.878001 SI
MEDIANA 1.000000 SI
VARIANZA 0.00072296

Gráfica de Convergencia Represenración real 
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Figura 6.21: Resultados de 30 corridas y gráfica de convergencia para el problema
9 (representación real).
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dificultad para esa misma tarea, se mantuvo la habilidad de la técnica de mante-
nerse en la frontera de la zona factible.

En espacios altamente restringidos, esta propuesta logró alcanzar la zona fac-
tible y recorrerla de manera significativa (problemas 1,3,7,8 y 9). Lo que es más,
en problemas con zonas factibles disjuntas (problema 9), el algoritmo logró en-
contrar el óptimo global de manera consistente.

En los problemas donde esta propuesta no arrojó resultados mejores a los re-
portados previamente en la literatura fue en aquellos dimensionalmente grandes
(funciones 5, 7 y 8). Las técnicas de cruza y mutación utilizadas para ambas repre-
sentaciones sugieren que la generación de distintos individuos a nivel del genotipo
es suficiente. Sin embargo, parece no bastar el proceso de exploración proporcio-
nado por la mutación.

Para evaluar los parámetros del algoritmo se realizó un análisis de sensibili-
dad con respecto al tamaño de la población, número máximo de generaciones,
porcentaje de cruza, porcentaje de mutación y la probabilidad de selección. Se
observaron los siguientes comportamientos:

Disminuir el número de generaciones del algoritmos disminuye también
la calidad de la solución final encontrada, generando una varianza mayor
entre resultados. Por otro lado, el aumentar el número de generaciones no
mejora de manera significativa la calidad de las soluciones encontradas y
mantienen una varianza similar a la de los parámetros propuestos para las
pruebas previamente presentadas.

Disminuir el número de individuos de la población no afecta de manera
significativa al desempeño final de la técnica. Aumentar la cantidad de in-
dividuos parece favorecer el aumento de la calidad de la solución final de
problemas con alta dimensionalidad.

La disminución del porcentaje de cruza no beneficia al desempeño fuera
de lı́nea ni al desempeño en lı́nea. El aumento de este porcentaje tampoco
beneficia ni afecta de manera significativa a ambos desempeños.

Con respecto al porcentaje de mutación, el disminuirlo no ocasiona mayo-
res cambios en el comportamiento del algoritmo. Aun más, al aumentarlo
se obtienen leves mejorı́as en los resultados finales para funciones con di-
mensionalidad baja.
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El disminuir o aumentar el porcentaje de selección (0,7 ≤ Sr ≤ 0,99) pare-
ce afectar la distribución favorable (45 % en promedio) de individuos facti-
bles y no factibles y por lo tanto, un valor menor a 0,7 parece ocasionar que
el algoritmo no sea guiado hacia la zona factible del espacio de búsqueda.

El tamaño del torneo parece seguir un comportamiento no tan sensible como
el reportado por Horn y Nafpliotis [57]. En pruebas donde se disminuyó el
tamaño del torneo, se notó una varianza mayor en los resultados finales,
aunque en calidad los resultados finales fueron buenos. Al aumentar el ta-
maño del torneo se observó una varianza mayor también. Sin embargo, los
resultados no fueron mejores que aquellos encontrados con un torneo de
tamaño 10. Esto indica que la excesiva presión de selección de un torneo
mayor a 10 individuos ocasiona que la técnica encuentre la zona factible
demasiado rápido y que depende de la zona donde llegue la búsqueda, la
calidad de la solución final. Cabe señalar que la técnica no muestra una sen-
sibilidad tan evidente a este parámetro, ya que el proceso de selección no
depende únicamente del torneo basado en no dominancia.

Con base en los resultados empı́ricos obtenidos de este análisis se presentan
las siguientes sugerencias con respecto al ajuste de parámetros de la técnica:

Representación binaria.

Parámetro Valor
Número máximo de generaciones 400
Tamaño de la población 200
Porcentaje de cruza 0,6
Porcentaje de mutación 0,001 ≤ Pm ≤ 0,05*
Tamaño del torneo 10
Porcentaje de selección 0,8 ≤ Sr ≤ 0,99*

Representación real.

Parámetro Valor
Número máximo de generaciones 10, 000
Tamaño de la población 50
Porcentaje de cruza 0,8
Porcentaje de mutación 0,6 ≤ Pm ≤ 0,8*
Tamaño del torneo 10
Porcentaje de selección 0,8 ≤ Sr ≤ 0,99*
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* Tanto la probabilidad de mutación como la de selección pueden aumentarse
dependiendo de la dificultad del problema.

6.6. Comparación de resultados con otras técnicas

A continuación se muestran los mejores resultados obtenidos por esta pro-
puesta junto con aquellos obtenidos con funciones de penalización. Se muestran
resultados de un algoritmo genético que utiliza pena de muerte para manejar res-
tricciones. Además se comparan los resultados de un algoritmo genético con una
función de penalización dinámica (C = 0,5, β = 2,0, α = 2,0). Para ambas
técnicas de comparación se utilizaron tanto representación real como binaria y se-
lección por torneo binario determinı́stico.

Los parámetros para ambas representaciones fueron los siguientes:

Representación binaria.

Parámetro Valor
Número máximo de generaciones 400
Tamaño de la población 200
Porcentaje de cruza 0,6
Porcentaje de mutación 0,03

Representación real.

Parámetro Valor
Número máximo de generaciones 10, 000
Tamaño de la población 50
Porcentaje de cruza 0,8
Porcentaje de mutación 0,6

Puede observarse que NPGA para manejo de restricciones proporciona me-
jores resultados consistentemente en las nueve funciones de prueba. Sólo en la
función 9 iguala el valor del óptimo global.

Por otro lado, el comportamiento de esta propuesta es mucho más consisten-
te, ya que tanto para la pena de muerte como para la función de penalización
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Variables Mejor solución encontrada
de diseño Esta propuesta Pena de muerte Penalización dinámica
x1(h) 0.205708 0.199034 0.202594
x2(l) 3.470923 4.148923 3.531309
x3(t) 9.03674 9.922478 9.056843
x4(b) 0.205729 0.220198 0.205668
g1(~x) -0.062627 -2256.430600 -0.001166
g2(~x) -0.730609 -6752.450000 -124.915290
g3(~x) -0.000021 -0.021164 -0.003074
g4(~x) -3.432928 -3.088111 -3.424637
g5(~x) -0.080708 -0.074034 -0.077594
g6(~x) -0.235541 -0.239795 -0.235633
g7(~x) -0.025913 -1806.922800 -3.456265
f(~x) 1,724896 2,089308 1,731183

Cuadro 6.1: Comparación de resultados para el problema 1 (Diseño de una viga
soldada).

Variables Mejor solución encontrada
de diseño Esta propuesta Pena de muerte Penalización dinámica
x1(Ts) 0.812500 0.812500 0.812500
x2(Th) 0.437500 0.437500 0.437500
x3(R) 42.097398 41.775549 42.089722
x4(L) 176.654047 183.501291 176.744283
g1(~x) -0.000020 -0.006232 -0.000168
g2(~x) -0.035891 -0.038961 -0.035964
g3(~x) -27.886075 -15475.136000 -0.559649
g4(~x) -63.345953 -56.498709 -63.255717
f(~x) 6059,946341 6164,945160 6060,766670

Cuadro 6.2: Comparación de resultados para el problema 2 (Diseño de un reci-
piente de presión).
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Variables Mejor solución encontrada
de diseño Esta propuesta Pena de muerte Penalización dinámica
x1(d) 0.051989 0.053743 0.052153
x2(D) 0.363965 0.405514 0.367968
x3(N) 10.890522 9.920849 10.672107
g1(~x) -0.000013 -0.103354 0.000000
g2(~x) -0.000021 -0.005334 -0.000005
g3(~x) -4.061338 -3.626788 -4.069062
g4(~x) -0.722698 -0.693829 -0.719920
f(~x) 0,012681 0,013962 0,012683

Cuadro 6.3: Comparación de resultados para el problema 3 (Minimización del
peso de un resorte).

Variables Mejor solución encontrada
de diseño Esta propuesta Pena de muerte Penalización dinámica

x1 856.013342 924.174963 677.164914
x2 0.100000 1.086153 0.100000
x3 601.548206 443.898253 567.528224
x4 172.969615 82.466387 182.277405
x5 0.100000 0.952399 0.100000
x6 0.000081 1.317064 0.100000
x7 65.334218 46.758902 71.767986
x8 539.767385 845.476949 744.768935
x9 474.838781 942.097669 464.225660
x10 0.100000 1.269604 0.100000
f(~x) 5152,636136 5742,304130 5248,362090

Cuadro 6.4: Comparación de resultados para el problema 4 (Diseño de una arma-
dura de 10 barras).Todas las soluciones son factibles
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Variables Mejor solución encontrada
de diseño Esta propuesta Pena de muerte Penalización dinámica

x1 3,088605 3.058503 3.011848
x2 3,034861 3.231301 3.127577
x3 3,112081 3.111636 3.155891
x4 3,079128 3.265051 0.696045
x5 3,090021 3.034504 0.953469
x6 2,949984 3.166241 2.275257
x7 2,929546 2.937620 0.394465
x8 2,905113 0.634435 3.043771
x9 0,485143 3.446524 3.015541
x10 1,372498 0.236528 0.413372
x11 0,421162 1.321508 0.584528
x12 0,479062 0.683721 2.957208
x13 0,406244 0.143664 0.398566
x14 0,502223 0.581542 0.460141
x15 0,489684 0.710560 0.462809
x16 0,378411 0.731854 0.411567
x17 0,325555 0.656109 0.782174
x18 0,345997 0.215301 0.731054
x19 0,519377 0.894552 0.527680
x20 0,364493 0.140838 0.613111
g1(~x) −0,004704 -0.273670 -0.000492
g2(~x) −119,720812 -117.798910 -121.983930
f(~x) 0,787933 0,653277 0,627836

Cuadro 6.5: Comparación de resultados para el problema 5.
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Variables Mejor solución encontrada
de diseño Esta propuesta Pena de muerte Penalización dinámica

x1 78,003942 78.047573 78.071211
x2 33,019521 33.006316 33.062146
x3 30,020488 30.056935 30.182713
x4 44,990450 44.996413 44.580623
x5 36,732249 36.610017 36.586178
g1(~x) −0,003615 -0.022641 -0.043730
g2(~x) −91,996385 -91.977359 -91.956270
g3(~x) −11,156384 -11.182611 -11.141734
g4(~x) −8,843616 -8.817389 -8.858266
g5(~x) −4,997549 -4.888446 -4.981513
g6(~x) −0,002451 -0.000154 -0.018487
f(~x) −30659,996878 −30653,271076 −30612,626000

Cuadro 6.6: Comparación de resultados para el problema 6.

dinámica las varianzas en los resultados de las 30 corridas fueron mucho más al-
tas. Además, el porcentaje de soluciones factibles fue, o mucho mayor o mucho
menor tanto para la pena de muerte como para la función de penalización. Estos
números indican que estas dos propuestas sólo encuentran la zona factible del es-
pacio de búsqueda, pero son incapaces de recorrerla de manera suficiente y, en
otros casos, no la pueden alcanzar con facilidad.
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Variables Mejor solución encontrada
de diseño Esta propuesta Pena de muerte Penalización dinámica

x1 2,136325 - 2.260300
x2 2,453076 - 2.186539
x3 8,785347 - 8.316685
x4 5,100696 - 5.124482
x5 1,009871 - 0.748543
x6 1,438481 - 1.216792
x7 1,251897 - 1.511889
x8 9,771741 - 9.943160
x9 8,206078 - 7.947944
x10 8,422531 - 7.071328
g1(~x) 0,000655 - -0.073334
g2(~x) −0,000127 - -0.705110
g3(~x) 0,000874 - -0.112262
g4(~x) −0,087974 - -14.686736
g5(~x) 0,000805 - -1.844837
g6(~x) 0,000611 - -1.527063
g7(~x) −6,401676 - -6.486482
g8(~x) −50,13862 - -43.128446
f(~x) 24,381843 − 28,936289

Cuadro 6.7: Comparación de resultados para el problema 7. El sı́mbolo “-” signi-
fica que la técnica se estancó en la generación 0 por no encontrar ninguna solución
factible.
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Variables Mejor solución encontrada
de diseño Esta propuesta Pena de muerte Penalización dinámica

x1 703,958047 - 399.656632
x2 1130,767301 - 2646.328920
x3 5222,652058 - 4679.965400
x4 204,860812 - 102.158812
x5 306,637296 - 313.585028
x6 227,775050 - 125.864665
x7 328,142785 - 219.523076
x8 415,516117 - 421.451646
g1(~x) 0,081590 - -0.429941
g2(~x) 0,074798 - 0.077373
g3(~x) 0,088788 - 0.078666
g4(~x) −2564,431170 - -8538.057400
g5(~x) −12182,618004 - -46301.676000
g6(~x) −85229,439285 - -38774.609000
f(~x) 7057,377407 − 7725,950950

Cuadro 6.8: Comparación de resultados para el problema 8.El sı́mbolo “-” signifi-
ca que la técnica se estancó en la generación 0 por no encontrar ninguna solución
factible.

Variables Mejor solución encontrada
de diseño Esta propuesta Pena de muerte Penalización dinámica

x1 5.000000 5.000000 5.000004
x2 5.000000 5.000004 5.000003
x3 5.000000 5.000004 5.000001
g(~x) 0.000000 0.000000 0.000000
f(~x) 1,000000 1,000000 1,000000

Cuadro 6.9: Comparación de resultados para el problema 9.



Conclusiones

La propuesta presentada en este trabajo refrenda la idea de que el uso de técni-
cas diseñadas para optimización multiobjetivo, pueden aplicarse con éxito a pro-
blemas con un solo objetivo y restricciones.

La técnica presenta un bajo costo, tanto computacional como de implemen-
tación, generando buenos resultados en el conjunto de funciones de prueba que
incluyen problemas con una gama diversa de situaciones, demostrando robustez.

En lo que respecta al tipo de representación, tanto la binaria como la real, junto
con sus correspondientes operadores genéticos lograron muestrear adecuadamen-
te el espacio de búsqueda y coadyuvar a localizar la zona factible. Pudo observarse
que para problemas con dimensionalidad grande, la representación real pudo en-
contrar mejores resultados y para problemas con pocas variables, la representación
binaria fue mejor.

Con respecto a los parámetros del algoritmo, de acuerdo con el análisis empı́ri-
co de sensibilidad, no se observó una dependencia marcada hacia alguno de los
parámetros. Por otro lado, se observó que el nuevo parámetro propuesto (Sr) debe
mantenerse en un rango mayor a 0,8 para que la técnica funcione de manera ade-
cuada.

En la comparación con otras técnicas de penalización, NPGA para manejo
de restricciones mostró un mejor desempeño, tanto en los mejores resultados en-
contrados como en la consistencia de sus soluciones ya que logra muestrear con
mayor precisión la zona factible del espacio de búsqueda de problemas de distin-
tas caracterı́sticas.

Como conclusión general podemos decir que esta técnica presenta una alter-
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nativa para manejo de restricciones donde no se deben definir factores de penali-
zación por parte del usuario y que, a pesar de ser una técnica multiobjetivo donde
su principal problema es mantener diversidad durante el proceso evolutivo, evita
la convergencia prematura y logra encontrar de manera consistente la zona fac-
tible y la muestrea lo suficiente para obtener resultados competitivos a un costo
computacional y de implementación bajos.



Trabajo futuro

Algunas de las extensiones posibles a este trabajo son las siguientes:

Refinar la técnica resolviendo los desempates haciendo diferencia entre dos
candidatos dominados y dos candidatos no dominados.

Buscar nuevas alternativas para mantener diversidad sin la necesidad de
agregar más parámetros al algoritmo.

Extender el dominio de esta propuesta para resolver problemas con múlti-
ples objetivos y restricciones.

Resolver funciones con restricciones de igualdad.

Analizar la factibilidad de acoplar esta técnica con algún algoritmo de opti-
mización de otro tipo (tal vez otra heurı́stica).
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[23] Carlos A. Coello Coello. An Updated Survey of Evolutionary Multiobjective Op-
timization Techniques : State of the Art and Future Trends. In 1999 Congress on
Evolutionary Computation, pages 3–13, Washington, D.C., July 1999. IEEE Servi-
ce Center.

[24] Carlos A. Coello Coello. Constraint-Handling using an Evolutionary Multiobjecti-
ve Optimization Technique. Technical Report Lania-RI-2000-03, Laboratorio Na-
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[30] Dragan Cvetković, Ian Parmee, and Eric Webb. Multi-objective Optimisation and
Preliminary Airframe Design, April 1998.

[31] Charles Darwin. The Origin of Species by Means of Natural Selection or the pre-
servation of Favored Races in the Struggle for life. Random House, New York,
1993. (Publicado originalmente en 1929).

[32] Lawrence Davis, editor. Handbook of Genetic Algorithms. Van Nostrand Reinhold,
New York, 1991.

[33] K. Deb and S. Agrawal. A Niched-Penalty Approach for Constrtaint Handling in
Genetic Algorithms. In Proceedings of the ICANNGA, Portoroz, Slovenia, 1999.

[34] Kalyanmoy Deb. Genetic algorithms in multimodal function optimization. Mas-
ter’s thesis, University of Alabama, Alabama, USA, 1989.

[35] Kalyanmoy Deb and Mayank Goyal. A Combined Genetic Adaptive Search Ge-
neAS for Engineering Design. Computer Science and Informatics, 26(4):30–45,
1996.

[36] David B. Fogel. An introduction to simulated evolutionary optimization. IEEE
Transactions on neural networks, 5(1):3–14, January 1994.

[37] David B. Fogel. Evolutionary Computation. Toward a New Philosophy of Machine
Intelligence. The Institute of Electrical and Electronic Engineers, New York, 1995.

[38] Lawrence J. Fogel. Intelligence Through Simulated Evolution. Forty years of Evo-
lutionary Programming. John Wiley & Sons, New York, 1999.

[39] Carlos M. Fonseca and Peter J. Fleming. Genetic Algorithms for Multiobjecti-
ve Optimization: Formulation, Discussion and Generali zation. In Stephanie Fo-
rrest, editor, Proceedings of the Fifth International Conference on Genetic Algorit-
hms, pages 416–423, San Mateo, California, 1993. University of Illinois at Urbana-
Champaign, Morgan Kauffman Publishers.

[40] M. P. Fourman. Compaction of symbolic layout using genetic algorithms. In Gene-
tic Algorithms and their Applications: Proceedings of the First International Con-
ference on Genetic Algorithms, pages 141–153. Lawrence Erlbaum, 1985.

[41] A. S. Fraser. Simulation of Genetic Systems by Automatic Digital Computers I.
Introduction. Australian Journal of Biological Sciences, 10:484–491, 1957.

[42] G. J. Friedman. Digital simulation of an evolutionary process. General Systems:
Yearbook of the Society for General Systems Research, 4:171–184, 1959.



125

[43] C. Fujiki. An evaluation of Holland’s genetic operators applied to a program gene-
rator. Master’s thesis, University of Idaho, Moscow, Idaho, 1986.

[44] Fred Glover and G. Kochenberger. Critical event tabu search for multidimensio-
nal knapsack problems. In Proceedings of the International Conference on Me-
taheuristics for Optimization, pages 113–133, Dordrecht, The Netherlands, 1995.
Kluwer Publishing.

[45] David E. Goldberg. Genetic Algorithms in Search, Optimization, and Machine
Learning. Addison Wesley Longman Inc., Alabama, 1989.

[46] David E. Goldberg and Kalyanmoy Deb. A comparison of selection schemes used
in genetic algorithms. In G.J. E. Rawlins, editor, Foundations of Genetic Algorit-
hms, pages 69–93. Morgan Kaufmann, San Mateo, California, 1991.

[47] David E. Goldberg and J. Richardson. Genetic algorithm with sharing for multi-
modal function optimization. In J. J. Grefenstette, editor, Genetic Algorithms and
Their Applications: Proceedings of the Secon d International Conference on Ge-
netic Algorithms, pages 41–49. Lawrence Erlbaum, 1987.

[48] David E. Goldberg and Robert E. Smith. Nonstationary Function Optimization
Using Genetic Algorithms with Dominance and Diploidy. In John J. Grefenstet-
te, editor, Genetic Algorithms and Their Applications: Proceedings of the Second
International Conference on Genetic Algorithms, pages 59–68. Lawrence Erlbaum
Associates, Hillsdale, New Jersey, July 1987.

[49] Atidel Ben Hadj-Alouane and James C. Bean. A Genetic Algorithm for the
Multiple-Choice Integer Program. Operations Research, 45:92–101, 1997.

[50] P. Hajela and J. Lee. Constrained Genetic Search via Schema Adaptation. An Im-
mune Network Solution. In Niels Olhoff and George I.Ñ. Rozvany, editors, Procee-
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